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改进胶囊网络的滚动轴承故障诊断方法
孙　 岩， 彭高亮

（哈尔滨工业大学 机电工程学院， 哈尔滨 １５０００１）

摘　 要： 针对滚动轴承工作环境噪声复杂，振动信号信噪比低且呈现非平稳和非线性的特点，以及传统诊断方法在噪声环境

下分类诊断准确率低等问题，提出一种基于改进胶囊网络特征提取结构和反向传播损失值计算方法的滚动轴承故障诊断模

型． 应用多尺度卷积核 Ｉｎｃｅｐｔｉｏｎ 结构和空间注意力机制，替代传统胶囊网络单一卷积层进行特征提取，得到不同尺度下、重点

区域突出的特征数据，利用胶囊结构构建向量神经元，通过动态路由的特征传递方式，得到分类结构数字胶囊，实现故障诊

断；训练过程损失计算采用间隔损失和重构损失相结合的方法，通过调节二者比例系数，构建更加合理的反向传播计算过程．
为验证模型的实际诊断效果，利用凯斯西储大学轴承数据集中 ４ 种转速及对应 ４ 种负载工况下的实验数据，通过添加不同幅

值能量的高斯白噪声，以降低信噪比的方式开展实验；与双卷积层胶囊网络和传统卷积神经网络进行对比分析． 结果表明，与
其他诊断方法相比，提出的方法在噪声环境下能得到良好的诊断结果，抗噪性方面具有明显优势．
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　 　 滚动轴承在各类机电一体化设备中使用广泛，
由于工作过程中长时间旋转磨损、高温等原因，轴承

故障是常发故障之一． 轴承发生故障可能造成严重

的经济损失或人员伤亡，因此提高诊断效率和准确

率十分重要． 轴承故障诊断方法经历了人工经验判

断、信号时域分析［１］、频域谱分析［２］、时频域分

析［３］、模态分析［４］ 等阶段，目前应用广泛的方法有

人工经验判断，如经验丰富的工人通过听机器响动

判断工作状态；时域指标分析如峭度值、平滑指数、
基尼指数等；频域分析如傅里叶变换包络分析；时频

域分析如短时傅里叶变换、小波变换、Ｓ 变换等；模
态分析即信号通过一定规则分解，得到模态分量后

分析的方法，如 ＥＭＤ 分解后包络谱分析等． 目前，
机电一体化产品日益增多，而传统的故障诊断方法

要求人员具有较高的经验知识，且需多指标联合分



析后得出诊断结论，无法满足自动化诊断的需求．
随着人工智能技术的发展，应用决策树［５］、支

持向量机［６］、朴素贝叶斯［７］ 等机器学习手段开展故

障诊断日益增多，特别是以卷积神经网络为代表的

深度学习方法的使用，使故障诊断逐步走向智能化、
自动化． ＺＨＡＮＧ Ｗｅｉ 等［８］提出了一种基于一维深度

卷积网络的故障诊断模型，实现了基于一维卷积神

经网络端到端的诊断模式；黄驰城［９］ 利用时频变换

和三种经典卷积神经网络模型，实现了二维卷积神

经网络在轴承故障诊断中的应用． 虽然一维、二维

卷积神经网络均在故障诊断中取得了一定的效果，
但存在神经元输入输出采用标量形式导致的细节特

征提取不足，池化层丢失部分有用信息，较大规模网

络才能提取更详细特征等一系列问题，因此提出许

多改进方案． 本文采用的基础胶囊网络结构由

Ｈｉｎｔｏｎ 等提出，主要思想为将神经元标量输入输出

改为向量形式，网络结构保留空间位置等信息，舍弃

池化层结构，从而实现更好的效果． Ｈｉｎｔｏｎ 等提出

的胶囊网络特征提取部分仅采用单层卷积，在此基

础上杨平等［１０］提出了双卷积层胶囊网络的诊断方

法，相较于单卷积层取得了一定的改进，但双卷积层

胶囊网络仅增加了一个卷积层，卷积层之间采用串

联式连接，没有从原始图像数据中进一步提取特征，
细节特征仍存在丢失，特征提取能力需进一步优化．

本文 利 用 胶 囊 结 构 的 同 时， 采 用 多 尺 度

Ｉｎｃｅｐｔｉｏｎ 结构，配合空间注意力机制，从原始图像数

据中，进行多尺度的特征提取和关键信息的识别，配
合损失值计算方法的优化，达到更好的分类诊断效

果，通过低信噪比实验，证明了方法的适用性．

１　 基本原理

１．１　 卷积结构

卷积神经网络特征提取过程主要由卷积结构完

成，采用共享卷积核的形式对输入图像或矩阵进行

局部卷积运算，得到结果经激活函数非线性化输入

下一层． 采用 ｋ × ｋ 卷积核的卷积过程公式为

ａｉ，ｊ ＝ ｆ（∑
ｋ

ｍ ＝ ０
∑

ｋ

ｎ ＝ ０
ωｍ，ｎ·ｘｉ＋ｍ，ｊ＋ｎ ＋ ｂ） ．

式中： ａｉ，ｊ 为输出值，ｘｉ，ｊ 为第 ｉ 行 ｊ 列的元素，ωｍ，ｎ 为

第 ｍ行 ｎ列的权重，参数 ｂ为偏置项，ｆ为激活函数，
常用的激活函数有 ｓｉｇｍｏｉｄ、ｔａｎｈ、Ｒｅｌｕ 等，其中 Ｒｅｌｕ
函数表达式为

ｙ ＝ ｍａｘ（０，ｘ） ．
式中 ｙ 为输出值，ｘ 为输入值．

Ｒｅｌｕ 函数为分段线性函数，所有的负值和 ０ 输出

为 ０，所有的正值输出原值不变，这种操作为单侧抑

制，实现稀疏后更好地挖掘相关特征，加速模型收敛．
１．２　 Ｉｎｃｅｐｔｉｏｎ 结构

２０１２ 年，ＡｌｅｘＮｅｔ 采用 Ｒｅｌｕ 激活函数、全局池化

层、Ｄｒｏｐｏｕｔ 方式得到性能优良的成果后，主流的网

络结构突破大致是网络更深（层数），但是纯粹的增

大网络存在容易过拟合，计算复杂，梯度弥散等问

题． 为解决这些问题，ＧｏｏｇｌｅＬｅＮｅｔ 采用了 Ｉｎｃｅｐｔｉｏｎ
结构，初始 Ｖ１ 结构如图 １ 所示．

图 １　 多尺度卷积结构

Ｆｉｇ．１　 Ｉｎｃｅｐｔｉｏｎ Ｖ１ ｓｔｒｕｃｔｕｒｅ

　 　 Ｉｎｃｅｐｔｉｏｎ 结构［１１］ 通过改深度增加为宽度增加

的方法，解决梯度弥散等问题，但宽度增加同样增加

了参数量，在后续的改进过程中，Ｖ２ 和 Ｖ３ 结构均

采用卷积核拆分的方式，Ｖ２ 采用 ３ 个 ３×３ 的卷积核

代替 ７×７ 卷积，Ｖ３ 采用 １×７ 和 ７×１ 卷积核代替 ７×７
卷积，达到了减小网络结构的目的． Ｉｎｃｅｐｔｉｏｎ 结构展

示了特征提取过程中，采用卷积核由小到大的方式

可以提取更多的细节特征；多层卷积核通过激活函

数的增多，非线性表达能力进一步得到提高；宽度代

替深度的增加可以避免一定的梯度弥散．
１．３　 空间注意力机制

注意力机制模仿人观察事物关注重点部位的特

点［１２］，广泛应用于图像识别、自然语言处理等领域．
空间注意力机制将原始图像信息变换到另外一个空

间，通过训练空间转换模块输出与原信息的叠加实

现关键信息的识别，空间转换模块采用类池化的方

式，关注重点区域，与原图像或矩阵的融合保证重点

信息不丢失，其结构如图 ２ 所示．

空间注意力
模块

图 ２　 空间注意力模块

Ｆｉｇ．２　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ
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１．４　 胶囊网络

胶囊网络的概念在 ２０１７ 年由 Ｈｉｎｔｏｎ 提出，主
要思想为将神经元的输入输出由标量形式改为向量

形式，从而拥有空间位置特征提取能力，胶囊向量神

经元与普通标量神经元类比如图 ３ 所示．

v
向量神经元

求和压缩

U1

U2

U3

u1

u2

u3

非线
性化求和

1

x1

x2

x3

w1

w2

w3

b
标量神经元

图 ３　 标量与向量神经元

Ｆｉｇ．３　 Ｓｃａｌａｒ ａｎｄ ｖｅｃｔｏｒ ｎｅｕｒｏｎｓ

　 　 向量神经元与标量神经元主要区别在于输入输

出数据的结构形式，采用向量结构具有更丰富的特

征表达能力；神经元之间采用动态路由的方式进行

特征传递，通过相关性计算，特征得到很好的归类，
更加符合现实场景的需要；动态路由每次迭代以 ０
初始化参数，参数规模得到了优化，压缩向量的尺

度，保证了每一层向量神经元之间权重的一致性．
算法过程如下：
　 　 １） 初始化 ｌ 层第 ｉ 个胶囊和 ｌ ＋ １ 层第 ｊ 个胶囊

间特征传递参数 ｂｉ，ｊ 为 ０；
　 　 ２）利用 ｓｏｆｔｍａｘ 方式计算两层胶囊间权重 ｃｉ，ｊ，
具体公式为

ｃｉ，ｊ ＝
ｅｘｐ（ｂｉ，ｊ）

∑ｅｘｐ（ｂｉ，ｊ）
；

　 　 ３）低层胶囊特征 ｕｉ 传递至高层胶囊，得到高层

特征

ｓ ｊ ＝ ∑ｃｉ，ｊ·ｕｉ；

　 　 ４）压缩高层胶囊特征， 得到压缩后的特征

ｖｊ ＝
‖ｓ ｊ‖２

１ ＋ ‖ｓ ｊ‖２·
ｓ ｊ

‖ｓ ｊ‖
；

　 　 ５）迭代更新为

ｂｉ，ｊ ＝ ｂｉ，ｊ ＋ ｕｉ·ｖｊ ．
　 　 动态路由实现低层胶囊结构与高层胶囊之间的

向量式传递，通过二者标量积来度量相关性，向量的

模长代表实体的存在性，构建了空间位置等关键

特征．

２　 改进胶囊网络诊断方法

２．１　 模型结构

为提高胶囊网络的特征提取能力，本文改进胶

囊网络的单一卷积结构为多尺度卷积 Ｉｎｃｅｐｔｉｏｎ 模

块和空间注意力模块的结合体，构建更加全面丰富、
特征突出的特征提取单元，与初始胶囊结构和数字

胶囊结构结合，提出了一种前端特征提取提升的改

进胶囊网络 ＳＡＰ － ＣａｐｓＮｅｔｓ （ Ｓｔａｒｔ ａｂｉｌｉｔｙ ｐｒｏｍｏｔｉｏｎ
ｃａｐｓｕｌｅ ｎｅｔｗｏｒｋ），其结构如图 ４ 所示．

输入

Maxpool池化

3?3 3?31?1

3?3

3?3 Conv
卷积

连接
Concatenate

空间注意力
SpatialAttention

向量神经元层
PrimaryCaps

数字胶囊层
DigitCaps

诊断结果

图 ４　 改进胶囊网络

Ｆｉｇ．４　 ＳＡＰ－ＣａｐｓＮｅｔｓ

　 　 ＳＡＰ－ＣａｐｓＮｅｔｓ 输入数据为振动信号时频分析

（短时傅里叶变换）得到的二维时频域数据（数组非

图像），网络前端采用 Ｉｎｃｅｐｔｉｏｎ 结构配合空间注意

力模块进行特征提取，保证信息提取的充分性，同时

具有较强的抗噪声作用，特征采集作用明显；后端采

用胶囊结构构造向量神经元，通过动态路由实现特

征传递；激活函数采用 Ｒｅｌｕ 函数．
２．２　 损失函数

损失函数采用间隔损失和重构损失结合计算总

损失的方式，间隔损失表示为

　 　 Ｌｋ ＝ Ｔｋ·（ｍａｘ（０，ｍ） － ‖ｖｋ‖） ２ ＋
　 　 　 　 λ·（１ － Ｔｋ）·ｍａｘ（０，‖ｖｋ‖ － ｍ） ．
式中： ｋ是分类数，Ｔｋ 是分类的指示函数 （存在为 １，
不存在为 ０）； ｍ ＋ 为上界，惩罚假阳性； ｍ － 为下界，
惩罚假阴性； λ 比例系数，调整两者比重．

重构损失计算方法为胶囊层后构造 ３ 层全连接

层如图 ５ 所示，得到与原数据数据点数相同的输出

值，计算原数据与输出数据距离平方和，作为损失值．
　 　 总损失为间隔损失和 λ 倍重构损失的和，λ 平

衡二者比重，取 ０．０１ 左右．
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全连接层
数字胶囊层
DigitCaps

图 ５　 重构结构

Ｆｉｇ．５　 Ｒｅｆａｃｔｏｒｉｎｇ ｓｔｒｕｃｔｕｒｅ

３　 算例及结果分析

３．１　 数据介绍和预处理

为验证方法模型的效果，采用凯斯西储大学轴

承公开数据集． 轴承的损伤为电火花加工的单点损

伤，人工制造故障的方式，故障特征相对实际工况明

显，故本文采用人工降低信号信噪比的方法，模拟噪

声工况环境，开展实验分析． 数据为原始数据１２ ｋＨｚ
采样频率下的驱动端轴承故障，包含 １ ７９７、１ ７７２、
１ ７５０和 １ ７３０ ｒ ／ ｍｉｎ 这 ４ 种转速数据；轴承状态为

健康、内圈故障、滚动体故障和外圈故障．
深度学习网络参数量大，需大样本数据驱动得到

模型，且轴承数据集中正常状态相对其他故障状态的

样本较少，样本存在不均衡问题． 因此本文采用单个

数据文件重复采样的方式减小样本间的不平衡问题．
本文实验中采用单个数据文件中单次选取 ６ ０００ 个

点，每次向后移动 ５００ 个点的形式进行采样，采样后

数据进行时频变换（短时傅里叶变换［１３］ ），由一维数

据变换为二维数据，短时傅里叶变换公式为

Ｓ ＝ ∫ ｆ（ ｔ）ｇ（ ｔ － τ）ｅ － ｊωｔｄｔ． （ ８ ）

式中： ｆ 和 ｇ 为信号和窗函数，输出结果 Ｓ 为时频域

数据，自变量为时间，变量 ω 为频率，变量 τ 为移动

窗口设置量．
变换二维后，为避免数据转图像格式容易出现格

式转换误差的问题，本文将数据直接按数组形式保存

使用，不转换图像类型，避免格式在转换过程中引起

的原始数据特征损失． 样本分布情况如表 １ 所示．
表 １　 数据样本类型分布

Ｔａｂ．１　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｄａｔａ ｓａｍｐｌｅ ｔｙｐｅｓ 组

轴承状态
转速 ／ （ ｒ·ｍｉｎ－１）

１ ７９７ １ ７７２ １ ７５０ １ ７３０

健康状态 ２００ ２００ ２００ ２００

内圈故障 ４００ ４００ ４００ ４００

球体故障 ４００ ４００ ４００ ４００

外圈故障 ４００ ４００ ４００ ４００

３．２　 对比模型

为验证模型的优劣性，采用双卷积胶囊网络和

传统卷积神经网络［１４］作为对比分析，二者结构如图

６、７ 所示．

输
入

卷积层
128?3?3

卷积层
65?3?3

向量神经层
32?8?3?3

数字胶囊层
16

4

图 ６　 双卷积层胶囊网络

Ｆｉｇ．６　 Ｄｏｕｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ ｃａｐｓｕｌｅ ｎｅｔｗｏｒｋ

200
1024

卷积层
32?3?3
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卷积层
64?4?3 卷积层

128?3?3

卷积层
128?3?3

卷积层
65?3?3

图 ７　 卷积神经网络

Ｆｉｇ．７　 Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 模型均采用 Ｒｅｌｕ 激活函数；双卷积胶囊网络将

传统胶囊结构单卷积层扩展为双卷积层，结合了卷

积网络和胶囊网络的特点；传统卷积神经网络为适

应时频变换后的数据结构，采用了一个 ４×３ 卷积

核，通过卷积和池化的方式，逐层特征提取和压缩．
３．３　 训练验证

样本按 ８ ∶ ２ 的比例随机划分训练集和验证集．
训练过程采用未做处理的原始信号二维数据． ３ 种

方法均采用 Ａｄａｍ 优化方法，学习率 ０．００１，训练时

单次读入数据量 ｂａｔｃｈ＿ｓｉｚｅ 为 ５０，全部样本迭代次

数 ｅｐｏｃｈ 设置为 ２０，均运行 ３ 次取平均结果，改进胶

囊网络 （ ＳＡＰ⁃ＣａｐｓＮｅｔｓ）、双卷积神经网络 （ ＣＮＮ⁃
ＣａｐｓＮｅｔｓ）和传统卷积神经网络（ＣＮＮ）３ 种模型训

练结果如表 ２ 所示．
表 ２　 模型训练结果

Ｔａｂ．２　 Ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ

模型 正确率 ／ ％ 损失值 耗时 ／ ｍｉｎ

ＳＡＰ－ＣａｐｓＮｅｔｓ ９８．４ ０．００１ ２ ７６
ＣＮＮ－ＣａｐｓＮｅｔｓ ９６．８ ０．００３ ４ ７１

ＣＮＮ ９５．６ ０．０４６ ０ ８９
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　 　 从表 ２ 中可得，改进胶囊网络在模型训练时间

上没有明显的增加，训练集正确率有了一定的提升．
验证过程首先采用未做处理的验证集数据试

验，３ 个模型验证集准确率分别为 ９８．２％、９６．２％和

９５．１，从验证集结果看，模型均达到了训练效果．
采用添加不同幅值高斯白噪声，降低信噪比的

方式，对训练集和验证集进行处理，信噪比公式为

Ｒ ＝ １０ ｌｇ（Ｐｓ ／ Ｐｎ） ．
式中 Ｐｓ 为信号有效功率，Ｐｎ 为噪声功率，Ｒ 为信

噪比．
相同坐标下，降低西储大学轴承数据集中的内

圈故障信号信噪比，信号时域图变化如图 ８ 所示．
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图 ８　 不同信噪比状态（原始、－１、－２、－３ｄＢ）时域图

Ｆｉｇ．８ 　 Ｔｉｍｅ ｄｏｍａｉｎ ｄｉａｇｒａｍ ｏｆ ｓｉｇｎａｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ＳＮＲｓ：
ｏｒｉｇｉｎａｌ， －１， －２， ａｎｄ －３ ｄＢ

　 　 统计图 ８ 中几种不同信噪比状态信号，统计指

标使用敏感度较高的时域峭度值［１５］、方差、歪度，结
果如表 ３ 所示．

表 ３　 不同信噪比状态时域指标

Ｔａｂ．３　 Ｔｉｍｅ ｄｏｍａｉｎ ｉｎｄｉｃａｔｏｒｓ ｏｆ ｓｉｇｎａｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ＳＮＲｓ

信号信噪比状态 峭度值 方差 ／ （ｍ·ｓ－ ２） 歪度

原信号 ５．５３６ ９ ０．０８１ ６ ９．２９４ ０

－１ｄＢ ２．９５２ ０ １．３６０ ３ ７．２９０ ５

－２ ｄＢ ２．９４５ ４ １．７７２ ２ ７．０９３ ３

－３ ｄＢ ２．８６７ ３ ２．０７３ ８ ６．６４８ ９

　 　 采用希尔伯特变换构造 ４ 种状态下信号的解析

函数，得到包络信号，求解包络谱［１６］，观察信噪比调

整过程中信号频域的幅值变化情况，得到包络谱如

图 ９ 所示．
　 　 从时域指标统计和包络谱图信号幅值变换情况

分析得出，信噪比降低后信号的时域、频域变化较大，
噪声严重影响了原始信号本身的特征，采用简单的分

析方法，难以直接提取故障特征和判断故障类型．
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图 ９　 几种信噪比信号包络谱

Ｆｉｇ．９　 Ｅｎｖｅｌｏｐｅ ｓｐｅｃｔｒａ ｏｆ ｓｉｇｎａｌｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ＳＮＲｓ

　 　 采用上文正常信噪比信号为训练集样本，训练

好的卷积神经网络、双卷积胶囊网络和改进胶囊网

络 ３ 个模型，输入调整 ３ 种不同信噪比的数据作为

诊断验证集，模型的诊断情况如图 １０．
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图 １０　 几种信噪比验证集正确率

Ｆｉｇ．１０　 Ａｃｃｕｒａｃｙ ｒａｔｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ＳＮＲ ｖｅｒｉｆｉｃａｔｉｏｎ ｓｅｔｓ

　 　 从图 １０ 可以看出 ＳＡＰ⁃ＣａｐｓＮｅｔｓ 具有一定的抗

噪能力，在信噪比－３ ｄＢ 的情况下，仍能达到 ８０％以

上的正确率，相比双卷积层胶囊网络和传统的卷积

神经网络能达到更好的特征提取和故障诊断效果．
为进一步验证改进方法的效果，训练集数据直

接采用降低信噪比后数据，将－１、－２、－３ ｄＢ 数据混

合作为训练集样本，模型训练过程正确率 ７１％，验
证集采用正常信噪比数据正确率为 ６４％，模型结果

较差． 分析原因后认为：直接采用低信噪比数据训

练模型，受噪声影响，训练时模型未能准确学习轴承

故障主要特征，因此对正常信噪比数据分类正确率

仍较低． 采用正常信噪比数据开展训练，以低信噪

比数据进行验证的方式，具有更好的效果，且当前可

用实际工况数据较少，研究实验室信噪比条件下模
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型训练，逐步迁移至实际工况的意义更加明显．

４　 结　 论

本文提出了一种前端特征提取模块提升的胶囊

网络模型（ＳＡＰ⁃ＣａｐｓＮｅｔｓ），实验对比在噪声环境下

的特征提取能力，实验结果表明：
１） 噪声环境影响信号的整体指标，深度学习模

型识别效果同样受到严重影响．
２） 相比双卷积层胶囊网络，本文改进胶囊网络

通过 Ｉｎｃｅｐｔｉｏｎ 模块和空间注意力模块的结合，起到

抗噪和特征提取能力提升的作用，模型稳定性和泛

化能力更好．
３） 本文提出的模型还需进一步优化，在实验中

模型各层参数经过调整，才取得了较好的结果，后续

进一步优化分析，提高模型参数选择的稳定性和通

用性．
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