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摘　 要： 针对行人检测算法在交通场景下应用时的遮挡问题，提出一种结合双重注意力机制的遮挡感知行人检测算法。 以

ＲｅｔｉｎａＮｅｔ 作为基础框架，在回归和分类支路分别添加空间注意力和通道注意力子网络，增强网络对于行人可见区域的关注；
同时引入行人可见边界框信息对传统的回归损失函数进行优化，使其能够随着遮挡程度自适应地调节预测框贡献的权重。
在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 数据集上的实验结果表明：相较于 ＲｅｔｉｎａＮｅｔ 等 ８ 种先进算法，该方法具有较好的鲁棒性和检测精度，
尤其是严重遮挡情况下，该算法的对数平均漏检率仅为 ４５．６９％，小于其他算法 １２％以上；此外，该算法能够实现准实时检测，
在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 上的检测速度分别为 １１．８ 帧 ／ ｓ 和 １０．０ 帧 ／ ｓ。 所提出的双重注意力机制和遮挡感知回归损失函数的

检测方法具有可行性和有效性，对于遮挡行人的处理有显著优势。
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　 　 行人检测作为目标检测领域的一个重要研究方

向，一直受到研究者们的普遍关注，目前已经对智能

交通、智能辅助驾驶和视频监控等领域产生了深入的

影响［１］。 传统的行人检测方法，如 ＨＯＧ（ｈｉｓｔｏｇｒａｍ ｏｆ
ｏｒｉｅｎｔｅｄ ｇｒａｄｉｅｎｔ） ［２］、ＤＰＭ（ｄｅｆｏｒｍａｂｌｅ ｐａｒｔｓ ｍｏｄｅｌ） ［３］

和 ＡＣＦ（ａｇｇｒｅｇａｔｅ ｃｈａｎｎｅｌ ｆｅａｔｕｒｅ） ［４］等，都是通过手

工设计或特征聚合来获得行人特征。 随着 ２０１２ 年

ＡｌｅｘＮｅｔ［５］在图像分类任务中的重大突破，利用卷积

神经网络 ＣＮＮ（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）自主学

习特征提取过程从而代替传统手工设计是目前的主

要研究方向［６］。 根据检测机制的不同，基于卷积神

经网络的目标检测方法主要分为两类：一是两阶段

方法，以 Ｆａｓｔｅｒ Ｒ⁃ＣＮＮ［７］为例，其主要思路是采用级

联的方式，在生成候选目标区域的基础上进一步判

断边界框的类别和位置。 另一类则是单阶段方法，
以 ＹＯＬＯ（ｙｏｕ ｏｎｌｙ ｌｏｏｋ ｏｎｃｅ） ［８］ 和 ＳＳＤ（ ｓｉｎｇｌｅ ｓｈｏｔ
ｍｕｌｔｉｂｏｘ ｄｅｔｅｃｔｏｒ） ［９］为例，其思路是用一个卷积神经



网络直接回归出边界框的位置和类别。
卷积神经网络的引入提升了行人检测算法性

能，但遮挡问题仍然是行人检测中的一个主要难

点［１０－１３］。 文献［１０］通过一种联合学习方式建模不

同的行人遮挡模式，但其检测框架复杂且无法穷尽

所有的情况；文献［１１］设计新的损失函数，使预测

框在不断逼近目标真实框的同时远离其他的真实

框，这种方法对遮挡的处理更为灵活，实现也更加简

单；文献［１２］将前述的两种思路相结合，提出部件

遮挡感知单元和聚集损失函数来处理行人遮挡问

题；文献［１３］通过引入新的监督信息（行人可见区

域边界框）来处理遮挡，其思路是用两个分支网络

分别回归行人的全身框和可见区域的边界框，最终

融合两个分支的结果来提升检测性能。
注意力机制源于对人类视觉的研究，在计算机

视觉的各种任务（如图像分类、检测和分割等）中均

有广泛的应用［１４］。 常见的注意力机制有两种类型：
一是空间注意力机制［１５］，即通过网络学习来自适应

地调节特征图中每个元素的权重；二是通道注意力

机制［１６］，即利用网络来调节特征图中不同通道的权

重。 利用注意力机制可以加强网络对行人可见区域

特征的关注，进而改善算法的遮挡处理能力。 文献

［１７］利用预训练的行人姿态估计模型生成的部件

热图作为监督信息指导通道注意力机制的学习，有
效提高了遮挡行人的检测效果，但其仅使用了单一

的通道注意力机制且需要额外的网络来生成监督信

息，检测框架复杂。
本文以基于回归的检测方法 ＲｅｔｉｎａＮｅｔ［１８］ 为基

础，针对行人检测的两个子任务（分类和定位），在
不同的支路分别采用空间和通道注意力机制，同时

引入行人边界框作为监督信息，简单有效地指导两

种注意力机制的学习。 此外，利用行人可见区域边

界框设计新型的可感知遮挡的回归损失函数，进一

步提高了算法对遮挡的鲁棒性。

１　 结合注意力机制的遮挡感知行人检测

１．１　 网络整体结构

本文方法的基本框架采用 ＲｅｔｉｎａＮｅｔ，主要由 ３
个部分组成，分别是 Ｒｅｓｎｅｔ［１９］ 主干网络、 ＦＰＮ［２０］

（ｆｅａｔｕｒｅ ｐｙｒａｍｉｄ ｎｅｔｗｏｒｋ）特征金字塔融合模块、以
及结合双重注意力机制的卷积预测模块，网络整体

结构如图 １ 所示。
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图 １　 本文算法整体网络结构示意

Ｆｉｇ．１　 Ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ｐｒｏｐｏｓｅｄ ａｌｇｏｒｉｔｈｍ

　 　 Ｒｅｓｎｅｔ 是目前主流的特征提取主干网络之一，
其通过“捷径”将前后层直接相连，从而使网络更加

容易拟合恒等映射。 Ｒｅｓｎｅｔ 可以改善网络深度增加

带来的模型训练困难、性能提升较小的问题，即“退
化”现象。 本文提取特征的主干网络采用 Ｒｅｓｎｅｔ５０，

其具体结构参数见表 １。
　 　 ＦＰＮ 是一种 Ｕ 型网络结构，其通过融合生成的

特征金字塔，有效结合深浅层不同维度的特征表达，
并且在不同层独立预测不同尺度的行人。 如图 １ 所

示，自上至下的卷积层 ｃ５、ｃ４、ｃ３ 分别在采样之后与

·７５１·第 ９ 期 周大可， 等： 结合双重注意力机制的遮挡感知行人检测



下层逐层融合，得到 ｐ５、ｐ４、ｐ３。 ｐ６ 和 ｐ７ 即 ｃ６ 和

ｃ７，在 ｃ５ 的基础上分别通过一次和两次 ３×３ 卷积得

到。 多层预测可以更好地处理行人远近导致的尺度

问题。
表 １　 Ｒｅｓｎｅｔ５０ 结构

Ｔａｂ．１　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｒｅｓｎｅｔ５０

层名 卷积核参数 特征图分辨率 ／ 像素

ｃｏｎｖ１ ７×７， ６４ １ ２００×９００

ｍａｘ ｐｏｏｌ ３×３ ６００×４５０

ｃｏｎｖ２＿ｘ
１×１， ６４
３×３， ６４
１×１， ２５６

æ

è

ç
ç

ö

ø

÷
÷
×３ ３００×１２５

ｃｏｎｖ３＿ｘ
１×１， １２８
３×３， １２８
１×１， ５１２

æ

è

ç
ç

ö

ø

÷
÷
×４ １５０×６２

ｃｏｎｖ４＿ｘ
１×１， ２５６
３×３， ２５６
１×１， １ ０２４

æ

è

ç
ç

ö

ø

÷
÷
×６ ７５×３１

ｃｏｎｖ５＿ｘ
１×１， ５１２
３×３， ５１２
１×１， ２ ０４８

æ

è

ç
ç

ö

ø

÷
÷
×３ ３７×１５

　 　 卷积预测模块包含分类支路和回归支路，分类

支路主要负责区分前景与背景，其通过多个卷积核

大小为 ３×３，输出通道数为 ２５６ 的卷积层对 ｐ３ ～ ｐ７
进行卷积，最终以通道数为 Ｋ × Ａ 的 ３×３ 卷积输出

类别概率。 其中 Ｋ 为类别数目，本文中设为 ２，即仅

前景和背景两个类别， Ａ 表示输出特征图中每个网

格的先验边界框数目，本文中为 ９。 回归支路除了

尾部输出卷积层以外结构均与分类支路相同，在此

不再赘述。 尾部输出卷积层需输出预测框相对于预

设框的偏移程度，通过通道数为 ４Ａ 的 ３×３ 卷积实

现，４ 表示框的偏移量 ｄｘ、ｄｙ、ｄｗ、ｄｈ。
本文在 ＲｅｔｉｎａＮｅｔ 的基础上对卷积预测模块的

分类支路和回归支路分别增加注意力机制子网络，
同时引进行人可见框信息对传统的回归损失函数进

行优化，如图 １ 所示。 除了以上两点改进之外，本文

网络所有参数设定均保持与基准方法相同。
１．２　 双重注意力机制

本文通过注意力机制指导网络重点关注行人未

被遮挡的区域，增加行人关键部位的特征权重，从而

避免背景遮挡等干扰信息的影响。 针对检测问题中

分类和定位两个方面采用不同的注意力机制：在定

位支路采用空间注意力机制，在分类支路采用通道

注意力机制。 同时，利用数据集中提供的行人标签

中的全身边界框和可见边界框来为空间注意力机制

提供监督信息，从而更加有效地指导网络学习。
１．２．１　 空间注意力机制

空间注意力机制的基本思想是通过网络生成一

个与原始特征图相同尺寸的掩膜，掩膜中每个元素

的值代表特征图对应位置像素的权重，经过学习不

断调整各个权重，其本质是告诉网络应该关注的区

域。 本文的空间注意力机制子网络的结构如图 ２ 所

示。 首先通过 ４ 个大小为 ３×３、通道数均为 ２５６ 的

卷积核对回归分支进行卷积，再利用一个通道数为

１ 的 ３×３ 卷积将特征图压缩成掩膜。 为了保留原本

的背景信息，以 ｅｘｐ（掩膜参数）乘到原来的特征图

上，从而调节原本特征图各个位置的权重。 本文为

了指导空间注意力机制的学习，使用行人的监督信

息生成一个像素级的目标掩膜作为空间注意力机制

的标签：将行人的全身边界框和可见边界框区域像

素值分别设为 ０．８ 和 １，其余背景区域像素值设为

０。 这样的标签将会指导空间注意力机制关注图片

中行人区域，同时更加关注行人的可见区域。

监督信息

conv
exp

3?3

256

3?3

256

3?3

256

3?3

256

3?3

1

图 ２　 空间注意力子网络结构

Ｆｉｇ．２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｓｐａｔｉａｌ⁃ｗｉｓｅ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ
１．２．２　 通道注意力机制

通道注意力机制基于对卷积神经网络的一个基

本认识：卷积特征图的不同通道编码了物体不同部

位的特征。 文献［１６，２１］发现一些通道的特征图对

行人的特定部位如头、上身和脚等有极高的响应。
通道注意力机制的基本思想就是通过网络生成一个

长度等于通道数目的向量，向量中的每个元素对应

特征图每个通道的权重，通过学习不断调整各通道

的权重，其本质是告诉网络应该关注的行人部位。
因此本文在分类支路加入通道注意力机制，其网络

结构如图 ３ 所示，与文献［１６］中的结构类似：首先

对分类支路进行池化；将池化后的权重向量送入全

连接层 ＦＣ１ 和 ＦＣ２，对其进行“压缩”和“拉伸”操

作；然后通过 ｓｉｇｍｏｉｄ 函数将向量的分量限制在 ０～１
之间，并将两个向量相加融合为最终的权重向量。
不同于文献［１６］中仅使用平均池化，本文同时采用

全局池化和最大池化，这样可以在保留每个通道平

均特征的同时突出其主要特征，使得网络更加关注

行人的可见部位。

·８５１· 哈　 尔　 滨　 工　 业　 大　 学　 学　 报　 　 　 　 　 　 　 　 　 　 　 　 　 第 ５３ 卷　



Favg

Fmax

1?1?256

1?1?256

1?1?16 1?1?256

sigmoid

全
局
池
化

最
大
池
化

FC1 Relu FC2

图 ３　 通道注意力子网络结构

Ｆｉｇ．３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｈａｎｎｅｌ⁃ｗｉｓｅ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

１．３　 损失函数

１．３．１　 算法整体损失函数

本文通过一个多任务损失函数联合地对各个部

分进行参数调优，该损失函数由 ３ 个部分组成：　

　 Ｌｏｓｓ ＝ １
Ｍｃ∑

ｎ∈Ａ
Ｌｃ（ｐｎ，ｐｎ

∗） ＋ λ１
１
ＭｒＬｒ（ ｔ，ｔ∗） ＋

λ２Ｌａ（ｍ，ｍ∗） （１）
其中： Ｌｃ（ｐｎ， ｐｎ

∗） 为文献［１８］ 中设计的改进分类

损失函数，基本形式为加权的交叉熵损失函数，其主

要目的是改善基于回归的目标检测算法中的正负样

本极端不平衡的问题；Ｍｃ 为所有预测框的数目；ｐｎ、
ｐ∗
ｎ 分别表示预测的第 ｎ 个行人框的类别概率以及

相应的实际类别；Ｌｒ（ ｔ， ｔ∗） 为本文提出的新型回归

损失函数，其可以根据不同遮挡程度自主设计权重

的大小，下文将具体介绍其设计思路和细节；Ｍｒ 为

所有预测框的数目， 仅考虑判断为前景的部分；
Ｌａ（ｍ， ｍ∗） 为空间注意力机制子网络的损失函数，
其实际上是一个基于掩膜每个像素的交叉熵损失函

数；ｍ，ｍ∗ 分别为空间注意力机制生成的掩膜及其

对应的掩膜标签；λ１ 和 λ２ 是用来平衡子损失函数的

参数，本文中均设为 １。
１．３．２　 遮挡感知的回归损失函数

在通用目标检测中，经典的回归损失函数为

ｓｍｏｏｔｈＬ１ 函数，其形式为

Ｌｒ（ｔ，ｔ∗） ＝ ∑
ｎ∈Ａ

（ｐｎ∗ ＝ １） ∑
ｉ∈｛ｘ，ｙ，ｗ，ｈ｝

ｓｍｏｏｔｈＬ１（ｔｉ ｎ － ｔｉ∗ｎ）

（２）

　 　 　 ｓｍｏｏｔｈＬ１（ｘ） ＝
０．５ｘ２， ｘ ≤ １
ｘ － ０．５， 其他{ （３）

其中： Ａ为所有参与计算的行人检测框，ｔｉ ｎ 为检测的

第 ｎ 个行人框，ｔｉ∗ｎ 则为其真实坐标，ｘ、ｙ、ｗ、ｈ 分别

为真值框的中心点坐标以及宽高。
为了进一步处理遮挡问题，本文提出一种可以

依据遮挡程度自主调整检测框权重的回归损失函

数。 其基本思路是：在计算回归损失函数时，通过预

测行人边界框与数据集提供的行人可见区域边界框

的 ＩＯＧ（ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ ｇｒｏｕｎｄ ｔｒｕｔｈ）作为每个正样

本产生损失函数的权重，即若预测的正样本边界框

与行人可见区域重叠较多，那么它产生的损失更为

可信，分配较高的权重，反之则分配较低的权重。 基

于这个直观的想法，设计出的改进回归损失函数具

体形式为

Ｌｒ（ｔ，ｔ∗）＝ ∑
ｎ∈Ａ

ＩＯＧｎ（ｐｎ∗ ＝ １） ∑
ｉ∈｛ｘ，ｙ，ｗ，ｈ｝

ｓｍｏｏｔｈＬ１（ｔｉ ｎ － ｔｉ∗ｎ）

（４）

　 　 　 　 　 ＩＯＧ ＝
ｂｐｒｅｄ ∩ ｂｇｔｖｉｓ

ｂｇｔｖｉｓ
（５）

其中： ｎ 为第 ｎ 个预测框，ｂｐｒｅｄ 为判定为前景的行人

预测框，ｂｇｔｖｉｓ 为其对应的行人可见区域边界框。
采用 ＩＯＧ 而不是 ＩＯＵ 的原因在于，期望的权重

在 ０～１ 之间，而即使是完全正确的预测框，其与可

见区域的 ＩＯＵ 也可能是一个较小的数值，因此使用

ＩＯＧ 更为合适。 文献［１３］中同样利用行人可见区

域与预测框的重叠程度改善遮挡问题，做法是当预

测框与行人全身边界框和可见区域边界框的 ＩＯＵ
同时大于一个固定的阈值时，才判定此预测框为正

样本。 这种做法有两个不足之处：一是阈值的大小

不好设定，二是判定条件过严可能导致有真实框没

有对应的预测框。 本文提出的新型回归损失函数则

有效地解决了这两个问题，更加灵活地利用行人可

见框来指导网络的学习。

２　 实验结果与分析

２．１　 实验设置

２．１．１　 数据集

实验是在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 两个行人数据

集上进行的。 Ｃａｌｔｅｃｈ 数据集［２２］ 是目前最为常用的

公开数据集之一，原始图片为 ６４０×４８０ 像素，提供

行人全身边界框和可见区域边界框标签。 预先划分

好训练集 ４ ２５０ 张，测试集 ４ ０２４ 张。 ＣｉｔｙＰｅｒｓｏｎ 是

目前较新的公开行人检测数据集，由文献［２３］于

２０１７ 年提供，其包含了 ５ ０００ 张德国各地的实拍图

片。 相比于 Ｃａｌｔｅｃｈ 数据集，其行人遮挡问题更加严

重。 数据集预先将 ２ ９７５ 张作为训练集，１ ５２５ 张作

为测试集，图片为 ２ ０４８× １ ０２４ 像素，提供行人全身

边界框和可见部分边界框。
２．１．２　 先验边界框的设置

本文算法在 ５ 个不同的特征层进行预测，所以

需要设计各特征层上的预设边界框，预设边界框的

好坏直接影响到回归的速度与精度。 文献［６，９］手
工设计几个固定尺寸和比例的边界框，但其不够灵

活且效果稍差。 文献［２４］提出了一种更为灵活的
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方法，通过对训练集进行聚类来确定预设边界框的

尺寸和比例。
本文采用聚类的思想来设计预设边界框，与文

献［２４］不同的是，本文算法在 ５ 个特征层进行预

测，所以需要根据不同特征图的尺寸合理安排不同

大小的预设边界框。 具体做法是：首先获得训练集

中所有真实框的宽高 ｂａｌｌ ＝ ｛ｂ１，ｂ２，…，ｂｎ｝，为了避免

聚类中心被数据量最大的中等尺寸的框主导，预先

按框的高度 ｈ 从小到大将所有框划分为 ５ 份，然后

利用 ｋ⁃ｍｅａｎｓ 聚类基于每份边界框生成 ９ 个预设的

边界框，最终共生成 ４５ 个不同大小与比例的预设边

界框，分别配置到不同尺度的预测特征层上。 聚类

中，考虑输出行人边界框的目的，距离度量采用如下

形式：
ｄ（ｂｏｘ，ｃｉ） ＝ １ － ＩＯＵ（ｂｏｘ，ｃｉ） （６）

ＩＯＵ（ｂｏｘ，ｃｉ） ＝
ｂｏｘ ∩ ｃｉ
ｂｏｘ ∪ ｃｉ

（７）

其中： ｂｏｘ 为训练集中的行人边界框，ｃｉ 为第 ｉ 个聚

类中心代表的边界框。
２．１．３　 训练细节

利用水平翻转、裁剪等操作实现数据增强，增加

训练样本集的丰富程度。 为了保证图片放缩过程中

物体不会变形，通过加 ｐａｄｄｉｎｇ 缩放操作将 Ｃａｌｔｅｃｈ
和ＣｉｔｙＰｅｒｓｏｎ数据集的输入图片尺寸分别调整为

１ ２００×９００ 像素和 １ ４００×７００ 像素，兼顾性能和速

度。 通过 Ａｄａｍ 算法对网络各部分参数进行优化，
学习率的初始值设为 ０．０００ １，如果连续 ３ 个 ｅｐｏｃｈ
整体损失函数值不发生明显变化，学习率衰减为原

来的 １ ／ １０， 总 训 练 ｅｐｏｃｈ 数 为 ８０。 主 干 网 络

ＲｅｓＮｅｔ５０ 采用在 ＩｍａｇｅＮｅｔ 上训练好的模型。 ｂａｔｃｈ
大小为 ２，训练平台为英伟达 ＲＴＸ ２０８０。
２．１．４　 评估指标

对数平均漏检率（ｌｏｇ⁃ａｖｅｒａｇｅ ｍｉｓｓ ｒａｔｅ） ［２２］ 是评

估行人检测算法最为常用的指标之一。 同时为了更

好地体现算法对遮挡问题的处理能力，利用数据集

提供的行人可见边界框和全身边界框的比值（可见

度，Ｖｉｓ）来衡量遮挡程度，将测试集按遮挡程度分为

以下 ３ 类：１）轻微遮挡， Ｖｉｓ ＞ ０． ６５；２）严重遮挡，
０．２０＜Ｖｉｓ＜０．６５；３）整体， Ｖｉｓ＞０．２０。 分别测试算法

在不同遮挡测试集上的检测效果。
２．２　 实验结果

本文以 ＲｅｔｉｎａＮｅｔ 为基本框架，分别添加双重注

意力机制子网络和可感知遮挡的优化回归损失函

数，其余参数值均保持和 ＲｅｔｉｎａＮｅｔ 相同。 消融实验

结果见表 ２、 ３。 其中 ｋ⁃ｍｅａｎｓ＿ａｎｃｈｏｒ、 ａｔｔｅｎｔｉｏｎ、
ｗｅｉｇｈｔｌｏｓｓ 分别表示是否用聚类预测边界框、是否加

入注意力机制子网络以及是否使用改进的回归损失

函数。
表 ２　 Ｃａｌｔｅｃｈ 数据集上消融实验结果

Ｔａｂ．２　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ Ｃａｌｔｅｃｈ ｄａｔａｓｅｔ

方法 ｋ⁃ｍｅａｎｓ＿ａｎｃｈｏｒ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔｌｏｓｓ 轻微遮挡性能 ／ ％ 严重遮挡性能 ／ ％ 整体性能 ／ ％

ＲｅｔｉｎａＮｅｔ × × × １３．５０ ５７．７２ ２３．８０

改进 １ √ × × １２．０６ ５６．０３ ２２．２７

改进 ２ × √ × １２．２３ ５１．５０ ２１．３７

改进 ３ × × √ １２．７３ ５０．３７ ２１．７２

本文方法 √ √ √ ９．９７ ４５．６９ １８．７２

表 ３　 ＣｉｔｙＰｅｒｓｏｎ 数据集上消融实验结果

Ｔａｂ．３　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ＣｉｔｙＰｅｒｓｏｎ ｄａｔａｓｅｔ

方法 ｋ⁃ｍｅａｎｓ＿ａｎｃｈｏｒ ａｔｔｅｎｔｉｏｎ ｗｅｉｇｈｔｌｏｓｓ 轻微遮挡性能 ／ ％ 严重遮挡性能 ／ ％ 整体性能 ／ ％

ＲｅｔｉｎａＮｅｔ × × × ３３．６３ ５７．２３ ４８．５３

改进 １ √ × × ３１．３４ ５６．０３ ４６．２４

改进 ２ × √ × ２８．３９ ５３．９４ ４３．０２

改进 ３ × × √ ２８．４８ ５３．８６ ４３．１９

本文方法 √ √ √ ２７．４３ ５２．６７ ４１．９５

　 　 由表 ２、３ 的消融实验结果可以看出，与基准方法

ＲｅｔｉｎａＮｅｔ 相比，增加注意力机制子网络和感知遮挡

的新型回归损失函数在不同遮挡程度子集上均会带

来一定的性能提升，尤其是对于严重遮挡的子集，性
能提升更加显著。 在 Ｃａｌｔｅｃｈ 的严重遮挡子集上二者

分别提高了 ６．２２％和 ７．３５％，在 ＣｉｔｙＰｅｒｓｏｎ 上分别提

高了 ３．２９％和 ３．３７％。 相较于基本框架 ＲｅｔｉｎａＮｅｔ，本
文方法在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 的严重遮挡子集上分

别提高了 １２．０３％和 ４．５６％，充分表明该方法对复杂交

通场景下的遮挡问题具有很好的处理能力，本文方法
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的整体性能与 ＲｅｔｉｎａＮｅｔ 相比，同样有较大的提升。
此外，利用聚类生成预设行人边界框会给整体性能带

来一定提升，但对于遮挡问题效果不明显。
图 ４ 展示了 Ｃａｌｔｅｃｈ 数据集下基准方法 ＲｅｔｉｎａＮｅｔ

与本文方法的检测效果，可以看出，基准方法无法检出

一些被汽车、草丛等遮挡的行人，而本文方法可以检出

这些目标；对于一些行人之间相互遮挡的现象，基准方

法只会给出一个大的边界框，本文方法能分别将每个

行人框出，表明本文方法对于类内遮挡和类间遮挡均

具有较好的鲁棒性。

（a）相互遮挡（基准方法） （b）车辆遮挡（基准方法） （c）对比度低（基准方法）

（d）相互遮挡（本文方法） （e）车辆遮挡（本文方法） （f）对比度低（本文方法）

图 ４　 Ｃａｌｔｅｃｈ 数据集上检测效果图

Ｆｉｇ．４　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＲｅｔｉｎａＮｅｔ ａｎｄ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｏｎ Ｃａｌｔｅｃｈ ｄａｔａｓｅｔ

　 　 在中国的街道场景中，行人更加密集，极易发生

遮挡现象，尤其是类内遮挡较为普遍。 本文方法对

于类内遮挡的鲁棒性结论在国内智能交通领域具有

较高的应用价值。
２．３　 实验分析

２．３．１　 检测效果

表 ４ 对比了本文方法和其他 ８ 种方法（包括传

统的 ＨＯＧ［２］和 ＡＣＦ［４］，基准 ＲｅｔｉｎａＮｅｔ［１８］，新近提出

的 ＡｄａｐｔＦａｓｔｅｒＲＣＮＮ［２３］ 等） 的检测效果。 考虑到

ＣｉｔｙＰｅｒｓｏｎ 数据集较新，目前尚未有充足方法在其上

进行测试，且其 Ｂｅｎｃｈｍａｒｋ 并未给出其他方法的原

始检测文件，难以客观地与其对比算法性能。 因此

对比实验只在 Ｃａｌｔｅｃｈ 上进行．
　 　 从表 ４ 中可以看出，本文方法在整体数据集上

的平均对数漏检率最低，仅为 １８．７２％，与其他方法

相比具有一定的优势。 在轻微遮挡子集上，本文方

法的检测效果也处于前列，平均漏检率为 ９．９７％，略
高于 ＡｄａｐｔＦａｓｔＲＣＮＮ 等 ４ 种方法，这可能是本文方

法侧重于遮挡问题而导致一些小尺寸行人的漏检。
但在严重遮挡子集上，本文方法的性能十分突出，其

平均对数漏检率仅为 ４５．６９％，比其他方法小 １２％以

上，远远领先其他方法。 这表明本文针对遮挡问题

专门设计的双重注意力机制和遮挡感知的新型回归

损失函数非常有效。 从表 ４ 中还可以看出，对于行

人检测这样的非刚体、背景复杂且存在遮挡的检测

问题，包括本文方法在内的基于卷积神经网络的方

法远远好于传统的手工设计特征的方法。
表 ４　 Ｃａｌｔｅｃｈ 数据集上与其他 ８ 种方法对比结果

Ｔａｂ．４　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｎｉｎｅ ｍｅｔｈｏｄｓ ｏｎ Ｃａｌｔｅｃｈ ｄａｔａｓｅｔ

方法
平均对数漏检率 ／ ％

轻微遮挡 严重遮挡 整体

ＨＯＧ［２］ ７３．３４ ９６．３３ ７８．４６
ＡＣＦ［４］ ５１．３６ ９４．７２ ６０．９１

ＲＰＮ＋ＢＦ［２５］ ９．５８ ７４．３６ ２４．０１
ＳＡ⁃ＦａｓｔＲＣＮＮ［２６］ ９．６８ ６４．３５ ２１．９２
ＤｅｅｐＰａｒｔｓ［１０］ １１．８９ ６０．４２ ２２．８０
ＭＳ⁃ＣＮＮ［２７］ ９．９５ ５９．９４ ２１．５３

ＡｄａｐｔＦａｓｔｅｒＲＣＮＮ［２３］ ９．１８ ５７．５８ ２０．０３
ＲｅｔｉｎａＮｅｔ［１８］ １３．５０ ５７．７２ ２３．８０
本文方法 ９．９７ ４５．６９ １８．７２

　 　 图 ５ 进一步给出了严重遮挡子集上几种方法的

漏检率随着每张图误检数目变化的曲线图，曲线下
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方的面积越小，行人检测算法的性能更强。 同样可

以看出，随着每图误检数量的变化，本文方法的漏检

率都处于最低水平，相比于其他行人检测方法，整体

优势明显。

96.34%HOG
94.72%ACF
74.36%RPN+BF
64.35%SA�FastRCNN
60.42%DeepParts
59.94%MS�CNN
57.72%RetinaNet
57.58%AdaptFasterRCNN
45.69%Ours(本文方法)

1.00
0.80
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0.50
0.40

0.30
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每图误检数

漏
检

率

10-3 10-2 10-1 100 101

图 ５　 Ｃａｌｔｅｃｈ 严重遮挡子集上的检测效果对比

Ｆｉｇ．５ 　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｎｉｎｅ ｍｅｔｈｏｄｓ ｏｎ ｈｅａｖｙ ｏｃｃｌｕｓｉｏｎ
ｓｕｂｓｅｔ （Ｃａｌｔｅｃｈ ｄａｔａｓｅｔ）

２．３．２　 检测速度

本文方法在 Ｃａｌｔｅｃｈ（缩放至 １ ２００×９００ 像素）
和 ＣｉｔｙＰｅｒｓｏｎ 数据集（缩放至 １ ４００×７００ 像素）上的

检测速度分别为 １１． ８ 帧 ／ ｓ （ ｆｒａｍｅｓ ｐｅｒ ｓｅｃｏｎｄ） 和

１０．０ 帧 ／ ｓ，实现了准实时的行人检测。 此外，也比较

了本文方法和其他 ４ 种精度较高的检测方法（包括

ＲＰＮ＋ＢＦ［２５］， ＳＡ⁃ＦａｓｔＲＣＮＮ［２６］等）的检测效率，实验

在 Ｃａｌｔｅｃｈ 数据集上进行。 为进行公平的比较，类似

于文献 ［ ２８ ］， 本文对比了各方法在单位算力

（ＴＦＬＯＰＳ，每秒万亿次单精度浮点计算）下的检测

速度，结果见表 ５ （ ＧＰＵ 计算能力来自 ＮＶＩＤＩＡ
官网）。

表 ５　 ５ 种方法的检测速度

Ｔａｂ．５　 Ｄｅｔｅｃｔｉｏｎ ｓｐｅｅｄ ｏｆ ｆｉｖｅ ｍｅｔｈｏｄｓ

方法 设备 ＴＦＬＯＰＳ
检测速度 ／

（帧·ｓ－１·ＴＦＬＯＰＳ－１）

ＲＰＮ＋ＢＦ［２５］ Ｔｅｓｌａ Ｋ４０ ３．５ ０．５７１

ＳＡ⁃ＦａｓｔＲＣＮＮ［２６］ ＴｉｔａｎＸ ５．２ ０．３２５

ＭＳ⁃ＣＮＮ［２７］ ＴｉｔａｎＸ ５．２ ０．４８０

ＲｅｔｉｎａＮｅｔ［１８］ ＲＴＸ２０８０ １０．１ １．４１６

本文方法 ＲＴＸ２０８０ １０．１ １．１６８

　 　 从表 ５ 中可以看出，本文方法的检测速度略慢

于 ＲｅｔｉｎａＮｅｔ，比其他 ３ 种方法的快 １ 倍以上。 主要

原因在于：本文方法采用单阶段的检测框架，可以实

现端到端的快速检测；而 ＳＡ⁃ＦａｓｔＲＣＮＮ 等 ３ 种方法

采用双阶段的检测框架，需要通过网络生成候选区

域然后再进行检测；此外，由于注意力机制子网络带

来了附加的计算量，因此本文方法的检测效率略低

于 ＲｅｔｉｎａＮｅｔ。

３　 结　 论

提出一种结合双重注意力机制的遮挡感知方法

来提高行人检测算法在严重遮挡情况下的性能，降低

遮挡对检测造成的影响。 该方法通过引入空间 ／通道

双重注意力机制，以及遮挡感知的新型损失函数，能
够有效地处理遮挡问题，在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 数

据集上分别取得 １８．７２％和 ４１．９５％的平均漏检率，优
于 ＲｅｔｉｎａＮｅｔ 等 ８ 种先进的行人检测算法；尤其在

Ｃａｌｔｅｃｈ 严重遮挡子集上，其平均漏检率仅为 ４５．６９％，
低于其他方法 １２％以上。 并且，该方法可以实现准实

时的行人检测，在 Ｃａｌｔｅｃｈ 和 ＣｉｔｙＰｅｒｓｏｎ 上的检测速

度分别为 １１．８ 帧 ／ ｓ 和 １０．０ 帧 ／ ｓ。
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