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一种利用 Ｔｒａｎｓｆｏｒｍｅｒ的无人集群对抗态势要素识别方法
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摘　 要: 针对无人集群对抗问题中原始态势信息繁杂ꎬ难以准确识别集群阵型和集群运动趋势等态势要素的特点ꎬ为提高无

人集群态势要素识别能力ꎬ设计了一种利用 Ｔｒａｎｓｆｏｒｍｅｒ的无人集群对抗态势要素识别方法ꎮ 基于 Ｔｒａｎｓｆｏｒｍｅｒ 模型的思想构

建了可应用于无人集群对抗态势要素识别问题的 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层模型ꎬ实现良好的集群态势要素识别能力ꎬ设
计层间注意力结构以改进提升了 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ的特征表达能力ꎬ进一步提高识别准确率ꎮ 首先将集群态势序列信息输

入到 ＬＳＴＭ循环神经网络ꎬ编码成时序特征信息ꎻ然后使用 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力模块和层间注意力模块提取集群的综合

高阶态势信息ꎬ最后多维度分类网络和 ｓｏｆｔｍａｘ层实现对多类态势要素的分类ꎮ 实验结果表明:利用 Ｔｒａｎｓｆｏｒｍｅｒ 和层间注意

力的无人集群对抗态势要素识别方法在态势要素分类问题上表现出良好的性能ꎬ能够同时对多类态势要素进行准确分类ꎻ相
对于基线方法ꎬ利用 Ｔｒａｎｓｆｏｒｍｅｒ和层间注意力的集群态势识别方法在集群阵型和运动趋势识别问题上具有更高的准确率ꎮ
尤其在体现集群内部相对趋势的态势要素的分类问题上ꎬ该方法明显表现出更好的性能ꎮ
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　 　 随着无人装备的发展以及人工智能技术的兴

起ꎬ无人集群系统成为当今各国武器装备的发展热

点[１]ꎬ但无人集群对抗领域中无人集群的应用也导

致战场态势信息更加繁杂ꎬ极大增加了态势感知的

难度ꎮ 在无人集群对抗中ꎬ对集群阵型和集群运动

趋势等集群态势要素的识别是进一步实现意图判断

和决策制定的前提ꎬ准确识别集群态势要素ꎬ才能进

一步认知集群态势ꎬ实现准确有效的无人集群对抗

智能决策[２]ꎬ对于无人机集群、无人艇集群等现代

战争场景具有至关重要的意义ꎮ
为准确识别态势信息ꎬ国内、外学者进行了大量

的研究ꎮ 传统的态势识别技术采用了贝叶斯网

络[３]、模板匹配[４ － ５]、专家系统[６]等方法ꎬ但面对复

杂的无人集群对抗环境ꎬ传统的态势识别技术很难

从繁杂的集群态势信息中快速准确地识别集群态势

要素ꎬ因此需要采取更加智能有效的方法来实现无

人集群对抗态势要素识别[７]ꎮ
人工智能技术的快速发展为复杂数据的处理提

供了新方法ꎬ深度学习正逐渐被应用于态势识别问

题ꎮ 文献[８]提出了一种基于模糊推理方法的空中

目标态势识别特征表示方法ꎮ 文献[９]提出一种基

于径向基神经网络的目标意图识别模型ꎮ 文

献[１０]设计了基于深度神经网络的作战识别模型ꎬ
使用深度神经网络自主学习得到特征状态与意图之

间的联系ꎬ提高了模型识别效果ꎮ 文献[８ － １０]提
出的方法都是针对于单个目标的态势感知方法ꎬ主
要工作集中在对于态势特征和态势分类结果的设计

与处理ꎬ并应用了一种现有方法(模糊推理、径向基

神经网络、深度 ＢＰ 网络等)实现态势分类ꎬ缺少对

所使用的现有方法的分析与改进ꎮ 文献[１１]使用

深度 Ｑ网络模型算法作为无人机决策模型ꎬ以产生

空战时序数据ꎬ再基于随机森林模型获取影响空战

态势较为本质的特征表达ꎬ但也没有对深度 Ｑ 网络

模型进行深入分析和针对性改进ꎮ 文献[１２]使用

栈式自编码器提取深层次的战场态势特征ꎬ并分析

了网络深度对算法性能的影响ꎬ但在应用栈式自编

码器算法时也未与特定领域相结合ꎬ只是将栈式自

编码器作为一个通用特征提取方法使用ꎮ 文

献[１３]面向多单元态势感知问题ꎬ先采用 Ｋ －均值

聚类算法对单元态势信息进行聚类ꎬ然后使用由深

度学习模型构建的算法架构实现态势理解ꎬ但是简

单地使用聚类方法对多单元态势信息进行处理ꎬ无
法有选择性地考虑各单元间的态势关联关系ꎬ可能

使得关键的态势信息被掩盖ꎮ
现有的态势感知方法在应用深度学习方法时ꎬ

大多只是将深度学习神经网络作为一个黑盒模块使

用ꎬ缺少对于深度学习方法的深入理解与分析ꎬ也很

少根据实际应用领域对深度学习神经网络进行相应

改进ꎮ 在将深度学习方法应用到无人集群对抗问题

上时ꎬ应当结合问题特点改进深度学习方法ꎬ充分发

挥深度学习方法的能力ꎮ 在无人集群对抗问题中ꎬ
多单位多维度时序态势信息相互混合ꎬ形成繁杂的

无人集群态势信息ꎬ使得态势要素识别难度显著提

升ꎬ但现有的态势感知方法很少针对此问题进行研

究ꎬ大都只是对所有态势信息进行统一处理ꎬ这就将

明显提升集群态势要素识别的难度ꎮ 所以ꎬ本文考

虑引入注意力机制ꎬ在处理集群态势信息时ꎬ选择性

地关注更重要的信息ꎬ降低集群态势信息的复杂程

度ꎬ提升集群态势感知方法的性能ꎮ
基于上述分析ꎬ 为解决对于复杂无人集群对抗

态势的态势要素识别问题ꎬ实现对于集群态势要素

的正确识别分类ꎬ本文提出了一种利用 Ｔｒａｎｓｆｏｒｍｅｒ
的无人集群对抗态势要素识别方法ꎮ 首先ꎬ利用

ＬＳＴＭ循环神经网络将集群态势序列信息编码成态

势时序特征ꎬ压缩集群态势信息中的时间维度ꎬ有效

精简集群态势信息ꎻ其次ꎬ为能有效挖掘和处理集群

中多单位态势信息之间的内在关联关系ꎬ基于

Ｔｒａｎｓｆｏｒｍｅｒ 中 的 ｄｅｃｏｄｅｒ 模 块 设 计 Ｔｒａｎｓｆｏｒｍｅｒ￣
Ｄｅｃｏｄｅｒ注意力模块ꎬ并设计层间注意力结构以进一

步改 进 其 增 强 特 征 表 达 能 力ꎬ使 用 改 进 后 的

Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力模块对时序特征信息进

行处理ꎬ提取综合高阶态势信息ꎻ然后将综合高阶态

势信息输入到多分类网络中ꎬ结合 ｓｏｆｔｍａｘ层实现对

于多类态势要素的分类ꎮ 最后ꎬ与基线方法对比ꎬ通
过实验仿真验证本文所提出模型的性能ꎮ

１　 态势认知概念定义及表征

在无人集群识别、对抗、情报分析等领域ꎬ对集

群阵型和集群运动趋势等集群态势要素的准确识别

是十分重要的ꎬ集群态势要素识别是进一步实现集

群作战意图识别的必要前提ꎬ集群态势要素识别是

否准确将会很大程度上影响集群意图判断和智能决

策ꎬ进而影响无人集群战场的胜负走向ꎬ因此集群态

势要素的准确识别对现代无人集群对抗作战至关

重要ꎮ
为更准确地把握本文的研究内容及研究界限ꎬ

在综合考虑不同文献中对有关概念解释情况的基础

上ꎬ本文对相关概念进行定义ꎮ
态势认知就是将当前战场的目标信息进行组织

分析ꎬ将战场目标的运动特点以及相互关系等进行

相互关联ꎬ从整体出发预测未来的活动动向ꎬ并对敌

方的兵力配置、作战使命与核心意图做出判断ꎬ进而
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对整体战场局势的变化进行预测ꎮ 无人集群在执行

各类任务时ꎬ集群中各单位的整体行动一般不会是

杂乱无章的ꎬ集群会保持一定形态协同行动ꎬ集群中

各单位在进行相对运动时也会遵循一定规律ꎮ
在此基础上ꎬ本文把集群态势认知的对象定义

为集群阵型和集群运动趋势两大类集群态势要素ꎬ
集群阵型表征的是集群中各个实体相互间的位置关

系的约束关系ꎬ而集群运动趋势则表征的是在这种

位置约束关系下各个实体位置的总体变化趋势ꎮ 其

中ꎬ集群运动趋势又可分为集群整体运动趋势和内

部相对运动趋势ꎬ集群整体运动趋势表征的是集群

中各个实体位置变化趋势中相同或相似的成分ꎬ而
内部相对运动趋势表征的是集群中各个实体位置变

化趋势中不同的成分ꎮ 本文以目标集群相对于观测

主体的距离变化和角度变化共同定义集群整体运动

趋势ꎬ以目标集群的聚拢程度变化定义内部相对运

动趋势ꎮ
本文将集群阵型、距离变化、角度变化和聚拢程

度变化等 ４ 类因素定义为集群态势要素ꎬ共同表征

集群的总体状态ꎬ如图 １ 所示ꎮ 本文提出的方法以

水面无人艇场景为假定场景ꎬ接下来以假定场景为

基础ꎬ对集群阵型、距离变化、角度变化和聚拢程度

变化 ４ 类态势要素分别进行详细的定义ꎮ

图 １　 集群态势要素分类

Ｆｉｇ. １　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｓｗａｒｍ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

在本文的研究中ꎬ集群阵型态势要素共定义了

５ 种状态ꎬ分别为一字型、大雁型、弧型、圆型、圆中

点型ꎬ如图 ２ 所示ꎮ 一字型集群阵型表征为集群中

所有实体排列为一条直线ꎻ大雁型集群阵型表征为

集群均分为两部分ꎬ分别排列为两条形成一定夹角

的直线ꎻ弧型集群阵型表征为集群中所有实体排列

为一个半圆弧ꎻ圆型集群阵型表征为集群中所有实

体排列为一整个圆形ꎻ圆中点型阵型表征为一个实

体处于中心ꎬ其余实体围绕该实体排列为一个圆形ꎮ
距离变化态势要素分别定义了 ３ 种状态ꎬ即:距

离靠近、距离远离、距离不变ꎬ如图 ３ 所示ꎮ 距离靠

近表示目标集群整体向观测主体移动ꎬ表征为集群

中所有实体与观测主体的平均距离减小ꎻ距离远离

表示目标集群整体向观测主体方向的反方向移动ꎬ
表征为集群中所有实体与观测主体的平均距离增

加ꎻ距离不变表示目标集群整体没有明显的靠近或

远离观测主体的趋势ꎬ表征为集群中所有实体与观

测主体的平均距离基本保持不变ꎮ

图 ２　 集群阵型态势要素

Ｆｉｇ. ２　 Ｓｗａｒｍ ｆｏｒｍａｔｉｏｎ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

图 ３　 距离变化态势要素

Ｆｉｇ. ３　 Ｄｉｓｔａｎｃｅ ｖａｒｉａｔｉｏｎ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

角度变化态势要素分别定义了 ３ 种状态ꎬ即:角
度顺时针变化、角度逆时针变化、角度不变ꎬ如图 ４
所示ꎮ 角度顺时针变化表示目标集群整体相对于观

测主体的顺时针方向移动ꎬ表征为集群中所有实体

在以观测主体为中心的极坐标下的平均方位角增

大ꎻ角度逆时针变化表示目标集群整体相对于观测

主体的逆时针方向移动ꎬ表征为集群中所有实体在

以观测主体为中心的极坐标下的平均方位角减小ꎻ
角度不变表示目标集群整体相对于观测主体的方位

没有明显变化ꎬ表征为集群中所有实体在以观测主

体为中心的极坐标下的平均方位角基本保持不变ꎮ

图 ４　 角度变化态势要素

Ｆｉｇ. ４　 Ａｎｇｕｌａｒ ｖａｒｉａｔｉｏｎ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

聚拢程度变化态势要素分别定义了 ３ 种状态ꎬ
即:聚拢、分散、聚拢程度不变ꎬ如图 ５ 所示ꎮ 聚拢表

示目标集群向阵型中心收拢ꎬ表征为集群中所有实

体与阵型中心的平均距离减小ꎻ分散表示目标集群
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向阵型中心方向的反方向扩张ꎬ表征为集群中所有

实体与阵型中心的平均距离增大ꎻ聚拢程度不变表

示目标集群向阵型中心收拢ꎬ表征为集群中所有实

体与阵型中心的平均距离减小ꎮ

图 ５　 聚拢程度变化态势要素

Ｆｉｇ. ５　 Ｇａｔｈｅｒ ｄｅｇｒｅｅ ｖａｒｉａｔｉｏｎ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

２　 利用 Ｔｒａｎｓｆｏｒｍｅｒ 和层间注意力的
集群态势要素识别方法

　 　 本文提出一种利用 Ｔｒａｎｓｆｏｒｍｅｒ 和层间注意力

的无人集群对抗态势要素识别方法ꎬ核心为层间注

意 力 Ｔｒａｎｓｆｏｒｍｅｒ 模 型 ( Ｉｎｔｅｌ￣ｌａｙｅｒ ａｔｔｅｎｔｉｏｎ
ｔｒａｎｓｆｏｒｍｅｒꎬＩＡＴ)ꎬ基于 Ｔｒａｎｓｆｏｒｍｅｒ 模型中 ｄｅｃｏｄｅｒ
模块的结构ꎬ设计了可应用于无人集群对抗态势要

素识别的 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层模型ꎬ能够

有效处理复杂的无人集群态势信息ꎮ 还针对

Ｔｒａｎｓｆｏｒｍｅｒ网络结构中对信息利用不充分的问题设

计了层间注意力结构ꎬ进一步改进 Ｔｒａｎｓｆｏｒｍｅｒ￣
Ｄｅｃｏｄｅｒ注意力层模型并提升模型的特征表达能力ꎬ
进一步提高无人集群态势要素识别准确率ꎮ

首先ꎬ利用 ＬＳＴＭ 循环神经网络将集群态势序

列信息中各单位的时序态势信息分别编码为各单位

的态势时序特征ꎬ压缩无人集群态势信息中的时间

维度信息ꎬ实现对复杂无人集群态势信息的有效精

简ꎻ其次ꎬ为能有效挖掘和处理集群中多单位态势信

息之间的内在关联关系ꎬ基于 Ｔｒａｎｓｆｏｒｍｅｒ 中的

ｄｅｃｏｄｅｒ模块设计 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力模块ꎬ
并设计层间注意力结构以改进增强 Ｔｒａｎｓｆｏｒｍｅｒ￣
Ｄｅｃｏｄｅｒ注意力模块的特征表达能力ꎬ使用改进后的

Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力模块对集群的时序特征

信息进行处理ꎬ有效提取综合高阶态势信息ꎻ然后将

综合高阶态势信息输入到多分类网络中ꎬ结合

ｓｏｆｔｍａｘ层实现对于多类态势要素的同时分类ꎬ实现

无人集群对抗态势要素识别ꎮ
利用层间注意力和 Ｔｒａｎｓｆｏｒｍｅｒ 的集群态势要

素识别方法主要包括:时序特征提取层、Ｔｒａｎｓｆｏｒｍｅｒ￣
Ｄｅｃｏｄｅｒ注意力层、层间注意力层、多分类连接层、输

出层ꎮ 如图 ６ 所示为本文提出方法的模型框架图ꎮ

图 ６　 集群态势要素识别模型框架

Ｆｉｇ. ６　 Ｍｏｄｅｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｓｗａｒｍ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ ｒｅｃｏｇｎｉｔｉｏｎ

２. １　 ＬＳＴＭ 时序特征提取层

原始态势序列信息中包含多时刻多单位的多维

态势信息ꎬ态势信息结构复杂ꎬ神经网络模块无法直

接有效地处理多时刻多单位态势信息ꎬ为能够有效

表征集群中多单位之间的态势信息内在关系ꎬ需要

对原始态势信息进行时序维度上的预处理ꎮ
循环神经网络(Ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＲＮＮ)

将循环结构引入神经网络中ꎬ使得 ＲＮＮ可以处理时

序相关的数据ꎬ但对于距离较远的循环节点ꎬＲＮＮ
会出现梯度消失和梯度爆炸的问题ꎮ 为解决此类问

题ꎬ长短时记忆网络 ＬＳＴＭ 被提出[１４]ꎬ其利用特殊

的门机制在一定程度上缓解了梯度消失和梯度爆炸

的问题ꎮ
本文使用 ＬＳＴＭ循环神经网络模块对原始态势

序列信息的时间维度进行降维处理并提取时序态势

向量表达ꎬ将集群中各单元的态势信息并行输入

ＬＳＴＭ时序特征提取层进行计算ꎮ 其中ꎬ处理不同

单元的信息所使用的模块是网络结构完全相同的多

个 ＬＳＴＭ 网络模块ꎬ这些模块共享参数ꎮ 这种并行

结构使得 ＬＳＴＭ时序特征提取层可以学习同时适用

于不同单位的时序特征映射空间ꎬ并随着集群规模

的增加ꎬ具备能够加速学习的优点ꎮ
ＬＳＴＭ 结构的核心在于细胞状态ꎬ其类似于一

个信息传送带ꎬ能够在水平方向上传递信息ꎬ传送带

上的信息分别经过 ＬＳＴＭ 的输入门、遗忘门和输出

门ꎬ通过记忆或遗忘的方式选择性地进行处理ꎬ如
图 ７所示ꎮ

遗忘门决定对细胞状态的遗忘选择ꎬ遗忘门公

式为

ｆｔ ＝ σ(Ｗｆ[ｈｔ － １ꎬｘｔ] ＋ ｂｆ) (１)
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式中:ｆｔ 为遗忘门ꎬσ 为 ｓｉｇｍｏｉｄ 函数ꎬｈｔ － １为前一个

细胞的输出值ꎬｘｔ 为当前细胞的输入值ꎮ

图 ７　 ＬＳＴＭ 神经网络模型

Ｆｉｇ. ７　 ＬＳＴＭ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

输入门决定细胞状态的输入选择以及对输入信

息进行处理ꎬ输入门公式为:
ｉｔ ＝ σ(Ｗｉ[ｈｔ － １ꎬｘｔ] ＋ ｂｉ) (２)

Ｃ ｔ ＝ ｔａｎｈ(Ｗｃ[ｈｔ － １ꎬｘｔ] ＋ ｂｃ) (３)
式中 ｔａｎｈ为双曲正切激活函数ꎮ

把遗忘门和输入门得到的信息相结合ꎬ可以得

到新的细胞状态为

Ｃｔ ＝ ｆｔＣｔ － １ ＋ ｉｔＣ ｔ (４)
输出门决定细胞状态的输出选择以及对输出信

息进行处理ꎬ输出门公式为:
Ｏｔ ＝ σ(ＷＯ[ｈｔ － １ꎬｘｔ] ＋ ｂＯ) (５)

ｈｔ ＝Ｏｔｔａｎｈ(Ｃｔ) (６)
式中 ｈｔ 即为当前细胞的输出值ꎮ
２. ２　 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层

在集群态势识别问题中ꎬ目标数量的增加导致

了态势信息规模的显著增加ꎬ这使得集群态势信息

的处理难度急剧上升ꎮ 在复杂多变的集群态势信息

中ꎬ每个单位的态势信息应与其他单位相关ꎬ但依据

各单位间的关联程度的不同ꎬ态势信息的相关程度

也有所不同ꎻ所以观测主体在评估集群态势时ꎬ应当

适当舍弃相对而言不重要的集群单位的态势信息ꎬ
更关注于有利于态势评估的集群单位ꎮ 因此ꎬ有效

筛选和整合集群中各单元的态势信息是一个至关重

要的问题ꎮ
注意力(Ａｔｔｅｎｔｉｏｎ)机制[１５]近几年被广泛使用

在图像处理、语音识别、自然语言处理等各个领域

中ꎬ注意力机制模拟了人对于事物投入注意力的特

点ꎬ对不同的处理区域分配不同的权重ꎬ能够对于重

要内容投入更多的注意力ꎬ对次要或无关的内容减

少关注ꎬ这样差异化的分配能够有效提高了信息提

取的效率ꎮ
基于注意力机制ꎬ Ｇｏｏｇｌｅ 于 ２０１７ 年提出了

Ｔｒａｎｓｆｏｒｍｅｒ模型[１６]ꎬ使用注意力机制构造出编码器 －
解码器(Ｅｎｃｏｄｅｒ￣Ｄｅｃｏｄｅｒ)框架ꎮ 由于具有强大的信

息压缩能力和相关特征捕获能力ꎬ在机器翻译、预训

练语言模型、文本摘要等语言理解任务中表现出色ꎮ
Ｔｒａｎｓｆｏｒｍｅｒ模型的特性适用于对复杂信息进行

筛选和整合ꎬ其主要思想是通过注意力机制提取语

句中各单词之间的关联关系ꎬ通过筛选和融合相关

单词的语义信息ꎬ实现更准确可靠的语句层次语义

理解ꎮ 但 Ｔｒａｎｓｆｏｒｍｅｒ 模型的框架基于自然语言处

理模型ꎬ需要编码部分和解码部分两个部分的输入ꎬ
并且适用于有顺序关系的单元信息处理ꎬ整体网络

框架与集群态势感知问题并不适配ꎮ 因此ꎬ本文在

深入理解与分析 Ｔｒａｎｓｆｏｒｍｅｒ 模型的基础上ꎬ改进并

设计 一 种 可 应 用 于 集 群 态 势 识 别 问 题 的 类

Ｔｒａｎｓｆｏｒｍｅｒ模型ꎬ使其可接受单部分输入和无顺序

关系的单元信息输入ꎬ可以通过注意力机制提取集

群中各单元之间的关联关系ꎬ筛选和融合相关单元

的态势信息ꎬ实现更准确有效的集群态势感知ꎮ
为解决集群单元态势信息的筛选和整合问题ꎬ

本文基于 Ｔｒａｎｓｆｏｒｍｅｒ 模型提出 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ
注意力层模型ꎮ Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层模型

能够动态地关注有助于集群态势感知的部分集群单

元态势信息ꎬ能够从复杂的集群态势信息中选择出

对于态势感知更加关键的信息ꎬＴｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ
注意力层的结构基于注意力模型ꎬ并在其基础上进

一步实现了注意力模型的深度堆叠和并行计算ꎬ使
得模型能够表达更高阶的注意力关系ꎬ并提升了计

算速度ꎮ
Ｔｒａｎｓｆｏｒｍｅｒ由编码器和解码器组成ꎬ其中解码

器主要包含两种子层ꎬ分别是基于注意力机制的多

头注意力层和前馈网络层ꎬ其中每个子层都还加入

了残差网络和归一化层ꎮ 基于这种思想ꎬ本文的

Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力层由多个注意力单元堆

叠而成ꎬ如图 ８ 所示ꎬ其中每个注意力单元都由一个

多头注意力层、一个归一化层和残差连接组成ꎬ结构

如图 ９ 所示ꎮ 多头注意力层中的多头注意力模型是

由 ｈ 个缩放点积注意力(Ｓｃａｌｅｄ ｄｏｔ￣ｐｒｏｄｕｃｔ ａｔｔｅｎｔｉｏｎ)
单元组成ꎮ

缩放点积注意力结构如图 １０ 所示ꎬ其使用点积

的形式进行相似度计算ꎬ并除以 ｄｋ 以适应规模的

变化ꎬｄｋ 为输入量的维度长度ꎮ
缩放点积注意力的计算公式为

Ａｔｔｅｎｔｉｏｎ(ＱꎬＫꎬＶ) ＝ ｓｏｆｔｍａｘ
ＱＫＴ

ｄｋ

æ

è
ç

ö

ø
÷Ｖ (７)

多头注意力结构即对矩阵 Ｑ、Ｋ 和 Ｖ 使用不同

的线性变换ꎬ转换为不同的矩阵ꎬ使用 ｈ 个缩放点积
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单元进行计算ꎬ然后将 ｈ 个缩放点积单元的计算结

果拼接起来ꎬ最后通过一个线性映射输出ꎬ如图 １１
所示ꎮ 这样的好处是使得模型具备了在不同的表示

子空间里学习特征信息的能力ꎮ

图 ８　 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层结构

Ｆｉｇ. ８　 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ ａｔｔｅｎｔｉｏｎ ｌａｙｅｒ ｓｔｒｕｃｔｕｒｅ

图 ９　 注意力单元结构

Ｆｉｇ. ９　 Ａｔｔｅｎｔｉｏｎ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

图 １０　 缩放点积注意力结构

Ｆｉｇ. １０　 Ｓｃａｌｅｄ ｄｏｔ￣ｐｒｏｄｕｃｔ ａｔｔｅｎｔｉｏｎ ｓｔｒｕｃｔｕｒｅ

图 １１　 多头注意力结构

Ｆｉｇ. １１　 Ｍｕｌｔｉ￣ｈｅａｄ ａｔｔｅｎｔｉｏｎ ｓｔｒｕｃｔｕｒｅ

多头注意力的计算公式为:
Ｈｉ ＝ Ａｔｔｅｎｔｉｏｎ(ＱＷＱ

ｉ ꎬＫＷＫ
ｉ ꎬＶＷＶ

ｉ ) (８)
　 ＭｕｌｔｉＨｅａｄ(ＱꎬＫꎬＶ) ＝ Ｃｏｎｃａｔ(Ｈ１ꎬꎬＨｈ)Ｗ０ (９)

输入值 Ｘ 经过多头注意力计算后得到输出值

Ｍꎬ增加残差连接和归一化层ꎬ表达式为

Ｌ ＝ ｌａｙｅｒｎｏｒｍ(Ｍ ＋ Ｘ) (１０)
２. ３　 层间注意力机制

在原 Ｔｒａｎｓｆｏｒｍｅｒ结构中ꎬ多头注意力层和前馈

层组成一个解码单元ꎬ多个解码单元堆叠形成解码

器ꎬ对于每个解码单元中的多头注意力层ꎬ其输入值

中的 ｋｅｙ和 ｖａｌｕｅ 都是不变的ꎬ只有 ｑｕｅｒｙ 值在堆叠

中会发生改变ꎬ相当于在每一个多头注意力层中ꎬ注
意力客体是相同的ꎬ只是不同的注意力主体对其进

行注意力感知ꎬ因此每个多头注意力层的输出具有

一定的并行特性ꎮ 而原 Ｔｒａｎｓｆｏｒｍｅｒ 结构只使用了

最后一层输出ꎬ虽然其通过残差结构把每一层的输

出累加到了下一层ꎬ但不断的累加也会弱化每一层

学习到的有效表达ꎬ降低网络的整体性能ꎮ 因此ꎬ本
文考虑提取各多头注意力层的输出ꎬ以多层综合注

意力输出代替最后一层解码单元的输出ꎬ更合理地

利用每一层学习到的有效表达ꎮ
本文提出层间注意力机制改进 Ｔｒａｎｓｆｏｒｍｅｒ￣

Ｄｅｃｏｄｅｒ注意力层结构ꎬ有效利用各注意力子层的输

出ꎬ如图 １２ 所示ꎮ 考虑到如果只是单纯拼接各层的

输出值ꎬ会随层数增多而增加网络计算负担ꎬ并且会

降低网络的通用性ꎬ因此本文把各层注意力单元的

输出值进行堆叠并使用多头注意力层进行处理ꎬ依
据当前态势有选择性地关注于更重要的输出值ꎬ以
获得集群的综合高阶态势信息ꎮ

图 １２　 改进的 Ｔｒａｎｓｆｏｒｍｅｒ 解码层结构

Ｆｉｇ. １２　 Ｉｍｐｒｏｖｅｄ Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ ｌａｙｅｒ ｓｔｒｕｃｔｕｒｅ

结合 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力层的结构ꎬ
式(１０)可以重写为

Ｌ ｉ ＝ ｌａｙｅｒｎｏｒｍ(ＭｕｌｔｉＨｅａｄ(ＱｉꎬＫꎬＶ) ＋Ｑｉ)(１１)
式中:Ｋ ＝ Ｖ 为全部单位时序态势信息ꎬＬ ｉ 为第 ｉ 层
Ｔｒａｎｓｆｏｒｍｅｒ单元提取到的高阶态势信息ꎬ也是下一

层注意力计算的 Ｑ 输入ꎮ
原 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力层结构只将最后
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一层信息 Ｌｎ 传递给了后续网络ꎬ没有充分利用多层

结构中每层输出的有效信息ꎬ层间注意力机制综合

考虑每一层高阶态势信息ꎬ以注意力机制分配权重ꎬ
融合多层信息得到更有效的综合高阶态势信息ꎬ层
间注意力计算方法如下:

ＫＬ ＝ ＶＬ ＝ [Ｌ１ꎬＬ２ꎬꎬＬｎ] (１２)
ＬＬ ＝ Ａｔｔｅｎｔｉｏｎ(ＱＬꎬＫＬꎬＶＬ) (１３)

式中:ＫＬ ＝ ＶＬ 为各层 Ｔｒａｎｓｆｏｒｍｅｒ单元提取到的高阶

态势信息的集合ꎬＱＬ 为计算注意力权重时参考的向

量ꎬ在本文中取值为我方主体信息ꎬＬＬ 即为提取到

的综合高阶态势信息ꎮ
２. ４　 多维度态势分类及输出

对于集群态势识别中集群阵型和运动趋势等态

势要素的识别ꎬ需要解决如何同时对多种态势要素

进行识别分类的问题ꎬ现有的态势识别方法通常都

只针对一个分类组进行分类ꎬ对于多个分类组分类

的方法较少ꎮ 一个可能的解决方法是使用多个单独

的神经网络分别去学习多种态势要素的分类ꎬ但这

种方法会显著增加计算资源消耗ꎬ并且在面对不同

态势要素的分类问题时ꎬ相应的神经网络模型在处

理时序信息和多单位相关关系等部分所实现的功能

是类似的ꎬ使用多个单独的神经网络将增加重复无

用的计算量ꎮ
为解决多类态势要素的分类问题ꎬ本文使用多

维度分类网络和 ｓｏｆｔｍａｘ 层实现多维度态势分类及

输出ꎮ 如图 １３ 所示ꎬ多维度分类网络由一个总全连

接网络和多个子全连接网络组成ꎮ 总全连接网络偏

重于对于综合高阶态势信息的整体处理ꎬ子全连接

网络偏重于对于各类态势要素的分类概率计算ꎮ 并

行的子全连接网络均可以对总全连接网络的网络参

数进行反向传播ꎮ 可以使得各类态势要素的分类概

率计算在一定程度上解耦ꎬ但又保持相关性ꎬ并且在

模型的学习能力和训练难度之间寻得平衡ꎮ

图 １３　 多维度分类网络及 ｓｏｆｔｍａｘ 层

Ｆｉｇ. １３ 　 Ｍｕｌｔｉ￣ｄｉｍｅｎｓｉｏｎａｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｎｅｔｗｏｒｋ ａｎｄ ｓｏｆｔｍａｘ
ｌａｙｅｒ

３　 模型验证与分析

３. １　 场景构建

为验证模型的有效性ꎬ构建适用于多态势要素

分类的水面无人艇场景ꎬ场景样本以无人艇集群在

一段时间内的运动轨迹变化作为网络输入ꎬ以集群

阵型、距离变化、角度变化、聚拢程度变化等共 ４ 类

态势要素分类作为样本标签ꎮ 依据不同的态势要素

分类的任意组合ꎬ无人艇集群都有着不同的相对位

置关系和运动轨迹ꎮ 因此ꎬ模型需要实现从多序列

态势信息到多态势要素分类结果的映射ꎮ 各类态势

要素的分类见表 １ꎮ

表 １　 水面无人艇场景态势要素

Ｔａｂ. １　 Ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ ｏｆ ｓｕｒｆａｃｅ ｕｎｍａｎｎｅｄ ｂｏａｔ ｓｃｅｎｅ

态势要素 分类

阵型 一字型、大雁型、弧型、圆型、圆中点型

距离变化 靠近、远离、不变

角度变化 顺时针、逆时针、不变

聚拢程度变化 聚拢、分散、不变

使用 ｐｙｔｈｏｎ 对数据进行仿真ꎬ共生成 １ ０００ 万

组样本数据ꎬ其中阵型的 ５ 种分类在样本数据中各

占 ２０％ ꎬ距离变化、角度变化、聚拢程度变化的 ３ 种

分类在样本数据中都各占 ３３％左右ꎮ
如图 １４ 所示为一个场景示例样本的可视化ꎬ其

中ꎬ五角星为我方观测主体ꎬ多条轨迹线分别为无人

艇集群中多个单位的运动轨迹ꎬ实心圆点为轨迹初

始位置ꎬ空心正方形为后续时刻位置ꎮ 在该实例样

本中ꎬ目标集群的多个单位在多个时刻下的位置状

态即为样本数据ꎬ作为网络的输入ꎻ样本的标签则分

别为(阵型)大雁型、(距离变化)靠近、(角度变化)
逆时针、(聚拢程度变化)分散ꎮ

图 １４　 示例场景样本可视化

Ｆｉｇ. １４　 Ｓａｍｐｌｅ ｓｃｅｎｅ ｖｉｓｕａｌｉｚａｔｉｏｎ

３. ２　 实验设置

使用 ｐｙｔｈｏｎ 对实验数据集进行仿真ꎬ通过

ｐｙｔｏｒｃｈ搭建网络模型ꎬ使用交叉熵作为损失函数ꎬ
计算 ４ 类态势要素的分类总误差ꎬ对网络进行训练ꎬ
训练参数和网络参数设置见表 ２ꎮ 仿真实验环境为
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Ｗｉｎｄｏｗｓ １０ 操 作 系 统、 Ｉｎｔｅｌ ｉ７￣８７００ 处 理 器 和

ＮＶＩＤＩＡ ＲＴＸ １０６０ 显卡ꎮ
表 ２　 参数设置

Ｔａｂ. ２　 Ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ
参数 设定值

迭代次数 １０ ０００
批数量 ５１２
学习率 ０. ００１

目标集群规模 １０
时间序列长度 １０

隐层长度 ３２
Ｔｒａｎｓｆｏｒｍｅｒ层层数 ３
多注意力头个数 ２

总全连接网络层数 １
子全连接网络层数 ２

本文通过与基线方法的识别准确率比较ꎬ评估

ＩＡＴ模型的有效性ꎮ 基线方法包括:１) ＩＡＴ ｗ / ｏ
Ｔｒａｎｓｆｏｒｍｅｒ模型ꎬ用全连接网络替换本文方法中的

Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ注意力层模块(包含层间注意

力结构)ꎬ用于对比验证 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ 注意力

层结构的性能ꎻ２) ＩＡＴ ｗ / ｏ ｉｎｔｅｒ￣ｌａｙｅｒ ａｔｔｅｎｔｉｏｎ 模

型ꎬ用于对比验证层间注意力结构的性能ꎮ
基线方法 １( ＩＡＴ ｗ / ｏ Ｔｒａｎｓｆｏｒｍｅｒ 模型)是常见

的全连接深度网络ꎬ其与本文方法的区别在于本文

提出的可应用于集群态势识别问题的类 Ｔｒａｎｓｆｏｒｍｅｒ
模型ꎬ其仿真性能对比可以体现 Ｔｒａｎｓｆｏｒｍｅｒ￣Ｄｅｃｏｄｅｒ
注意力层模块的实际效果ꎻ基线方法 ２ ( ＩＡＴ ｗ / ｏ
ｉｎｔｅｒ￣ｌａｙｅｒ ａｔｔｅｎｔｉｏｎ模型)与本文方法的区别在于是

否应用了本文提出的层间注意力机制ꎬ其仿真性能

对比可以体现层间注意力机制的实际效果ꎮ
３. ３　 实验结果及分析

实验相关结果如图 １５、１６ 及表 ３ 所示ꎮ 图 １５
展示了本文提出的 ＩＡＴ模型对于各态势要素的分类

准确率以及整体的平均准确率ꎮ 图 １６ 展示了不同

模型对于态势要素整体的平均分类准确率的对比ꎮ
表 ３ 列出了不同模型在各态势要素下的分类准确率ꎮ

图 １５　 ＩＡＴ 模型分类准确率迭代曲线

Ｆｉｇ. １５　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｉｔｅｒａｔｉｏｎ ｃｕｒｖｅ ｏｆ ＩＡＴ ｍｏｄｅｌ

图 １６　 不同模型的分类平均准确率曲线

Ｆｉｇ. １６　 Ａｖｅｒａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

表 ３　 不同模型在各态势要素下的分类准确率对比

Ｔａｂ. ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｓｉｔｕａｔｉｏｎ ｅｌｅｍｅｎｔｓ

模型

准确率 / ％

阵型
距离

变化

角度

变化

聚拢

变化
平均

ＩＡＴ ｗ / ｏ Ｔｒａｎｓｆｏｒｍｅｒ ７１. ０ ９９. ９ １００. ０ ５５. １ ８１. ５

ＩＡＴ ｗ / ｏ ｉｎｔｅｒ￣ｌａｙｅｒ ８８. ７ ９９. ９ １００. ０ ９４. ５ ９５. ８

ＩＡＴ ９８. ０ ９９. ９ １００. ０ ９９. １ ９９. ２

结合上述实验结果进行分析:
１)ＩＡＴ 模型能够很好地实现多类态势要素分

类ꎬ在迭代训练过程中各态势要素分类准确率稳定

上升并收敛ꎬ在经过 １０ ０００ 次迭代后ꎬ各态势要素

分类准确率都达到 ９８. ０％以上ꎬ平均分类准确率达

到 ９９. ２％ ꎬ验证了 ＩＡＴ模型的有效性ꎮ
２)相比于不包含层间注意力结构的 ＩＡＴ 模型ꎬ

包含层间注意力结构的 ＩＡＴ模型的平均分类准确率

上升得更快并收敛于更高的准确率 ９９. ２％ ꎬ比不包

含层间注意力结构的模型的最终准确率 ９５. ８％提

升了 ３. ４％ ꎬ验证了层间注意力结构的有效性ꎮ
３)相比于 ＩＡＴ模型的平均准确率 ９９. ２％ ꎬ不包

含 Ｔｒａｎｓｆｏｒｍｅｒ注意力结构的 ＩＡＴ 模型的平均准确

率只达到了 ８１. ５％ ꎬ相差了 １７. ７％ ꎬ性能明显较差ꎮ
这证明了 Ｔｒａｎｓｆｏｒｍｅｒ 注意力结构对于集群态势感

知问题有着更好的适用性ꎬ能够更加高效地表达和

处理集群态势信息ꎬ以实现集群态势感知ꎮ
４)可以看出ꎬ在距离变化和角度变化两类态势

要素上ꎬＩＡＴ模型相比于基线方法没有明显的优势ꎬ
但在阵型和聚拢变化两类态势要素上ꎬＩＡＴ 模型的

性能明显较强ꎬ分类准确率分别大幅提升 ２７. ０％和

４４. ０％ ꎮ 距离变化和角度变化这两类态势主要表征

了集群整体的绝对运动态势ꎬ而阵型和聚拢变化这

两类态势主要表征了集群内部的相对位置和相对运
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动态势ꎬ因此可以看出ꎬＩＡＴ模型在对集群内部相对

态势的感知问题上有着明显的优越性ꎬ能够有效应

用于需要对集群内部相对态势进行感知的问题ꎬ并
能表现出优异的性能ꎮ

４　 结　 论

１)设计了一种利用 Ｔｒａｎｓｆｏｒｍｅｒ 的无人集群对

抗态势要素识别方法ꎬ实现了良好的集群态势要素

识别能力ꎮ
２)设计了层间注意力结构以改进 Ｔｒａｎｓｆｏｒｍｅｒ

结构在无人集群对抗态势要素识别问题上的性能ꎬ
进一步提高识别准确率ꎮ
３)利用 Ｔｒａｎｓｆｏｒｍｅｒ 和层间注意力的模型在针

对集群内部相对趋势的态势要素的分类问题上ꎬ表
现出了更为突出的性能ꎮ
４)考虑在集群态势感知问题的基础上ꎬ加强对

机器学习方法的深入分析ꎬ进一步探究机器学习方

法在无人集群对抗问题中的鲁棒性和可解释性ꎮ
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