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一种稀疏度自适应的网络流量矩阵测量方法
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摘　 要： 为提高网络流量矩阵测量的精度，在压缩感知框架下提出一种稀疏度自适应的网络流量矩阵测量方法． 通过对网络

流量矩阵的主成分分析及奇异值归一化处理寻找信号支撑集选择的判定阈值，利用网络流量矩阵重构过程中的残差 Ｌ２ 范数

匹配计算各测量时间点上网络流量矩阵的稀疏度，减小由于网络流量矩阵近似稀疏表示以及稀疏度选择不准确造成的测量

误差． 仿真实验结果表明：所提出的方法与现有方法相比能够获得更小的空间相对误差和时间相对误差． 通过稀疏度自适应

选择方法，能够有效提高网络流量矩阵的测量精度．
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　 　 网络流量矩阵（ ｔｒａｆｆｉｃ ｍａｔｒｉｘ）作为描述网络中

源节点和目的节点之间流量信息（ ｏｒｉｇｉｎ ｄｅｓｔｉｎａｔｉｏｎ
ｆｌｏｗ， ＯＤ 流）的参数，是互联网管理和优化的重要

依据［１ － ２］ ． 随着网络朝着非协作和基于边缘控制的

方向演变，传统的直接测量方法不能完全满足网络

流量矩阵测量的需求，亟待引进新的测量方法． 网

络层析成像（ ｎｅｔｗｏｒｋ ｔｏｍｏｇｒａｐｈｙ， ＮＴ） ［ ３ － ４ ］ 将医学

上的计算机层析成像技术引入到网络测量中，在没

有内部节点协作的条件下进行端到端的测量，通过

网络边界的信息来推断网络链路级性能参数．
目前，现有的基于网络层析成像技术的网络流

量矩阵估计方法主要包括基于先验模型［５－８］ 和无先

验模型等［９－１３］两类． 基于先验模型的网络流量矩阵

估计方法计算简单快捷，但该类方法采用的已知概

率分布模型［５－８］难以准确反映网络流量矩阵的变化

规律，容易造成较大的估计误差． 文献［９］提出的线

性规划方法以目标函数代替先验模型，解决先验模

型难以描述网络流量矩阵规律的问题，但目标函数

的选择成为影响该方法的瓶颈问题． 文献［１０］使用

主成分分析将 Ｎ 个流量矩阵的估计问题转换为

Ｋ（Ｋ ＜ ＜ Ｎ） 个最重要特征流的计算问题． 该方法在

计算过程中会删除特征值较小的特征流向量，造成

后续流量矩阵计算过程中出现误差． 文献［１１］采用

递归神经网络对网络流量矩阵进行追踪，但该方法

需要较长的时间对神经网络进行训练，因此不适合

互联网实时流量矩阵测量的需求．
文献［１２－１３］提出了基于压缩感知技术的 ＣＳ－



ＯＭＰ 算法，通过矩阵奇异值分解 （ ｓｉｎｇｕｌａｒ ｖａｌｕｅ
ｄｅｃｏｍｐｏｓｉｔｉｏｎ， ＳＶＤ）建立网络流量矩阵的近似稀疏

表示，应用正交匹配追踪算法（ ｏｒｔｈｏｇｏｎａｌ ｍａｔｃｈｉｎｇ
ｐｕｒｓｕｉｔ， ＯＭＰ）完成网络流量矩阵的重构计算． 该算

法的网络流量矩阵计算精度与预先选择的稀疏度有

很强的关联性，当稀疏度取值过小或过大时都会造

成较大的测量误差．
为提高网络层析成像技术下流量矩阵测量的精

度，本文在压缩感知框架下提出了一种稀疏度自适

应的网络流量矩阵测量方法． 通过对网络流量矩阵

数据主成分分析中奇异值的归一化处理寻找信号支

撑集选择的判定阈值，利用正交匹配追踪数据恢复

中残差范数匹配所有测量时间点上网络流量矩阵的

稀疏度，降低网络流量矩阵近似稀疏表示造成的测

量误差．

１　 模型与估计

１．１　 网络模型

在网络层析成像框架下进行流量矩阵估计时，
链路流量表示相邻两节点间链路上传输的数据量大

小，是各网络 ＯＤ 流在链路上的聚合． 设 Ｙｑ ＝ （ｙｑ
１，

ｙｑ
２，…，ｙｑ

Ｍ） 为在测量时间点 ｑ 上的链路流量， Ｍ 为

网络链路数量； Ｘｑ ＝ （ｘｑ
１，ｘｑ

２，…，ｘｑ
Ｎ） 为当前测量时

间点上的网络流量矩阵； Ｎ 为网络流量矩阵中 ＯＤ
流对的数量； Ａ 为路由矩阵，若第 ｉ 条网络 ＯＤ 流经

过第 ｊ 条链路，则 Ａｉ，ｊ ＝ １， 否则 Ａｉ，ｊ ＝ ０． 链路流量与

网络流量矩阵的关系为

ＹＴ ＝ ＡＸＴ ． （１）
　 　 在网络流量矩阵测量过程中，假设进行 Ｑ 次测

量，各节点收集的链路流量数据为 Ｙ ＝ （Ｙ１，Ｙ２，…，
ＹＱ） ；对应的网络流量矩阵为 Ｘ ＝ （Ｘ１，Ｘ２，…，ＸＱ） ．

网络流量矩阵估计是在已知网络链路流量 Ｙ
和路由矩阵 Ａ 的情况下，获得 Ｘ 的估计值． 由于通

常情况下 Ｍ ＜ Ｎ ，因此式（１）为欠定方程组，在没有

额外信息的情况下上述方程组没有唯一解．
１．２　 稀疏表示

研究［１０］发现网络流量矩阵 Ｘ 具有低维特性：网
络流量矩阵分解后的特征流低维空间可以描述其主

要特征， Ｋ 个主要的特征流分量占据了网络流量矩

阵的大部分能量，特征流分量对应的奇异值代表其

能量值． 通过 ＳＶＤ 分解可以得到重建网络流量矩阵

的一组正交基，即
Ｘ ＝ ＵＳＶＴ， （２）

Ｘ ≈ Ｘ
～
＝ Ｕ

～
Ｓ
～
Ｖ
～

Ｔ ＝ ∑
Ｋ

ｉ ＝ １
ｓｉｕｉｖＴ

ｉ ． （３）

其中： ｓｉ 为 Ｘ 的奇异值； ｕｉ、ｖｉ 分别为 Ｕ和 Ｖ 的列向量．

将式（３）代入式（１），可得

ＹＴ ＝ ＡＸＴ ≈ ＡＶ
～
Ｓ
～
Ｕ
～

Ｔ ． （４）

　 　 由于对角阵 Ｓ
～
仅有 Ｋ 个元素取非零值，因此

Ｓ
～
Ｕ
～

Ｔ 满足 Ｋ 稀疏性． 在信号满足稀疏的条件下，为
了完整重构网络流量矩阵， 需要设计满足 ＲＩＰ
（ｒｅｓｔｒｉｃｔｅｄ ｉｓｏｍｅｔｒｙ ｐｒｏｐｅｒｔｙ）原则的观测矩阵． 文献

［１２］通过高斯随机矩阵及对角采样矩阵构造符合

ＲＩＰ 原则的观测矩阵 Ψ ＝ ＧＣ（γ）Ａ， 将式（４）两端

同乘以 Ｇ 和 Ｃ（γ）， 得到

Ｗ ＝ ＧＣ（γ）Ｙ ＝ ＧＣ（γ）ＡＶ
～
Ｓ
～
Ｕ
～

Ｔ ＝ ΨＶ
～
Θ． （５）

其中： Ｇ 为满足渐进正态分布 Ｎ（０，Ｏ（Ｍ －１）） 的高

斯随机矩阵； Ｃ（γ） 为元素为 ０ 或 １ 的对角阵，其对

角线上 ０ 元素数量为 γ ； Θ ＝ Ｓ
～
Ｕ
～

Ｔ ，在观测矩阵 Ψ

满足 ＲＩＰ 原则的条件下，若已知正交基 Ｖ
～
，则可以

通过压缩感知理论完成重构 Θ．
１．３　 网络流量矩阵重构

在压缩感知框架下，对于式（５）可通过 ｌ０ 范数

优化问题找到具有稀疏结构的解，即

ｍｉｎ ‖θｑ‖０，　 ｓ．ｔ．　 ｗｑ ＝ ΨＶ
～
θｑ ． （６）

其中： ｗｑ、θｑ 分别为 Ｗ 和 Θ的第 ｑ 列（ｑ ＝ １，２，…，
Ｑ） 矩阵． 由于式（６）的优化问题是一个难求解的

ＮＰ 难问题，所以可以用 ｌ１ 约束取代 ｌ０ 约束，即

ｍｉｎ ‖θｑ‖１，　 ｓ．ｔ．　 ｗｑ ＝ ΨＶ
～
θｑ ． （７）

　 　 文献［１２］通过正交匹配追踪算法对式（７）进行

求解，具体步骤：１）设定算法输入 Φ ＝ ΨＶ
～
， 观测信

号 ｗｑ，稀疏度 Ｋ ． ２）初始化各参数． 残差 ｒ０ ＝ｗｑ，信

号支撑集 Φ０ ＝∅． ３）迭代计算． 在第 ｋ（ｋ ＝ １，２，…，
Ｋ） 次循环， 进行如下计算：ａ）从观测矩阵 Ψ中寻找

与信 号 相 关 性 最 强 的 信 号 支 撑 索 引 Ｉ ＝ ａｒｇ
ｍａｘ ｊ ＝ １，２，…，Ｎ 〈ｒｋ－１，φｊ〉 ； ｂ） 将寻找到的信号支撑

加入信号支撑集 Φｋ ＝Φｋ－１ ∪ΦＩ； ｃ） 更新已选各列

的稀疏系数估计值 θ^ｑ ＝ ａｒｇ ｍｉｎ
θｑ

‖ｗｑ － Φｋθｑ‖２；

ｄ） 更新残差 ｒｋ ＝ ｒｋ－１ － Φｋ θ^ｑ ． ４）重构测量时间点 ｑ

上的网络流量矩阵 Ｘ^ｑ ＝ Ｖ
～
θ^ｑ ．

２　 稀疏度自适应的网络流量矩阵估计

方法

　 　 在网络流量矩阵估计过程中，首先需要根据预

先采集的部分网络流量矩阵信息进行 ＳＶＤ 分解，寻

找能够建立网络流量矩阵稀疏表示的稀疏基 Ｖ
～
； 随

后在每个测量时间点单独应用正交匹配追踪算法计
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算该时间点上的网络流量矩阵数据． 由式（３）可知，
网络流量矩阵 ＳＶＤ 分解后建立的稀疏表示本身存

在截断误差，误差大小与稀疏度 Ｋ 的取值密切相关．
当 Ｋ 值选择过小时，通过 ＣＳ－ＯＭＰ 算法寻找的信号

支撑集不够完备，难以完整描述网络流量矩阵的主

要特征． 当 Ｋ 值选择过大时，由于截断误差的存在

使得 ＣＳ－ＯＭＰ 算法有可能选取错误的索引位置并

添加到信号支撑集．
文献［１４］通过对大量实际网络的流量数据分

析发现，能够描述网络流量矩阵的主成分数量一般

在 ５～１０ 个左右，且占据流量矩阵最高能量的成分

所在的位置通常是固定不变的． 根据上述结论，本
文提出一种稀疏度自适应策略，首先根据对预先采

集部分网络流量矩阵的 ＰＣＡ 分析，计算各主成分的

所占的能量值，结合初始稀疏度计算正交匹配追踪

算法选择信号支撑集的判定阈值；随后在网络流量

矩阵重构过程中，在各测量时间点上以残差衰减情

况作为算法稀疏度的计算依据进行信号支撑集的选

择，使得算法的稀疏度对于网络流量矩阵当前值具

有自适应性，减少采用统一初始稀疏度产生的网络

流量矩阵重构误差，提高网络流量矩阵的估计精度．
在对网络流量矩阵进行 ＰＣＡ 分析时，由于网络

流量矩阵数据本身是多维度数据，为减小不同维度

数据幅值不同对 ＰＣＡ 分析造成的误差，需要对网络

流量矩阵数据进行标准化处理，即

Ｘ
－

ｑ ＝
Ｘｑ － μｑ

σｑ
，　 ｑ ＝ １，２，…，Ｑ． （８）

式中： μｑ 为第 ｑ 次测量时获得的各网络 ＯＤ 流的均值；
σｑ 为第 ｑ 次测量时获得的各网络 ＯＤ 流的协方差．

在数据标准化处理后，按照 Ｘ
－
＝Ｕ

－
Ｓ
－
Ｖ
－

Ｔ 对其进行

ＰＣＡ 分析，其中 Ｓ
－
（ ｉ，ｉ） 为 ＰＣＡ 分析后的各成分对

应的奇异值，表示第 ｉ 个主成分所占据的能量值．
由于占据流量矩阵能量最高的成分的位置通常

不变，因此考虑按照该成分所占的能量值对各主成

分能量进行归一化处理，即

ｈｉ ＝ Ｓ
－
（ ｉ，ｉ） ／ ｍａｘ（Ｓ

－
），　 ∀ｉ ＝ １，２，…，Ｎ． （９）

　 　 随后对归一化后的能量值按照降序排列后得到

Ｈ ＝ ｈｉ{ } Ｎ
ｉ ＝ １ ． 设初始稀疏度值取值为 Ｋ０， 按照式（９）

计算选择信号支撑集的判定阈值 δ， 该判定阈值标识

了主成分中最低能量的相对于最高能量的大小，即
δ ＝ ｈｉ，　 ∃ｉ，ｉ ＝ Ｋ０ ． （１０）

　 　 在 ２．３ 节所示网络流量矩阵重构过程中，重构误

差主要来源于在每个测量时间点 ｑ 上均要按照预先

设置的初始稀疏度值进行 Ｋ０ 次计算． 但是由于受到

稀疏表示本身误差及网络流量矩阵动态变化的影响，

预先选择的 Ｋ０ 不能准确地描述当前测量点上网络流

量矩阵数据的稀疏度，容易导致选择错误的信号支撑

集进行网络流量矩阵的重构． 在正交匹配追踪算法进

行信号重构过程中，信号支撑集中各分量所占的能量

值大小可通过其当前残差的 Ｌ２ 范数进行表征，而占

据流量矩阵能量最高的成分所在的位置通常是不变

的． 因此本文采用归一化后的残差 Ｌ２ 范数作为依据

近似求解当前测量点上网络流量矩阵数据的稀疏度，
在网络流量矩阵重构过程中按照下式寻找满足判定

阈值的主成分中的最低能量所处的位置，即
Ｋｑ ＝ ａｒｇｍｉｎ Ｋ ，

ｐｋ ＝
‖ｒＫ‖２

‖ｒ０‖２
，

ｓ．ｔ．　 ｐｋ ≤ δ ．

ì

î

í

ï
ïï

ï
ïï

（１１）

　 　 在满足‖ｒＫ‖２ ／ ‖ｒ０‖２ ≤δ 后，认为已找到当前

测量点上网络流量矩阵的稀疏度． 如图 １ 所示（图中

横轴 ｉ 为按能量值降序排列后的主成份序号，纵轴为

归一化后的奇异值与残差 ｌ２ 范数的比值），初始稀疏

度值取值为 Ｋ０ ＝ １０，经过 ＰＣＡ 分析并对主成分能量

进行归一化处理排序后，通过式（１０）计算得到选择信

号支撑集的判定阈值 δ ＝ ０．２１． 在信号重构过程中，１．
３节步骤 ３ 经过 ５ 次迭代计算后的 ｐ５ ＝ ０．２１（见图中

方框），因此当前时间点网络流量矩阵的稀疏度为 ５．
1.0
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0.6
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0.2

0
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图 １　 自适应策略下的稀疏度计算过程

３　 性能评估

本文采用 Ａｂｉｌｅｎｅ 骨干网的真实网络流量数据

验证 所 提 出 算 法 （ ａｄａｐｔｉｖｅ ｏｒｔｈｏｇｏｎａｌ ｍａｔｃｈｉｎｇ
ｐｕｒｓｕｉｔ， ＡＯＭＰ）的各项指标． Ａｂｉｌｅｎｅ 骨干网由 １２
个节点路由器，３０ 条内部链路和 ２４ 条外部链路组

成，主要用于教育与研究工作，其数据已广泛应用于

网络测量的各个领域［１５］ ． 在本文中，可开展流量测

量的链路数量 Ｍ ＝ ５４， 待测量的网络 ＯＤ 流对数量

为Ｎ ＝ １２ × １２ ＝ １４４， 网络流量数据由 ＮｅｔＦｌｏｗ 软件

采集，采样间隔为 ５ ｍｉｎ，连续采集 １ 周时间得到的

样本数为 Ｑ ＝ ２ ０１６． 为评价 ＡＯＭＰ 算法的性能，将
与目前效果较好的 ＣＳ－ＯＭＰ 算法［１２］进行比较．
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本文采用文献［１０］给出的实验条件，选择采集

１ ｄ 时间得到的 ＯＤ 流样本作为先验信息，样本数量

为 ２８８． 根据文献［１４］的研究结论，能够描述网络流

量矩阵的主成分数量一般在 ５ ～ １０ 个左右． 为在相

同条件下综合比较两种算法的性能，本文首先在文

献［１２］的初始稀疏度值 （Ｋ０ ＝ １０） 下比较网络流量

矩阵重构的精度，然后比较算法对初始稀疏度值

（Ｋ０ ∈ ［５，６，７，８，９，１０］） 的自适应能力．
３．１　 性能评价指标

空间相对误差 ｅＳＲＥ： 指某个 ＯＤ 流在各时间点

上的测量值与真实值的相对误差，即

ｅＳＲＥ（ｎ） ＝
‖ｘ^ｑｎ － ｘｑｎ‖２

‖ｘｑｎ‖２

，∀ｎ，ｎ ＝ １，２，…，Ｎ．

（１２）
　 　 时间相对误差 ｅＴＲＥ： 指某个时间点上各 ＯＤ 流

的测量值与真实值的相对误差，即

ｅＴＲＥ（ｑ） ＝
‖ｘ^ｑ

ｎ － ｘｑ
ｎ‖２

‖ｘｑ
ｎ‖２

，∀ｑ，ｑ ＝ １，２，…，Ｑ．

（１３）
　 　 绝对误差均值 ｅＡＥ： 指某个 ＯＤ 流在各时间点上

的测量值与真实值偏差的均值，即

ｅＡＥ（ｎ） ＝ １
Ｑ∑

Ｑ

ｑ ＝ １
ｘ^ｑ
ｎ － ｘｑ

ｎ ， ∀ｎ，ｎ ＝ １，２，…，Ｎ．

（１４）
　 　 绝对误差标准差 ｅＳＤ： 指某个 ＯＤ 流在各时间点

上绝对误差的分布情况，即

ｅＳＤ（ｎ） ＝ １
Ｑ － １∑

Ｑ

ｑ ＝ １
ｘ^ｑ
ｎ － ｘｑ

ｎ － ｅＡＥ（ｎ）( ) ２ ，

∀ｎ，ｎ ＝ １，２，…，Ｎ． （１５）
　 　 空间相对误差均值 ｅＡＳＲＥ： 指各 ＯＤ 流的空间相

对误差的均值，即

ｅＡＳＲＥ ＝ １
Ｎ∑

Ｎ

ｎ ＝ １
ｅＳＲＥ（ｎ） ． （１６）

　 　 时间相对误差均值 ｅＡＴＲＥ ：指各时间点上的时间

相对误差的均值，即

ｅＡＴＲＥ ＝ １
Ｑ∑

Ｑ

ｑ ＝ １
ｅＴＲＥ（ｑ） ． （１７）

３．２　 实验结果及分析

首先，考察两种算法对网络 ＯＤ 流的追踪能力．
限于篇幅原因，本文仅通过图 ２、３ 列出其中两条 ＯＤ
流（编号为 ７２ 和 １１６）的估计值与真实值随时间点

序号的变化情况，以展示两种算法对不同的 ＯＤ 流

追踪性能． 从图中可以看出，从整体上看两种算法

都能跟踪网络 ＯＤ 流的变化趋势，但 ＣＳ－ＯＭＰ 算法

在每个时间点上都会引入相对较大的测量误差，其

主要原因在于由于 ＣＳ－ＯＭＰ 算法稀疏度是固定不

变的，随着时间点的变化，预先设定的初始稀疏度逐

渐不能很好地描述当前时间点上的网络 ＯＤ 流的稀

疏情况，导致网络 ＯＤ 流重构时的误差增大． 与之相

比，ＡＯＭＰ 算法在每个时间点上估计当前网络 ＯＤ
流的稀疏度，因此可以有效减小重构误差．
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图 ２　 第 ７２ 条 ＯＤ 流真实值与估计值
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图 ３　 第 １１６ 条 ＯＤ 流真实值与估计值

　 　 然后，比较两种算法对整个网络流量矩阵的估

计能力． 图 ４ 描述了空间相对误差随网络 ＯＤ 流编

号（按照 ＯＤ 流均值升序排列）的变化情况和时间相

对误差随时间点序号的变化情况． 从图 ４ 可以看

出，ＡＯＭＰ 算法估计的网络流量矩阵空间相对误差

与时间相对误差明显小于 ＣＳ－ＯＭＰ 算法．
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图 ４　 空间相对误差与时间相对误差变化情况
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　 　 图 ５ 描述了空间相对误差与时间相对误差的累

积分布函数． 从图 ５（ａ）可见，当空间相对误差为 ０．５
时，ＡＯＭＰ 算法估计出的网络流量矩阵的空间相对

误差累积分布函数值为 ０．７２；对于 ＣＳ－ＯＭＰ 算法，
对应的空间相对误差累积分布函数值为 ０．４７． 从图

５（ｂ）可见，在 ＡＯＭＰ 算法下，９０％的网络流量矩阵

中 ＯＤ 流的时间相对误差小于 ０．１８；对于 ＣＳ－ＯＭＰ
算法，达到该比例时的时间相对误差为 ０．２７．
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图 ５　 空间相对误差与时间相对误差的累积分布函数

　 　 图 ６ 给出了上述两种算法的网络流量矩阵绝对

误差均值随 ＯＤ 流编号（按照 ＯＤ 流均值降序排列）
的变化情况． 由图中可见 ＡＯＭＰ 算法估计出的网络

流量矩阵绝对误差均值小于 ＣＳ－ＯＭＰ 算法的估计

结果，因此 ＡＯＭＰ算法具有更高的网络流量矩阵测

量正确度．
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图 ６　 各 ＯＤ 流的绝对误差均值分布情况

　 　 为比较两种算法对网络 ＯＤ 流估计的稳定性，
本文采用网络流量矩阵绝对误差的标准差对其进行

比较． 图 ７ 描述了 ＡＯＭＰ 算法和 ＣＳ－ＯＭＰ 算法估计

出的网络流量矩阵绝对误差的标准差随绝对误差均

值的变化情况，由图中可见 ＡＯＭＰ 算法绝对误差的

标准差比 ＣＳ－ＯＭＰ 算法更小，即 ＡＯＭＰ 算法估计出

的结果具有更高的精密度． 最后，验证 ＡＯＭＰ 算法

对初始稀疏度的自适应性。 图 ８ 和图 ９ 分别描述了

网络流量矩阵空间相对误差均值和时间相对误差均

值随初始稀疏度 Ｋ０ 的变化情况，从图中可见 ＡＯＭＰ
算法的网络流量矩阵空间相对误差均值和时间相对

误差均值都小于 ＣＳ－ＯＭＰ 算法。 随着初始稀疏度

增大，ＣＳ－ＯＭＰ 算法的空间相对误差均值和时间相

对误差均值逐渐增大，而 ＡＯＭＰ 算法则对初始稀疏

度有良好的自适应性。

CS�OMP
AOMP

7

6

5

4

3

2

1

0
eAE/106

e SD
2 4 6 8 10

图 ７　 绝对误差的标准差随绝对误差均值变化情况
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图 ８　 空间相对误差均值随初始稀疏度变化情况
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图 ９　 时间相对误差随初始稀疏度变化情况

４　 结　 论

１）以网络层析成像技术为应用背景，在压缩感

知框架下提出一种稀疏度自适应的网络流量矩阵测

量方法． 通过对基于压缩感知的网络流量矩阵测量

方法重构算法分析，得出信号支撑集不够完备导致

难以完整描述网络流量矩阵的主要特征是造成现有

算法测量误差较大的主要原因的结论．
２）通过主成分分析方法计算网络流量各主成
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分所占的能量值，结合初始稀疏度计算正交匹配追

踪算法选择信号支撑集的判定阈值．
３）在网络流量矩阵重构过程中，以残差衰减情

况作为算法稀疏度的计算依据进行信号支撑集的选

择，使得算法的稀疏度对于网络流量矩阵当前值具

有自适应性．
４）对比 ＣＳ－ＯＭＰ 算法，当初始稀疏度取值为 １０

时，ＡＯＭＰ 算法的时间相对误差降低 ５０％左右；当初

始稀疏度在 ５ ～ １０ 之间变化时，ＡＯＭＰ 算法的空间

相对误差均值和时间相对误差均值基本保持不变，
表明其对于初始稀疏度选择具有良好的自适应性．
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