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摘　 要： 针对卷积深度和信念网络存在计算复杂度高和训练缓慢的问题，提出卷积深度玻尔兹曼机用于图像特征提取． 针对

卷积受限玻尔兹曼机进行改进，提出最大化图像中间区域概率的训练目标函数，并引入性能较好的交叉熵稀疏惩罚因子和

ｄｒｏｐｏｕｔ 训练方法． 设计卷积深度玻尔兹曼机结构，提出均值聚合机制，将聚合层内点的值定义为 ｂｌｏｃｋ 中各点激活概率均值，
对层间关联进行简化，将聚合层内各面直接叠加以供高层 ＣＲＢＭ 提取特征． 通过在 ＭＮＩＳＴ 手写数字识别集上的实验结果证

明，采用新模型提取的图像特征分类准确率提高 ０．５％、训练时间减少 ５０％，且达到了目前 ＭＮＩＳＴ 数据集的最佳水平．
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　 　 基 于 能 量 模 型 的 受 限 玻 尔 兹 曼 机 ＲＢＭ
（ｒｅｓｔｒｉｃｔｅｄ ｂｏｌｔｚｍａｎｎ ｍａｃｈｉｎｅ） ［１］以其简单的人工神

经网络形式和快速的学习算法，已经广泛应用于数

据降维、语音识别和图像处理等多个机器学习领域，
进而催生出机器学习一个新的方向———深度学

习［２］ ． 目前以受限玻尔兹曼机为基础的图像处理方

法通常采用两种方式构建模型：一是直接将图像中

每一个像素对应于一个可见单元［３］；二是采用向量

化的多种特征作为可见单元［４］ ． 这两种方式的弊端

在于：模型只能处理较小的图像，难以处理大尺度图

像；选取的是显式特征，受个人经验影响较大，灵活

性差． 因此文献［５］提出了卷积受限玻尔兹曼机

ＣＲＢＭ（ｃｏｎｖｏｌｕｔｉｏｎａｌ ＲＢＭ），构建了卷积深度信念网

络 ＣＤＢＮ（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔ）用于提取不

同层次的图像表达，在手写字识别和人脸识别中取

得了最好结果，但仍然存在计算复杂度高、训练缓慢

等问题．
参考目前性能较好的其他神经模型［６－８］，本文

提出一种基于改进 ＣＲＢＭ 的图像特征深度提取方

法． 首先对 ＣＲＢＭ 进行改进，设计了图像的补零操

作以及 ＣＲＢＭ 新训练目标，引入稀疏性能较好的交



叉熵稀疏惩罚因子抑制 ＣＲＢＭ 的特征同质化问题；
然后提出了均值聚合机制和简化层间关系的深度学

习 模 型———卷 积 深 度 玻 尔 兹 曼 机 ＣＤＢＭ
（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｄｅｅｐ ｂｏｌｔｚｍａｎｎ ｍａｃｈｉｎｅ）．

１　 卷积受限玻尔兹曼机

１．１　 ＣＲＢＭ 模型

ＣＲＢＭ 是类似于 ＲＢＭ 的两层结构． 设 ＣＲＢＭ
可见单元层为 ＮＶ × ＮＶ 的二值矩阵 Ｖ， 且包含 Ｋ 个

ＮＷ × ＮＷ 的卷积核，则隐单元层由 Ｋ 个大小为 ＮＨ ×
ＮＨ 的特征映射面组成，标记其中第 ｋ 个特征映射面

Ｈｋ 的卷积核为 Ｗｋ， 偏置为 ｂｋ ． 该特征映射面中第 ｉ
行第 ｊ 列的隐单元条件激活概率为

Ｐ（ｈｋ
ｉｊ ＝ １ ｜ ｖ） ＝ σ（（Ｗｋ∗Ｖ） ｉｊ ＋ ｂｋ） ．

式中： σ 为 ｓｉｇｍｏｉｄ 函数， （Ｗｋ∗Ｖ） ｉｊ 表示卷积核 Ｗｋ

与可见层 Ｖ 中以第 ｉ 行第 ｊ 列单元为左上角的大小

为 ＮＷ × ＮＷ 矩形块卷积．
同理，设定可见单元共享偏置为 ｃ，则可见单元

层中单元 ｖｉｊ 的条件激活概率为

Ｐ（ｖｉｊ ＝ １ ｜ ｈ） ＝ σ（（∑
ｋ

Ｗｋ∗ ｈｋ）
ｉｊ
＋ ｃ） ． （１）

　 　 参照文献［５］，ＣＲＢＭ 的卷积操作如图 １ 所示，
其中可见单元层中无阴影部分为图像的中间区域

Ｖｍ （大小为 （Ｎｖ － ２（ＮＷ － １）） × （Ｎｖ － ２（ＮＷ －
１））） ．
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图 １　 ＣＲＢＭ 卷积操作

　 　 从图 １ 可以看出，根据式（１）仅仅能够得到Ｖｍ 区

域单元的后验激活概率． 对于可见单元层的非中间区

域 Ｖｂ， 由于其可见单元参与卷积的次数与 Ｖｍ 不同，
因此需要单独对待，且文献［５］忽视了这一问题．
１．２　 卷积受限玻尔兹曼机改进

针对 ＣＲＢＭ 模型可见单元重构问题， 提出

ＣＲＢＭ 的 ３ 个改进措施．
１．２．１　 交叉熵稀疏惩罚因子

在 ＲＢＭ 对网络连接权值进行学习的过程中，存
在的主要问题是特征学习的同质化． 由于所有隐单元

都是在相互独立的基础上对训练数据进行学习，当训

练数据中存在某种共有特征时，隐单元均会受到影

响，表现在 ＲＢＭ 学习到的连接权值（即数据特征模

式）之间的列（对应于每个隐单元）相似度过高，而解

决这一问题的方法就是调节隐单元的稀疏性．
文献［９］通过对 ＲＢＭ 训练的最大似然目标函

数增加稀疏惩罚因子以抑制隐单元的激活概率． 但

该方法存在的问题是：惩罚因子只对隐单元偏置有

影响，且惩罚因子对于隐单元的稀疏化力度随着隐

单元平均激活概率的下降而减弱． 文献［１０］利用交

叉熵的概念提出了基于交叉熵的稀疏惩罚因子，取
得了优于误差平方和的结果． 因此，提出将交叉熵

稀疏惩罚因子引入到 ＣＲＢＭ 训练，即
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式中： ｐ 为稀疏度系数； Ｎ 为训练样本个数； Ｋ 为

ＣＲＢＭ 中卷积核个数； ｑｎ
ｋ 代表第 ｎ 个样本下的卷积

核 ｋ 对应的特征映射面平均激活概率，即
１

ＮＨ × ＮＨ
∑
ＮＨ

ｉ ＝ １
∑
ＮＨ

ｊ ＝ １
Ｐ（ｈｋ

ｉｊ ｜ Ｖ） ．

１．２．２　 改进训练目标

鉴于 ＣＲＢＭ 可见单元重构的分析，提出通过补

零操作将边缘区域 Ｖｂ 纳入到中间区域得到 Ｖｍ′， 从

而满足式（１）计算． 因此改进后的模型训练目标

ＦＴａｒｇｅｔ 由文献［５］的最大化图像似然概率变为最大化

补零后图像中间区域似然概率，即

ＦＴａｒｇｅｔ ＝ ｍａｘ ∑Ｖ
ｌｏｇ Ｐ Ｖｍ′ ｜ Ｖｂ′( ) － ＰＥ( ) ．

式中： Ｖｍ′ 表示新图像中间区域重构数值，尺寸为原

始图像大小，避免了文献［５］中图像非中间区域 Ｖｂ

不能通过式（１）直接计算得到的缺陷； Ｖｂ′ 代表新图

像的非中间部分，由 ０ 组成； Ｖｍ′ ｜ Ｖｂ′ 表示 Ｖｂ′ 保持

不变； － ＰＥ 代表最小化交叉熵稀疏惩罚因子，即使

ＣＲＢＭ 在学习过程中的特征映射面平均激活概率与

ｐ 之间的 Ｋｕｌｌｂａｃｋ⁃Ｌｅｉｂｅｒ 距离最小．
１．２．３　 ｄｒｏｐｏｕｔ 训练方法

引入 ｄｒｏｐｏｕｔ 的目的在于防止训练过拟合，其方

式为在模型训练时以概率 ｑ 随机设置网络中若干隐

单元权值为 ０．

２　 卷积深度玻尔兹曼机

由于单层 ＣＲＢＭ 提取图像特征能力有限，并为

更好形成图像高层特征表达，构建了基于 ＣＲＢＭ 的

深度学习模型———卷积深度玻尔兹曼机（ＣＤＢＭ）．
ＣＤＢＭ 较 ＣＤＢＮ 的优势在于计算复杂度较小且具有

精准的聚合机制以及简洁的层间关联．
２．１　 均值聚合机制

为使提取出的特征对输入样本具有较高的畸变
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容忍能力，并增强算法对图像的缩放大小的健壮性，
借鉴 ＣＮＮ［１１］，对 ＣＤＢＭ 中增加隐单元聚合机制．

文献［５］ 提出概率聚合 （ ｐｒｏｂａｂｉｌｉｓｔｉｃ ｐｏｏｌ） 机

制，目的在于适应 ＲＢＭ 的双向连接结构，但问题是

隐单元的聚合计算复杂度较高． 文献［１２］提出极大

值聚合（Ｍａｘ Ｐｏｏｌ）机制，将 ｂｌｏｃｋ 中隐单元的后验激

活概率最大值作为聚合层对应点数值，其优势在于

有效降低聚合机制的算法复杂度，但缺陷为易忽略

图像中的细微特征，而这些特征对于图像识别往往

是有效的．
鉴于以上两种聚合机制的优缺点，提出新的聚

合机制———均值聚合：将聚合层单元的值定义为对

应 ｂｌｏｃｋ 中所有隐单元后验激活概率的均值，即

ｐｋ
αβ ＝

∑ Ｃ，Ｃ

ｉ ＝ １＋Ｃ× α－１( ) ，ｊ ＝ １＋Ｃ× β －１( )
Ｐ ｈｋ

ｉｊ ＝ １ ｜ Ｖ( )

Ｃ × Ｃ
． （２）

式中： ｐｋ
αβ 表示聚合层中第 α 行第 β 列的单元值，

Ｃ ×Ｃ 为聚合层中 ｂｌｏｃｋ 的尺寸．
从式（２）可以看出，均值聚合的计算复杂度远

低于概率聚合． 为直观显示不同聚合机制差异，以
Ｌｅｎａ 图像为例，生成的聚合图像如图 ２ 所示，其中

ｂｌｏｃｋ 大小为 ４×４．

（ａ）概率聚合　 　 （ｂ）极大值聚合　 　 （ｃ）均值聚合

图 ２　 不同聚合机制下的聚合图像

　 　 从图 ２ 可以看出，极大值聚合下的图像细节最

模糊；而概率聚合和均值聚合图像较为贴近原始图

像． 采用基于 ＳＩＦＴ 特征的图像匹配，３ 幅聚合图像

与原始图像之间的特征点匹配关系如表 １ 所示．
表 １　 不同聚合图像与原始图像间 ＳＩＦＴ 特征点匹配个数

聚合机制 原始图像 概率聚合 极大值聚合 均值聚合

概率聚合 ３４ ６５ ３４ ５２

极大值聚合 ２６ ３４ ６３ ４０

均值聚合 ３２ ５２ ４０ ６２

　 　 从表 １ 数据可以看出，极大值聚合图像与原始

图像匹配的特征点数最少，概率聚合与均值聚合数

目接近，且概率聚合图像与均值聚合图像更为接近．
结合图 ２ 可证明，采用概率聚合和均值聚合机制生

成的聚合层图像能够保留原始图像较多特征，同时

鉴于均值聚合较小的计算复杂度，使用均值聚合机

制更具备优势．
２．２　 ＣＤＢＭ 结构

参照 ＣＤＢＮ 结构，对 ＣＤＢＭ 模型层间关联进行

设计． 以 ６ 层 ＣＤＢＭ 为例，其模型结构如图 ３ 所示．
模型输入层即 Ｌ１ 层为原始图像本身；Ｌ２ 层为低层

特征提取层，与 Ｌ１ 构成低层 ＣＲＢＭ；Ｌ３ 层为聚合

层，由 Ｌ２ 层特征映射面通过均值聚合机制并相互叠

加生成；Ｌ３ 层与 Ｌ４ 层构成高层 ＣＲＢＭ，完成图像底

层特征向高层特征的组合；Ｌ５ 层为 Ｌ４ 的聚合合并

层，并作为图像特征用于后续处理． 与 ＣＤＢＮ 不同

之处在于： ＣＤＢＮ 中 Ｌ３ 层由多个聚合面组成，其二

级 ＣＲＢＭ 卷积核为三维；ＣＤＢＭ 中 Ｌ３ 由 Ｌ２ 生成的

各个聚合面叠加生成，二级 ＣＲＢＭ 的卷积核为二维．

CRBM 均值聚合 叠加合并 CRBM 均值聚合 叠加合并

L1 L2 L3 L4 L5
图 ３　 ＣＤＢＭ 结构图

２．３　 ＣＤＢＭ 训练

由于 ＣＤＢＭ 中 Ｌ２－Ｌ３ 与 Ｌ４－Ｌ５ 间为单向连接，
因此 ＣＤＢＭ 的训练按照逐层贪婪无监督训练［１３］ ．
即首先对每一级 ＣＲＢＭ 进行无监督学习，待 ＣＲＢＭ
达到数据收敛条件或超过训练迭代次数后，固定本

层 ＣＲＢＭ 参数，随后继续下级 ＣＲＢＭ 训练．

３　 实　 验

ＭＮＩＳＴ 数据集为 ０ 到 ９ 的 １０ 个大小为 ２８ × ２８
手写数字图像集合，其中训练集个数为６０ ０００，测试

集个数为１０ ０００［１４］ ． 为加速训练和学习，将训练集的

每 １００ 幅作为一个 ｂａｔｃｈ，用于参数更新． 实验平台采
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用安装 Ｍａｔｌａｂ（２０１３ａ）的主频为 ２．４ ＧＨｚ 的台式机．
３．１　 ＣＲＢＭ 训练目标实验

本实验采用重构误差作为评价 ＲＢＭ 模型训练

效果标准，其值是以训练数据作为初始状态，计算经

过若干次 Ｇｉｂｂｓ Ｓａｍｐｌｅ 后与原数据的一阶范数差

值． 为验证改进后新训练目标的学习，设置了如下 ２
种训练过程（模型卷积核个数为 ２４，大小为 ７ × ７，
隐单元稀疏度系数 ｐ ＝ ０．０５，学习速率 η ＝ ０．０１，循环

迭代次数为 ２０）．
１）原始训练过程：以最大化图像重构概率为训

练目标，选用误差平方和稀疏惩罚因子．
２）新训练过程：以最大化补零图像重构概率为

训练目标，选用误差平方和稀疏惩罚因子．
２ 种训练方法过程中的重构误差如图 ４ 所示．

原始训练过程

新训练过程

1.6

1.4

1.2

1.0

0.8

0 2 4 6 8 10 12 14 16 18 20
迭代次数

重
构

误
差

?1
05

图 ４　 两种训练方法的重构误差对比

　 　 从图 ４ 可以看出，新训练过程的模型重构误差

较低，表明经训练后的 ＣＲＢＭ 对数据具有更好的似

然度． 其原因在于新训练过程完成了对原始图像边

缘区域的重构，从而降低了模型训练过程中的重构

误差．
３．２　 稀疏惩罚因子实验

为验证不同稀疏惩罚因子对 ＣＲＢＭ 训练的影

响，结合实验 １ 结果，选取新的训练目标函数和相同

的模型设置进行 ＣＲＢＭ 训练． 图 ５ 为在 ３ 种不同稀

疏惩罚因子下的 ＣＲＢＭ 卷积核可视化图．
　 　 从图 ５ 可以看出： 在没有稀疏惩罚因子的情况

下，ＣＲＢＭ 出现了严重的特征同质化现象，绝大多数

卷积核相似并且没有对应的特征表现；采用稀疏惩

罚因子后，卷积核之间差异变大且都有较为明显的

数字笔画部分，证明了稀疏惩罚因子能够有效地避

免特征同质化问题；从图 ５（ｂ）和图 ５（ｃ）对比发现，
图 ５（ｂ）中仍然存在着个别卷积核相似的现象，图 ５
（ｃ）的卷积核之间差异变大，说明相较于误差平方

和稀疏惩罚因子，在交叉熵稀疏惩罚因子下 ＣＲＢＭ
学习的特征更局部化，克服 ＣＲＢＭ 特征同质化的效

果较好，证明特征同质化得到进一步弱化．
　 　 完成 ＣＲＢＭ 训练后，选用特征映射面作为手写

字特征，采用 ＬＩＢＳＶＭ［１５］ 提供的径向基支持向量机

（ＲＢＦ－ＳＶＭ）和线性支持向量机（ＬＳＶＭ）作为最终

分类器，其中参数设置除了核函数选择不同外，其余

均为默认设置，其实验结果如表 ２ 所示．

（ａ）无稀疏惩罚因子

（ｂ）误差平方和稀疏惩罚因子

（ｃ）交叉熵稀疏惩罚因子

图 ５　 稀疏惩罚因子对于 ＣＲＢＭ 卷积核影响

表 ２　 ＭＮＩＳＴ 分类准确率

稀疏惩罚机制 特征向量维数
分类准确率

ＲＢＦ ＬＳＶＭ

无 １２２ ０．１２ ０．２０

误差平方和 １２２ ９７．６０ ９５．６０

交叉熵 １２２ ９８．３０ ９５．６５
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　 　 从表 ２ 数据可以看出，采用交叉熵稀疏惩罚因

子的 ＣＲＢＭ 分类准确率最高，而没有采用稀疏惩罚

机制的 ＣＲＢＭ 训练无效，且选用 ＲＢＦ－ＳＶＭ 为分类

器的准确率要高于 ＬＳＶＭ，其原因在于 ＣＲＢＭ 中的

可见单元通常参与多次卷积运算，这会增强模型训

练时原始数据共有特征的影响，因此选用稀疏惩罚

较好的交叉熵因子能够改善特征同质化带来的模型

特征分辨力差问题．

４　 结　 论

ＣＤＢＭ 实现了从图像底层特征到高层特征的提

取，其过程符合实际的生物神经网络，并且实验结果

证明了该模型能够取得良好效果． ＣＤＢＭ 通过训练

数据进行无监督学习，避免了以往显式的特征抽取，
而是对训练数据进行隐式学习，减少了个人经验对

图像特征提取的影响． 相比于 ＣＲＢＭ 构建的深度网

络 ＣＤＢＮ，经优化后的 ＣＤＢＭ 训练时间更短，并可以

有效完成图像特征的提取． 今后工作应继续改进

ＣＲＢＭ 学习算法过程，减少模型训练时间，详细分析

模型参数对于训练学习的影响，并将新模型应用到

更多领域．
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·９５１·第 ５ 期 刘凯， 等： 改进卷积玻尔兹曼机的图像特征深度提取


