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密度峰值聚类的自适应社区发现算法
金志刚， 徐珮轩
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摘　 要： 为减少社区发现算法中参数的选择对社区划分的影响，同时使算法能够自适应地进行社区划分，本文提出一种基于

核密度估计的密度峰值聚类的社区发现算法 ＫＤＥＤ．首先，定义一种基于信任度的距离度量，将社交网络中的用户关系量化为

距离矩阵， 使用矩阵元素的大小度量用户关系的紧密程度；然后对距离矩阵进行核密度估计，统计各个节点在网络中的影响

大小，结合热扩散模型改进计算流程，使其自适应不同规模的数据集以提高计算精度；结合密度峰值聚类原理和社区属性确

定社区中心节点后，可根据节点间的距离得到社区内部层次结构和社区外部的自然结构；最后将剩余节点按距离分配到相应

的社区当中以完成社区划分．仿真结果表明：通过可视化软件可观察到，通过 ＫＤＥＤ 算法得到的社区划分结果具有清晰的自然

结构和内部层次结构；随着社区规模的提升以及划分难度增加， ＫＤＥＤ 算法具有出色的稳定性；在真实数据集以及 ＬＦＲ 基准

网络上均得到较为接近真实划分结果的社区划分，自适应性良好，验证算法的可行性与有效性．
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　 　 在社交网络中，社区（ｃｏｍｍｕｎｉｔｙ）被用来表示具

有相似性、共同爱好、或联系的共同体，它具有“内
部节点之间连接紧密，与外部连接稀疏”的特点．社
区成员之间因社交关系不均匀，使社区表现出社区

结构特性［１］ ． 通过社区发现（ｃｏｍｍｕｎｉｔｙ ｄｅｔｅｃｔｉｏｎ）算
法分析复杂网络的拓扑结构和层次结构，理解其形

成过程，有助于揭示复杂系统的内部规律，为信息传

播控制［２］、维护社会安全［３］、推荐系统建设等领域

提供有力支撑，已成为 ｓｏｃｉａｌ ｎｅｔｗｏｒｋ ａｎａｌｙｓｉｓ 领域的

一个研究热点．
社区发现算法源于 Ｇｉｒｖａｎ 和 Ｎｅｗｍａｎ 提出的

ＧＮ 算法［１］，但该算法需要预知社区的个数来确定

算法终止条件，并且时间复杂度较高． 标签传播法

（ｌａｂｅｌ ｐｒｏｐａｇａｔｉｏｎ ａｌｇｏｒｉｔｈｍ， ＬＰＡ） ［４］是 Ｒａｇｈａｖａｎ 提

出的一种基于图的半监督学习的社区发现算法，虽
复杂度低，但其每次迭代结果不稳定，准确度不高，
后来张鑫等［５］提出稳定标签法作为改进． 而后很多

社区发现算法也相继被提出，如：基于随机游走的算

法［６］、基于信息编码的算法［７］ 以及基于网络拓扑结



构的算法［８］等． 这些算法都在一定程度上提高社区

发现的精度，然而绝大部分社区发现算法都对参数

敏感，一旦参数选择不当就会对结果产生很大影响．
除此之外，划分结果的真实性逐渐被更多的学者所

关注，基于模块度指标优化的社区发现算法，对于较

大规模社区具有倾向性，不善于识别小规模社区，具
有分辨率限制［９］ ． 因此，社区发现算法在复杂度、准
确度、自适应等方面都有着提升的空间．

在一定意义上，社区发现就是某种类型的聚类，
一般被认为是广义的图聚类． 二者区别就在于：常
见的聚类一般是假设任意对象都是互连的，只是距

离（或者相似度）不同，数据集可表示为一张完全连

通图，如：划分、层次、密度聚类等，而社区发现过程

中可能存在孤立节点；此外，聚类一般是将数据集划

分为 ｋ 个不相交的子集，而社区发现包含非重叠社

区与重叠社区，允许子集重叠． 但这两者的过程极

为相似，因此出现很多将聚类算法改成社区发现的

例子，如 ＤＢＳＣＡＮ 改进为 ＳＣＡＮ，层次聚类等．
Ｒｏｄｒｉｇｕｅｚ 等在 １４ 年提出一种基于密度峰值的

聚类算法［１０］ ． 该方法只依赖于节点之间的距离，根
据节点分布的局部密度选择聚类中心，降低参数选

择对算法影响的影响，使得该方法能够获得稳定的

聚类结果． 黄岚［１１］等通过相似度定义网络中各节点

之间的距离，将密度峰值聚类算法应用于社区发现

中；Ｙａｎ［１２］等引入箱线图选取核心节点，将密度峰值

聚类算法应用于重叠社区发现；Ｗａｎｇ［１３］ 等采用启

发式算法划分社区的自然结构． 但是上述几种算法

虽然成功将密度峰值聚类算法的原理应用到社区发

现当中，但却又引入一些新的额外参数． 并且参数

的选取并没有非常合适的方法，需要大量实验数据

来获得，通常只对某一种或几种数据集的结果较好，
无法自适应地对社区进行划分，算法在性能存在

缺陷．
因此，本文提出一种基于核密度估计的密度峰

值聚 类 的 社 区 发 现 算 法 （ Ｃｏｍｍｕｎｉｔｙ ｄｅｔｅｃｔｉｏｎ
ａｌｇｏｒｉｔｈｍ ｏｆ ｄｅｎｓｉｔｙ ｐｅａｋ ｃｌｕｓｔｅｒｉｎｇ ｂａｓｅｄ ｏｎ ｋｅｒｎｅｌ
ｄｅｎｓｉｔｙ ｅｓｔｉｍａｔｉｏｎ， ＫＤＥＤ），首先引入一种基于信任

度的距离度量，将社交网络中的用户关系量化为距

离矩阵；然后通过基于热扩散理论的核密度估计方

法对距离度量进一步处理，利用密度峰值聚类确定

聚类中心，并将节点分配到相应的社区当中． 选取

Ｆａｓｔｇｒｅｅｄ 算法、 Ｉｎｆｏｒｍａｐ 算法、Ｗａｌｋｔｒａｐ 算法、ＬＰＡ
算法在真实数据集进行比较，与 Ｆａｓｔｇｒｅｅｄ 算法、
Ｉｎｆｏｒｍａｐ 算法、Ｗａｌｋｔｒａｐ 算法、ＬＰＡ 算法、ＶＤＤＰＣ 算

法［１２］、ＬＣＣＤ 算法［１３］ 在 ＬＦＲ 人工基准网络上进行

比较，结果充分验证 ＫＤＥＤ 算法的可行性和有效性．

１　 密度峰值聚类算法

Ｒｏｄｒｉｇｕｅｚ 等所提出的基于密度峰值的聚类算

法［１０］通过“距离”来寻找聚类中心． 聚类中心基于两

个假设：１）聚类中心的密度大于环绕它的邻居节点；
２）聚类中心到比其局部密度高的节点的距离较远．

设数据集中的数据点总数为 Ｎ， 对于数据集中

的任意点 ｉ， 使用局部密度 ρｉ 和到更高密度节点的

距离 δｉ 进行描述． 其中局部密度 ρｉ 的定义为

ρｉ ＝ ∑
ｊ

χ（ｄｉｊ － ｄｃ） ． （１）

式中：设 ｘ ＝ ｄｉｊ － ｄｃ，若 ｘ ＜ ０，则 χ（ｘ） ＝ １，否则
χ（ｘ） ＝０， ｄｉｊ 为数据点 ｉ 到 ｊ 的距离， ｄｃ 为截断距离．
ｉ 点的局部密度 ρｉ 等于到其距离小于截断距离 ｄｃ 点

的个数． 因此 ｄｃ 的选取将直接影响 ρｉ 的取值，进而

决定聚类结果的准确性．
节点 ｉ 到比其局部密度更高节点的距离 δｉ 的定

义为

δｉ ＝ ｍｉｎ
ｊ：ρｊ ＞ ρｉ

（ｄｉｊ） ． （２）

式中：若 ｉ 点为数据集中局部密度最大的点，则 δｉ ＝
ｍａｘ ｊ（ｄｉｊ），选取 ｉ点到相邻节点距离的最大值作为其

δｉ；否则，选取局部密度大于 ｉ点的数据点到 ｉ点的距

离中的最小值，作为 ｉ 点的 δｉ ．
由上述定义可知，作为聚类中心的数据点一定

会比一般节点具有更高的 ρｉ 和 δｉ，可根据此原理选

取社区中心，再将一般节点分配到其最近的聚类中

心，完成整个社区的划分．

２　 峰值密度聚类的自适应社区发现算法

２．１　 基于用户信任度的距离度量

由于社交网络图中的点没有坐标值，仅通过边来

表征两点是否存在一定联系，所以不能用传统的

Ｅｕｃｌｉｄｅａｎ 距离和 Ｍａｎｈａｔｔａｎ 距离来计算相异度；
Ｊａｃｃａｒｄ 距离可以突出节点间的局部关系，但无法度

量节点之间的全局距离；而最短距离作为一种常用距

离度量，在社区划分当中不考虑社区内部样本的方

差，只考虑均值，因此分类精度不高． 因此本文首先提

出一种将节点关系转化为距离度量的方法． 根据

Ｚｉｅｇｌｅｒ Ｃ Ｎ［１４］提出的“在社交网络中，人们之间的信

任和偏好相似度存在着一种正相关的联系”的观点，
提出假设：１）具有相同爱好、兴趣的群体内部成员，彼
此会获得更多信任；２）成员偏向和受信任的成员进行

联系，因此会具有更短的相对距离；３）最受信任的几

个成员普遍也存在联系，满足“富人俱乐部”效应． 基
于 ３ 点假设，结合 Ｊａｃｃａｒｄ 相似度，提出基于“信任度”
的距离度量，如式（３） ～（６）所示：
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Ｄ（ ｉ，ｊ） ＝ １
α（ ｉ，ｊ） × β（ ｉ，ｊ）

， （３）

α（ ｉ，ｊ） ＝ Ｃ（ ｉ，ｊ） ＋ １
Ｎｉ ∪ Ｎ ｊ

， （４）

β（ｉ， ｊ）＝
Ｅ（Ｃ（ｉ， ｊ））

（ Ｃ（ｉ， ｊ） ）（ Ｃ（ｉ， ｊ） － １）／ ２
＋ １ Ｃ（ｉ， ｊ） ＞ ２ ，

Ｃ（ ｉ， ｊ） ≤ ２

ì

î

í
ïï

ïï

（５）
Ｃ（ ｉ，ｊ） ＝ Ｎｉ ∩ Ｎ ｊ ． （６）

式中： Ｄ（ ｉ，ｊ） 代表基于信任度的距离度量，使用描

述点关系的因子 α（ ｉ，ｊ） 和描述边关系的因子 β（ ｉ，
ｊ） 刻画点 ｉ 和点 ｊ 之间的紧密程度，距离越近代表着

节点间的关系越紧密． 因子 α（ ｉ，ｊ） 基于 Ｊａｃｃａｒｄ 相

似系数，代表节点 ｉ 与节点 ｊ 的共同邻居节点在其邻

居节点并集中的比例， Ｃ（ ｉ，ｊ） 为节点 ｉ 与节点 ｊ
的公共邻居个数， Ｎｉ 和 Ｎ ｊ 分别为与节点 ｉ 与 ｊ 邻居

节点的数量． 因子 β（ ｉ，ｊ） 描述点 ｉ 和点 ｊ 公共邻居

节点相连边之间的紧密程度， Ｅ（Ｃ（ ｉ，ｊ）） 为节点

ｉ 与节点 ｊ 公共邻居中的连边的数量，当节点 ｉ 与节

点 ｊ 的公共邻居点数大于 ２ 时，认为边的连接强度

较大，计算两点相连的边数与公共节点间可能连接

的最大边数之比；否则，直接置 １，这样会使得联系

疏远的节点，在距离度量中得到体现，符合“信任”
假设． 此外，为避免因子等于 ０ 时对距离度量产生

影响，均在因子的定义中做加 １ 处理．
这种定义方法将成员社交关系的邻接矩阵转化

为距离度量，充分考虑节点之间的局部拓扑联系，可
以使潜在社区内部的距离变得紧密，而不同社区的

节点距离较远，为划分社区的层次结构奠定基础．
２．２　 局部密度 ρｉ的等效

峰值密度聚类算法中的 ρｉ、δｉ 与截断距离 ｄｃ 有

着很大关系，但只能通过大量实验选取出一个比较

合理的值，这样对社区发现的结果产生较大影响，易
出现误差．

非参数密度估计是数据统计分析的重要工具，
它用于评估偏度，多模态，总结贝叶斯后验，判别分

析和约束［１５－１６］，它对于数据集的建模更加灵活，并
且不受规范偏差的影响． 核密度估计（ｋｅｒｎｅｌ ｄｅｎｓｉｔｙ
ｅｓｔｉｍａｔｉｏｎ， ＫＤＥ）是较为常用的非密度估计方法之

一，引入核方法，可将低维特征空间的样本通过核函

数映射到高维特征空间，增加对特征的优化，使其特

征在高维特征空间线性可分，可突出样本点之间根据

距离远近体现出的关系紧密程度，更易聚类．
借鉴 Ｒａｓｈｉｄ 等提出的将热扩散模型 （ ｈｅａｔ

ｄｉｆｆｕｓｉｏｎ）应用到聚类算法的思想［１７］，在得到距离矩

阵的基础上，选取 Ｇａｕｓｓｉａｎ 核函数进行核密度估计，

统计每个点对于其他节点影响的大小，代替局部密

度 ρ，可以合理规避 ｄｃ 选取的不合理对实验结果的

影响． Ｇａｕｓｓｉａｎ 核密度为

ｋ（ｄ，ｄ ｊ；ｈ） ＝ １
２πｈ

ｅ －
ｄｊ
２

２ｈ ． （７）

式中： ｋ代表核函数，ｈ为带宽，ｄ ｊ 为距离矩阵中的分

量，代表当前节点到点 ｊ 的距离． 在根据上式对距离

矩阵进行处理后，会得到一个关于 ｋ 的矩阵，纵列意

义为节点自身的影响在其他节中得到的反馈，与峰

值密度函数中局部密度的意义一致．
但 Ｇａｕｓｓｉａｎ 核密度估计具有一些局限性，例如，

敏感参数带宽 ｈ 难以选择，积分时的边界偏差以及

计算过程中欠平滑或过平滑的问题［１６］ ． 因此，使用

热扩散方法解决此问题．
热扩散模型中，将核密度估计视为求解扩散过

程中偏微分方程的唯一解，使用时间参数 ｔ 代替带

宽 ｈ． 通过热扩散对 ＫＤＥ 求解的思想源自维纳过程

（ｗｅｉｎｅｒ ｐｒｏｃｅｓｓ），它是一种连续时间随机过程，其下

一时间状态可直接由之前的时间状态算出，与

Ｇａｕｓｓｉａｎ 核密度估计结合的形式如下所示：
１）准备概率通过 ｄ 纬数据点 ｛ｄ１，ｄ２，ｄ３，…，ｄｎ｝

平均分配．
２）使用 Ｇａｕｓｓｉａｎ 核估计估计点 ｉ 到点 ｊ 的转移

概率，

Ｐ ｔｒａｎｓｉｔｉｏｎ（ｄ，ｄｊ；ｔ）
＝ １

ｎ∑
ｎ

ｊ ＝ １

１
２πｔ

ｅｘｐ［ －
（ｄ － ｄ ｊ） ２

２ｔ
］，

此种情况下，ＫＤＥ 被转化为时长为 ｔ 过程中的

概率分布函数，但函数形式类似于 Ｇａｕｓｓｉａｎ 核函数．

ｆ^ ｔ（ｄ；ｔ） ＝ １
２ ∑

ｎ

ｊ ＝ １

１
２πｔ

ｅｘｐ［ －
（ｄ － ｄ ｊ） ２

２ｔ
］ ． （８）

式（８）代表迭代过程，因此要满足扩散过程的偏

微分方程（ｐａｒｔｉａｌ ｄｉｆｆｅｒｅｎｔｉａｌ ｅｑｕａｔｉｏｎ， ＰＤＥ）条件，即
∂
∂ｔ

ｆ^（ｄ；ｔ） ＝ １
２

∂２

∂ｄ２ ｆ^（ｄ；ｔ）， 　 ｄ ∈ Ｄ，ｔ ＞ ０

式中， Ｄ ≡ ℝ 并且初始条件 ｆ^（ｄ；０） ＝ Δ（ｄ）， 其中：

Δｄ ＝ １
ｎ∑

ｎ

ｊ ＝ １
δ（ｄ － ｄ ｊ） ，

为 Ｄ 的经验密度， δ（ｄ － ｄ ｊ） 是狄拉克函数． 为
消除 Ｇａｕｓｓｉａｎ 函数在有限节点时带来的边界误差需

进行边界修正，同时满足 Ｎｅｕｍａｎｎ 边界条件， ｆ^（ｄ；
ｔ） 在域的上下界关于 ｔ 的偏导数应该为 ０．

综上，考虑到 Ｎｅｕｍａｎｎ 边界条件和域［０，１］的

概率密度，该 ＰＤＥ 的解析解可以通过 θ 核的形式求

解，以此实现 Ｇａｕｓｓｉａｎ 核的转化．
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ｆ^（ｄ；ｔ） ＝ １
ｎ∑

ｎ

ｊ ＝ １
θ（ｄ，ｄ ｊ；ｔ）， ｄ ∈ ［０，１］，

其中 θ 核函数为

θ（ｄ，ｄ ｊ；ｔ） ＝ ∑
∝

ｉ ＝ －∝
Ø（ｄ，２ｋ ＋ ｄｉ；ｔ） ＋ Ø（ｄ，２ｋ － ｄｉ；ｔ），

进一步变换得到

ｆ^（ｄ；ｔ） ＝ １
ｎ∑

ｎ

ｊ ＝ １
∑
∝

ｋ ＝ －∝
ｅ －ｋ２π２ｔ ／ ２ｃｏｓ（ｋπｄ）ｃｏｓ（ｋπｄ ｊ），

最终，上式可近似为

ｆ^（ｄ；ｔ） ≈ ∑
ｎ－１

ｋ ＝ ０
ａｋｅ

－ｋ２π２ｔ ／ ２ｃｏｓ（ｋπｄ） ． （９）

其中 ｎ 为足够大的正整数，ａｋ 为

ａｋ ＝
１，　 ｋ ＝ ０；
１
ｎ∑

ｎ

ｉ ＝ １
ｃｏｓ（ｋπｄｉ）， 　 ｋ ＝ １，２，…，ｎ － １．

ì

î

í
ïï

ïï

　 　 式（９）是 ＫＤＥ 的完全自适应和替代形式，并考

虑最佳带宽选择和边界校正．此外，式（９）可以使用

快速傅立叶变换求解，复杂度为 Ｏ（ｎ ｌｏｇ２ｎ） ［１８］ ． 对

于小带宽，式（９）的表现与 Ｇａｕｓｓｉａｎ 核相似；对于大

的带宽其表现接近 Ｕｎｉｆｏｒｍ 核，这样可以为 ＫＤＥＤ
算法提供更好的性能并且更加接近与真实的密度，
改善 Ｇａｕｓｓｉａｎ 核 函 数 在 边 界 处 存 在 的 误 差，
Ｋｒｉｓｈａｎａｓｗａｍｙ Ｓ 等说明通过热扩散理论快速评估

ＫＤＥ 的优越性［１９］ ．
２．３　 到高密度点的距离 δ ｉ的计算

依照第一章介绍的密度峰值聚类的原理， δ 在

社区发现过程中保证社区之间相对稀疏的特性，其
计算基于局部密度 ρ 以及距离矩阵 Ｄ． 首先将节点

的 ρ 值进行排列；对于节点 ｉ， 统计局部密度 ρ 值大

于 ρｉ 的点到 ｉ 的距离 ｛ｄ｝；δｉ 是到该点的距离的最小

值，即 δｉ ＝ ｍｉｎ｛ｄ｝， 若节点 ｉ 为局部密度最大的点，
则取 δｉ ＝ ｍａｘ ｊ（ｄｉｊ） ． 值得注意的是，依照定义，对于

局部密度或全局密度最大的点， 显然会是一个社区

中心，其 δ 值会普遍大于到它最近邻居的距离，若以

ρ 和 δ 为坐标系画出决策图，则此点会出现在决策图

的右上角；而对于其它的社区中心，其 δ 值也会大于

一般节点，结合筛选条件，即可发现所有的社区中心．
２．４　 最优带宽以及核心节点选取

本文使用改进的 Ｓｈｅａｔｈｅｒ－Ｊｏｎｅｓ（ ＩＳＪ）算法计算

最优带宽． 它的优势是可以使用快速余弦变换来估

计带宽，而无需考虑分布上的正态性假设． Ｂｏｔｅｖ
等［１５］提出非线性方程的独特解，可自适应地找出

ＫＤＥ 的最优带宽 ｔ，
ｔ ＝ ξγ［ ｌ］（ ｔ） ． （１０）

　 　 ＩＳＪ 算法的详细原理本文不再叙述，最佳带宽 ｔ
可以缩放内核函数来估计更精确的密度． 本文使用

Ｔｂｏｕｎｄａｒｙ ＝ ｓｑｒｔ（ ｔ） ／ ３．３ 修复集群的边界点．
在依次计算每个节点对应的 ρｉ、δｉ 的后，选取

δ ≥Ｅ（δｉ） ＋ σ（δｉ） 作为社区划分中的核心节点，每一

个核心节点代表一个社区． 然后将一般节点分配到距

其最近的核心节点所在的社区． Ｅ（δｉ） 和 σ（δｉ） 分别

代表均值和方差． 到此，完成社区发现的所有过程．
算法 １． 峰值密度聚类的自适应社区发现算法

输入：数据集 Ｇ
输出：社区划分

１）初始化邻接关系

２）根据式（３） ～ （６）计算距离矩阵

３）根据式（１０）计算 ｔ
４）根据式（９）的 ＫＤＥ 替代式计算 ρ
５）利用密度峰值聚类原理计算 δ
６）选择核心节点

７）将一般节点划分到距其距离最近的核心节

点处构成社区

８）整理社区划分结果

３　 实验与分析

３．１　 实验数据集

为验证 ＫＤＥＤ 算法的可行性和有效性，本文选

取 ４ 个真实数据集和 ２ 种规模的人工合成数据集进

行实验仿真．
３．１．１　 真实数据集

表 １ 列出 ４ 个真实数据集，且这些数据集具有

已知的社区结构，分别为 Ｋａｒａｔｅ 数据集、Ｄｏｌｐｈｉｎｓ 数

据集、Ｆｏｏｔｂａｌｌ 数据集和 Ｐｏｌｂｏｏｋｓ 数据集．
Ｋａｒａｔｅ 网络反应某大学空手道俱乐部之间的成

员关系，节点连接的边代表成员的关系紧密． 由于

校长与俱乐部主管间存在矛盾，该网络分裂为两个

社区．
Ｄｏｌｐｈｉｎｓ 网络反应 Ｄｏｕｂｔｆｕｌ Ｓｏｕｎｄ 海峡中海豚

的群居情况． 一个节点代表一只海豚，节点相连的

边代表海豚之间接触频繁． 经过长期观察，该网络

被分为两个社区．
Ｆｏｏｔｂａｌｌ 网络数据集中每一个节点代表一只球

队，节点之间的连边代表球队之间曾经进行过比赛．
由于球队属于不同的州，每个州内的比赛场次多，因
此该网络被分为 １２ 个社区．

Ｐｏｌｂｏｏｋｓ 网络反映亚马逊政治书籍的分类． 网

络数据集中每一个节点代表一本在亚马逊销售的政

治类书籍，节点之间的连边代表两本书被同时购买

的频率高． 由于政治类书籍代表的政治立场不同，
所以该网络被划分为 ３ 个社区，分别代表“自由”、
“保守”和“中立”．
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表 １　 真实数据集

Ｔａｂ．１　 Ｒｅａｌ ｄａｔａ ｓｅｔ

数据集 节点数 边数

Ｋａｒａｔｅ ３４ ７８

Ｄｏｌｐｈｉｎｓ ６２ １５８

Ｆｏｏｔｂａｌｌ １１５ ６１２

Ｐｏｌｂｏｏｋｓ １０５ ４４１

３．１．２　 人工网络数据集

Ｌａｎｃｉｃｈｉｎｅｔｔｉ Ａ 提出著名的 ＬＦＲ 人工基准网络

构造模型［２０］，已成为测试社区发现算法性能的一种

主要方法． ＬＦＲ 基准网络有两大优势：（１）它模拟节

点度数和社区大小的无标度特征；（２）已知社区划

分结构．
本文中一共采用两组 ＬＦＲ 基准网络，具体参数

如表 ２ 所示． 其中表中 Ｎ 为网络的节点数， Ｋ 为平

均度数， Ｋｍａｘ 为最大度数， ｔ１ 和 ｔ２ 分别为度分布和社

区大小分布的幂指数，本文统一使用 ｔ１ ＝ ２和 ｔ２ ＝ １，
ｕ 为模糊参数， Ｃｍｉｎ 和 Ｃｍａｘ 为社区规模的最大值和

最小值． 通过 ｕ 调节网络结构的模糊程度来验证算

法性能． 具体参数如表 ２ 所示．
表 ２　 ＬＦＲ 基准网络参数

Ｔａｂ．２　 Ｐａｒａｍｅｔｅｒｓ ｏｆ ＬＦＲ ｂｅｎｃｈｍａｒｋ ｎｅｔｗｏｒｋｓ

网络 Ｎ Ｋ Ｋｍａｘ Ｃｍｉｎ Ｃｍａｘ ｔ１ ｔ２ ｕ

Ｎ１ １ ０００ ２０ ５０ １０ ５０ ２ １ ０．１ ～ ０．９

Ｎ２ ５ ０００ ２０ ５０ ３０ ８０ ２ １ ０．１ ～ ０．９

３．２　 评价指标

３．２．１　 模块度 Ｑ
模块度 Ｑ是由 Ｇｉｒｖａｎ 和 Ｎｅｗｍａｎ 提出的一种被

广泛应用于社区划分结果的评价指标，它反应社区

结构的稳定性，其定义为

Ｑ ＝ ∑
ｉｊ

［
Ａｉｊ

２ｍ
－

ｋｉ∗ｋ ｊ

（２ｍ）（２ｍ）
］δ（ｃｉ，ｃｊ） ． （１０）

　 　 Ｑ 表示网络中社区内部节点之间的连边所占

的比例和另一个随机网络中社区内部节点连边所占

比例的期望相减得到的差值．
式中： Ａ是网络Ｇ对应的邻接矩阵， ｋｉ 和 ｋ ｊ 对应

点 ｉ 和 ｊ 的度数， ｍ 是总连接边数． 实际连边数越是

高于随机期望，说明节点越有集中在某些社区内的

趋势，即网络的模块化结构越明显． 其取值范围为

－ １ 到 １． 数值越接近 １ 表示社区划分的结果越好．
３．２．２　 标准化互信息

标准化互信息 （ ｎｏｒｍａｌｉｚｅｄ ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎ，
ＮＭＩ）是由 Ｄａｎｏｎ 等提出的一种衡量已知社区结构

网络的评价标准，它反应社区划分结果与实际划分

结果的相似性，其定义为

ＮＮＭＩ（Ｒ ｜ Ｐ） ＝ １ － ［Ｈ（Ｒ ｜ Ｐ） ＋ Ｈ（Ｐ ｜ Ｒ）］ ／ ２．
（１１）

式中：Ｒ为真实划分结果， Ｐ为预测划分结果， Ｈ（Ｒ ｜ Ｐ）
为 Ｒ 关于 Ｐ 的归一化条件熵． ＮＮＭＩ 的取值范围为 ０
到 １，其值越高表明所划分的社区结构与已知的社

区结构越接近． 当其取值为 １ 时，所划分的社区结构

与已知社区结构相同．
３．３　 实验结果与分析

本文将所提出的 ＫＤＥＤ 算法与 Ｆａｓｔｇｒｅｅｄ 算法、
Ｉｎｆｏｒｍａｐ 算法、Ｗａｌｋｔｒａｐ 算法、ＬＰＡ 算法在真实数据

集上进行对比，与 Ｆａｓｔｇｒｅｅｄ 算法、 Ｉｎｆｏｒｍａｐ 算法、
Ｗａｌｋｔｒａｐ 算法、ＬＰＡ 算法、ＶＤＤＰＣ 算法、ＬＣＣＤ 算法

在人工基准网络上进行比较． 图 １ 和图 ２ 为 ＫＤＥＤ
算法在真实数据集上的到的决策图和社区划分结果，
表 ３ 列出 ５ 种算法在真实数据集上得到的仿真结果，
图 ３ 描绘 ７ 种算法在人工数据集上的仿真结果．
图 １（ａ） ～ （ｄ）为在 Ｋａｒａｔｅ 数据集、Ｄｏｌｐｈｉｎｓ 数据集、
Ｆｏｏｔｂａｌｌ 数据集和 Ｐｏｌｂｏｏｋｓ 数据集上得到的决策图．
可以看出，核心节点的局部密度 ρ 以及到更高密度

节点的距离 δ 明显大于一般节点，这会使后续核心

节点的筛选过程更为直观、准确；此外，在选取核心

节点与以及划分社区结构之后，结合距离矩阵可以

得到十分清晰的社区内部的层次结构． 图 ２（ ａ） ～
（ｄ）为 ＫＤＥＤ 算法在 ４ 个真实数据集上得到的社区

划分结果． 这样首先从划分结果的角度上粗略地说

明本文提出的基于信任度的距离度量以及使用核密

度估计规避截断距离 ｄｃ 的方法是合理有效的．
接下来评估划分结果的性能． 表 ３ 为本文所提

出的 ＫＤＥＤ 算法与其他 ４ 个算法在 Ｋａｒａｔｅ、Ｄｏｐｈｉｎｓ、
Ｐｏｌｂｏｏｋｓ、Ｆｏｏｔｂａｌｌ４ 个真实网络数据所得到的结果．
可以观察到，ＫＤＥＤ 算法在 Ｑ 值上与几种算法相近，
没有十分优秀的表现，在 ｋａｒａｔｅ 网络中取得最好的

Ｑ 值，在其他的网络中与各种经典算法效果相近；但
正如前文所讲，在模块度 Ｑ 长期作为衡量社区发现

算法性能好坏的地位受到部分学者质疑之后， ＮＭＩ
逐渐成为社区发现领域比较被看重的指标，在已知

社区划分的真实网络数据集中，通过 ＮＭＩ 可以更为

直观的观察出算法的准确性，更具有参考价值． ＬＰＡ
具有令人满意的时间效率，但由于标签传播的不确

定性，其性能远远不能令人满意． 通过数据可以观

察到，相比较于其它算法， ＫＤＥＤ 算法具有很高的

ＮＭＩ 值，虽然在 Ｆｏｏｔｂａｌｌ 数据集上的 ＮＭＩ 略低于

ＬＰＡ 算法，但二者相差不大． 这意味着本文提出的

ＫＤＥＤ 算法在不同规模的真实网络下可以得到较为

符合实际社区划分的结果，初步验证其可行性与准

确性．
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图 １　 ＫＤＥＤ 算法下的决策

Ｆｉｇ．１　 Ｄｅｃｉｓｉｏｎ ｄｉａｇｒａｍｏｆ ＫＤＥＤ ａｌｇｏｒｉｔｈｍ

（ａ）Ｋａｒａｔｅ 社区划分

（ｃ）Ｆｏｏｔｂａｌｌ 社区划分

（ｂ）Ｄｏｐｈｉｎｓ 社区划分

（ｄ）Ｐｏｌｂｏｏｋｓ 社区划分

图 ２　 ＫＤＥＤ 算法下的社区划分

Ｆｉｇ．２　 Ｃｏｍｍｕｎｉｔｙ ｄｉｖｉｓｉｏｎ ｕｎｄｅｒ ＫＤＥＤ ａｌｇｏｒｉｔｈｍ
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图 ３　 ＬＦＲ 人工基准网络下的仿真结果

Ｆｉｇ．３　 Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＬＦＲ ｂｅｎｃｈｍａｒｋ ｎｅｔｗｏｒｋｓ
表 ３　 真实网络仿真结果

Ｔａｂ．３　 Ｒｅａｌ ｎｅｔｗｏｒｋ ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ

网络
本文 ＫＤＥＤ

Ｑ ＮＮＭＩ

Ｆａｓｔｇｒｅｅｄ

Ｑ ＮＮＭＩ

Ｉｎｆｏｒｍａｐ

Ｑ ＮＮＭＩ

Ｗａｌｋｔｒａｐ

Ｑ ＮＮＭＩ

ＬＰＡ

Ｑ ＮＮＭＩ

Ｋａｒａｔｅ ０．４０２ １ ０．３８１ ０．６９２ ０．３７１ ０．６９９ ０．３５３ ０．５０４ ０．３６０ ０．８３６

Ｄｏｌｐｈｉｎｓ ０．４４７ ０．７７８ ０．４８２ ０．６０４ ０．５１９ ０．４８１ ０．４８７ ０．４１８ ０．４１７ ０．７３５

Ｆｏｏｔｂａｌｌ ０．５８５ ０．７４１ ０．５５０ ０．６９８ ０．６０１ ０．９２４ ０．６０３ ０．８７７ ０．５８３ ０．８５０

Ｐｏｌｂｏｏｋｓ ０．５０６ ０．５５１ ０．５０２ ０．５３１ ０．５２３ ０．４９３ ０．５０７ ０．５４３ ０．５０５ ０．５４６

　 　 图 ３ 为 ＫＤＥＤ 算法与其他几种算法在 ＬＦＲ 基

准网络中的实验结果，节点的规模为 １０００ 节点（ａ）
和 ５０００ 节点（ｂ），刻画 ＮＭＩ 随着模糊度 ｕ 的增加的

变化趋势．从曲线趋势走向来看，随着模糊参数 ｕ 的

增加，社区之间的界限逐渐模糊，划分难度增加，曲
线的下降代表着 ＮＭＩ 值逐渐降低，也意味着算法性

能的下降． 在 １０００ 节点规模的网络中， ｕ ＜ ０．６ 时，
ＫＤＥＤ 算法的 ＮＮＭＩ ＝ １，这意味着可以得到符合真实

社区划分的结果，与其他算法相比，当 ｕ ＞ ０．５ 后，
ＬＰＡ 算法和 Ｉｎｆｏｒｍａｐ 算法的 ＮＭＩ 值迅速下降至 ０，
通过后台观察社区划分结果发现其划分的社区个数

为 １ ，这说明算法因社区间模糊度过高，已无法继续

划分有效社区． 从总体上看， Ｉｎｆｏｒｍａｐ 算法在 ｕ≤０．
６ 时取得最好的整体效果，但在 ｕ ＞ ０．６ 后算法性能

急剧下降； Ｆａｓｔｇｒｅｅｄ 算法在整个实验过程中表现较

差，ＶＤＤＰＣ 与 ＬＣＣＤ 算法在 ｕ ＞ ０．４ 后算法性能下

降较快；ＫＤＥＤ 算法与 Ｗａｌｋｔｒａｐ 算法整体性能最好，
当 ｕ ＜ ０．６ 时，两种算法均能划分出真实的社区结

构，即 ＮＮＭＩ ＝ １，随后其性能下降． 值得注意的是，在
节点规模与社区规模增加时，如图 ３（ｂ），曲线变化

的趋势是不同的，ＫＤＥＤ 与 Ｗａｌｋｔｒａｐ 在 ｕ≥０．７ 时性

能上有明显的下降， Ｗａｌｋｓｔｒａｐ 性能下降的速度快于

ＫＤＥ；但是 Ｉｎｆｏｒｍａｐ 与 ＬＰＡ 算法在大规模社区的检

测上具有更好的性能， ０．６ ≤ ｕ ≤０．７ 时二者的性能

优于 ＫＤＥＤ，但是 ＫＤＥＤ 的曲线没有发生急剧下降

至 ０ 的情况，总体性能较为平稳．
相比于一般社区发现算法只能发现社区外部的

自然结构的情况，ＫＤＥＤ 可以通过各个节点在社区

中到中心节点距离来发现社区内部的层次机构． 在

算法原理的叙述中可以充分地体现，可以为需要解

社区内部结构的学科带来便利，如：舆论检测、推荐

系统． 基于以上分析， ＫＤＥＤ 算法具有比较突出的

性能和最好的稳定性，还可发现社区的层次结构，可
以认为它的表现是非常具有竞争力的．

４　 总　 结

１）本文提出的 ＫＤＥＤ 算法，具有 ２ 个特点： １．
提出一种基于信任度的新的距离度量，该距离度量

促进同社区内节点的相互靠拢，使得其更易被聚类

算法所应用；２． 通过核密度估计规避仅能通过主观

决策或的参数选择，使算法自适应地根据网络特性

进行有效的社区划分，划分结果更加准确、有效．
２）通过在真实数据集以及 ＬＦＲ 人工网络下的

实验仿真，对于已有社区划分的数据集，ＫＤＥＤ 算法

的 ＮＭＩ 值普遍高于现有算法，证明 ＫＤＥＤ 算法所划

分的社区结构，更加接近真实划分结果，验证算法的

可行性与有效性．
３）ＫＤＥＤ 不仅有效发现自然社区结构，而且可

以展示社区内部的层次结构，将来可以对 ＫＤＥＤ 进

行一些有意义的延伸，如：结合一些改进，还可以用
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·１５·第 ５ 期 金志刚， 等： 密度峰值聚类的自适应社区发现算法


