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一种结合深度学习和集成学习的情感分析模型
金志刚， 韩　 玥， 朱　 琦

（天津大学 电气自动化与信息工程学院， 天津 ３０００７２）

摘　 要： 随着社交媒体的不断发展，用户评价已成为网络决策的关键因素． 为了准确分析社交媒体用户评价的情感倾向性，更
好地推进舆情分析、推荐算法等工作，本文通过对 Ｂｉ－ＬＳＴＭ 模型和 Ｂａｇｇｉｎｇ 算法的改进，提出了一种新的情感分析模型—
Ｂｉ－ＬＳＴＭＭ－Ｂ 模型． 该模型的特点在于将深度学习模型可提取抽象特征的优势和集成学习多分类器共同决策的思想相结合．
一方面在 Ｂｉ－ＬＳＴＭ 模型的基础上引入 Ｍａｘｏｕｔ 神经元，构建 Ｂｉ－ＬＳＴＭＭ 模型，解决随机梯度下降算法中存在的梯度弥散问题，
更好地优化训练过程． 另一方面，模型基于 Ｂａｇｇｉｎｇ 算法训练多个情感分类器，根据分类器性能优劣利用袋外数据为每个分类

器分配指定类别的权重，并提出相应的改进投票策略，增强了模型的泛化能力． 实验结果表明：本文提出的 Ｂｉ－ＬＳＴＭＭ－Ｂ 模型

相比于传统的 ＬＳＴＭ 模型准确率提高 １２．０８％，其中 Ｍａｘｏｕｔ 神经元的引入对情感分析准确率有 ８．２８％的相对改善效果，改进后

的投票策略对准确率有 ４．０６％的相对改善效果，并在召回率和 Ｆ值两项指标上均优于其他对比模型． 由此证明，深度学习模型

和集成学习思想相结合可提高情感分析的准确率，并具有一定的研究价值．
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　 　 近年来，随着互联网技术的快速发展，各种各样

的社交媒体不断涌现，越来越多的用户通过社交媒

体平台表达自己的观点和想法． 作为一种重要的信

息载体，用户评价已成为人们进行网络决策时考虑

的重要因素． 情感倾向性分析，又称主客观分析，以
挖掘文本信息中用户表达的情感极性为目标，其概

念最早由 Ｎａｓｕｋａｗａ［１］ 提出． 近年来，针对社交媒体

用户评价的情感倾向性分析已成为自然语言处理领

域研究的热点问题之一，具有重要的研究价值． 因

此，本文的研究目的是提出一种文本情感倾向性分



析模型，为提高推荐算法、用户信誉评价、舆论分析

等结果提供良好的模型基础．
随着深度学习的不断发展，以神经网络为代表

的深度学习模型逐渐成为情感分析的主要模型． 但

随着神经网络深度的增加，随机梯度下降算法在训

练中会存在梯度弥散的问题． 为此，本文在Ｂｉ－ＬＳＴＭ
模型基础上引入 Ｍａｘｏｕｔ 神经元，构建 Ｂｉ－ＬＳＴＭＭ 模

型，以解决该问题．
同时，将训练好的模型能具有一定适应性地应

用到测试平台上，提高实际计算和预测的准确度，是
模型具有实际效用的体现，因此泛化能力一直是机

器学习所关注的另一个重要问题． 为了提高模型的

泛化能力，本文充分利用随机采样类别样本的差异

性，在传统 Ｂａｇｇｉｎｇ 算法的基础上对其投票策略进

行改进．
通过 以 上 两 个 部 分 的 改 进， 本 文 构 建 了

Ｂｉ－ＬＳＴＭＭ－Ｂ 情感分析模型，可得出该模型有助于

提升情感分析准确率的结论．

１　 相关工作

在情感倾向性分析任务中，通常有基于词典、基
于机器学习和基于深度学习的三种方法． 基于情感

词典的方法是一种典型的无监督学习． 早期 Ｋｉｍ
等［２］使用已有的情感词典，通过文本中情感词汇得

分加和的方式来判断文本的情感极性． 该类方法对

词典的要求很高，但互联网新词层出不穷，情感词典

更新较慢，使分类性能大打折扣． 基于机器学习模

型的有监督学习是情感倾向性分析的另一种重要方

式． Ｐａｎｇ 等［３］第一次提出使用有监督的机器学习模

型进行情感分析，并使用朴素贝叶斯、支持向量机和

最大熵三种分类算法进行尝试． Ｗａｎ 等［４］ 提出基于

ＫＮＮ 和支持向量机的文本分类方法，提高了分类的

精确率，Ｗａｎｇ 等［５］利用 Ｎ－ｇｒａｍ 模型对文本进行建

模，并采用朴素贝叶斯和支持向量机相结合的方法

实现对文本的分类． 但有监督的机器学习方法需要

大量人工标注的训练语料来提高模型的学习能力和

泛化能力，这在实际应用中受到阻碍．
近年来兴起的深度学习方法较好地弥补了上述

方法的缺陷，在图像和语音识别中取得了巨大的成

功，并逐步应用到自然语言处理中［６］ ． Ｋｉｍ 等［７］ 使

用 ＣＮＮ 对短文本进行建模，完成句子级别的文本情

感分类任务． ＺＨＡＮＧ Ｘｉａｎｇ 等［８］提出基于字符级别

的 ＣＮＮ 模型，并用于文本情感分类．
但随着神经网络深度的增加，在模型训练过程

中也出现了很多问题，如过拟合、梯度弥散等． 如何

优化深度神经网络的训练过程，从而得到更高性能

的网络模型，已成为深度学习研究的重点之一． 在

ＲＮＮｓ 基础上提出的 ＬＳＴＭ 模型利用其循环神经元

的线性连接，解决了时间上的梯度弥散问题． Ｇｒａｖｅｓ
等［９］基于 ＬＳＴＭ 的系统，完成了 ２０１３ 年电话号码的

识别任务． Ｙａｏ 等［１０］ 进一步分析 Ｂｉ－ＬＳＴＭ 模型在

中文分词中的作用． Ｃｈｉｕ 等［１１］ 将 Ｂｉ－ＬＳＴＭ 和 ＣＮＮ
相结合，并证明该模型的良好表现． 但是，ＬＳＴＭ 模

型在空间上仍存在梯度弥散的问题． 为解决这个问

题，Ｇｏｏｄｆｅｌｌｏｗ 等［１２］ 将 Ｍａｘｏｕｔ 神经元引入到机器学

习任务中． 该神经元通过选取一组线性单元中的最

大值来实现它的非线性化，在语音识别、数据分类任

务中均取得不错的效果． Ｃａｉ［１３］ 将 Ｍａｘｏｕｔ 神经元分

别与 ＣＮＮ 和 ＬＳＴＭ 模型相结合，构建 ＣＭＮＮ 和

ＲＭＮＮ 模型，并应用到语音识别领域．
同时，集成学习具有较强的泛化能力和先天的

并行性，有利于提升分类的可靠性和效率． 在集成

学习传统的投票策略中，认为每个基分类器都拥有

相同的决定权， 实际上每个基分类器的分类性能有

一定差异，在为分类器赋权的过程中，如果分类器的

权重相差悬殊，又会造成投票结果过分依赖分类性

能好的分类器，与集成学习多个分类器共同决策的

思想相违背． 因此在为基分类器赋权时，应遵循分

类性能好的分类器权重高、各分类器权重差距不能

悬殊的原则．
针对上述需求，首先将 Ｍａｘｏｕｔ 神经元引入到

Ｂｉ－ＬＳＴＭ模型中，构建 Ｂｉ－ＬＳＴＭＭ 模型；其次将集成

学习中经典的 Ｂａｇｇｉｎｇ 算法进行改进，结合提出的

Ｂｉ－ＬＳＴＭＭ 模型，构建 Ｂｉ－ＬＳＴＭＭ－Ｂ 情感倾向性分

析模型；最后将该模型应用于豆瓣影评的情感倾向

性分析中，为商品推荐、用户决策提供良好的理论基

础，具有创新性和实用性．

２　 Ｂｉ－ＬＳＴＭＭ 模型

提出 Ｂｉ－ＬＳＴＭＭ（Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ
Ｍｅｍｏｒｙ ｗｉｔｈ Ｍａｘｏｕｔ ｎｅｕｒｏｎｓ）模型是由传统的 ＬＳＴＭ
模型扩展而来． 本文借鉴两个独立 ＬＳＴＭ 模型联合

的思想，引入 Ｍａｘｏｕｔ 神经元，构建基于 Ｂｉ－ＬＳＴＭＭ
模型的文本分类模型．
２．１　 Ｂｉ－ＬＳＴＭ 模型

ＬＳＴＭ 是一种引入记忆单元的特殊 ＲＮＮ，其记忆

单元结构见图 １． ＬＳＴＭ 模型可看作一种权值共享的

深度神经网络，利用门信号的线性循环连接来解决时

间层面的梯度弥散问题，进而学习长期的依赖关系．
　 　 除了 ｆｔ 外，模型还有控制输入输出信息的输入

门 ｉｔ 和输出门 ｏｔ ． 如果令 ｘｔ 和 ｙｔ 分别是 ｔ 时刻模型

的输入输出信息， ｃｔ 和 ｍｔ 分别是神经单元的激活值
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和输出单元的激活值，那么根据文献［１４］，ＬＳＴＭ 记

忆单元算法如下：

mt mt-1

Wommt-1

Woxxt

Wimxt-1

Wixxt

Wfxxt

Wfmmt-1

ft
σ ?

h

?

?

+

+

+

+

g

σ

σ

+

Wcxxt Wcmxt

it

ot

图 １　 ＬＳＴＭ 记忆单元结构

Ｆｉｇ．１　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ ｍｅｍｏｒｙ ｂｌｏｃｋｓ

ｉｔ ＝ σ（Ｗｉｘｘｔ ＋ Ｗｉｍｍｔ－１ ＋ ＷｉｃＣ ｔ－１ ＋ ｂｉ），
ｆｔ ＝ σ（Ｗｆｘｘｔ ＋ Ｗｆｍｍｔ－１ ＋ ＷｆｃＣ ｔ－１ ＋ ｂｆ），

ｃｔ ＝ ｆｔ☉ｃｔ－１ ＋ ｉｔ☉ｇ（Ｗｃｘｘｔ ＋ Ｗｃｍｍｔ－１ ＋ ｂｃ），
ｏｔ ＝ σ（Ｗｏｘｘｔ ＋ Ｗｏｍｍｔ－１ ＋ ＷｏｃＣ ｔ－１ ＋ ｂｏ），

ｍｔ ＝ ｏｔ☉ｈ（ｃｔ），
ｙｔ ＝ ∅（Ｗｙｍｍｔ ＋ ｂｙ） ．

式中： Ｗｉｘ，Ｗｆｘ，Ｗｏｘ 和 Ｗｃｘ 为连接输入层的权重；
Ｗｉｍ，Ｗｆｍ，Ｗｏｍ 和 Ｗｃｍ 为连接激活单元的权重； ｂｉ，ｂｆ，
ｂｃ 和 ｂｏ 为偏置项；Ｗｉｃ，Ｗｆｃ 和Ｗｏｃ 为连接神经单元和

门的对角窥视孔；Ｗｙｍ 和 ｂｙ 为输出层的权重和偏置；
σ，ｇ 和 ｈ 为非线性函数，一般 σ 取 Ｓｉｇｍｏｉｄ 函数， ｇ
和 ｈ 取 ｔａｎｈ 函数； ☉ 为向量对应元素的乘积； Φ 为

输出层的 Ｓｏｆｔｍａｘ 函数．
在此基础上，Ｙａｏ 等［１０］ 引入 ２ 个独立的 ＬＳＴＭ

模型，使输入信息分别正序和逆序地输入 ２ 个模型，
然后拼接提取到的特征，构建所谓的双向神经网

络—Ｂｉ－ＬＳＴＭ 模型． 在 ｔ 时刻的输出向量 ｙｔ 为

ｙｔ ＝ ｙｆ
ｔ‖ｙｒ

ｎ－ｔ ．
式中： ｙｆ

ｔ 和 ｙｒ
ｎ－ｔ 分别为正序输入信息在 ｔ 时刻的输

出向量和逆序输入信息在 ｎ － ｔ 时刻的输出向量；ｎ
为输入信息的长度；‖为将 ２个输出向量进行拼接，
提取最终的特征．

该模型的设计理念在于， ｔ 时刻获取的特征同

时拥有过去与将来的相关性信息，已验证其性能优

于单个 ＬＳＴＭ 模型．
２．２　 Ｍａｘｏｕｔ 神经元

虽然传统的 Ｓｉｇｍｏｉｄ 函数在深度神经网络中应

用广泛，但是在随机梯度下降训练中往往会出现梯

度弥散的问题．

在梯度下降算法中，假设拟合函数为

ｈθ（Ｘ） ＝ θ０ ＋ θ１Ｘ．
那么损失函数为

Ｊ（θ０，θ１） ＝ ∑
ｎ

ｉ
（ｈθ（ｘｉ） － ｙｉ），

式中： ｘｉ 为样本特征 Ｘ的第 ｉ个元素；ｙｉ 为输出 Ｙ 的

第 ｉ 个元素． 训练过程中不断更新参数，直到拟合

θｉ ＝ θｉ － α ∂Ｊ（θ）
∂θｉ

．

式中 α 为学习率．
传统的批量梯度下降算法使用整个样本集迭代

计算参数 θ， 每迭代一次复杂度为 Ｏ（ｍｎ），式中 ｍ
为样本个数，ｎ 为每个样本特征 Ｘ 中的元素个数． 当
样本ｍ很大时，为减少计算复杂度，通常采用随机梯

度下降算法． 即每读取一条样本，就对参数 θ 进行迭

代更新，这样迭代一次的复杂度仅为 Ｏ（ｎ）， 大大减

少了算法复杂度． 因此本文同文献［７，１５］一样，选
取随机梯度下降算法对模型进行训练．

Ｓｉｇｍｏｉｄ 函数见图 ２．
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图 ２　 Ｓｉｇｍｏｉｄ 函数图像

Ｆｉｇ．２　 Ｓｉｇｍｏｉｄ ｆｕｎｃｔｉｏｎ ｉｍａｇｅ

　 　 由图 ２ 可知，若选用 Ｓｉｇｍｏｉｄ 作为激活函数，那
么在随机梯度下降算法计算导数时，随着网络深度

的增加，梯度的幅值会急剧减小，导致最初几层的权

重变化非常缓慢，以至于它们不能得到有效的学习，
也就是所谓的梯度弥散问题． 不过，Ｍａｘｏｕｔ 神经元

的出现恰好可解决这个问题，而且还有利于增加模

型的深度［１６］，其结构见图 ３．

Maxout神经元

激活神经元z

输出h

l层

l层

l-1层

l-1层

最大值

图 ３　 Ｍａｘｏｕｔ 神经元结构

Ｆｉｇ．３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ Ｍａｘｏｕｔ ｎｅｕｒｏｎｓ
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　 　 由图 ３ 可知，每一个 Ｍａｘｏｕｔ 神经元都是由多个

不同的激活神经元构成，其输出是激活神经元中的

最大值，为
ｈｉ
ｌ ＝ ｍａｘ

ｊ∈１，…，ｋ
ｚｉｊｌ ．

式中： ｈｉ
ｌ 为第 ｌ 层第 ｉ 个 Ｍａｘｏｕｔ 神经元的输出，图中

用蓝色表示； ｋ 为该 Ｍａｘｏｕｔ 神经元中激活神经元的

个数； ｚｉｊｌ 为 ｌ层中第 ｉ个 Ｍａｘｏｕｔ 神经元的第 ｊ个激活

神经元的激活值，图中用黄色表示． 这个激活神经

元通过权重矩阵和偏置向量直接与前一层神经单元

相连，为
ｚｌ ＝ ＷＴ

ｌ －１ ＋ ｂｌ ．
　 　 在随机梯度下降算法的训练过程中，Ｍａｘｏｕｔ 神
经元的梯度为

∂ｈｉ
ｌ

∂ｚｉｊｌ
＝

１，
０，{ ｉｆ ｚｉｊｌ ＞ ｚｉｓｌ ，∀ｓ ∈ １，…，ｋ；

ｏｔｈｅｒｗｉｓｅ．
　 　 上式表明，Ｍａｘｏｕｔ 神经元的输出 ｈｉ

ｌ 对拥有最大

激活值的激活单元 ｚｉｊｌ 的梯度为 １，其余为 ０． 由此可

见，Ｍａｘｏｕｔ 神经元在随机梯度下降的训练过程中，
可通过产生连续的梯度来解决梯度弥散问题． 因

此，Ｍａｘｏｕｔ 深度神经网络比传统的 Ｓｉｇｍｏｉｄ 神经网

络具有更好的训练效果．
２．３　 基于 Ｂｉ－ＬＳＴＭＭ 的文本分类模型

在此基础上提出基于 Ｂｉ－ＬＳＴＭＭ 的文本分类

模型，其结构见图 ４．
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图 ４　 基于 Ｂｉ－ＬＳＴＭＭ 的情感分类模型

Ｆｉｇ．４　 Ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ｂｉ－ＬＳＴＭＭ
　 　 由图 ４ 可知，该模型在是实现文本分类时可分

为以下几个关键步骤：
１）分词预处理． 利用结巴分词工具的精确模式

将切分成以词为单位的形式，并把表情字符转为对

应的含义．
２）构建词向量矩阵． Ｗｏｒｄ２ｖｅｃ 是 Ｇｏｏｇｌｅ 公司

开源的一款将词表征为特征向量的工具，先利用该

工具将中文分词处理后的词转为对应的词向量，然
后构建文本的词向量矩阵． 该矩阵的行数为每条文

本的词数，列数为每个词对应向量所指定的维数．
３）正反序提取词特征向量． 首先分别考虑每个

词过去和未来的信息，把对应的词向量分别以正序

和反序输入到两个 ＬＳＴＭ 模型，提取对应的正反特

征． 然后把每个模型得到的词正向特征向量序列

ｙ＿ｆ（０） － ｙ＿ｆ（ｎ） 和反向特征向量序列 ｙ＿ｒ（ｎ） －
ｙ＿ｒ（０） 拼接起来，得到相应的词特征向量．

４）提取句子特征向量． 采用平均池化的方式生

成句子的特征向量 ｙ＿ｍ．
５）情感分类． 将句子特征向量 ｙ＿ｍ 输入到全连

接层用 Ｍａｘｏｕｔ 神经元代替的 Ｓｏｆｔｍａｘ 层进行分类，
实现文本积极、消极和中立的情感分类．

３　 改进的 Ｂａｇｇｉｎｇ 算法

集成学习是通过构建并结合多个学习器来完成

学习任务的，分为以 Ｂａｇｇｉｎｇ 和随机森林为代表的

并行算法和以 Ｂｏｏｓｔｉｎｇ 为代表的串行算法． 其中，
Ｂａｇｇｉｎｇ 算法有助于训练复杂模型， 防止出现过拟

合问题，其原理见图 ５． 该算法首先通过 Ｔ 次的随机

采样得到 Ｔ 个采样集，并分别训练出 Ｔ 个独立的弱

学习器（又称基分类器），再对这 Ｔ 个弱学习器通过

投票策略来得到最终的强学习器．
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图 ５　 Ｂａｇｇｉｎｇ 算法原理

Ｆｉｇ．５　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ Ｂａｇｇｉｎｇ ａｌｇｏｒｉｔｈｍ
　 　 值得注意的是，算法中的随机采样一般采用的

是自助采样法，即对于 ｍ 个样本的原始训练集，有
放回地随机采集 ｍ 次，最终得到一个包含 ｍ 个样本

的采样集． 这样，每个基分类器的采样集不同于原

始训练集和其他采样集，保证了集成学习各基分类

器的差异性，有助于提升集成学习系统的泛化能力．
对于每个基分类器由自助采样法获得的训练集，理
论上有 ３７％ 的原始数据不会被选中，这些被忽略的

数据称为袋外数据 （Ｏｕｔ ｏｆ Ｂａｇ，ＯＯＢ），并可利用

ＯＯＢ 数据对各基分类器的泛化能力进行预测．
在传统的 Ｂａｇｇｉｎｇ 算法中，多采用多数投票法
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进行决策，忽略了基分类器的性能差异，使优劣分类

器均具有相同的决策权． 传统的改进方式是为基分

类器赋权，性能好的分类器权值高，性能差的分类器

权值低，但往往对于每个基分类器仅赋一个权值．
由于各分类器训练集数据的代表性差异，对不同类

别数据的分类能力是不同的，因此本文利用 ＯＯＢ 数

据的 Ｆ 值为每个基分类器的不同类别分别赋权，提
出了一种基于 ＯＯＢ 数据的改进投票策略．

首先，利用 ＯＯＢ 数据计算各基分类器在不同类

别上的可靠度 Ｒ， 计算如下：

Ｒ ｉｔ ＝
２
Ｔ

－
１ ／ ＯＯＢ＿Ｆ ｉｔ

∑ Ｔ

ｎ ＝ １
１ ／ ＯＯＢ＿Ｆ ｉｎ

．

式中： ｉ ＝ ｛ － １，０，１｝， 分别为情感类别消极、中立和

积极； Ｒ ｉｔ 为第 ｔ 个弱分类器在类别 ｉ 上的可靠度；
ＯＯＢ＿Ｆ ｉｔ 为第 ｔ 个分类器的 ＯＯＢ 数据对其在 ｉ 类数

据上的 Ｆ 值； Ｔ 为基分类器个数． Ｒ ｉｔ 具有以下两点

特性：一是分类器在某类数据上预测性能越好，该可

靠度值越大；二是满足∑
Ｔ

ｎ ＝ １
Ｒ ｉｎ ＝ １，保证在 ｉ类数据预

测上各基分类器可靠度差异不至于过于悬殊， 避免

过于依赖性能好的分类器，违背 Ｂａｇｇｉｎｇ 多分类器

共同预测的初衷． 本文将该可靠度作为基分类器各

类别上的权重．
随后，对于每个基分类器 ｔ 都会对待测样本 ｓ 产

生一个情感分类 ｉｔ，ｉｔ ＝ － １，０，１，将 ｔ 个基分类器预

测类别相同的对应权重分别累加，将权重和最大的

类别作为预测的最终类别．
例如，现有 ５ 个基分类器，利用 ＯＯＢ 数据计算

的其各类别权重见表 １，表中“ ＋”代表积极类；“ －”
代表消极类；“０”代表中立类．

表 １　 权重样例

Ｔａｂ． １　 Ｗｅｉｇｈｔ ｅｘａｍｐｌｅｓ

基分类器 Ｒｉｔ ／ ％ 预测类别

＋ ６０ √
１ ０ ２０

－ ５

＋ １０
２ ０ ２５

－ ３０ √

＋ ５ √
３ ０ １５

－ ２５

４ ＋ １５
０ ３０ √
－ １５

＋ １０
５ ０ １０

－ ２５ √

　 　 现有一个预测样本 ｓ． 经 ５ 个基分类器预测结果

分别为：积极、消极、积极、中立、消极． 如采用传统

的多数投票法，很难对其做出预测． 若采用本文提

出的基于 ＯＯＢ 数据的改进投票法，则积极类投票权

重和为 ０．６＋０．０５ ＝ ０．６５；消极类投票权重和为０．３＋
０．２５＝ ０．５５；中立类投票权重和为 ０．３． 因为 ０．６５＞
０．５５＞０．３，所以在积极类上投票可靠度（权重和）最
大，可判断该样本 ｓ 的情感分类为积极类．

４　 Ｂｉ－ＬＳＴＭＭ－Ｂ 情感分析模型

４．１　 模型描述

已分析 Ｂｉ－ＬＳＴＭＭ 模型和改进 Ｂａｇｇｉｎｇ 算法的

具体内容，在此基础上提出了基于 Ｂｉ－ＬＳＴＭＭ 和改

进 Ｂａｇｇｉｎｇ 算法的 Ｂｉ－ＬＳＴＭＭ－Ｂ 情感倾向性分析模

型，其流程见图 ６．
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图 ６　 Ｂｉ－ＬＳＴＭＭ－Ｂ 情感倾向性分析模型

Ｆｉｇ．６　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｏｄｅｌ Ｂｉ－ＬＳＴＭＭ－Ｂ

　 　 该模型的特点在于将集成学习的思想和深度学

习的模型相结合，在传统 Ｂａｇｇｉｎｇ 算法的框架下，将
引入 Ｍａｘｏｕｔ 神经元的 Ｂｉ－ＬＳＴＭＭ 模型作为文本情

感倾向性分析的分类器，并用 ＯＯＢ 数据对分类器赋

权，利用该权值提出新的投票策略，从而对预测文本

的情感进行预测． 其具体实现流程如下：
１）对已标注情感标签的原始数据进行预处理，

并将其分为训练集和预测集两部分．
２）Ｂａｇｇｉｎｇ 过程． 从训练集样本中随机有放回地

抽取 Ｔ 份训练样本． 这样 Ｔ 个弱分类器训练过程相

互独立，且保证了分类器之间存在一定的差异性．
　 　 ３） 在第 ｔ 份训练样本的基础上，引入 Ｂｉ －
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ＬＳＴＭＭ 文本分类模型，训练出第 ｔ 个 Ｓｏｆｔｍａｘ 分类

器，作为第 ｔ 个弱分类器．
４）收集第 ｔ 份训练样本相对应的 ＯＯＢ ｔ 数据．
５）利用步骤 ３）中的训练过程和步骤 ４）中的

ＯＯＢ ｔ 数据，计算第 ｔ 个弱分类器的在不同类别上可

靠度 Ｒ ｉｔ ．
６）重复步骤 ３） ～５），完成 Ｔ 个弱分类器及对应

权重的训练．
７）将 Ｔ 个弱分类器和相应权重分布数据组合

起来，利用改进的投票策略对预测集样本进行预测．
４．２　 模型复杂度分析

神经网络通常采用矩阵运算，因而这里采用矩

阵运算计算复杂度作为基础，按照运算顺序进行时

间复杂度分析． Ｂｉ－ＬＳＴＭＭ－Ｂ 模型与其余模型（模
型说明见表 ３）时间复杂度为

　

ＴＢｉ－ＬＳＴＭＭ－Ｂ ＝ ∑
ｎ

０
Ｔ１ ＋ Ｔ′

２ ＋ Ｔ３( ) ＋ Ｔ４；

ＴＢｉ－ＬＳＴＭＭ－ＭＶ ＝ ∑
１０

０
Ｔ１ ＋ Ｔ′

２ ＋ Ｔ３( ) ＋ Ｔ４；

ＴＬＳＴＭ ＝ ＴＢｉ－ＬＳＴＭ ＝ Ｔ１ ＋ Ｔ２ ＋ Ｔ３；
ＴＲＭＮＮ ＝ ＴＢｉ－ＬＳＴＭＭ ＝ Ｔ１ ＋ Ｔ｀

２ ＋ Ｔ３；
Ｔ１ ＝ Ｏ ｄｍ∗ｄ∗Ｎ( ) ；
Ｔ２ ＝ Ｏ ｄｍ∗ｄ∗Ｍ( ) ；
Ｔ·

２ ＝ Ｏ ｄｍ∗ｄ∗Ｍ２( ) ；
Ｔ３ ＝ Ｏ Ｈ∗Ｃ( ) ；
Ｔ４ ＝ Ｏ ｎ( ) ＋ Ｏ Ｃ２( ) ．

ì

î

í

ï
ï
ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ï
ï
ïï

（１）

式中： Ｔ１ 为输入层Ｗｏｒｄ２ｖｅｃ 转化词向量操作； Ｔ２ 为

利用没有引入 Ｍａｘｏｕｔ 层模型的训练操作； Ｔ·
２ 为利

用引入 Ｍａｘｏｕｔ 层模型的训练操作； Ｔ３ 为 Ｓｏｆｔｍａｘ 和

情感分类操作； Ｔ４ 为投票操作； ｄ 为每个词的维度；
ｄｍ 为最大微博长度； Ｎ 为训练语料词个数； Ｍ 为全

连接层输入节点数； Ｈ 为循环神经元个数； Ｃ 为情

感标签数； ｎ 为分类器个数．
通过式（１）可发现，提出的 Ｂｉ－ＬＳＴＭＭ－Ｂ 模型

中引入的 Ｍａｘｏｕｔ 神经元虽然在模型训练过程中增

加了模型复杂度，但远小于词向量转化过程的复杂

度，因此总体上没有增加整个模型的复杂度． 同时，
在 Ｂａｇｇｉｎｇ 算法中，提出的改进投票策略和相对多

数投票法的时间复杂度一致，并且集成学习多分类

器共同决策的思想并没有增加模型复杂度． 因此，
本文提出的 Ｂｉ－ＬＳＴＭＭ－Ｂ 模型相比于现有的经典

模型，并没有增加模型的复杂度． 尽管由于需要训

练多个并行分类器，在训练时间上会稍有增加，但
ＯＯＢ 数据的引入可代替传统模型的十折交叉验证，
因此在训练时间上并不会增加过于悬殊．

５　 实验与分析

５．１　 数据集和评价指标

实验数据来源于 Ｋａｇｇｌｅ 公司提供的 Ｄｏｕｂａｎ
Ｍｏｖｉｅ Ｓｈｏｒｔ Ｃｏｍｍｅｎｔｓ Ｄａｔａｓｅｔ Ｖ２（ＤＭＳＣＤ Ｖ２）． 该实

验数据集包括了来自豆瓣电影网中 ２８ 部电影的

２００ 多万条短评数据，每条数据由评论者 ＩＤ、电影名

称、评论时间、影评内容、电影评分等组成． 从中随

机选取５０ ０００ 条数据进行人工情感标注，并对情感

一致性进行检测． 为保证分类准确性，这里舍弃情

感不一致的数据，最终得到２３ ６９１ 条积极评论数

据，５ ５９２ 条消极评论数据，６ ４５５ 条中立评论数据．
最后选取积极、消极、中立评论各５ ０００ 条作为实验

数据集．
实验针对三类情感（积极、中立和消极）中的每

一类 ｉ 都建立了一个混肴矩阵． 每个混淆矩阵都包

括 ＴＰ，ＦＮ，ＦＰ和 ＴＮ． 以积极类为例，ＴＰ代表实际是

积极，预测也为积极；ＦＮ代表实际是积极，预测不是

积极（可能是中立或消极）；ＦＰ 代表实际不是积极，
预测是积极；ＴＮ 代表实际不是积极，而预测也不是

积极． 那么 ｉ 为积极类的评价指标如下：

召回率： ｒＲｅｃａｌｌｉ ＝
ＴＰ

ＴＰ ＋ ＦＮ
．

准确率： ｐＰｅｒｃｉｓｉｏｎ ｉ ＝
ＴＰ

ＴＰ ＋ ＦＰ
．

Ｆ 值： Ｆ ｉ ＝ ２∗
ｒＲｅｃａｌｌ ｉ∗Ｐｐｅｒｃｉｓｉｏｎ ｉ

ｒＲｅｃａｌｌ ｉ ＋ Ｐｐｅｒｃｉｓｉｏｎ ｉ
．

用各类召回率和准确率的均值作为模型分类性

能的评价指标，并用 ＯＯＢ 数据的 Ｆ 值计算基分类器

的权重．
５．２　 实验设计

该实验数据共设计了两组对比实验，一是与传

统深度学习模型的对比，二是与普通投票法的对比．
在与传统深度学习模型对比的实验中，为验证本文

将 Ｍａｘｏｕｔ 神经元引入 Ｂｉ－ＬＳＴＭ 模型思想的优越性，
选取经典的 ＬＳＴＭ 模型、Ｂｉ－ＬＳＴＭ 模型和文献［１３］中
的 ＲＭＮＮ 模型作为对比模型． 在普通投票法对比的

实验中，为了验证本文提出的投票策略具有更高的

准确性，按少数服从多数的原则，选取相对多数投票

法作为对比方法．
基于此，本文对 ６ 个模型进行实验，模型设置见

表 ２．
　 　 在实验中，模型选用反向传播算法进行训练，采
用随机梯度下降算法计算梯度． 实验代码语言为

Ｐｙｔｈｏｎ，处理器为英特尔酷睿 ｉ５，主频 ２．７ Ｇ，操作系

统为 ６４ ｂｉｔ Ｗｉｎｄｏｗｓ ７． 其实验参数设置见表 ３． 其中
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模型 １～４ 采用十折交叉验证，模型 ５、６ 从数据集中

随机选取２ ０００ 条数据作为测试集，其余１３ ０００ 条

数据作为训练集．
表 ２　 模型类别设置

Ｔａｂ．２　 Ｍｏｄｅｌ ｔｙｐｅ ｓｅｔｔｉｎｇ

类别 模型名称 基本模型 Ｍａｘｏｕｔ 层 投票策略

１ ＬＳＴＭ ＬＳＴＭ 无 无

２ Ｂｉ－ＬＳＴＭ 双向 ＬＳＴＭ 无 无

３ ＲＭＮＮ ＬＳＴＭ 有 无

４
本文提出的

Ｂｉ－ＬＳＴＭＭ
双向 ＬＳＴＭ 有 无

５ Ｂｉ－ＬＳＴＭＭ－ＭＶ 双向 ＬＳＴＭ 有 相对多数

６
本文提出的

Ｂｉ－ＬＳＴＭＭ－Ｂ
双向 ＬＳＴＭ 有

基于 ＯＯＢ 的改进

投票策略

表 ３　 模型参数设置

Ｔａｂ．３　 Ｍｏｄｅｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ

参数 值 单位

文本保留最大长度 １４０ 字符

词向量维度 １００ 维

Ｗｏｒｄ２ｖｅｃ 训练窗口大小 ５ —

训练批大小（ｂａｔｃｈ－ｓｉｚｅ） ３２ —

Ｄｒｏｐｏｕｔ 参数 ０．５ —

单个分类器训练样本数 ８ ０００ 个

分类器个数 １００ 个

５．３　 实验结果与分析

图 ７ 展示了所有模型在训练过程中测试集的分

类准确率，图中纵坐标为分类的准确率，横坐标为训

练次数．

1 3 5 7 911131517192123252729
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图 ７　 所有模型训练过程测试集分类准确率

Ｆｉｇ．７　 Ｔｈｅ ａｃｃｕｒａｃｙ ｆｏｒ ａｌｌ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ｔｒａｉｎｉｎｇ ｓｅｔ

　 　 由图 ７ 可知，随着训练次数的增加，各模型的分

类准确率逐渐提升，最终稳定在一个波动很小的区

间． 最基本的 ＬＳＴＭ 模型在训练 ２０ 次以后，其准确

率停留在 ７５％左右，均低于其他模型． 在 ＬＳＴＭ 基础

上引入 Ｍａｘｏｕｔ 神经元的 ＲＭＮＮ 模型准确率停留在

８０％左右，相比 ＬＳＴＭ 模型提高了约 ５％． 这充分说

明了 Ｍａｘｏｕｔ 神经元在 ＬＳＴＭ 模型训练过程中起到

了优化的作用，并有助于提升模型性能，提高分类准

确率． 而 Ｂｉ－ＬＳＴＭ 模型是在 ＬＳＴＭ 模型基础上扩展

而来，采用两个独立的 ＬＳＴＭ 正逆序拼接提取到的

特征． 实验结果表明，该模型的准确率比单一 ＬＳＴＭ
模型提高约 ４％，大约为 ７９％左右． 在此基础上，提
出的 Ｂｉ－ＬＳＴＭＭ 模型不仅拥有 Ｂｉ－ＬＳＴＭ 模型提取

的特征同时具有过去与将来相关性信息的优势，而
且还引入 Ｍａｘｏｕｔ 神经元，解决了训练过程中梯度弥

散的问题，优化了训练过程． 实验表明，Ｂｉ－ＬＳＴＭＭ
模型在准确率上明显高于其他模型，比最基本的

ＬＳＴＭ 模型提高了约 ７％，稳定在 ８２％左右． 由此可

见，该对比试验充分验证了本文提出的 Ｂｉ－ＬＳＴＭＭ
模型的可行性和优越性．

同时，单一的 Ｂｉ－ＬＳＴＭＭ 模型的准确率比集成

学习下的 Ｂｉ－ＬＳＴＭＭ－Ｂ 模型低约 ５％，充分证明了

集成学习多个分类器共同决策的思想可提高模型的

分类性能． 同时，基于 ＯＯＢ 数据的投票策略要优于

传统的相对多数投票法 ３％，说明了本文提出的改

进 Ｂａｇｇｉｎｇ 算法可有效提高模型性能．
６ 个模型训练所获得的最佳参数模型分类准确

率、召回率、 Ｆ 值见表 ４．
表 ４　 最佳参数模型分类结果

Ｔａｂ．４　 Ａｃｃｕｒａｃｙ ｆｏｒ ｍｏｄｅｌｓ ｉｎ ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒ ％

模型 准确率 召回率 Ｆ 值

ＬＳＴＭ ７５．８５ ７９．６０ ７７．８８

Ｂｉ－ＬＳＴＭ ７９．６７ ８３．３９ ８１．５５

ＲＭＮＮ ８０．０７ ８４．０７ ８２．２７

Ｂｉ－ＬＳＴＭＭ ８２．１３ ８５．７４ ８３．７３

Ｂｉ－ＬＳＴＭＭ－ＭＶ ８４．５４ ８８．１１ ８６．７３

Ｂｉ－ＬＳＴＭＭ－Ｂ ８７．９３ ９２．３８ ８９．４７

　 　 由表 ４ 可知，提出的 Ｂｉ－ＬＳＴＭＭ－Ｂ 模型相比于

Ｂｉ－ＬＳＴＭＭ－ＭＶ 模型准确率相对提高 ４．０６％，说明

基于 ＯＯＢ 数据的改进投票策略优于传统的投票策

略． 同时，Ｂｉ－ＬＳＴＭＭ 模型相比于 ＬＳＴＭ 模型准确率

相对 提 高 ８． ２８％， 说 明 引 入 Ｍａｘｏｕｔ 神 经 元 的

Ｂｉ－ＬＳＴＭ模型优于传统的 ＬＳＴＭ 模型． 总体上，
Ｂｉ－ＬＳＴＭＭ－Ｂ模型相比于传统的 ＬＳＴＭ 模型准确率

提高 １２．０８％，在召回率和 Ｆ 值指标上也均优于其他

模型，充分证明深度学习和集成学习相结合有助于

提升情感分析的准确率．
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６　 结　 论

为更加准确地分析社交媒体评论情感倾向性，
本文基于双向循环神经网络和 Ｍａｘｏｕｔ 神经元提出

了 Ｂｉ－ＬＳＴＭＭ 模型，解决了随机梯度下降算法存在

的梯度弥散问题，并证明该模型在 ＤＭＳＣＤ Ｖ２ 数据

集上优于传统的 ＬＳＴＭ 等模型；其次，本文引入集成

学习的思想，并利用 ＯＯＢ 数据对投票策略进行了改

进，增加了模型的泛化能力，并证明改进的投票策略

优于 传 统 的 相 对 多 数 投 票 法． 本 文 提 出 的

Ｂｉ－ＬＳＴＭＭ－Ｂ模型相比于传统的 ＬＳＴＭ 模型准确提

高大约 １２％，其原因可归为以下 ４ 点：１）借鉴双向

循环神经网路，同时考虑过去与未来的信息，弥补单

一 ＬＳＴＭ 模型的不足，提取特征更准确；２） 引入

Ｍａｘｏｕｔ 神经元，替代传统的 Ｓｉｇｍｏｉｄ 函数，提出 Ｂｉ－
ＬＳＴＭＭ 情感分类模型，有效解决梯度下降算法存在

的梯度弥散问题，优化训练过程；３）借鉴集成学习

多分类器共同决策的思想，提高模型泛化能力；４）
提出改进的投票策略，利用 ＯＯＢ 数据依据分类器在

不同类别上的性能分配权重，提高情感预测的准确

率． 因此，本文提出的情感倾向性分析模型不仅在

情感分析准确率上有一定提升，有助于社交媒体评

论的情感分析，更证明了深度学习和集成学习相结

合的思想在未来自然语言处理领域的可行性和研究

价值．
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