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栈式降噪自编码器在波形单元识别中的应用
陈维高， 朱卫纲， 唐晓婧， 贾　 鑫

（航天工程大学，北京 １０１４１６）

摘　 要： 为提高多功能雷达（Ｍｕｌｔｉ－Ｆｕｎｃｔｉｏｎ Ｒａｄａｒ， ＭＦＲ）波形单元的识别准确率和鲁棒性，提出一种栈式降噪自编码器

（Ｓｔａｃｋｅｄ Ｄｅｎｏｉｓｉｎｇ Ａｕｔｏｅｎｃｏｄｅｒｓ， ＳＤＡＥ）与支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ， ＳＶＭ）相结合的波形单元识别方法． 首先摒弃

传统依赖脉冲序列分析技术对 ＭＦＲ 信号进行处理的方法，通过分析波形单元结构并借助参数间的联合变化特征，提出一种

ＭＦＲ 波形单元分段识别模型，将传统对脉冲序列的识别转化为对 ＭＦＲ 波形单元的识别；然后在该模型的基础上引入 ＳＤＡＥ，
对训练样本数据、ＳＤＡＥ 隐含层神经元节点进行加噪处理，并利用这些加噪后的样本数据训练优化 ＳＤＡＥ 网络模型，提取出样

本数据的深层稳健特征；最后引入 ＳＶＭ 算法，借助 ＳＤＡＥ 挖掘出的样本深层特征，实现 ＳＶＭ 模型的优化，得到最终的波形单

元识别模型（ＳＤＡＥ－ＳＶＭ） ． 仿真实验表明：提出的波形单元识别方法在相同样本数目和测试误差的条件下，与 ＳＶＭ 算法相

比，能够取得较高的识别准确率，具备更优越的识别效果． 证实 ＭＦＲ 波形单元识别模型是有效的，且通过 ＳＤＡＥ 网络的引入，
使得 ＳＤＡＥ－ＳＶＭ 方法能够自主地挖掘原始信号的深层特征，提高波形单元识别的鲁棒性和准确率．
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　 　 近年来，随着 ＭＦＲ 在军事上的广泛应用，促使

对 ＭＦＲ 的识别［１］、状态跟踪及预测技术［２］ 成为电

子情报侦察领域研究的热点，波形单元作为 ＭＦＲ 信

号的基本构成，其识别的优劣决定后续对 ＭＦＲ 状态

跟踪、预测的准确度，对 ＭＦＲ 的威胁和态势感知具

有重要意义．
传统思想将波形单元识别定位为脉冲序列分析

技术［３］，大多从单一特征、匹配等方面进行研究．
Ｋａｕｐｐｉ Ｊ．等［４］在无先验知识条件下利用脉冲重复间

隔（Ｐｕｌｓｅ Ｒｅｐｅｔｉｔｉｏｎ Ｉｎｔｅｒｖａｌ， ＰＲＩ）特征对波形单元

进行提取，但其前提是每个波形单元只具备一种

ＰＲＩ 特征且相邻波形单元的 ＰＲＩ 特征互不相同． 刘

海军等［５］利用波形库、脉冲到达时间和编码序列三

级匹配的思想不断地提高匹配精度，实现波形单元



的提取，但其归根结底为匹配技术，存在着鲁棒性不

强的问题．
２００６ 年 Ｈｉｎｔｏｎ 等［６］ 通过构建深层网络结构提

取出较常规网络更有价值的特征信息，从而引发研

究深度学习的热潮． 与此同时， 栈式自编码器

（Ｓｔａｃｋｅｄ Ａｕｔｏｅｎｃｏｄｅｒｓ， ＳＡＥ）应运而生，常用于其它

深度学习框架的初始化阶段，获得显著的成果［７］ ．
随后 Ｐａｓｃａｌ 等［８］提出“从加噪的输入信号中重构出

原始输入信号能够获得更好的特征表述”理论，进
而构建 ＳＤＡＥ，提取出更为鲁棒的特征信息．

综上所述，一方面为提高 ＭＦＲ 波形单元的识别

准确率和鲁棒性，另一方面为引入优异的模式识别

算法来解决波形单元识别问题，首先通过分析波形

单元的结构特点，提出一种波形单元分段识别模型；
然后在该模型的基础上，针对 ＭＦＲ 波形单元识别问

题，结合 ＳＤＡＥ 深度特征提取及 ＳＶＭ 全局最优、泛
化能力强的优点，提出一种基于 ＳＤＡＥ 与 ＳＶＭ 相结

合的 ＭＦＲ 波形单元识别方法（ＳＤＡＥ－ＳＶＭ）．

１　 波形单元分段识别模型构建

１．１　 波形单元分析

由于 ＭＦＲ 的多功能特性，为最大限度地发挥

ＭＦＲ 的系统性能，实际中需要针对所面临的各种环

境及目标特点设计相应的波形单元，并存储在称为

“波形库”的存储器中［９］ ． 波形单元是指为提取特定

的目标信息，或实现某种能力，而对有限脉冲的一个

固定优化排列［１０］，由内嵌脉冲列和空载时间两部分

构成，其结构见图 １．

u1 v1 u2 v2

波形单元

图 １　 波形单元结构

Ｆｉｇ．１　 Ｗａｖｅｆｏｒｍ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 图 １ 展示由两组内嵌脉冲列和两组空载时间构

成的波形单元，其中 ｕ 代表内嵌脉冲列， ｖ 代表空载

时间． 一般地，一个波形单元内可拥有多组内嵌脉

冲列和空载时间，各个内嵌脉冲列具备相互独立的

参数信息，即独立的参数值和调制样式，同一内嵌脉

冲列的参数调制样式保持不变；空载时间的时长按

需求设定，并可分布在波形单元的起始端、中间区域

及末端．
１．２　 波形单元参数表述

为充分利用信号参数信息实现波形单元的识

别，首先需要对其进行参数表述． 在前期研究中［１１］，

为反映 ＭＦＲ 运行机制和全面详尽描述信号特征，构
建任务、状态、参数的 ＭＦＲ 层级模型，见图 ２，其中 Ｆ
代表 ＭＦＲ 所执行的任务、 Ｐ 代表内置的状态、 ω 则

代表波形单元．

ωi ωj ωk ωi … ωj ωn ωn ωm …

参数层

状态层

任务层 F1 F2 F3 … FN

P1 P2 P3 … PM

图 ２　 ＭＦＲ 辐射源层级模型

Ｆｉｇ．２　 Ｈｉｅｒａｒｃｈｉｃａｌ ｍｏｄｅｌｉｎｇ ｏｆ ＭＦＲ ｅｍｉｔｔｅｒ

　 　 参照文献［１２］对 ＭＦＲ 层级模型的具体分析．
波形单元 ωｉ 可利用集合 Ｈωｉ

表示， Ｈωｉ
＝ ｛Ｍωｉ，Ｔωｉ，

Ｖωｉ，Ｎωｉ｝， 包含 ４ 组描述信息．
Ｍ 为各个参数的描述信息，通过分析总结信号

参数的变化规律，可将其描述为 ４ 种： Ｍ ＝ ｘ０， 参数

值固定不变的描述（包含空集）； Ｍ ＝ ［ｘＬ，ｘＵ］，参数

值为区间类型的描述；Ｍ ＝ ［ｘ０，ｘ１，…］， 参数值为枚

举序列的描述； Ｍ ＝ ｆ（ｘ）， 参数值为函数类型的描

述．
Ｔ 为参数调制类型，利用常数 ０，１，２…表述，不

同参数的 Ｔ 具备不同意义，０ 代表无调制． 例如常规

脉冲描述字 ＰＲＩ、ＲＦ、ＰＷ，各个参数的调制类型可表

示为：ＰＲＩ：１ 固定，２ 参差，３ 组变，４ 抖动，５ 滑变，６
正弦调制；ＲＦ：１ 固定，２ 捷变，３ 组变，４ 跳变；ＰＷ：１
区间，２ 多脉宽组合，３ 抖动．

Ｖ 代表波形单元的空载时间，按其在波形单元

中的分布位置进行表述，其中分布在起始端和末端

的用 Ｄ 第一个和最后一个数据表述，如果某个位置

不存在空载时间，则用常数 ０ 表述．
Ｎ 代表波形单元内嵌脉冲列的脉冲个数，在该

段脉冲序列中，所有参数均保持其各自的调制样式

不变．
１．３　 识别模型构建

波形单元分段识别基本原理简述如下：
１）训练集初始化． 已知 ＭＦＲ 内置波形单元训

练集 Ｘ ＝ ｛（ｘ１，ｙ１，ｚ１），…， （ｘｉ，ｙｉ，ｚｉ），…， （ｘｐ，ｙｐ，
ｚｐ）｝，ｉ ＝ １，２，…，ｐ，其中 ｘｉ ∈ Ｒｎ，ｙｉ ∈ ｛１，２，…，ｋ｝，
ｚｉ ∈ ｛１，２，…，ｍ｝ 分别代表第 ｉ 组训练数据的内嵌

脉冲列参数集、内嵌脉冲列标签和波形单元标签，
ｐ、ｎ、ｋ、ｍ 分别指代训练样本总数、特征维度、内嵌脉

冲列总数及波形单元总数．
２）识别算法优化． 令 ｆ 指代机器学习、深度学习
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等识别算法，首先对波形单元库 Ｘ 进行训练 ｆ（Ｘ），
得到优化后的识别模型 ｆ′ ．

３）内嵌脉冲列识别． 利用模型 ｆ′ 对内嵌脉冲列

集 Ｘ′ ＝ ｛ｘ′
１，ｘ′

２，…，ｘ′
ｑ｝ 进行识别 ｆ′（Ｘ′），得到内嵌脉

冲列和波形单元的标签 Ｙ′ ＝ ｛ｙ′
１，ｙ′

２，…，ｙ′
ｑ｝，Ｚ′ ＝

｛ ｚ′１，ｚ′２，…，ｚ′ｑ｝ ．
任选波形库中某一波形单元 ω ｊ，ｊ ＝ １，２，…，ｍ，

设包含 ｋ ｊ
ｕ 个 ｕ （对应的训练样本标签为 ｛ｙ ｊ１，ｙ ｊ２，…，

ｙ ｊｋ ｊｕ｝），ｋ
ｊ
ｖ 个 ｖ，选取Ｚ′ ＝ ｊ的数据集 ｛Ｘ′

ｊ，Ｙ′
ｊ，Ｚ′

ｊ｝ ． 如果

存在 ｙ′
ｊ１，…，ｙ′

ｊｋ ｊｕ ∈ Ｙ′
ｊ 使得 ｙ′

ｊ１ ＝ ｙ ｊ１，…，ｙ′
ｊｋ ｊｕ

＝ ｙ ｊｋ ｊｕ，则标

签识别成功，认为数据集 ｛Ｘ′
ｊ１，Ｙ′

ｊ１，Ｚ′
ｊ１｝，…， ｛Ｘ′

ｊｋ ｊｕ，
Ｙ′

ｊｋ ｊｕ，Ｚ
′
ｊｋ ｊｕ｝ 所描述的 ｋ ｊ

ｕ 组脉冲列，分别包含多组相应

的内嵌脉冲列 ｕ ｊ１，…，ｕ ｊｋ ｊｕ，并令脉冲的标签为 ｊ，归属

为波形单元 ω ｊ 的脉冲．
４）波形单元重构． 当 ｋ ｊ

ｕ ＝ １，即 ω ｊ 只包含一个 ｕ
时，对于识别出的脉冲列 ζ ｊ１， 按照 ω ｊ 中的 Ｖω ｊ 即可

重构出 ω′
ｊ；当 ｋ ｊ

ｕ ≥２，即 ω ｊ 包含多个 ｕ时，对于识别

出的 ｋ ｊ
ｕ 组脉冲列 ζ ｊ１，…，ζ ｊｋ ｊｕ， 先按照 ＴＯＡ 综合排

序，然后利用 ω ｊ 中的 Ｖω ｊ 恢复出起始端、末端的空载

时间，重构出 ω′
ｊ ． 为下一步对 ＭＦＲ 功能状态的识别

和预测，需要对同一 ＭＦＲ 的所有脉冲列按 ＴＯＡ 排

序，得到该 ＭＦＲ 的全脉冲序列，在波形单元识别和

重构基础上，即可恢复出波形单元在 ＭＦＲ 状态层上

的分布．

２　 基于 ＳＤＡＥ 的无监督学习

２．１　 基本栈式自编码器

ＳＡＥ 是一种具备编码和译码对称结构的多层前

馈网络，通过重构输入数据，最小化重构误差来实现

无监督学习和非线性特征提取． 可将 ＳＡＥ 理解为堆

叠多个隐层的 ＡＥ，网络结构通常关于中间层对称，
见图 ３．
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图 ３　 ＳＡＥ 的网络结构

Ｆｉｇ．３　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＳＡＥ

　 　 图 ３ 展示包含 ２ｒ － １ 个隐含层的 ＳＡＥ 网络结

构，其输入、输出层各包含 ｍ 个神经元，输入、输出

向量分别表示为 ｘ ＝ （ｘ１，ｘ２，…，ｘｍ） Ｔ、ｏ ＝ （ｏ１，ｏ２，
…，ｏｍ） Ｔ； 对于第 ｋ 个隐含层，包含 ｎｋ 个神经元（ｋ ＝
１，２，…，２ｒ － １）， 且 ｎｋ ＝ ｎ２ｒ－ｋ 权重矩阵

Ｗ１ ＝ （ｗ１
ｉｊ） ｎ１×ｍ；

Ｗｋ ＝ （ｗｋ
ｉｊ） ｎｋ×ｎｋ－１，　 ２ ≤ ｋ ≤ ２ｒ － １；

Ｗ２ｒ ＝ （ｗ２ｒ
ｉｊ ）ｍ×ｎ２ｒ－１

．

ì

î

í

ï
ï

ï
ï

（１）

分别代表输入与第 １ 个隐层、第 ｋ － １ 个隐层到

第 ｋ （ ２≤ ｋ≤２ｒ － １）个隐层、第 ２ｒ － １ 隐层到输出

的权重矩阵， ｂ１、ｂｋ、ｂ２ｒ 分别为相应的偏置． 则 ＳＡＥ
的各层神经元的输出为

ｈ１ ＝ σ１（Ｗ１ｘ ＋ ｂ１）；

ｈｋ ＝ σｋ（Ｗｋｈｋ－１ ＋ ｂｋ），　 ２ ≤ ｋ ≤ ２ｒ － １；

ｏ ＝ σ２ｒ（Ｗ２ｒｈ２ｒ－１ ＋ ｂ２ｒ） ．

ì

î

í

ï
ï

ï
ï

（２）

　 　 ＳＡＥ 通常利用反向传播（Ｂａｃｋｐｒｏｐａｇａｔｉｏｎ， ＢＰ）
算法调整优化参数，寻找网络收敛的极小点． 设存

在 Ｎ个训练样本 ｘ（ ｌ）（１≤ ｌ≤Ｎ），ｏ（ ｌ） 为相应的网络

输出，则整体的代价函数可表示为

Ｊｘ，ｏ（Ｗ，ｂ）＝ １
Ｎ∑

Ｎ

ｌ ＝１

１
２

‖ｏ（ｌ） － ｘ（ｌ）‖２æ

è
ç

ö

ø
÷

é

ë
êê

ù

û
úú ＋ λ

２
‖Ｗ‖２．

（３）
　 　 其中右侧第一项为输入、输出的均方差项，第二

项为防止过度拟合，对权重衰减进行的约束， λ 为权

重衰减系数． 通过随机梯度下降、Ｍｏｍｅｎｔｕｍ、Ａｄａｍ
（Ａｄａｐｔｉｖｅ Ｍｏｍｅｎｔ Ｅｓｔｉｍａｔｉｏｎ）等优化算法求解式（３）
的最小化 ａｒｇｍｉｎ

Ｗ，ｂ
Ｊｘ，ｏ（Ｗ，ｂ）， 即可按照学习速率 η 对

网络参数进行更新． 待参数优化结束，去除 ＳＡＥ 的译

码网络，即可获得反映数据本质的非线性特征．
２．２　 栈式降噪自编码器

ＳＤＡＥ 的基本思想是利用栈式自编码器从加噪

的输入中重构出原始的、未受污染的输入，从而学习

到更稳健鲁棒的深层表达、挖掘出更有意义的分布

特征［８］ ． 例 如 单 隐 层 降 噪 自 编 码 器 （ Ｄｅｎｏｉｓｉｎｇ
Ａｕｔｏｅｎｃｏｄｅｒｓ， ＤＡＥ），其基本原理见图 ４．

x

x~

h
~

o~ Jx,O(W,b)~

加噪
编码

解码

图 ４　 ＤＡＥ 原理框图
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　 　 图 ４ 中首先对初始输入 ｘ 随机加入噪声，得到

加噪后的输入 ｘ； 然后按照常规自编码器对 ｘ 进行

编码、译码映射，得到输出 ｏ； 最后利用 ｘ 和 ｏ 构建

代价函数 Ｊｘ，ｏ（Ｗ，ｂ）， 进而通过优化算法获得收敛的

网络． 需要注意的是，ＤＡＥ 与 ＡＥ 都是通过最小化输出

对输入 ｘ 的重构损失来进行网络优化的，但 ＤＡＥ 的输

出 ｏ是由 ｘ产生的，这就迫使 ＤＡＥ 网络在噪声条件下

学习更为稳健鲁棒的特征表达．
针对 ＭＦＲ 波形单元识别的应用场景，将加噪处

理分为训练样本加噪和隐含层加噪两部分，分别指

对波形库中的训练样本、隐含层神经元节点加入偏

离误差（Ｅｒｒｏｒ Ｄｅｖｉａｔｉｏｎ Ｌｅｖｅｌ， ＥＤＬ） α、 β 的过程，
其中 ＥＤＬ＝ ξ ｉ ／ ｘｉ × １００％，ξ ｉ 为误差值， ｘｉ 为参数

真实值．

３　 ＳＤＡＥ－ＳＶＭ 波形单元识别

ＳＶＭ 能够利用核函数非线性映射的方法，将数

据空间不明显的特征在高维特征空间中放大、提取

并清晰的展现出来，具备全局最优和推广能力强的

特点，结合 ＳＤＡＥ 和 ＳＶＭ 的优势，提出一种 ＳＤＡＥ－
ＳＶＭ 波形单元识别方法，其流程见图 ５．
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图 ５　 ＳＤＡＥ－ＳＶＭ 波形单元识别流程图

Ｆｉｇ．５　 Ｗａｖｅｆｏｒｍ ｕｎｉｔ ｒｅｃｏｇｎｉｔｉｏｎ ｆｌｏｗ ｏｆ ＳＤＡＥ－ＳＶＭ
　 　 ＳＤＡＥ－ＳＶＭ 波形单元识别方法主要包括波形

库初始化、ＳＤＡＥ 网络优化、ＳＶＭ 模型优化和未知波

形单元识别 ４ 部分．
１）波形库初始化． 这里的初始化是指将 ＭＦＲ

内置的训练波形库和分选后的临时未知波形库都参

照波形单元参数表述进行描述．
２）ＳＤＡＥ 网络优化． 训练过程中首先对输入的

波形单元参数向量 ｘ 加噪处理，得到 ｘ， 进而对

ｈ１ ～ ｈｒ 隐含层节点加噪处理，得到ｈ１ ～ ｈｒ，然后进行

编码、译码运算，与输出 ｏ 构造损失函数 Ｊ（Ｗ，ｂ），
最小化该损失函数用来优化编码过程中的 ｈ１ ～ ｈｒ

隐含层权值和偏置，达到规定的迭代次数或损耗后，
即可剔除译码器和加噪过程（图 ５ 中虚线所示的进

程），实现网络优化并提取出训练数据的深层稳健

特征．
３）ＳＶＭ 模型优化． 首先为实现多分类目的，对

经典的 Ｃ－ＳＶＭ 进行一类对余类的多分类处理；然
后利用提取的深层特征和训练标签进行 ｋ 折交叉验

证，实现 ＳＶＭ 模型参数的优化．
４）未知波形单元识别． 经过上述运算，即可得

到参数调优后的 ＳＤＡＥ－ＳＶＭ 收敛网络模型，进而利

用该模型对未知波形单元进行识别．

４　 实验结果与分析

为验证 ＳＤＡＥ－ＳＶＭ 波形单元识别方法的有效

性，共进行 ４ 组实验． 首先模拟生成 ＭＦＲ 辐射源波

形库，包含 Ａ、Ｂ、Ｃ、Ｄ，４ 部波形单元各异的 ＭＦＲ，同
时各个波形单元具备参数特征互不相同的内嵌脉冲

列，共计 １２ 组波形单元和 ２１ 组内嵌脉冲列．
选用 ＰＲＩ、ＲＦ 和 ＰＷ 三种常规参数作为识别特

征，波形库的具体信息见表 １． 其中 ＭＦＲ－Ａ 波形单

元 ωＡ
１ 的各组内嵌脉冲列 ｕＡ

１１、ｕＡ
１２、ｕＡ

１３ 中的 ＰＲＩ 为组

变调制样式，每隔 ３ 个脉冲变化一次；ＭＦＲ－Ｃ波形

单元 ωＣ
１ 只含有 １ 组内嵌脉冲列 ｕＣ

１１， 其 ＲＦ 与 ＰＷ
存在联合变化调制，每 ６ 个脉冲共同变化一次；
ＭＦＲ－Ｃ波形单元 ωＣ

３ 包含的 ２ 组内嵌脉冲列 ｕＣ
３１、ｕＣ

３２

中的 ＲＦ 为组变调制样式，每隔 ５ 个脉冲变化一次．
依据波形单元分段识别的要求，将表 １ 所示的

波形库参照波形单元参数表述，并作为已知训练样

本，进行下列 ３ 组实验．
４．１　 深度特征提取实验

为提取稳健优异的特征，针对 ＳＤＡＥ 网络深度

对其性能的影响进行分析． 实验按照表 １ 所示的波

形库信息进行样本扩充，每个内嵌脉冲列扩充为

１００ 个脉冲描述，共生成 ２ １００ 个脉冲数据． 对这些

脉冲样本随机排序，选取前 ２００ 个作为训练样本，对
后 １ ９００ 个脉冲样本参数加入 ５％的 ＥＤＬ，作为测试

样本． 由于训练样本数据量不大，为提高收敛效率，
进行分批处理，Ｂａｔｃｈ＿Ｓｉｚｅ ＝ １００ 即将训练样本分为

８ 批处理，每批 １００ 个． 选取 ｓｉｇｍｏｉｄ 为激活函数，
Ａｄａｍ 为 ＳＤＡＥ 优化方法，令权重衰减系数 λ ＝
１ × １０ －４， 初始学习速率 η ＝ ５ × １０ －３， 迭代 ２００ 次，
并在迭代过程中逐步减小学习速率 ηｎｅｘｔ ｌｏｏｐ ＝ η ×
０．９６． 选取径向基 ＲＢＦ 作为 ＳＶＭ 的核函数，设定

ＳＶＭ 惩罚因子 Ｃ ＝ １０， 核函数宽度 ｇ ＝ ２． 对训练样

本进行加噪处理，对输入数据和隐含层神经元分别

加入 α ＝ ５％、 β ＝ １％ 的 ＥＤＬ．
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表 １　 ＭＦＲ 波形库信息表

Ｔａｂ．１　 ＭＦＲ ｗａｖｅｆｏｒｍ ｄａｔａｂａｓｅ ｉｎｆｏｒｍａｔｉｏｎ

ＭＦＲ
波形

单元
空载时间 ／ μｓ

内嵌

脉冲列

脉冲重复间隔 ／ μｓ

类型 取值

载频 ／ ＭＨｚ

类型 取值

脉宽 ／ μｓ

类型 取值

脉冲

个数

ωＡ
１ ３ ８８０ ／ １１ ６４０ ／ ６ ３６０ ／ ２ １２０

ｕＡ
１１

ｕＡ
１２

ｕＡ
１３

组变

组变

组变

［１ ８５０，１ ８８０，１ ９４０］
［１ ０６０，１ １５０，１ １００］
［１ ２００，１ ２５０，１ ３１０］

固定

固定

固定

１ ２３６
１ ２４８
１ ２９１

抖动

抖动

抖动

５２．１±１．５
５２．１±１．５
５２．１±１．５

１０
１０
１０

Ａ
ωＡ

２ ７ ２９６ ／ １４ ５９２ ｕＡ
２１ 固定 ２ ４３２ 固定 ４ ６４２ 固定 ５．５ ２３

ωＡ
３ １ ６００ ／ ６ ２９１．４ ／ ２ ０９７．１

ｕＡ
３１

ｕＡ
３２

滑变

抖动

８００／ ８５０／ ９００／ ９５０／ １ ０００
１ ０００±５％

捷变

固定

［３ ８５０，３ ９０３］
２ ９２５

固定

抖动

３９．１
５０．６±１．５

２１
２３

ωＢ
１ ３ ４８４ ／ １０ ４５２ ｕＢ

１１ 固定 １ ７４２ 跳变 １ ６１０ ／ １ ６２５ ／ １ ６４０ 固定 ２０．５ １０

Ｂ ωＢ
２ ２ ２５０ ／ ７ ６５６ ／ ２ ５５２

ｕＢ
２１

ｕＢ
２２

固定

固定

１ １２５
１ ２７６

固定

固定

２ ３３１
２ ８５２

固定

固定

１８．９
２０．３

８
５

ωＢ
３ ３ １４１．７ ／ ９ ４２５．１ ／ ８ ０５２

ｕＢ
３１

ｕＢ
３２

抖动

固定

１ ５００ ± ５％
１ ３４２

捷变
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［３ ７５１，３ ７９８］
３ ３９８

抖动
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１５．６±１．５
１６．１

２０
７

ωＣ
１ ４ ２００ ／ １２ ６００ ｕＣ

１１ 固定 ２ １００ 组变 ２ ３００ ／ ２ ４００ ／ ２ ５００ 多个 １３０．７ ／ ８６．４ ／ ４２．１ １９

Ｃ

ωＣ
２ ３ ４５０ ／ １０ ３５０ ／ ８ ９８２

ｕＣ
２１

ｕＣ
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固定

固定

１ ４９７
１ ７２５

固定

固定

３ ８３８
２ ９３１

固定

固定

１２．６
１２．６

５
６

ωＣ
３ ３ ７５２ ／ １１ ６５２ ／ ３ ８８４

ｕＣ
３１

ｕＣ
３２

固定

固定

１ ８７６
１ ９４２

组变

组变

３ ４５２ ／ ３ ５０８
３ ４５２ ／ ３ ５０８

固定

固定

１０．９
１０．９

１１
１１

ωＣ
４ ４ ８０４．３ ／ １４ ４１２．８ ／ ｕＣ

４１ 抖动 ２ ３００ ± ５％ 捷变 ［３ ３２２，３ ４０８］ 固定 １０５．６ １９

ωＤ
１ ６１４ ／ ３ ２６４ ／ １ ０８８

ｕＤ
１１

ｕＤ
１２

参差

固定

３０７ ／ ３４３ ／ ３７９ ／ ３９８
５４４

固定

固定

５ ４６０
５ ４６０

固定

固定

２．５
３．２０

１７
６

Ｄ
ωＤ

２ １ ６７２．１ ／ ５ ０１６．４ ／ ４ １４０
ｕＤ
２１

ｕＤ
２２

抖动

固定

８００±５％
６９０

固定

固定

５ ４６０
５ ４６００

固定

固定

７．３
１．５

１３
９

　 　 设定隐含层层数依次为 ｛１，２，３，４，５，６，７，８｝，
相应的隐含层神经元数目为 ｛１００，２００，３００，４００，
５００，６００，７００，８００｝， 实验中逐步增加 ＳＤＡＥ 的隐含

层层数，利用具备不同隐含层的 ＳＤＡＥ－ＳＶＭ 方法进

行训练和测试，每个层级重复 ５０ 次实验，得到的识

别结果见图 ６，训练过程的平均时耗见图 ７．
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　 （ａ）小提琴图
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　 （ｂ）盒状图

图 ６　 不同隐含层 ＳＤＡＥ－ＳＶＭ 的识别结果

Ｆｉｇ．６　 Ｒｅｃｏｇｎｉｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＳＤＡＥ－ＳＶＭ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｈｉｄｄｅｎ ｌａｙｅｒｓ

　 　 图 ６（ａ）为小提琴图，其轮廓展示实验结果的密

度分布，图中的横线代表中位数；图 ６（ｂ）为盒状图，
单个盒形标注自上至下依次代表统计的最大值、上四

分位、中位数、下四分位和最小值，其中圆形标记代表

离群点． 当隐含层数目从 １～３ 逐步增加时，识别准确

率的密度分布和中位数也随之提高；当隐含层数目为

３、４ 时，识别准确率趋于稳定且达到最高，统计中位

数分别为 ９４．７２％、９４．７８％． 然而从 ５～８ 层逐渐增加隐
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含层层数时，由于训练样本一定，过多的层数和神经

元导致网络过拟合，识别效果迅速下降． 图 ７ 中随着

网络深度的增加，ＳＤＡＥ－ＳＶＭ 的训练时耗呈指数递

增，在隐含层为 ８ 时，其训练时耗达到 １７．７ ｓ．
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图 ７　 ＳＤＡＥ－ＳＶＭ 训练时耗

Ｆｉｇ．７　 Ｔｉｍｅ ｃｏｎｓｕｍｐｔｉｏｎ ｏｆ ＳＤＡＥ－ＳＶＭ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 ＳＤＡＥ－ＳＶＭ 方法的时间复杂度主要包括模型

训练和对测试样本识别两部分，其中由于模型训练

阶段又包含 ＳＤＡＥ、ＳＶＭ 两部分的训练优化，因此时

间复杂度较高，而测试阶段是在已优化的识别模型

基础上进行的，时间复杂度较低． 除隐含层层数外，
训练样本、迭代次数及神经元节点数都对网络的训

练时耗有较大影响． 为保证取到优异的深度特征，同
时兼顾时效性，选取 ３ 个隐含层的 ＳＤＡＥ－ＳＶＭ 网络进

行后续实验． 此外算法的收敛性与迭代次数相关． 当迭

代次数为 ５０ 时，损失函数 Ｊ（Ｗ，ｂ） ＝ ４．８３６ × １０－４； 当

迭代次数为 ２００ 时，损失函数 Ｊ（Ｗ，ｂ） ＝ ４．５２６ × １０－４，
随后再增加迭代次数，损失函数虽有下降，但下降极

小，并逐渐收敛，因此从时效性上考虑，文中选用迭

代次数为 ２００，进行后续实验．
４．２　 训练样本数目对识别性能的影响

为验证 ＳＤＡＥ－ＳＶＭ 算法在不同训练样本数目

条件下的识别性能，利用 ＳＶＭ、 ＫＮＮ （ Ｋ － ｎｅａｒｅｓｔ
Ｎｅｉｇｈｂｏｒｓ）、ＤＴｓ（Ｄｅｃｉｓｉｏｎ Ｔｒｅｅｓ）、ＭＮＢ（Ｍｕｌｔｉｎｏｍｉａｌ
Ｎａｉｖｅ Ｂａｙｅｓ）及 ＢＰ（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ）神经网络 ５ 种

经典的监督识别方法进行对比实验． 对表 １ 的每个

内嵌脉冲列分别扩充为 ５０、１００ 个脉冲描述，共生成

１ ０５０ 个训练样本和２ １００ 个测试样本． 样本随机排

序，对测试样本参数加入 １５％的 ＥＤＬ． ＳＤＡＥ－ＳＶＭ、
ＳＶＭ 的参数与深度特征提取实验设置相同；ＫＮＮ 的

近邻点个数为 ３０；ＤＴｓ 利用信息增益为准则；ＭＮＢ
采用 Ｌｉｄｓｔｏｎｅ ｓｍｏｏｔｈｉｎｇ 优化，平滑参数为 ０．９；ＢＰ 包

含 １ 个隐含层，隐含层节点数为 １０，优化算法为

Ａｄａｍ，学习速率为 ０．５． 依次增加训练样本数目，重
复进行 １００ 次实验，识别结果见图 ８．
　 　 实验测得的各算法运算时间都随着训练样本的

增加而变大，对于 ＳＤＡＥ－ＳＶＭ 而言，其运算时间从

０．５９５ ｓ 近似线性增长指 ９．７３ ｓ，由于在实验过程中

测试样本数目不变，其测试阶段的运算时间稳定在

０．２１ ｓ 左右，因此该方法的运算量主要在训练阶段

且受训练样本数目影响较大． 图 ８ 中随着训练样本

的增多，各个算法的识别准确率都有明显的提高，并
趋于收敛． 由于 ＳＤＡＥ－ＳＶＭ 挖掘底层鲁棒特征，具
备更强的泛化能力，因而在各个训练样本条件下都

具备较高的识别准确率． 特别地，在训练样本小于

３００ 的条件下，ＳＤＡＥ－ＳＶＭ 的优势较为明显，进一步

证实该算法的有效性．
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图 ８　 不同训练数目下识别结果对比

Ｆｉｇ． ８ 　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｃｏｎｔｒａｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｔｒａｉｎｉｎｇ
ｓａｍｐｌｅｓ

４．３　 测试误差对识别性能的影响

为验证 ＳＤＡＥ－ＳＶＭ 算法在不同测试误差条件下

的识别性能，分别利用 ＳＶＭ、ＫＮＮ、ＤＴｓ、ＭＮＢ、ＢＰ 进行

对比实验． 按训练样本数目对识制性能影响实验生成

２ １００ 个测试样本，并随机选取 ２００ 个训练样本，对
ＳＤＡＥ－ＳＶＭ 和 ＳＶＭ 算法进行 ３ 折交叉验证，分别得到

的最 佳 参 数 为 ＣＳＤＡＥ－ＳＶＭ ＝ ２０．５６５ １、ｇＳＤＡＥ－ＳＶＭ ＝
０．８１１ １，ＣＳＶＭ ＝ １０．０２３ １、ｇＳＶＭ ＝ １００．０２６ ３，其余算法的

参数与设置与训练样本数目对识别性能的影响实验相

同，依次增加测试样本的ＥＤＬ，重复进行１００ 次实验，识
别结果见图 ９．
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图 ９　 不同测试误差下识别结果对比

Ｆｉｇ．９　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｃｏｎｔｒａｓｔ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｔｅｓｔ ｓａｍｐｌｅｓ
ｅｒｒｏｒ
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　 　 图 ９ 中当测试样本 ＥＤＬ ＝ ０ 时，ＳＤＡＥ－ＳＶＭ、
ＳＶＭ 及 ＤＴｓ 都能取得优异的识别结果，但随着测试

样本 ＥＤＬ 的增加，各个算法的准确率都逐步下降，
其中 ＳＤＡＥ－ＳＶＭ 下降的最为缓慢，且相同 ＥＤＬ 条

件下，其识别准确率最高，进一步证实该算法具备较

强的鲁棒性和泛化能力．

５　 结　 论

１）通过分析ＭＦＲ 的运行机制和波形单元结构，
充分利用各个特征参数信息，构建波形单元分段识

别模型，不仅能够借助成熟的数据挖掘、模式识别方

法进行运算，还在波形单元识别的过程中完成对辐

射源的识别．
２）结合栈式降噪自编码器的深度特征提取与

支持向量机的全局最优，提出一种 ＳＤＡＥ－ＳＶＭ 波形

单元识别方法，能够取得较好的识别效果，具备优异

的鲁棒性和泛化能力．
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ｄａｒ ｗｏｒｄｓ ｉｎ ｍｏｄｅｌｉｎｇ ｏｆ ｍｕｌｔｉ⁃ｆｕｎｃｔｉｏｎ ｒａｄａｒ ［Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｎａｔｉｏｎ⁃
ａｌ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｄｅｆｅｎｓｅ Ｔｅｃｈｎｏｌｏｇｙ， ２０１０， ３２（２）： ９１． ＤＯＩ： １０．
３９６９ ／ ｊ．ｉｓｓｎ．１００１－２４８６．２０１０．０２．０１７

［６］ 马爽， 柳征， 姜文利． 基于幅度变化点检测的多功能雷达脉冲

列解析方法 ［ Ｊ］ ． 电子学报， ２０１３， ４１（７）： １４３６－１４４１． ＤＯＩ：
１０．３９６９ ／ ｊ．ｉｓｓｎ．０３７２－２１１２．２０１３．０７．０３０
ＭＡ Ｓｈｕａｎｇ， ＬＩＵ Ｚｈｅｎｇ， ＪＩＡＮＧ Ｗｅｎｌｉ． Ａ ｍｅｔｈｏｄ ｆｏｒ ｍｕｌｔｉｆｕｎｃｔｉｏｎ
ｒａｄａｒ ｐｕｌｓｅ ｔｒａｉｎ ａｎａｌｙｓｉｓ ｂａｓｅｄ ｏｎ ａｍｐｌｉｔｕｄｅ ｃｈａｎｇｅ ｐｏｉｎｔ ｄｅｔｅｃｔｉｏｎ
［Ｊ］ ． Ａｃｔａ Ｅｌｅｃｔｒｏｎｉｃａ Ｓｉｎｉｃａ， ２０１３， ４１（７）： １４３６． ＤＯＩ： １０．３９６９ ／
ｊ．ｉｓｓｎ．０３７２－２１１２．２０１３．０７．０３０

［７］ ＨＩＮＴＯＮ Ｇ Ｅ， ＳＳＬＡＫＨＵＴＤＩＮＯＶ Ｒ Ｒ． Ｒｅｄｕｃｉｎｇ ｔｈｅ ｄｉｍｅｎｓｉｏｎａｌｉ⁃
ｔｙ ｏｆ ｄａｔａ ｗｉｔｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ［ Ｊ］ ． Ｓｃｉｅｎｃｅ， ２００６， ３１３（５７８６）：
５０４． ＤＯＩ： １０．１１２６ ／ ｓｃｉｅｎｃｅ．１１２７６４７

［８］ ＥＲＨＡＮ Ｄ， ＢＥＮＧＩＯ Ｙ， ＣＯＵＲＶＩＬＬＥｅ Ａ， ｅｔ ａｌ． Ｗｈｙ ｄｏｅｓ ｕｎｓｕ⁃
ｐｅｒｖｉｓｅｄ ｐｒｅ⁃ｔｒａｉｎｉｎｇ ｈｅｌｐ ｄｅｅｐ ｌｅａｒｎｉｎｇ ［ Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｍａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ Ｒｅｓｅａｒｃｈ， ２０１０， １１（ ３）： ６２５． ＤＯＩ： １０． １００７ ／ ９７８ － ３ －
３１９－２４２１１－８＿１８

［９］ ＶＩＮＣＥＮＴ Ｐ， ＬＡＲＯＣＨＥＬＬＥ Ｈ， ＬＡＪＯＩＥ Ｉ， ｅｔ ａｌ． Ｓｔａｃｋｅｄ ｄｅｎｏｉｓ⁃
ｉｎｇ ａｕｔｏｅｎｃｏｄｅｒｓ： ｌｅａｒｎｉｎｇ ｕｓｅｆｕｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｉｎ ａ ｄｅｅｐ ｎｅｔｗｏｒｋ
ｗｉｔｈ ａ ｌｏｃａｌ ｄｅｎｏｉｓｉｎｇ ｃｒｉｔｅｒｉｏｎ ［ Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ
Ｒｅｓｅａｒｃｈ， ２０１０， １１（１２）： ３３７１． ＤＯＩ： １０．１５７６０ ／ ｅｔｄ．１５４９

［１０］ ＴＡＮＩＺＡ Ｒ， ＪＡＤＩＡ Ｋ， Ｒａｊｕ Ｇ Ｓ Ｎ， ｅｔ ａｌ． Ｈｉｇｈ ｄｅｎｓｉｔｙ ＦＰＧＡ
ｂａｓｅｄ ｗａｖｅｆｏｒｍ ｇｅｎｅｒａｔｉｏｎ ｆｏｒ ｒａｄａｒｓ ［Ｃ］ ／ ／ ２０１０ ＩＥＥＥ Ｒａｄａｒ Ｃｏｎ⁃
ｆｅｒｅｎｃｅ． Ｗａｓｈｉｎｇｔｏｎ， ＤＣ， ＵＳＡ： ＩＥＥＥ Ｐｒｅｓｓ， ２０１０： ３１０． ＤＯＩ： １０．
１１０９ ／ ＲＡＤＡＲ．２０１０．５４９４６０６

［１１］ＶＩＳＮＥＶＳＫＩ Ｎ， ＫＲＩＳＨＮＡＭＵＲＴＨＹ Ｖ， Ｗａｎｇ Ａ， ｅｔ ａｌ． Ｓｙｎｔａｃｔｉｃ
ｍｏｄｅｌｉｎｇ ａｎｄ ｓｉｇｎａｌ ｐｒｏｃｅｓｓｉｎｇ ｏｆ ｍｕｌｔｉｆｕｎｃｔｉｏｎ ｒａｄａｒｓ： ａ ｓｔｏｃｈａｓｔｉｃ
ｃｏｎｔｅｘｔ⁃ｆｒｅｅ ｇｒａｍｍａｒ ａｐｐｒｏａｃｈ ［ Ｊ ］ ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ，
２００７， ９５（５）： １０００． ＤＯＩ： １０．１１０９ ／ ｊｐｒｏｃ．２００７．８９３２５２

［１２］陈维高， 贾鑫， 朱卫纲， 等． 基于 ＨＭＭ 的雷达状态转移估计方

法［Ｊ ／ ＯＬ］． （２０１７－ ０２－ ０３） ［２０１７－ ０５－ ０１］． ｈｔｔｐ： ／ ／ ｗｗｗ． ｃｎｋｉ．
ｎｅｔ ／ ｋｃｍｓ ／ ｄｅｔａｉｌ ／ １１．２６２５．Ｖ．２０１７０２０３．１５３３．００２ｈｔｍｌ
ＣＨＥＮ Ｗｅｉｇａｏ， ＪＩＡ Ｘｉｎ， ＺＨＵ Ｗｅｉｇａｎｇ， ｅｔ ａｌ． Ｔｈｅ ｒａｄａｒ ｓｔａｔｅ
ｔｒａｎｓｆｅｒ ｅｓｔｉｍａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ＨＭＭ ｍｏｄｅｌ ［ Ｊ ／ ＯＬ ］．
（２０１７－０２－０３） ［２０１７－ ０５－ ０１］． ｈｔｔｐ： ／ ／ ｗｗｗ． ｃｎｋｉ． ｎｅｔ ／ ｋｃｍｓ ／ ｄｅ⁃
ｔａｉｌ ／ １１．２６２５．Ｖ．２０１７０２０３．１５３３．００２ｈｔｍｌ

（编辑　 苗秀芝）
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