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危险货物道路运输车辆出行链活动类型识别
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摘　 要： 针对危险货物运输（危货）车辆出行链上停留节点活动类型的识别问题，提出基于高斯混合模型－隐马尔科夫模型

（ＧＭＭ⁃ＨＭＭ）的活动类型识别方法． 对车辆 ＧＰＳ 数据构建基于决策树的车辆起停检测模型，提取出行链活动节点，并通过 Ｄ⁃
ＯＰＴＩＣＳ 算法对活动节点聚类得到活动热区；根据活动节点的个体特征、所在出行链的亲属特征和所处热区的群体特征进行多

尺度特征体系构建，通过因子分析进行降维处理；利用 ＧＭＭ⁃ＨＭＭ 构建危货车辆活动类型识别模型，通过 Ｂａｕｍ⁃Ｗｅｌｃｈ 算法进

行参数估计，并使用 Ｖｉｔｅｒｂｉ 算法解码隐藏状态得到出行链各活动节点的类型识别结果． 在小规模实际活动数据集上直接验证

所提方法的正确性，还结合活动节点的 ＰＯＩ 类别，间接评估所提方法对大规模 ＧＰＳ 数据的车辆活动类型识别效果． 实验结果

表明：在 ９ 种活动类型识别任务中，基于 ＧＭＭ⁃ＨＭＭ 的出行链活动类型识别方法的活动识别率超过 ８０％． 识别结果可用于分

析活动行为模式，及时发现异常活动，为危险品运输监管提供有效的决策支持．
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　 　 由危险货物运输所引起的泄漏事故频繁发生，
对人身财产和环境安全造成了重大威胁，相关机构

亟需改善危险货物运输安全现状［１］ ． 目前，运输企

业普遍采用 ＧＰＳ 卫星定位系统对危险货物车辆进

行监控，一定程度上提高了运输的安全性． 但此类

监管只停留在车辆定位追踪层面，并没有基于轨迹

数据展开分析，难以清晰地掌握车辆在途活动状态，
因而无法及时发现运输过程中存在的问题并采取有

效的措施． 基于此不足，需要从 ＧＰＳ 轨迹数据中识

别车辆在途活动类型来提高危险货物运输行业监管

水平．



近年来利用 ＧＰＳ 数据挖掘交通信息的研究越

来越普遍． 然而直接从 ＧＰＳ 数据中推断活动类型仍

面临技术瓶颈． 文献［２］直接利用时间间隔来区分

活动类型，文献［３］利用 ＧＰＳ 数据和辅助随车日志，
基于线性 ＳＶＭ 算法训练了活动分类器，可以将所有

停车事件分为货运停车和非货运停车两类，然而现

实中难以获得包含车辆真实活动的辅助信息，活动

类型的识别还需依靠无监督学习方法和模型． 文献

［４］对比了层次聚类和基于划分的聚类方法，选择

Ｗａｒｄ’ｓ 方法来识别重复访问的目的地，以期从活动

地点的空间分布特征来推断车辆出行行为． 文献

［５］则使用基于密度的 ＤＢＳＣＡＮ 算法来识别货车锚

点，ＤＢＳＣＡＮ 算法比 Ｗａｒｄ’ ｓ 方法更能切合 ＧＰＳ 数

据的空间特性，但是对参数十分敏感． 且文献［４－５］
只是通过聚类显示了活动节点的空间特征，仅可看

作是活动类型识别的前期工作． 而文献［６］则利用

经纬度乘积生成的识别码对停车事件进行简单聚

类，并引入熵的概念提出了基于货车 ＧＰＳ 数据的主

要停车活动和次要停车活动二分类识别方法． 既有

研究仅限于解决简单的货运活动和非货运活动二分

类问题，没有开展系统的特征体系构建，在缺乏辅助

信息的条件下对活动类型的识别准确率低，无法满

足精细化监管的需要．
本文针对 ＧＰＳ 轨迹数据，除考虑活动的时空特

点外，还引入出行链上前后活动类型的相互制约关

系，提出一种基于 ＧＭＭ－ＨＭＭ 的多类危险货物运输

车辆活动类型识别模型，以期有效提高活动类型识

别的精度和实用性，为辅助运输监管决策提供科学

依据．

１　 数据预处理

在识别危货车辆出行活动类型之前，需预处理

所收集的 ＧＰＳ 数据，以提取车辆活动节点，并根据

其地理空间分布聚类活动热区．
１．１　 出行链活动节点提取

令 Ｓｔ ＝ ｛Ｔｒｌ ｜ ｌ ＝ １，２，…，ｎＴ｝ 为待处理的 ＧＰＳ
轨迹数据集，其中 ｎＴ 为待处理轨迹总数， Ｔｒｌ 为 Ｓｔ中
的第 ｌ 条轨迹，由某辆车某日的 ＧＰＳ 轨迹点组成，记
作 Ｔｒｌ ＝ ｛Ｐ ｌ

ｉ ｜ ｉ ＝ １，２，…，ｎｌ
Ｐ｝ ，其中 Ｐ ｌ

ｉ 为第 ｌ 条轨迹

中按照时间顺序排列的第 ｉ 个轨迹点， ｎｌ
ｐ 为该轨迹

的轨迹点数量． 设轨迹点 Ｐ ｌ
ｉ ＝ （ｘｌ

ｉ，ｙｌ
ｉ，ｄｌ

ｉ，ｔｌｉ，ｓｌｉ，ｈｌ
ｉ，ｅｌｉ，

ｖｌｉ，ｆｌｉ）， 其中 ｘｌ
ｉ，ｙｌ

ｉ，ｄｌ
ｉ，ｔｌｉ，ｓｌｉ，ｈｌ

ｉ，ｅｌｉ，ｖｌｉ，ｆｌｉ 分别为该轨迹

点的经度、纬度、日期、时间、速度、方位角、引擎状

态、车辆编号和首点标记（当 ｉ ＝ １ 时为 １，否则为

０）． 由于 ＧＰＳ 设备可能会发生定位错误和数据漂移

等情况［ ７－１０］，本文事先对原始 ＧＰＳ 数据进行了清

洗，以保证数据属性完整、经纬度数据符合研究区域

的实际情况，数据的时间属性唯一，数据误差小于规

定的阈值．
轨迹划分是推断活动节点的前提，本文基于速

度变化将轨迹划分为节点． 将轨迹 Ｔｒｌ 中速度持续

为零的点或持续不为零的点列 Ｐ ｌ
α，Ｐ ｌ

α＋１，…，Ｐ ｌ
β（１ ≤

α ≤ β ≤ ｎｌ
Ｐ） 划分为节点 Ｎｌ

ｊ， 其中 α，β 分别为构成

节点的首末轨迹点的序号． 设节点 Ｎｌ
ｊ 的平均速度和

持续时间为 ｓ－ ｌｊ，Δｔｌｊ， 则 ｓ－ ｌｊ ＝ ∑ β

ｉ ＝ α
ｓｌｉ ／ （β － α ＋ １），

Δｔｌｊ ＝ ｔｌβ － ｔｌα．至此轨迹 Ｔｒｌ 可转化为节点序列 ｛Ｎｌ
ｊ ｜ ｊ ＝

１，２，…，ｎｌ
Ｎ｝， 其中 ｎｌ

Ｎ 为节点个数． 例如，图 １ 中速

度持续为零且坐标相近的点 Ｐ ｌ
１，Ｐ ｌ

２，Ｐ ｌ
３ 被划分为节

点 Ｎｌ
１， 同理 Ｐ ｌ

１３ － Ｐ ｌ
１６ 划分为节点 Ｎｌ

３ ． 而速度持续不

为零的 Ｐ ｌ
４ － Ｐ ｌ

１２ 则被抽象成节点 Ｎｌ
２， 节点序列表示

为 ｛Ｎｌ
１，Ｎｌ

２，Ｎｌ
３｝ ．

清洗后轨迹Tr的GPS轨迹点; 划分后的节点
l

图 １　 轨迹节点划分策略

Ｆｉｇ．１　 Ｄｉｖｉｓｉｏｎ ｓｔｒａｔｅｇｙ ｏｆ ｔｒａｊｅｃｔｏｒｙ ｎｏｄｅｓ

　 　 节点序列理论上由行驶节点和活动（停留）节

点组成，因此活动节点的识别问题实际上可转化为

节点运动状态（停留 ／行驶）二元分类问题． 为了减

少主观因素对识别的干预，本文基于决策树算法对

节点的运动状态进行判断，步骤如下．
步骤 １　 当 ｊ ＝ １ 时，初始化节点 Ｎｌ

１ 运动状态

ｍｓｌ１ 为“停留”；
步骤 ２　 当 ｊ ＞ １ 时，根据图 ２ 所示的分类规则

依次判断节点的运动状态 ｍｓｌｊ： 对于当前节点 Ｎｌ
ｊ，

设其前驱节点为 Ｎｌ
ｊ －１，令 ｐｒｅ＿ｍｓｌｊ 为前驱节点运动状

态，有 ｐｒｅ＿ｍｓｌｊ ＝ ｍｓｌｊ －１； 将 Ｎｌ
ｊ 的平均速度、持续时间

和前驱节点的运动状态输入到图 ２ 的规则中，输出

该节点运动状态的判断结果．

停留 行驶 停留 行驶

≤2min ＞2min ≤4km/h＞4km/h

持续时间Δtlj=? 行驶停留

＞16km/h ≤16km/h ≤4.5min ＞4.5min

平均速度slj=2

持续时间Δtlj=?

停留 行驶

前驱节点运动状态pre_mslj=?

-

平均速度slj=?-

图 ２　 基于决策树算法的行驶 ／停留分类规则

Ｆｉｇ．２　 Ｍｏｖｅ⁃ｓｔｏｐ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｕｌｅｓ ｂａｓｅｄ ｏｎ Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ
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　 　 步骤 ３　 将 ｍｓｌｊ 为“停留”的节点 Ｎｌ
ｊ 提取为活动

节点 Ａｌ
ｋ， 此时 Ａｌ

ｋ ＝ Ｎｌ
ｊ ＝ ｛Ｐ ｌ

α，Ｐ ｌ
α＋１，…，Ｐ ｌ

β｝ ． 轨迹 Ｔｒｌ
上的所有活动节点组成第 ｌ 条出行链活动序列

Ｃｈｌ ＝｛Ａｌ
ｋ ｜ ｋ ＝ １，２，…，ｎｌ

Ａ｝， 其中 ｎｌ
Ａ 为出行链 ｌ 中活

动节点个数．
１．２　 活动热区识别

按照 １．１ 的方法，处理所有的 ＧＰＳ 轨迹，并将提

取出的各条出行链的活动节点添加到同一个集合

Ａｃ 中，即 Ａｃ ＝ ｛Ａｌ
ｋ ｜ ｌ ＝ １，２，…，ｎＴ；ｋ ＝ １，２，…，ｎｌ

Ａ｝ ．
在提取群体特征之前，需将所有活动节点按照

地理空间坐标聚类为活动热区． 文献［５］表明基于

密度的聚类算法因其抗噪声能力强，能发现任意形

状的簇等优点，在空间数据的聚类分析中比其他聚

类方法更适用． ＯＰＴＩＣＳ［１１］ 是最具代表性的基于密

度的聚类算法之一，它克服了文献 ［ ５］ 提到的

ＤＢＳＣＡＮ 算法使用全局密度易丢失簇的缺点，可以

通过点排序来识别变密度聚类结构． 本文基于经典

ＯＰＴＩＣＳ 算法，引入随机退出技术（Ｄｒｏｐｏｕｔ），设计了

Ｄ－ＯＰＴＩＣＳ 算法对活动热区进行识别，该算法在继

承 ＯＰＴＩＣＳ 算法优点的同时，解决了 ＯＰＴＩＣＳ 存在的

两大问题．
１）最优参数确定．为确保大多数活动节点被有

效聚类，在 Ｄ－ＯＰＴＩＣＳ 中，根据活动节点数据集 Ａｃ
的统计特性选择关键参数 ρ （形成团簇所需的最小

点数）和 ε （邻域半径）的值． 依次令 ρ ＝ ２，３，…，１０，
对于任意活动节点 Ａｌ

ｋ ∈ Ａｃ， 计算出与 Ａｌ
ｋ 第 ρ 近的

对象距离 ｄρ（Ａｌ
ｋ），遍历 Ａｃ得到集合 Ｄρ ＝ ｛ｄρ（Ａｌ

ｋ）｝，
对 Ｄρ 排序并绘制累积概率分布图，如图 ３ 所示，第 ρ
近邻距离累积概率分布曲线均是先急剧上升后趋于

平缓的曲线． 将转折点（图 ３ 中空心点）的横坐标值

记为 ε， 计算对应于该参数组合 （ρ，ε） 的 Ａｃ数据集

噪声比例． 取噪声比例最小时对应的参数组合作为

最优参数取值［１２］ ．

ρ=2
ρ=3
ρ=4
ρ=5
ρ=6
ρ=7
ρ=8
ρ=9
ρ=10

1.0

0.8

0.6

0.4

0.2

0
200 400 600 800 1000

第ρ近邻距离

概
率

图 ３　 第 ρ近邻距离累积概率分布曲线（ＣＤＦ）
Ｆｉｇ．３　 ＣＤＦ ｏｆ Ｄρ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｅａｃｈ ρ ＝ ２，３，…，１０

　 　 ２）避免过度聚类：Ｄ－ＯＰＴＩＣＳ 算法中引入随机

退出技术，使 ＯＰＴＩＣＳ 有序队列中的扩展点具有随

机不可连接性，可防止过度聚类，并利用高斯混合聚

类对结果进行二次优化．
采用 Ｄ－ＯＰＴＩＣＳ 对 Ａｃ 中的活动节点进行聚类，

得到的“类簇”即为活动热区，可表示为 Ｈｕ， 设 Ｈｕ ＝
（ａｖｇＴｕ，ａｖｇＦｕ，Ｅｎｕ）， 其中 ａｖｇＴｕ，ａｖｇＦｕ，Ｅｎｕ 分别为

该热区的平均活动持续时间、平均首点率和熵指数．
若热区 Ｈｕ 包含活动节点 Ａｌ

ｋ， 则 Ａｌ
ｋ 的所属热区编号

ＩＤｌ
ｋ ＝ ｕ．

２　 多尺度特征体系构建

２．１　 多尺度特征

获取适合活动类型识别任务的有效特征，对正

确揭示活动本质十分关键． 为了防止特征缺陷所可

能导致的偏颇、歪曲、有缺陷的识别结论，需要尽可

能完整且层次丰富地构建相关特征［１３］ ． 遵循此原

则，本文从活动节点自身、节点所处出行链以及节点

所在热区 ３ 个尺度构建了个体特征、亲属特征和集

群特征，图 ４ 展示了不同尺度下所提取的特征种类

以及尺度间的关系．

亲属
特征

个体
特征

集群
特征

Al
1

Al
k-1

Al
k

Hu

活动热区
尺度

活动节点
尺度

出行链
尺度

Chl

图 ４　 多尺度特征提取示意图

Ｆｉｇ．４　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｍｕｌｔｉ⁃ｓｃａｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ
　 　 个体特征指的是当前所关注的活动节点 Ａｌ

ｋ 的

个体属性，包括：所含轨迹点数 Ｆ１ｌ
ｋ、 活动开始时间

Ｆ２ｌ
ｋ、 持续时长 Ｆ３ｌ

ｋ、结束时间 Ｆ４ｌ
ｋ、轨迹点间平均时

间间隔 Ｆ５ｌ
ｋ、 首末轨迹点距离 Ｆ６ｌ

ｋ、 轨迹点总移动里

程 Ｆ７ｌ
ｋ、 轨迹点间平均距离 Ｆ８ｌ

ｋ、 迂回系数 Ｆ９ｌ
ｋ、 经

纬度标准差 Ｆ １０ｌ
ｋ 和 Ｆ １１ｌ

ｋ、 各轨迹点与活动节点中

心的平均距离 Ｆ１２ｌ
ｋ、最远距离 Ｆ１３ｌ

ｋ；活动节点的经

纬距离 Ｆ １４ｌ
ｋ 和 Ｆ １５ｌ

ｋ、 长宽比 Ｆ １６ｌ
ｋ、 面积 Ｆ １７ｌ

ｋ、 点

密度 Ｆ １８ｌ
ｋ； 首末轨迹点方位角之差的绝对值 Ｆ １９ｌ

ｋ、
方位角改变次数 Ｆ ２０ｌ

ｋ、 方位角改变度数均值 Ｆ ２１ｌ
ｋ；

平均速度 Ｆ２２ｌ
ｋ、速度增减趋势改变次数 Ｆ２３ｌ

ｋ；首末
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轨迹点引擎状态 Ｆ２４ｌ
ｋ 和 Ｆ２５ｌ

ｋ、 引擎状态均值 Ｆ２６ｌ
ｋ、

引擎状态改变次数 Ｆ２７ｌ
ｋ、 引擎状态为熄火的轨迹点

数 Ｆ２８ｌ
ｋ ． 则有

Ｆ１ｌ
ｋ ＝ β － α ＋ １， （１）
Ｆ２ｌ

ｋ ＝ ｔｌα， （２）
Ｆ３ｌ

ｋ ＝ ｔｌβ － ｔｌα， （３）
Ｆ４ｌ

ｋ ＝ Ｆ２ｌ
ｋ ＋ Ｆ３ｌ

ｋ， （４）
Ｆ５ｌ

ｋ ＝ Ｆ３ｌ
ｋ ／ （β － α）， （５）

Ｆ６ｌ
ｋ ＝ ｄｉｓｔ（［ｘｌ

α，ｙｌ
α］，［ｘｌ

β，ｙｌ
β］）， （６）

Ｆ７ｌ
ｋ ＝ ∑ β

ｉ ＝ α＋１
ｄｉｓｔ（［ｘｌ

ｉ －１，ｙｌ
ｉ －１］，［ｘｌ

ｉ，ｙｌ
ｉ］）， （７）

Ｆ８ｌ
ｋ ＝ Ｆ７ｌ

ｋ ／ （β － α）， （８）
Ｆ９ｌ

ｋ ＝ Ｆ７ｌ
ｋ ／ Ｆ６ｌ

ｋ， （９）

Ｆ１０ｌ
ｋ ＝ ∑ β

ｉ ＝ α
（ｘｌ

ｉ － ｘ－ ｌｋ） ２ ／ （β － α ＋ １） ，

（１０）

Ｆ１１ｌ
ｋ ＝ ∑ β

ｉ ＝ α
（ｙｌ

ｉ － ｙ－ ｌｋ） ２ ／ （β － α ＋ １） ，

（１１）

Ｆ１２ｌ
ｋ ＝ ∑ β

ｉ ＝ α
ｄｉｓｔ（［ｘ－ ｌｋ，ｙ

－ ｌ
ｋ］，［ｘｌ

ｉ，ｙｌ
ｉ］） ／ （β － α ＋ １），

（１２）
Ｆ１３ｌ

ｋ ＝ ｍａｘ
α≤ｉ≤β

（ｄｉｓｔ（［ｘ－ ｌｋ，ｙ
－ ｌ
ｋ］，［ｘｌ

ｉ，ｙｌ
ｉ］））， （１３）

Ｆ１４ｌ
ｋ ＝ ｍａｘ

α≤ｉ≤β
（ｘｌ

ｉ） － ｍｉｎ
α≤ｉ≤β

（ｘｌ
ｉ）， （１４）

Ｆ１５ｌ
ｋ ＝ ｍａｘ

α≤ｉ≤β
（ｙｌ

ｉ） － ｍｉｎ
α≤ｉ≤β

（ｙｌ
ｉ）， （１５）

Ｆ１６ｌ
ｋ ＝ ｍａｘ（Ｆ １４ｌ

ｋ ／ Ｆ １５ｌ
ｋ，Ｆ １５ｌ

ｋ ／ Ｆ １４ｌ
ｋ）， （１６）

Ｆ１７ｌ
ｋ ＝ Ｆ １４ｌ

ｋ × Ｆ １５ｌ
ｋ， （１７）

Ｆ１８ｌ
ｋ ＝ Ｆ１ｌ

ｋ ／ Ｆ １７ｌ
ｋ， （１８）

Ｆ１９ｌ
ｋ ＝ ｍｉｎ（３６０ －｜ ｈｌ

α － ｈｌ
β ｜ ， ｜ ｈｌ

α － ｈｌ
β ｜ ），

（１９）

Ｆ２０ｌ
ｋ ＝ ∑ β

ｉ ＝ α＋１
（ｍａｘ（｜ ｈｌ

ｉ － ｈｌ
ｉ－１ ｜ ，０） ／ ｜ ｈｌ

ｉ － ｈｌ
ｉ－１ ｜ ），

（２０）
Ｆ２１ｌ

ｋ ＝ Ｆ １９ｌ
ｋ ／ Ｆ ２０ｌ

ｋ， （２１）

Ｆ２２ｌ
ｋ ＝ ∑ β

ｉ ＝ α
ｓｌｉ ／ （β － α ＋ １）， （２２）

Ｆ２３ｌ
ｋ ＝ ∑ β

ｉ ＝ α＋２

ｍｉｎ（（ ｓｌｉ － ｓｌｉ －１） × （ ｓｌｉ －１ － ｓｌｉ －２），０）
（ ｓｌｉ － ｓｌｉ －１） × （ ｓｌｉ －１ － ｓｌｉ －２）

，

（２３）
Ｆ２４ｌ

ｋ ＝ ｅｌα， （２４）
Ｆ２５ｌ

ｋ ＝ ｅｌβ， （２５）

Ｆ２６ｌ
ｋ ＝ ∑ β

ｉ ＝ α
ｅｌｉ ／ （β － α ＋ １）， （２６）

Ｆ２７ｌ
ｋ ＝ ∑ β

ｉ ＝ α＋１
（ｍａｘ（｜ ｅｌｉ － ｅｌｉ－１ ｜ ，０） ／ ｜ ｅｌｉ － ｅｌｉ－１ ｜ ），

（２７）

Ｆ２８ｌ
ｋ ＝ ∑ β

ｉ ＝ α
ｍａｘ（ｅｌｉ － ４，０） ． （２８）

式中 α、β 分别为构成活动节点 Ａｌ
ｋ 的首、末轨迹点在

第 ｌ 条轨迹上的序号； ｘｌ
ｉ、ｙｌ

ｉ、ｔｌｉ、ｓｌｉ、ｈｌ
ｉ、ｅｌｉ 分别为第 ｌ 条

轨迹中第 ｉ 个轨迹点的经度、纬度、时间、速度、方位

角和引擎状态，而 ｘｌ
α、ｙｌ

α、ｔｌα、ｓｌα、ｈｌ
α、ｅｌα 和 ｘｌ

β、ｙｌ
β、ｔｌβ、ｓｌβ、

ｈｌ
β、ｅｌβ 分别为 ｉ ＝ α 和 ｉ ＝ β 时对应的属性取值； ｘ－ ｌｋ、ｙ

－ ｌ
ｋ

分别为 Ａｌ
ｋ 的中心经、纬度； ｄｉｓｔ、ｍａｘ、ｍｉｎ、 ｜ ｜ 分别为

求距离、最大值、最小值、绝对值的函数；
亲属特征围绕当前活动节点 Ａｌ

ｋ 在相应出行链

活动序列 Ｃｈｌ 上所处的时空位置特点而展开，包括

Ａｌ
ｋ 所在物理位置的当日访问次数 Ｆ ２９ｌ

ｋ，Ａｌ
ｋ 与前一活

动节点 Ａｌ
ｋ－１ 的时空距离 Ｆ ３０ｌ

ｋ 和 Ｆ３１ｌ
ｋ，Ａｌ

ｋ 与当日出

行链起点 Ａｌ
１ 的时空距离 Ｆ ３２ｌ

ｋ 和 Ｆ ３３ｌ
ｋ ．

Ｆ２９ｌ
ｋ ＝ ∑

ｎＡｌ

ｐ ＝ １

ｍｉｎ（ｄｉｓｔ（［ｘ－ ｌｐ，ｙ
－ ｌ
ｐ］，［ｘ

－ ｌ
ｋ，ｙ

－ ｌ
ｋ］） － ５０，０）

ｄｉｓｔ（［ｘ－ ｌｐ，ｙ
－ ｌ
ｐ］，［ｘ

－ ｌ
ｋ，ｙ

－ ｌ
ｋ］） － ５０

，

（２９）
Ｆ３０ｌ

ｋ ＝ Ｆ２ｌ
ｋ － Ｆ２ｌ

ｋ－１（ｋ ＞ １）；Ｆ ３０ｌ
ｋ ＝ ０（ｋ ＝ １） ．

（３０）

Ｆ３１ｌ
ｋ ＝

ｄｉｓｔ（［ｘ－ ｌｋ，ｙ
－ ｌ
ｋ］，［ｘ

－ ｌ
ｋ－１，ｙ

－ ｌ
ｋ－１］），　 ｋ ＞ １；

０，　 　 ｋ ＝ １．{
（３１）

Ｆ ３２ｌ
ｋ ＝ Ｆ２ｌ

ｋ － Ｆ２ｌ
１， （３２）

Ｆ ３３ｌ
ｋ ＝ ｄｉｓｔ（［ｘ－ ｌｋ，ｙ

－ ｌ
ｋ］，［ｘ

－ ｌ
１，ｙ

－ ｌ
１］） ． （３３）

式中 ｘ－ ｌｐ、ｙ
－ ｌ
ｐ 分别为 Ａｌ

ｋ 在同一出行链上的第 ｐ 个活动

节点的中心经、纬度．
集群特征刻画的是与 Ａｌ

ｋ 处于同一热区 Ｈｕ 内的

所有活动节点所呈现的共性特征，提取为所在热区

的平均活动持续时间 Ｆ ３４ｌ
ｋ 、平均起点包含率 Ｆ ３５ｌ

ｋ

和混合熵指数 Ｆ ３６ｌ
ｋ ．
Ｆ ３４ｌ

ｋ ＝ ａｖｇＴｕ， （３４）
Ｆ ３５ｌ

ｋ ＝ ａｖｇＦｕ， （３５）
Ｆ３６ｌ

ｋ ＝ Ｅｎｕ ＝ 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　
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（３６）
式中 ｎｕ

Ａ 为热区 Ｈｕ 所含活动节点总数， ｎｕ
ｃ 为运营商 ｃ

的车辆在该热区内产生的活动节点数， Ｃ 为在该热

区停留车辆涉及的运营商总数， ｎｕ
ｇ 为在该热区运输

ｇ 类货物的活动节点数， Ｇ 为该热区运输的所有货

物种类数．
２．２　 特征降维

为减少原始多维特征空间中冗余信息所造成的

误差，需要对数据进行降维． 考虑到所用的数据缺

乏标签，选用无监督降维方法． 主成分分析（ＰＣＡ）
和因子分析（ＦＡ）是目前最常用的无监督降维方法，
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本文比较了分别使用 ＰＣＡ 和 ＦＡ 方法将数据降到不

同维度时的平均对数似然得分，对数似然值越大，表
明效果越好． 由图 ５ 可知，随着维数的增加，两种方

法的对数似然值均逐渐上升，但 ＦＡ 的降维效果始

终优于 ＰＣＡ；且降维到 ２０ 维时，ＦＡ 的得分已接近收

敛． 因此选用 ＦＡ 方法变换得到的 ２０ 维特征向量作

为后续模型的特征输入．
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图 ５　 无监督降维方法比较

　 Ｆｉｇ．５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｕｎｓｕｐｅｒｖｉｓｅｄ ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｒｅｄｕｃｔｉｏｎ
ｍｅｔｈｏｄｓ

３　 活动类型识别

３．１　 模型选择

隐马尔科夫模型（ＨＭＭ） ［１４］作为序列数据处理

和统计学习的一种重要概率模型，具有建模简单，物
理意义明确等优点． 考虑到所构建的特征为多维连

续特征，可假定每维特征均服从混合高斯分布． 因

此本文选用基于混合高斯模型的隐马尔科夫模型

（ＧＭＭ⁃ＨＭＭ）识别车辆出行链的活动类型．
识别模型定义如下：所有可能的活动类型集合

为 Ｓ ＝ Ｓ１，Ｓ２，…，ＳＮ{ } ， 初始活动类型的概率向量为

π ＝ （πｉ），ｉ ＝ １，２，…，Ｎ，Ｎ 为可能的活动类型数，
πｉ ＝Ｐ（ ｉ１ ＝ Ｓｉ）； 状态转移概率矩阵 Ａ ＝ ［ａｉｊ］ Ｎ×Ｎ，
ａｉｊ ＝Ｐ（ ｉｋ＋１ ＝ Ｓ ｊ ｜ ｉｋ ＝ Ｓｉ），ｉ ＝ １，２，…，Ｎ；ｊ ＝ １，２，…，
Ｎ；π 和 Ａ 决定出行链活动序列 Ｃｈｌ 内各活动的类

型，记为活动类型序列 Ｉｑ ＝ （ ｉ１，…，ｉｋ，…，ｉｎＡ），ｎＡ 为

待观测活动个数；各活动类型对应的可观测特征序

列为 Ｏｑ ＝ （ｏ１，…，ｏｋ，…，ｏｎＡ）， 由观测概率矩阵 Ｂ
来决定，且 ｏｋ ＝ （Ｆ１，Ｆ２，…，ＦｎＦ）

Ｔ， 其中 Ｆ 为可观测

特征变量， ｎＦ 为特征变量个数，根据降维结果取 ｎＦ ＝
２０； 特别地，因本研究中提取的特征变量是连续值，
Ｂ 无法用常规矩阵的形式表示，因此以混合高斯模

型（ＧＭＭ）来拟合 Ｂ， 即令 Ｂ ＝ ［ｂ ｊ（ｏ）］ ｎ×１， ｂ ｊ（ｏ） ＝
ΣＭ

ｍ ＝ １ω ｊｍｂ ｊｍ（ｏ） ＝ ΣＭ
ｍ ＝ １ω ｊｍ （２π） －ｎＦ ／ ２ ｜ Σ ｊｍ ｜ －０．５ ×

ｅｘｐ｛ － ０．５ （ｏ － μ ｊｍ） ＴΣ －１
ｊｍ （ｏ － μ ｊｍ）｝， 其中 ｏ 为特征

向量可取的一组数值， ω ｊｍ 为混合系数， Ｍ 为高斯个

数， Σ ｊｍ 为协方差矩阵， Σ ｊｍ 为协方差行列式， μ ｊｍ

为特征均值向量，（ｏ － μ ｊｍ） Ｔ 为 （ｏ － μ ｊｍ） 的转置；将
Ｂ 输入到连续 ＨＭＭ 模型中，最终建立的 ＧＭＭ⁃
ＨＭＭ 模型为 λ ＝ （π，Ａ，Ｂ） ．
３．２　 参数估计

Ｂａｕｍ⁃Ｗｅｌｃｈ 算法是一种广泛使用的方法来估

计 ＨＭＭ 的参数，算法步骤如下．
步骤 １　 初始化 ＧＭＭ⁃ＨＭＭ 模型参数．对于活

动识别模型，参数的初值设定尤为重要，因为危险货

物运输过程涉及的车辆车型复杂，承载的介质种类

繁多，不同的运输出行链无法共享相同的初始参数

矩阵． 本研究提出了如下 ＨＭＭ 模型初始化思路：
１）采用岭回归方法初始化参数 π 和 Ａ： 以调查

收集的带活动类型标签的小规模出行链数据作为训

练集， 为 每 条 出 行 链 提 取 Ｖ 维 属 性 向 量 Ｚ ＝
（ ｚ１，ｚ２，…，ｚＶ） Ｔ， 如出行链长度、总耗时、活动总时

长等；用岭回归方法训练一个带有系数矩阵 ｗ 的线

性模型来表征出行链属性和 ＨＭＭ 参数 （π，Ａ） 之

间的关系；对于活动类型未知且属性矩阵为 Ｚ＾ 的任

一出行链，则可按照系数矩阵 ｗ 预测得到参数 （π，
Ａ） 的初始值 （π （０），Ａ（０）） ＝ Ｚ＾ ｗ．

２）采用 Ｋ－Ｍｅａｎｓ 聚类［１５］ 方法将训练集中的数

据分为 Ｎ 类，计算均值及协方差矩阵以初始化参数

Ｂ， 记作 Ｂ（０） ． 至此，模型参数可初始化为 λ （０） ＝
（π （０），Ａ（０），Ｂ（０））， 令 ｎ ＝ ０ 开始迭代．

步骤 ２　 利用 ＥＭ 算法迭代学习参数． 根据当

前参数估计值 λ （ｎ） 计算 Ｑ 函数：

　 Ｑ（λ，λ （ｎ）） ＝ ∑
Ｉｑ

ｌｏｇπ ｉ１Ｐ（Ｏｑ，Ｉｑ ｜ λ （ｎ）） ＋

　 　 　 ∑
Ｉｑ

∑
ｎＡ

ｋ ＝ １
ｌｏｇａｉｋ ｉ ｋ＋１( ) Ｐ（Ｏｑ，Ｉｑ ｜ λ （ｎ）） ＋

　 　 　 ∑
Ｉｑ

∑
ｎＡ

ｋ ＝ １
ｌｏｇｂｉｋ（ｏｋ）( ) Ｐ（Ｏｑ，Ｉｑ ｜ λ （ｎ）） ． （３７）

然后分别极大化式（３７）的各项，以确定模型参

数的新估计值 λ （ｎ＋１） ＝ ａｒｇ ｍａｘ
λ

Ｑ（λ，λ （ｎ）） ．

步骤 ３　 重复步骤 ２，直到收敛，得到模型参数

λ （ｎ＋１） ＝ （π （ｎ＋１），Ａ（ｎ＋１），Ｂ（ｎ＋１）） ．
３．３　 活动解码

在学习好的参数基础上，使用 Ｖｉｔｅｒｂｉ 算法求取

最佳活动类型序列． 维特比算法实际是用动态规划

求概率最大的出行链活动类型序列． 定义第 ｋ 个活

动的类型为 Ｓｉ 观测到特征 ｏｋ 的概率为 δｋ（ ｉ）， 使

δｋ（ ｉ） 最大的第 ｋ － １ 个活动的类型为 ψｋ（ ｉ） ． 步骤如

下：当 ｋ ＝ １ 时，初始化 δ１（ ｉ）＝ πｉｂｉ（ｏ１），ψ１（ ｉ）＝ ０，其
中 ｉ ＝ １，２，…，Ｎ；对 ｋ ＝ ２，３，…，ｎＡ， 依次令 δｋ（ ｉ） ＝
ｍａｘ
１≤ｊ≤Ｎ

［δｋ－１（ｊ）ａｉｊ］ｂｉ（ｏｋ），ψｋ（ｉ） ＝ ａｒｇ ｍａｘ
１≤ｊ≤Ｎ

［δｋ－１（ｊ）ａｊｉ］ ；
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最终 ｉ∗
ｎＡ
＝ ａｒｇ ｍａｘ

１≤ｊ≤Ｎ
δｎＡ（ｉ），回溯最优路径，可知对 ｋ ＝

ｎＡ － １，ｎＡ － ２，…，１， 有 ｉ∗ｋ ＝ ψｋ＋１（ ｉ∗ｋ＋１）， 求得最优活

动类型序列为： Ｉｑ∗ ＝ （ ｉ∗１ ，ｉ∗２ ，…，ｉ∗ｎＡ） ．

４　 实验结果和分析

本文获取了 ２０１５ 年 １１ 月 １ 日至 １１ 月 ７ 日期

间，属于 １０８ 家企业共计 １１１５ 辆危险品车辆的大规

模 ＧＰＳ 数据，约有 ４００ 万条记录． 另外还收集了相

应车辆的属性数据，这些车辆的可搭载介质主要涉

及第 １、２、３、４、６、８ 类危险货物，代表爆炸品、压缩气

体、易燃液体、易燃固体、有毒物质和腐蚀品［１６］ ． 按

照第 １ 节的方法预处理 ＧＰＳ 数据，最终识别出

２６ １７６个活动节点，聚类得到 １ ６０９ 个活动热区，形
成了 ３ ３５８ 条出行链． 出行链活动数的概率分布如

图 ６，日均活动数为 ８．６ 个． 为了更好地初始化 ＧＭＭ－
ＨＭＭ 模型参数，调查了其中的 １８２ 条出行链数据的

真实活动类型标签（称为小规模数据）． 调查可知出

行链包含装载（Ｌ）、卸载（Ｕ）、归场（Ｙ）、交通堵塞

（Ｊ）、信号灯等待 （ Ｔ）、途中休息 （ Ｒ）、夜间住宿

（Ｈ）、手续办理（Ｏ）和其他（Ｅ）九类活动．
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图 ６　 平均每日活动数的概率分布（ＰＤ）
Ｆｉｇ．６　 ＰＤ ｏｆ ｔｈｅ ａｖｅｒａｇｅ ｎｕｍｂｅｒ ｏｆ ｄａｉｌｙ ａｃｔｉｖｉｔｉｅｓ

　 　 利用式（１） ～ （３６），对 ２６ １７６ 个活动节点进行

多尺度特征构建，并用 ＦＡ 方法降维得到 ２０ 维特征

向量． 设 ＨＭＭ 模型的隐藏状态数 Ｎ ＝ ９， 在活动类

型识别之前，先用第 ３．１ 节方法，以 ６０％的小规模出

行链数据初始化模型参数． 在此基础上，为大规模

数据集中的每条出行链训练一个 ＧＭＭ⁃ＨＭＭ 模型

推测活动序列，最终识别出所有出行链上活动节点

的类型．
由于缺少大规模出行链数据的真实活动信息，

因此本文一方面使用剩余 ４０％的小规模出行链数

据的真实活动标签来评估活动识别准确性；另一方

面，利用 ＰＯＩ 信息间接评估大规模活动的识别效果．

４．１　 直接评估

利用式（３８）所定义的评估指标 Ｆ１ 分值来直接

度量危险货物运输车辆的活动类型识别模型在小规

模样本集上的性能， Ｆ１ 是对召回率 γ 和精确率 σ
的折中． 一般来说， Ｆ１ 分值越高，认为识别率越高．

Ｆ１ ＝ ２（σ × γ） ／ （σ ＋ γ） ． （３８）
　 　 对于单类活动 Ｓｊ ∈｛Ｌ，Ｕ，…，Ｅ｝，γ ｊ ＝ ＴＰｊ ／ （ＴＰｊ ＋
ＦＮ ｊ），σ ｊ ＝ ＴＰ ｊ ／ （ＴＰ ｊ ＋ ＦＰ ｊ），其中 ＴＰ ｊ，ＦＮ ｊ 分别为活

动类型 Ｓ ｊ 被正确识别和被错误识别的数量； ＦＰ ｊ 为

其他活动类型被错误识别为 Ｓ ｊ 的数量；而对于整体

活动 类 型 （ ＡＬＬ ）， γＡＬＬ ＝ ∑Ｎ

ｊ ＝ １
ｗ ｊ · γ ｊ，σＡＬＬ ＝

∑Ｎ

ｊ ＝ １
ｗ ｊ·σ ｊ， 其中 ｗ ｊ 为活动类型 Ｓ ｊ 在所有活动的

样本占比．
对比调查所得的小规模真实活动数据与本文方

法得到的活动类型识别结果，计算本文方法的性能

对单一活动和整体活动的识别性能，结果见表 １． 从

表 １ 可以看出，本文方法对危险货物运输车辆不同

类别活动的识别表现差异较大， Ｆ１ 分值最小低至

０．４８，最大可达 ０．８８，识别错误偏向于样本占比较少

的类别，存在类别不均衡现象：
表 １　 本文识别方法的性能度量

Ｔａｂ．１　 Ｐｅｒｆｏｒｍａｎｃｅ ｓｃｏｒｅｓ ｏｆ ｔｈｅ ｄｅｖｉｓｅｄ ｒｅｃｏｇｎｉｔｉｏｎ ｍｅｔｈｏｄ

活动类型 样本占比 召回率 精确率 Ｆ１

Ｌ ０．４２ ０．８３ ０．９５ ０．８８

Ｕ ０．１６ ０．７６ ０．７０ ０．７３

Ｙ ０．１０ ０．７９ ０．７０ ０．７４

Ｊ ０．０５ ０．６２ ０．５０ ０．５６

Ｔ ０．１３ ０．８０ ０．６７ ０．７３

Ｒ ０．０４ ０．５９ ０．５３ ０．５６

Ｈ ０．０３ ０．４６ ０．５０ ０．４８

Ｏ ０．０５ ０．７４ ０．６５ ０．７０

Ｅ ０．０３ ０．３８ ０．９９ ０．５５

ＡＬＬ １．００ ０．７６ ０．７９ ０．７７

　 　 一方面，装载（Ｌ）、卸载（Ｕ）、归场（Ｙ）等货运相

关活动类型的 Ｆ１ 分值普遍高于非货运活动类型

（Ｊ、Ｔ、Ｒ、Ｈ、Ｏ、Ｅ）的 Ｆ１ 分值，这是因为货车出行主

要是为了开展货运相关活动，此类活动发生频繁、特
点突出，因此数据样本丰富且彼此的特征差异明显，
识别效果较好；而另一方面，针对非货运相关活动，
对信号灯等待（Ｔ）和手续办理（Ｏ）活动的识别效果

良好；而对交通堵塞（Ｊ）和途中休息（Ｒ）、夜间住宿

（Ｈ）和其他（Ｅ）活动识别效果不佳． 这是由于这些

活动在运输途中不常发生，数据样本占比太小，导致

所包含的特征过少，很难从中提取规律，活动类型无

法被正确识别．
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解决样本分布不均衡问题主要是通过某一途径

来使不同类别的样本数据记录均衡． 如果条件支

持，扩充小类数据集是最简单且高效的方法［１７］ ． 进

一步分析可知，识别效果较差的 ４ 类活动 Ｊ、Ｒ、Ｈ、Ｅ
更容易产生于长途运输过程中． 因此为了提高这四

种活动类型的样本量，添加长途运输车辆的出行链

数据至小规模活动数据集来优化样本分布． 优化前

后的识别效果指标对比见表 ２，调整样本分布后本

文方法对各类活动的识别性能有所提升，识别效果

稳定；且对所有活动类型的总体识别效果度量指标

Ｆ１ 分值由原来 ０．７７ 提高到了 ０．８４，换言之，活动识

别率超过 ８０％．
表 ２　 数据补充前后的模型效果对比

　 Ｔａｂ．２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｅｆｆｅｃｔｓ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｄａｔａ
ｓｕｐｐｌｅｍｅｎｔａｔｉｏｎ

活动类型 原样本占比 新样本占比 原 Ｆ１ 新 Ｆ１

Ｌ ０．４２ ０．３０ ０．８８ ０．９０

Ｕ ０．１６ ０．１７ ０．７３ ０．８３

Ｙ ０．１０ ０．１０ ０．７４ ０．８４

Ｊ ０．０５ ０．０７ ０．５６ ０．７２

Ｔ ０．１３ ０．１３ ０．７３ ０．８６

Ｒ ０．０４ ０．０６ ０．５６ ０．７６

Ｈ ０．０３ ０．０５ ０．４８ ０．７４

Ｏ ０．０５ ０．０７ ０．７０ ０．７７

Ｅ ０．０３ ０．０５ ０．５５ ０．７３

ＡＬＬ １．００ １．００ ０．７７ ０．８４

４．２　 间接评估

兴趣点（ＰＯＩ）数据库通常可以从开源地图或商

业 ＡＰＩ 中获得，由于 ＰＯＩ 数据描述的是地点周围的

ＰＯＩ 类别标签，可以反映地点和潜在的活动类型之

间的相关性［１８］，因此研究利用从百度地图 ＡＰＩ 爬取

的 ＰＯＩ 数据来间接验证本文方法对大规模出行链

活动的识别效果，具体步骤如下：
首先设定 ９ 种活动类型对应的 ＰＯＩ 类别名称：

活动类型是 Ｌ ／ Ｕ ／ Ｙ 时，对应的 ＰＯＩ 类别可为公司企

业、加油站（３ 类适用）、加气站（２ 类适用）、餐饮（２
类适用）、医疗和科研机构（２、８ 类适用）；当活动类

型为 Ｊ ／ Ｔ 时，ＰＯＩ 类别为交通设施；当活动类型为

Ｒ、Ｈ 时，ＰＯＩ 类别分别对应于餐饮、服务区；而活动

类型为 Ｏ，ＰＯＩ 类别为公司企业或政府机构；活动类

型为 Ｅ 时，ＰＯＩ 类别应为汽车服务或加油站（３ 类除

外）． 使用本文方法对大规模出行链节点的活动类

型进行识别，并为每一节点的活动类型识别结果匹

配潜在 ＰＯＩ 类别名称． 然后根据经纬度信息为每一

活动节点匹配其 ５０ 米范围内从百度地图 ＡＰＩ 爬取

到的所有 ＰＯＩ 类别中标记出现次数最多 ＰＯＩ 类别

名称． 若潜在 ＰＯＩ 类别名称与出现次数最多 ＰＯＩ 名
称的交集不为空，则认为该节点的活动类型被成功

识别． 对于大规模出行链数据，活动识别率定义为

活动类型被成功识别的节点数占出行链总节点数的

百分比，最终间接验证结果表明本方法可有效识别

出大规模出行链数据中的活动类型，活动识别率

（８９．１％）在 ８０％以上．
对识别出的各类活动开始时间进行分析，如图

７ 所示，“装载（Ｌ）”活动的典型开始时间呈现多峰

值，分别在凌晨、上午和下午；“卸载（Ｕ）”的开始时

间多数处于午后，峰值接近中午时分；“归场（Ｙ）”
活动有明显早出晚归的规律；“交通堵塞（ Ｊ）”则主

要发生于早高峰时段；白天全天均存在“信号灯等

待（Ｔ）”；“途中休息（Ｒ）”集中于午间时段；“夜间住

宿（ Ｈ）” 多数开始于午夜或是凌晨； “手续办理

（Ｏ）”的开始时间与货运活动（Ｌ、Ｕ、Ｙ）的开始时间

关系密切；而“其他（Ｅ）”活动开始时间比较分散．
上述开始时间的分布符合实际情况，因此本文方法

的识别结果可靠性高，可以进一步服务于运输安全

监管工作．
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图 ７　 活动开始时间概率密度曲线（ＰＤＦ）
Ｆｉｇ．７　 ＰＤＦ ｏｆ ａｃｔｉｖｉｔｙ ｓｔａｒｔ ｔｉｍｅ

５　 结　 论

１）对危险货物运输车辆的 ＧＰＳ 数据应用决策

树起停分类模型提取出行链活动节点，设计 Ｄ －
ＯＰＴＩＣＳ 算法将活动节点快速聚类生成活动热区；根
据个体、亲属和群体多尺度进行特征体系构建，充分

考虑了车辆活动的时空特点． 在此基础上，应用

ＧＭＭ－ＨＭＭ 模型以超过 ８０％的识别率区分九类车

辆活动．
２）不同于以前研究中货运 ／非货运活动的两类

识别结果，多类识别结果可用于确定车辆在途装载

状态，分析货运表现，识别异常活动等研究中，对于

·９９１·第 ９ 期 赵慧英， 等： 危险货物道路运输车辆出行链活动类型识别



促进危险货物运输安全有较强指导意义． 下一步研

究可从以下两方面着手：基于 ＧＭＭ－ＨＭＭ 的活动类

型识别方法的识别率与 ＨＭＭ 模型的初始参数关系

密切，需要进一步收集样本，优化参数矩阵，从而避

免过拟合；还需结合轨迹模式挖掘技术对各类活动

的规律进行深入剖析．
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