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深度特征提取下城轨客流异常状态识别
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摘　 要： 为实现对城市轨道交通突发大客流的及时预警，提出一种基于自动售检票数据的客流异常状态识别方法． 首先，确定

符合客流时变特性的滑动时间窗口长度以适应动态的数据环境；其次，建立深度置信网络模型以提取窗口内待检样本的客流

特征，并实现样本特征模式的自适应划分；最后，将待检样本和相同模式的历史样本映射至多维特征空间，进行基于局部异常

因子的客流异常状态识别． 通过广州地铁的案例分析，结果表明：该方法的模式划分精度为 ９２．５％，异常识别误检率和准确率

分别为 ３．９８％和 ９１．９％，识别效果与异常的形式和程度相关，且受识别合格判定条件中反应时效要求的影响，整体上能够在保

证较低误检率的情况下，实现对各类客流异常状态的灵敏识别．
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　 　 近年来，中国各大城市地铁线网不断扩张，轨道

交通在城市综合交通系统中的作用愈发重要． 在乘

客出行需求日趋多样化的背景下，大型文体赛事、庆
典活动、道路交通管制等外部因素可能引发大量乘

客于短时间内涌入车站，如果组织不当，可能导致乘

客服务体验下降、运行风险升高，引发站内、车厢过

饱和甚至乘客人身安全事故． 因此，有必要形成一

套适应城市轨道交通客流特性的异常状态识别方

法，以填补运营管理中异常信息的不对称性，健全客

运组织的风险预警机制．
异常识别（又称异常检测）是数据挖掘的一个

重要分支，其目的在于发现数据集中与其他数据有

显著差异的样本，如入侵检测［１］、医疗诊断［２］、工业

损检［３］等． 在城轨运营管理领域，同类技术主要体

现在车辆设备和工控系统的硬件安全检查等方

面［４－５］，客运部门往往以基础的统计分析或阈值判

断方法来识别客流的异常状态，存在时间滞后性、误
判率高、难以适应客流的长期演化规律等不足． 相

关研究中，文献［６］系统地分析了城市轨道交通运

营事故的特点及风险因素；文献［７］基于时间序列

相似性度量的思想，分析了进站量时间序列中的突



发客流现象． 整体上，现有研究尚未形成关于城轨

客流异常识别的成熟理论和方法，本研究从自动售

检票系统实时采集的刷卡数据中提取分钟进站量时

间序列，实现对客流状态异常值的同步量化，主要内

容包括特征提取和异常判定两个部分．
广义上的特征提取通常依托于机器学习算法，

尤其是深度学习模型，利用深层次的非线性结构网

络模型获取观测样本中的高阶相关性信息，现已广

泛应用于模式识别领域［８－９］ ． 典型地，卷积神经网络

采用非全连接和权值共享的网络结构，擅长从局部

特征逼近整体特征，在图像识别方面应用广泛；堆叠

自编码器与深度置信网络 （ ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋ，
ＤＢＮ）都是以逐层训练的方式提取训练集特征，前者

利用非线性变换寻找主特征方向，后者基于样本概

率分布获取高层特征表示，在手写识别、语音识别等

方面有较好表现． 在以时间序列为对象的研究

中［１０－１１］，通常以多项式曲线拟合、离散傅里叶变换、
连续小波变换、分段聚合近似等手段实现时间序列的

降维、降噪表示，进而实现对隐含信息的深层挖掘．
异常判定按实现原理可大致分为 ４ 类：１）基于

统计与数据分布的方法［１２］，通过假设数据集服从某

种分布模式（如多元正态分布）来识别异常点，但对

于包含非线性动态特征的复杂问题适用性较差．
２）基于阈值判断的方法［１３－１４］，依据客观规律或人工

经验对异常事件的关键特征设置诊断条件，此类方

法较为依赖对异常事件及其影响的先验知识． ３）基
于划分思想的方法［１５－１６］，如孤立森林算法利用随机

超平面切割每个子空间，将落在稀疏区域内的样本

判定为异常；单类支持向量机通过学习机制构建一

个能够围绕全体正常样本的几何支撑域，将之以外

的样本视为异常． 该类方法的建模机理决定其仅适

用于特定结构的数据集，且易受到噪音维度或无关

维度的干扰；４）基于距离或密度的方法［１７］，如局部

异常因子（ｌｏｃａｌ ｏｕｔｌｉｅｒ ｆａｃｔｏｒ， ＬＯＦ）算法，通过衡量样

本点与其邻域内其他样本点的分隔程度来判定异常

状态，在方法效率及扩展性能上具有优势，但当样本

集内簇群分布过于复杂时，存在灵敏度下降的现象．
本文在综合考虑数据获取条件与检测需求的基

础上，提出一种基于 ＤＢＮ 和 ＬＯＦ 的异常识别方法，
实现以数据特征为导向的特征提取与模式划分，为
异常判定提供精细、可靠的样本子集，进而实现对异

常客流状态的有效判别．

１　 城轨客流数据特征

城市轨道交通作为公共交通系统的重要组成，
其客流不仅会受到外部异常因素的影响，自身也处

于长期的动态变化之中． 因此，异常识别应建立在

充分考虑客流常态变化的基础之上，进而准确判定

由外部因素引起的异常变化． 以广州地铁某站为

例，分别选择工作日、双休日和节假日下的客流样本

进行对比，如图 １ 所示．
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图 １　 某站客流常态变化
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　 　 图 １ 中，该站工作日的晨间通勤高峰强度大、持
续时间短，双休日与节假日白天的客流强度相对较

高，但节假日不存在晚高峰现象． 上述客流样本均

应视为相应场景下的正常客流状态，即异常识别应

兼容的常态客流变化． 此外，对于不同车站，在受到

节假日等因素影响时，其客流也会呈现出不同的变

化规律，此类变化也应为异常识别方法所兼容．
进一步，结合典型案例分析由外部因素引发的

客流异常变化． 案例 １，２０１７ 年 ６ 月 ３ 日、６ 月 １７
日，广州国际体育演艺中心举办文艺演出活动，晚间

散场客流规模超出预期，萝岗站内付费区发生乘客

滞留现象；案例 ２，２０１７ 年 ８ 月 １ 日、９ 月 １２ 日，广州

天河体育馆举办大型体育赛事，体育中心站呈现不

同强度的夜间高峰． 同时，选择与案例日期客流规

律相近的正常样本作为参照，如图 ２ 所示．
　 　 在本质上，客流异常变化源于各类事件对乘客

出行行为的影响，映射到客流层面，表现形式往往复

杂多变，加之各类影响因素对客流的耦合效应，使得

传统的人工检测、阈值判别的识别方法难以应对复

杂多变的现实环境，呈现出较高的误检率、漏检率．
由此，本文引入与客流数据特征相适应的深度学习

方法，以提升异常识别的精细化、智能化水平．
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　 　 　 　 　 　 　 　 （ａ）案例 １　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ）案例 ２

图 ２　 正常和异常客流样本对比

Ｆｉｇ．２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｎｏｒｍａｌ ａｎｄ ａｂｎｏｒｍａｌ ｓａｍｐｌｅｓ ｏｆ ｐａｓｓｅｎｇｅｒ ｆｌｏｗ

２　 客流异常状态识别方法

图 ３ 为客流异常状态识别流程图． 首先，建立

考虑客流时变规律的滑动时间窗口机制，以追踪进

站客流的动态变化；其次，基于深度学习模型实现对

窗口内客流特征的提取与模式识别；然后，依据模式

划分结果确定历史样本集范围，根据所获取的客流

特征对样本的异常状态进行量化．
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图 ３　 客流异常状态识别流程

Ｆｉｇ．３　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｏｆ ｐａｓｓｅｎｇｅｒ ｆｌｏｗ

２．１　 滑动时间窗口长度确定

滑动时间窗口的长度是影响识别效果的重要因

素． 当窗口长度较大时，包含充足的采样信息，但易

导致判别滞后；当窗口长度较小时，对客流变化的感

知更为细致，但易发生信息不足条件下的误判． 因

此，窗口长度应与客流数据的时变规律相适应． 由

于进站客流的变化具有时间关联性，故采用相关性

分析方法挖掘历史客流的时变规律，以符合关联性

约束的最大时间跨度作为窗口长度． 车站分时进站

量的自相关性系数计算公式［１８］为

γｕ
ｓ，ｄ ＝

∑
Ｇ－ｕ

ｇ ＝ １
Ｑｇ

ｓ，ｄ － Ｑ
－

ｓ，ｄ( ) Ｑｇ＋ｕ
ｓ，ｄ － Ｑ

－

ｓ，ｄ( )

∑
Ｇ

ｇ ＝ １
Ｑｇ

ｓ，ｄ － Ｑ
－

ｓ，ｄ( ) ２

， （１）

Ｑ
－

ｓ，ｄ ＝ １
Ｇ∑

Ｇ

ｇ ＝ １
Ｑｇ

ｓ，ｄ ． （２）

式中： γｕ
ｓ，ｄ 为站点 ｓ 于日期 ｄ 中相隔 ｕ 个时段分时进

站量间的自相关系数；Ｑｇ
ｓ，ｄ、Ｑｇ＋ｍ

ｓ，ｄ 分别为站点 ｓ于日期

ｄ 中时段 ｇ、ｇ ＋ ｍ的分时进站量；Ｑ
－

ｓ，ｄ 为站点 ｓ于日期

ｄ 的分时进站量均值； Ｇ 为样本内的有效时段数．
以 ２０１８ 年广州地铁进站客流数据为样本集，将

每日每站有效时段的 １５ ｍｉｎ 粒度进站量序列视为 １
条样本，根据式（１）、（２）逐阶计算自相关系数． 根据

时间序列相关性检验基本原理，当样本服从 γｕ
ｓ，ｄ ≥

０．５ 时，认为序列中间隔 ｕ 个时段的进站量相关性显

著，即可将相应时长划入同一窗口． 分别统计 ｕ 取

１～６时，符合 γｕ
ｓ，ｄ ≥ ０．５ 的样本比例，结果分别为

９９．５１％，９８．７１％，９２．１９％，６６．０４％，１５．９８％和 ７．０７％．
可见，进站客流的时间关联性显著；随着时间跨度增

大，相关性逐渐降低． 当 ｕ 增至 ３ 时，仍有 ９０％以上

的样本符合相关性约束，可认为当前时段与邻近的

前 ３ 个时段具有较强相关性，故确定滑动窗口长度

为 ６０ ｍｉｎ．
２．２　 异常识别模型构建

针对分钟进站量时间序列特征维数高、分类复杂

度高的特点，为提升检测性能，在异常判定前对样本

进行特征提取与模式划分处理． 采用预训练和微调相

结合的训练机制，构建如图 ４ 所示的 ＤＢＮ 模型．
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图 ４　 ＤＢＮ 结构示意图

Ｆｉｇ．４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＤＢＮ

　 　 ＤＢＮ 模型自文献［１９］提出后广泛用于模式识

别领域． 具体地，ＤＢＮ 由受限玻尔兹曼机（ｒｅｓｔｒｉｃｔｅｄ
ｂｏｌｔｚｍａｎｎ ｍａｃｈｉｎｅ， ＲＢＭ）堆叠而成，ＲＢＭ 包含可视

层 Ｖ和隐含层Ｈ，层间采用全连接形式，层内无连接．
定义 Ｖ层包含Ｍ个节点，即 Ｖ ＝ ｖ１，ｖ２，．．．，ｖｍ( ) ，Ｈ层

包含Ｎ个节点，即Ｈ ＝ ｈ１，ｈ２，．．．，ｈｎ( ) ． 对于一组给定

状态的 （ｖ，ｈ）， ＲＢＭ 的能量为

Ｅ ｖ，ｈ ｜ θ( ) ＝ － ∑
Ｍ

ｍ ＝ １
ｂｖ
ｍｖｍ － ∑

Ｎ

ｎ ＝ １
ｂｈ
ｎｈｎ － ∑

Ｍ

ｍ ＝ １
∑
Ｎ

ｎ ＝ １
ｗｍｎｖｍｈｎ ．

（３）
式中： θ ＝ （ｗｍｎ，ｂｖ

ｍ，ｂｈ
ｎ） 是 ＲＢＭ 的三类参数； ｗｍｎ 为

节点 ｖｍ 与节点 ｈｎ 间的连接权值； ｂｖ
ｍ 和 ｂｈ

ｎ 分别为 ｖｍ
和 ｈｎ 的偏置值．

在给定可视层节点状态时，隐含层节点 ｈｎ 的激

活概率可表示为

Ｐ ｈｎ ＝ １ ｜ ｖ( ) ＝ σ ｂｈ
ｎ ＋ ∑

Ｍ

ｍ ＝ １
ｖｍｗｍｎ( ) ， （４）

式中 σ（ｘ） ＝ １
１ ＋ ｅｘｐ（ － ｘ）

为 ｓｉｇｍｏｉｄ 函数．

同理，在给定隐含层节点状态时，可视层节点

ｖｍ 的激活概率为

Ｐ ｖｍ ＝ １ ｜ ｈ( ) ＝ σ ｂｖ
ｍ ＋ ∑

Ｎ

ｎ ＝ １
ｈｎｗｍｎ( ) ． （５）

　 　 采用对比散度 （ｋ⁃ｓｔｅｐ ｃｏｎｔｒａｓｔｉｖｅ ｄｉｖｅｒｇｅｎｃｅ）算
法进行参数训练［２０］，权值与偏置的更新规则为

Δｗｍｎ ＝ ε Ｅ ｖｍ，ｈｎ( ) － Ｅ
－
ｖｍ，ｈｎ( )[ ] ， （６）

Δｂｖ
ｍ ＝ ε Ｐ ｖｍ ＝ １ ｜ ｈ( ) － Ｐ ｈｎ ＝ １ ｜ ｖ( )[ ] ， （７）

Δｂｈ
ｎ ＝ ε Ｐ ｈｎ ＝ １ ｜ ｖ( ) － Ｐ ｖｍ ＝ １ ｜ ｈ( )[ ] ． （８）

式中： ε为预训练阶段的学习率； Ｅ 为样本数据的期

望； Ｅ
－
为重构后模型输出的样本期望．

顶端 ＢＰ 层作为一种有监督的分类器，根据预

训练获取的隐含特征对样本进行类别划分，并通过

误差反向传播微调 ＤＢＮ 网络参数． 定义样本 ｚ 于参

数 θ 条件下的输出为 ｆ ｚ，θ( ) ， 类别 ｙ∈｛１，．．．，ｉ，．．．，
Ｃ｝，预测结果属于第 ｉ 类的条件概率为

Ｐ ｙ ＝ ｉ ｜ ｚ( ) ＝ ｆｉ ｚ，θ( ) ，

ｓ．ｔ．
ｆｉ ｚ，θ( ) ∈ ０，１[ ] ，

∑
Ｃ

ｉ ＝ １
ｆｉ ｚ，θ( ) ＝ １．

ì

î

í

ïï

ïï

（９）

　 　 将 ｆｙ ｚ，θ( ) 视为真实类别 ｙ的似然函数，通过极

大似然估计确定参数． 具体地，以最小化负的对数

似然方法来确定参数，即交叉熵损失函数为

Ｌ ｙ，ｆ ｚ，θ( )[ ] ＝ － ｌｎ ｆｙ ｚ，θ( ) ． （１０）
　 　 以独热编码向量 ｙ 表示目标类别 ｃ，ｙｉ 表示真实

类别的分布，即仅存在 ｙｃ ＝ １， 其余向量元素均取 ０，
损失函数可表示为

Ｌ ｙ，ｆ ｚ，θ( )[ ] ＝ － ∑
ｃ

ｉ ＝ １
ｙｉ ｌｎ ｆｙ ｚ，θ( ) ． （１１）

　 　 如前述客流长期处于动态变化之中，不存在绝

对标准的正常样本，故根据样本间的相对分布界定

异常状态． 因此，在获得 ＤＢＮ 模型输出的样本特征

和模式划分结果后，将待检样本与相同模式的历史

样本映射至多维特征空间，以样本的特征向量为依

据，进行如下基于密度的异常判定［１７］ ．
对于特征空间Φ中的任一客流样本 ｐ，定义 ｋ邻

近距离 ｄｋ ｐ( ) 为 ｐ与距离 ｐ第 ｋ远的样本 ｑ间的欧式

距离 ｄ ｐ，ｑ( ) ，则 ｑ至少存在 ｋ个样本 ｘ，ｘ∈Φ且 ｘ≠
ｐ， 满足 ｄ ｐ，ｘ( ) ≤ ｄ ｐ，ｑ( ) ；且存在至多 ｋ － １ 个样本

不满足该条件． 基于此，定义 ｐ 的第 ｋ 距离邻域

Ｆｋ（ｐ） 为到 ｐ 距离在 ｄｋ ｐ( ) 以内的全部样本，即
Ｆｋ ｐ( ) ＝ ｘ ｜ ｄ ｐ，ｘ( ) ≤ ｄｋ ｐ( ){ } ． （１２）

　 　 由 此， 样 本 ｐ 对 于 样 本 ｘ 的 可 达 距 离
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ｄｒｅａｃｈ
ｋ ｐ，ｘ( ) 至少为 ｘ 的第 ｋ 邻近距离，可表示为

ｄｒｅａｃｈ
ｋ ｐ，ｘ( ) ＝ ｍａｘ ｄｋ ｘ( ) ，ｄ ｐ，ｘ( )[ ] ． （１３）

　 　 进一步，计算样本 ｐ 的局部可达密度 φｋ ｐ( ) ，即
ｐ 的第 ｋ 邻域 Ｆｋ（ｐ） 内样本点到 ｐ 的平均可达距离

ｄｒｅａｃｈ
ｋ ｐ，ｘ( ) 的倒数，即

φｋ ｐ( ) ＝ １
Ｆｋ ｐ( )

∑
ｘ∈Ｆｋ ｐ( )

ｄｒｅａｃｈ
ｋ ｐ，ｘ( )

é

ë
êê

ù

û
úú

－１

， （１４）

由此可得样本 ｐ 的 ＬＯＦ 值 χ
ｋ（ｐ） 的计算方法，计算

公式为

χ
ｋ ｐ( ) ＝ １

Ｆｋ ｐ( )
∑

ｘ∈Ｆｋ（ｐ）

φｋ ｘ( )

φｋ ｐ( )
． （１５）

　 　 由式（１５）可知， χ
ｋ ｐ( ) 为样本 ｐ 邻域样本的局

部可达密度与自身局部可达密度比的均值． 当一组

样本的特征向量相等时， χ
ｋ ｐ( ) ＝ １； 当 χ

ｋ ｐ( ) 的取

值越大于 １，说明样本 ｐ 的密度越小于其邻域样本

密度，即 ｐ 为异常的可能性越大．

３　 案例分析

３．１　 数据描述

以 ２０１８ 年 ３ 月份至 ６ 月份广州地铁早高峰

（７：００—９：００）的分钟进站量数据为实验对象． 在前 ３
个月内，采集 ５ ０００ 条样本构成训练集，用于标定模型

参数；在最后 １ 个月内，采集 １ ０００ 条样本构成测试集，
用于检验模型精度． 经归一化处理，限制样本振幅于

［０，１］，即实验所用的分钟进站量时间序列样本．
综合考虑采样时段客流特性、分类命中率以及

异常识别准确率等因素，结合实验测试结果，建立样

本标签体系见表 １，从客流的波动特性和变化趋势

两个方面描述样本的形态特征，并采用数值规则与

人工判别相结合的方式对样本集进行标注．
表 １　 样本标签描述

Ｔａｂ．１　 Ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｓａｍｐｌｅ ｌａｂｅｌｓ

标签类型 作用 符号 水平

模式稳定性
表征客流波动特性，

与采样车站的客流强度相关
Ａ
Ｂ

一级离散
二级离散

模式趋势
表征客流趋势特性，

与采样时段内客流变化规律相关

Ｍ
Ｎ
Ｓ
Ｘ
Ｙ
Ｚ

弱增强

弱衰减

整体持平

峰前（宽峰）
峰后（宽峰）
全峰（窄峰）

３．２　 案例结果

经实验测试，确定 ＤＢＮ 模型参数如下：节点结

构为｛６０－３０－２０－２０－１５－８｝，批训练的块大小取

１００，学习率取 ０．０５，迭代轮次取 １２０． 为评价模式划

分效果，定义混淆矩阵 Ｈ， 其元素 ｈｉｊ 表示属于 ｉ 类
样本被划分到 ｊ 类的数目，总体精度 η 表达式［２１］为

η ＝ １
Ｒ∑

Ｃ

ｉ ＝ １
ｈｉｉ， （１６）

式中： Ｃ 为类别数目，取 １２； Ｒ为测试样本数， Ｒ ＝

∑
Ｃ

ｉ ＝ １
∑

Ｃ

ｊ ＝ １
ｈｉｊ ．

经统计，表 ２ 为测试样本集的模式划分结果．
此外，对比传统反向传播神经网络以及二、三、四隐

含层 ＤＢＮ 的模式划分效果，取得的整体精度分别为

８３．１％，６３． ７％，９２． ５％ 和 ８７． ６％． 可见，三隐含层

ＤＢＮ 的表现较优，也表明该模型能够在降低样本数

据维度的同时，有效提取客流特征，为异常判定匹配

合理的参考样本．
表 ２　 测试集分类混淆矩阵

Ｔａｂ．２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｔｅｓｔｉｎｇ ｓｅｔ

真实

类别

模式划分结果

ＡＭ ＡＮ ＡＳ ＡＸ ＡＹ ＡＺ ＢＭ ＢＮ ＢＳ ＢＸ ＢＹ ＢＺ
合计

ＡＭ ２１ ０ １ ０ ０ ０ ２ ０ ０ ０ ０ ０ ２４

ＡＮ ０ ３９ ０ ０ ３ ０ ０ １ ２ ０ ０ ０ ４５

ＡＳ ３ １ ２４ ０ ０ ０ ０ ０ ０ ０ ０ ０ ２８

ＡＸ ４ ０ １ ２３８ ０ １ １ ０ ０ ２ ０ ０ ２４７

ＡＹ ０ １ ０ ０ ６３ ２ ０ １ ０ ０ ２ ０ ６９

ＡＺ ０ ０ ０ ０ ０ ７２ ０ ０ ２ ０ ０ ４ ７８

ＢＭ ５ ０ ０ １ ０ ０ ４３ ０ １ １ ０ ０ ５１

ＢＮ ０ １ ０ ０ ０ ０ ０ ２３ ３ ０ １ ０ ２８

ＢＳ ０ ０ ３ ０ ０ ０ ０ １ １３ ０ ０ ０ １７

ＢＸ ０ ０ ０ ５ ０ １ ０ ０ １ １３２ ０ １ １４０

ＢＹ ０ １ ０ ０ ７ １ ０ １ ０ ０ ２１３ １ ２２４

ＢＺ ０ ０ １ ０ ０ ３ ０ ０ １ ０ ０ ４４ ４９
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　 　 为全面检验异常识别方法的有效性，在测试集

中正常样本的基础上，引入不同的干扰策略以模拟

典型的客流异常状态，规则见表 ３． 为直观展示异常

识别过程，以测试集中的一组样本为例，按分钟进站

量同步计算 ＬＯＦ 值的变化情况，如图 ５ 所示．
表 ３　 测试集异常样本模拟干扰策略

Ｔａｂ．３　 Ｉｎｔｅｒｆｅｒｅｎｃｅ ｓｔｒａｔｅｇｙ ｆｏｒ ｓｉｍｕｌａｔｉｎｇ ａｂｎｏｒｍａｌ ｓａｍｐｌｅｓ ｉｎ
ｔｅｓｔｉｎｇ ｓｅｔ

策略 模拟形式 高斯噪声

Ⅰ 无 无

Ⅱ 单倍峰值斜坡干扰 参数与基础样本保持一致

Ⅲ １．５ 倍峰值斜坡干扰 参数与基础样本保持一致

Ⅳ 单倍峰值阶跃干扰 参数与基础样本保持一致

Ⅴ １．５ 倍峰值阶跃干扰 参数与基础样本保持一致
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图 ５　 测试样本异常识别过程示例

Ｆｉｇ．５　 Ｅｘａｍｐｌｅ ｏｆ ｄｅｔｅｃｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ａ ｓｅｔ ｏｆ ａｂｎｏｒｍａｌ ｓａｍｐｌｅｓ

　 　 利用策略Ⅰ下的测试集测试此方法的误检率，
利用策略Ⅱ、Ⅲ、Ⅳ和Ⅴ下的测试集测试此方法的准

确率． 以训练集中 ９７％可靠度下的 ＬＯＦ 值控制限为

标准，取反应时间为 ５ ｍｉｎ． 具体地，对于策略Ⅰ，若
任意连续 ５ ｍｉｎ 内 ＬＯＦ 均值超出控制限，则认为发

生误判；对于策略Ⅱ、Ⅲ、Ⅳ和Ⅴ，若干扰引入后

５ ｍｉｎ内 ＬＯＦ 均值达到控制限，则认为识别准确． 测

试集异常识别结果见表 ４．
可见，识别效果与异常状态的形式和程度相关，

且受到合格条件中反应时效要求的影响． 整体上，
该方法的平均误检率为 ３．９８％，对于 ４ 类策略下异

常样本的平均识别准确率分别为 ８７．５３％、９１．７４％、
９２．０７％和 ９６．１７％，能够在保证较低误检率的情况

下，实现对各类异常状态的准确识别．
表 ４　 测试集异常识别结果

Ｔａｂ．４　 Ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｅｓｔｉｎｇ ｓｅｔ

类别
ＬＯＦ 值

控制限
误检率 ／ ％

准确率 ／ ％

Ⅱ Ⅲ Ⅳ Ⅴ

ＡＭ ２．４８６ ５ ４．１７ ８３．３３ ９１．６７ ８７．５０ ９５．８３

ＡＮ ２．８１２ １ ４．４４ ８４．４４ ８６．６７ ９１．１１ ９５．５６

ＡＳ ３．６２４ ８ ３．５７ ８５．７１ ８９．２９ ８５．７１ ９６．４３

ＡＸ ３．１３５ ４ １．２２ ９２．３１ ９４．７４ ９５．１４ ９６．７６

ＡＹ ２．９０２ ４ ４．３５ ８６．９６ ８９．８６ ９７．１０ ９８．５５

ＡＺ ３．８４５ １ ３．８５ ８５．９０ ８８．４６ ９２．３１ ９３．５９

ＢＭ ３．４４５ ７ ３．９２ ８６．２８ ９０．２０ ８８．２４ ９４．１２

ＢＮ ３．１９４ １ ７．１４ ９２．８６ ９６．４３ ８９．２９ ９６．４３

ＢＳ ４．９５２ ０ ５．８８ ８２．３５ ８８．２３ ９４．１２ ９４．１２

ＢＸ ２．８５４ ８ ２．８６ ８７．１４ ９２．１４ ９３．５７ ９６．４３

ＢＹ ３．０１２ ５ ２．２３ ９３．３０ ９７．３２ ９６．８８ ９８．２１

ＢＺ ３．４９６ １ ４．０８ ８９．８０ ９５．９１ ９３．８８ ９７．９６

４　 结　 论

１）通过分析分时进站量时间序列的自相关性，
建立了与客流时变特性相适应的滑动时间窗口机

制，确定最佳窗口长度为 ６０ ｍｉｎ，为异常状态动态识

别奠定了基础．
２）设计了解决待检样本特征提取与模式划分

的 ＤＢＮ 模型，确定了三隐层的模型结构，实现了精

确率为 ９２．５％的客流样本模式划分，为异常判定提

供了精细化的样本分类结果．
３）引入了 ４ 类干扰策略模拟客流的异常状态，

通过计算时间窗口内待检样本的 ＬＯＦ 值，实现了对

各类异常状态的灵敏识别，平均准确率为 ９１．９％，为
城轨车站大客流预警提供了有效的解决方案．
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