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ｔｒａｎｓｆｏｒｍｅｒｓ， ｄｅｖｅｌｏｐｅｄ ｂｙ Ｇｏｏｇｌｅ）， ＭｏｂｉｌｅＢＥＲＴ
（Ｌｉｇｈｔｗｅｉｇｈｔ ｖｅｒｓｉｏｎ ｏｆ ＢＥＲＴ）， ＡＬＢＥＲＴ （ ａ ｌｉｔｅ
ＢＥＲＴ， ａｎｏｔｈｅｒ ｖａｒｉａｎｔ ｏｆ ｔｈｅ ＢＥＲＴ ． ）， ＴｉｎｙＢＥＲＴ
（ ｌｉｇｈｔ ｗｅｉｇｈｔ， ｃｏｍｐｒｅｓｓｅｄ ａｎｄ ｓｍａｌｌｅｒ ｖｅｒｓｉｏｎ ｏｆ
ＢＥＲＴ）， ＥＬＥＣＴＲＡ （ ｅｆｆｉｃｉｅｎｔｌｙ ｌｅａｒｎｉｎｇ ａｎ ｅｎｃｏｄｅｒ
ｔｈａｔ ｃｌａｓｓｉｆｉｅｓ ｔｏｋｅｎ ｒｅｐｌａｃｅｍｅｎｔｓ ａｃｃｕｒａｔｅｌｙ ）， ａｎｄ
ＳｑｕｅｅｚｅＢＥＲＴ （ ｖａｒｉａｎｔ ｏｆ ＢＥＲＴ ） ｈａｖｅ ａｒｉｓｅｎ ａｓ
ｐｏｔｅｎｔｉａｌ ｓｏｌｕｔｉｏｎｓ， ｏｆｆｅｒｉｎｇ ａ ｓｙｎｔｈｅｓｉｓ ｏｆ
ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ． Ｔｈｅｓｅ ｍｏｄｅｌｓ ｕｔｉｌｉｚｅ
ｔｅｃｈｎｉｑｕｅｓ ｓｕｃｈ ａｓ ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ， ｐａｒａｍｅｔｅｒ
ｒｅｄｕｃｔｉｏｎ， ａｎｄ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ｒｅｎｄｅｒ ｔｈｅｍ
ｂｏｔｈ ｃｏｍｐａｃｔ ａｎｄ ｃａｐａｂｌｅ．

１　 Ｒｅｌａｔｅｄ Ｗｏｒｋ

１．１　 Ｐｒｅ⁃ｔｒａｉｎｅｄ Ｌｉｇｈｔｗｅｉｇｈｔ Ｍｏｄｅｌｓ
　 　 Ｓｕｎ ｅｔ ａｌ． ［１］ ｐｒｏｐｏｓｅｄ ＭｏｂｉｌｅＢＥＲＴ， ｗｈｉｃｈ ｉｓ ａ
ｔａｓｋ⁃ａｇｎｏｓｔｉｃ ｃｏｍｐａｃｔ ｖａｒｉａｎｔ ｏｆ ＢＥＲＴ． ＤｉｓｔｉｌＢＥＲＴ，
ｉｎｔｒｏｄｕｃｅｄ ｂｙ Ｓａｎｈ ｅｔ ａｌ．［２］， ｉｓ ａ ｃｏｎｄｅｎｓｅｄ ｖｅｒｓｉｏｎ ｏｆ
ｔｈｅ ＢＥＲＴ ｍｏｄｅｌ． Ｉｔ ｏｆｆｅｒｓ ａ ｍｏｒｅ ｃｏｍｐａｃｔ， ｅｆｆｉｃｉｅｎｔ，
ａｎｄ ｃｏｓｔ⁃ｅｆｆｅｃｔｉｖｅ ａｌｔｅｒｎａｔｉｖｅ ｗｈｉｌｅ ｒｅｔａｉｎｉｎｇ ９７％ ｏｆ
ｉｔｓ ｌａｎｇｕａｇｅ ｃｏｍｐｒｅｈｅｎｓｉｏｎ ｃａｐａｂｉｌｉｔｉｅｓ． Ｉｔ ｉｓ ｔｒａｉｎｅｄ
ｂｙ ｕｓｉｎｇ ａ ｔｒｉｐｌｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｔｈａｔ ｃｏｍｂｉｎｅｓ ｌａｎｇｕａｇｅ
ｍｏｄｅｌｉｎｇ， ｄｉｓｔｉｌｌａｔｉｏｎ， ａｎｄ ｃｏｓｉｎｅ⁃ｄｉｓｔａｎｃｅ ｌｏｓｓｅｓ． Ｒｅｎ
ｅｔ ａｌ． ［３］ｐｒｏｐｏｓｅｄ ｂｕｉｌｄｉｎｇ ａ ｌｉｇｈｔｗｅｉｇｈｔ ａｎｄ ｅｆｆｉｃｉｅｎｔ
ｍｏｄｅｌ ｂａｓｅｄ ｏｎ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ
（ＣＮＮｓ） ａｎｄ ａｒｇｕｅｄ ｔｈａｔ ＣＮＮ⁃ｂａｓｅｄ ｍｏｄｅｌｓ ｈａｖｅ ｔｈｅ
ｐｏｔｅｎｔｉａｌ ｔｏ ｓｔｒｉｋｅ ａ ｓｕｉｔａｂｌｅ ｂａｌａｎｃｅ ｂｅｔｗｅｅｎ ｒｅｄｕｃｉｎｇ
ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｓｔｓ ｗｉｔｈｏｕｔ ｄｅｇｒａｄｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ．
ＡＬＢＥＲＴ ｉｎｔｅｇｒａｔｅｓ ｔｗｏ ｍｅｔｈｏｄｓ ｆｏｒ ｒｅｄｕｃｉｎｇ
ｐａｒａｍｅｔｅｒｓ， ｗｈｉｃｈ ｅｆｆｅｃｔｉｖｅｌｙ ａｄｄｒｅｓｓｅｄ ｔｈｅ ｍａｉｎ
ｃｈａｌｌｅｎｇｅｓ ｉｎ ｓｃａｌｉｎｇ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ［４］ ． ＴｉｎｙＢＥＲＴ
ｄｅｌｉｖｅｒｓ ｃｏｍｐｅｔｉｔｉｖｅ ｐｅｒｆｏｒｍａｎｃｅ ｂｙ ｓｕｂｓｔａｎｔｉａｌｌｙ
ｄｅｃｒｅａｓｉｎｇ ｔｈｅ ｍｏｄｅｌ ｓｉｚｅ ａｎｄ ｉｎｆｅｒｅｎｃｅ ｔｉｍｅ， ｏｆｆｅｒｉｎｇ
ａｎ ｅｆｆｉｃｉｅｎｔ ｓｏｌｕｔｉｏｎ ｆｏｒ ｄｅｐｌｏｙｉｎｇ ＢＥＲＴ⁃ｂａｓｅｄ ＮＬＰ
ｍｏｄｅｌｓ ｏｎ ｅｄｇｅ ｄｅｖｉｃｅｓ［５］ ． ＥＬＥＣＴＲＡ ｗｏｒｋｓ
ｅｆｆｅｃｔｉｖｅｌｙ ｅｖｅｎ ｗｉｔｈ ｒｅｌａｔｉｖｅｌｙ ｓｍａｌｌ ａｍｏｕｎｔｓ ｏｆ
ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｓｏｕｒｃｅｓ， ｅｎａｂｌｉｎｇ ｔｈｅ ｄｅｐｌｏｙｍｅｎｔ ｏｆ
ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ ｉｎ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ
ｅｎｖｉｒｏｎｍｅｎｔｓ ｏｒ ａｐｐｌｉｃａｔｉｏｎｓ ｗｈｅｒｅ ｃｏｓｔ ｉｓ ａ
ｓｉｇｎｉｆｉｃａｎｔ ｆａｃｔｏｒ［６］ ． Ｎｇｕｙｅｎ ｅｔ ａｌ．［７］ ｒｅｌｅａｓｅｄ ａ ｎｅｗ
ｍｏｄｅｌ ＢＥＲＴｗｅｅｔ． Ｊｉｎ ｅｔ ａｌ．［８］ ｕｓｅｄ ｐｒｅ⁃ｔｒａｉｎｅｄ ＢＥＲＴ
ｉｎ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔｏ ｃｈｅｃｋ ｒｏｂｕｓｔｎｅｓｓ ｏｆ ＢＥＲＴ． Ｈｕ
ｅｔ ａｌ．［９］ ｉｎｃｏｒｐｏｒａｔｅｄ ｋｎｏｗｌｅｄｇｅ ｉｎｔｏ ｐｒｏｍｐｔ ｖｅｒｂａｌｉｚｅｒ
ｆｏｒ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｈｉｅｒａｒｃｈｙ⁃ａｗａｒｅ ｐｒｏｍｐｔ ｔｕｎｉｎｇ
ａｃｈｉｅｖｅｓ ｓｔａｔｅ⁃ｏｆ⁃ｔｈｅ⁃ａｒｔ ｐｅｒｆｏｒｍａｎｃｅｓ ｏｎ ３ ｐｏｐｕｌａｒ

ｈｉｅｒａｒｃｈｙ⁃ａｗａｒｅ ｐｒｏｍｐｔ ｔｕｎｉｎｇ ｄａｔａｓｅｔｓ ａｎｄ ｉｓ ａｄｅｐｔ ａｔ
ｈａｎｄｌｉｎｇ ｔｈｅ ｉｍｂａｌａｎｃｅ ａｎｄ ｌｏｗ ｒｅｓｏｕｒｃｅ ｓｉｔｕａｔｉｏｎ［１０］ ．
１．２　 Ｖａｒｉａｎｔｓ ｏｆ Ｐｒｅ⁃Ｔｒａｉｎｅｄ Ｌｉｇｈｔｗｅｉｇｈｔ Ｍｏｄｅｌｓ
　 　 Ｙａｏ ｅｔ ａｌ．［１１］ ｉｎｔｒｏｄｕｃｅｄ ａ ｃｏｍｐａｃｔ ｔｅｘｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｗｉｔｈ ｃｅｒｔｉｆｉｅｄ ｒｏｂｕｓｔｎｅｓｓ． Ｉｔ
ｆｅａｔｕｒｅｓ ａ ｒｅｄｕｃｅｄ ｐａｒａｍｅｔｅｒ ｃｏｕｎｔ ｓｕｉｔａｂｌｅ ｆｏｒ
ｕｔｉｌｉｚａｔｉｏｎ ｏｎ ｍｏｂｉｌｅ ｄｅｖｉｃｅｓ ｗｉｔｈ ｌｉｍｉｔｅｄ
ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｓｏｕｒｃｅｓ． Ｔｏ ａｄｄｒｅｓｓ ｔｈｅ ｉｓｓｕｅ ｏｆ
ｒｅｄｕｃｉｎｇ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｐａｒａｍｅｔｅｒｓ ｉｎ ｍｏｄｅｌｓ，
ｒｅｓｅａｒｃｈｅｒｓ ｌｉｋｅ Ｌｏｐｅｚ ｅｔ ａｌ．［１２］ ｈａｖｅ ｅｘｐｌｏｒｅｄ
Ｔｅｎｓｏｒｉｚｅｄ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ （ ＴＮＮｓ） ． Ｔｈｅ ｇｏａｌ ｏｆ
ＴＮＮｓ ｉｓ ｔｏ ｒｅｐｌｉｃａｔｅ ｔｈｅ ｆｕｎｃｔｉｏｎａｌｉｔｙ ｏｆ ｃｏｎｖｅｎｔｉｏｎａｌ
ｎｅｔｗｏｒｋｓ ｗｈｉｌｅ ｕｓｉｎｇ ｆｅｗｅｒ ｐａｒａｍｅｔｅｒｓ， ｗｈｉｃｈ ｃａｎ
ｔｈｅｒｅｂｙ ｒｅｄｕｃｅ ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｓｔｓ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ
ｔｒａｉｎｉｎｇ ｏｐｅｒａｔｉｏｎｓ． Ｍｅｗａｄａ ｅｔ ａｌ．［１３］ ｓｕｇｇｅｓｔｅｄ ｔｈｅ
ｄｅｖｅｌｏｐｍｅｎｔ ｏｆ ａ ｎｏｖｅｌ ａｐｐｒｏａｃｈ ｃａｌｌｅｄ Ｓｙｎｔｈｅｔｉｃ
Ａｔｔｅｎｔｉｏｎ ｉｎ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ （ ＳＡ⁃ＢＥＲＴ ） ｃｏｕｐｌｅｄ ｗｉｔｈ ａｎ
Ｅｘｔｒｅｍｅ Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ （ＸＧＢｏｏｓｔ） ｃｌａｓｓｉｆｉｅｒ ｆｏｒ
ｔｈｅ ｐｕｒｐｏｓｅ ｏｆ ｓｅｎｔｉｍｅｎｔ ｐｏｌａｒｉｔｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｉｎ ａ
ｒｅｖｉｅｗ ｄａｔａｓｅｔ． Ｔａｎｖｉｒ ｅｔ ａｌ．［１４］ ｈａｒｎｅｓｓｅｄ ｔｈｅ ｐｏｔｅｎｔｉａｌ
ｏｆ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋ⁃Ｂｉｄｉｒｅｃｔｉｏｎａｌ
Ｅｎｃｏｄｅｒ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ （ ＧＡＮ⁃
ＢＥＲＴ ）， ａ ｍｏｄｉｆｉｅｄ ｖａｒｉａｎｔ ｏｆ ＢＥＲＴ ｔａｉｌｏｒｅｄ ｆｏｒ
ｌｏｗ⁃ｒｅｓｏｕｒｃｅ ｓｅｔｔｉｎｇｓ ｉｎ Ｂａｎｇｌａ Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ （ＢＮＬＰ） ． Ｄｉｎｇ ｅｔ ａｌ．［１５］ ｉｎｔｒｏｄｕｃｅｄ ａ ｎｅｗ
ｔｅｒｍ ‘ ｄｅｌｔａ⁃ｔｕｎｉｎｇ’， ｗｈｅｒｅ ‘ ｄｅｌｔａ’ ａ ｍａｔｈｅｍａｔｉｃａｌ
ｎｏｔａｔｉｏｎ ｏｆｔｅｎ ｕｓｅｄ ｔｏ ｄｅｎｏｔｅ ｃｈａｎｇｅｓ， ｉｓ ｂｏｒｒｏｗｅｄ ｔｏ
ｒｅｆｅｒ ｔｏ ｔｈｅ ｐｏｒｔｉｏｎ ｏｆ ｐａｒａｍｅｔｅｒｓ ｔｈａｔ ａｒｅ ‘ ｃｈａｎｇｅｄ’
ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ． Ｋｉｍ ｅｔ ａｌ．［１６］ ｐｒｏｐｏｓｅｄ Ｉ⁃ＢＥＲＴ， ａ
ｎｏｖｅｌ ｑｕａｎｔｉｚａｔｉｏｎ ｓｃｈｅｍｅ ｆｏｒ ｔｒａｎｓｆｏｒｍｅｒ⁃ｂａｓｅｄ
ｍｏｄｅｌｓ． Ｉ⁃ＢＥＲＴ （ Ｉｎｔｅｇｅｒ ＢＥＲＴ） ｑｕａｎｔｉｚｅｓ ｔｈｅ ｅｎｔｉｒｅ
ｉｎｆｅｒｅｎｃｅ ｗｉｔｈ ｉｎｔｅｇｅｒ⁃ｏｎｌｙ ａｒｉｔｈｍｅｔｉｃ． Ｉｔ ｒｅｌｉｅｓ ｏｎ
ｌｉｇｈｔｗｅｉｇｈｔ ｉｎｔｅｇｅｒ⁃ｏｎｌｙ ａｐｐｒｏｘｉｍａｔｉｏｎ ｍｅｔｈｏｄｓ ｆｏｒ
ｎｏｎｌｉｎｅａｒ ｏｐｅｒａｔｉｏｎｓ， ｓｕｃｈ ａｓ Ｇａｕｓｓｉａｎ Ｅｒｒｏｒ Ｌｉｎｅａｒ
Ｕｎｉｔ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ （ ＧＥＬＵ ）， Ｓｏｆｔｍａｘ， ａｎｄ
Ｌａｙｅｒ Ｎｏｒｍａｌｉｚａｔｉｏｎ． Ｉ⁃ＢＥＲＴ ｐｅｒｆｏｒｍｓ ａｎ ｅｎｄ⁃ｔｏ⁃ｅｎｄ
ｉｎｔｅｇｅｒ⁃ｏｎｌｙ ＢＥＲＴ ｉｎｆｅｒｅｎｃｅ ｗｉｔｈｏｕｔ ａｎｙ ｆｌｏａｔｉｎｇ⁃
ｐｏｉｎｔ ｃａｌｃｕｌａｔｉｏｎｓ．

２　 Ｌｉｇｈｔ Ｗｅｉｇｈｔ Ｍｏｄｅｌｓ ｆｏｒ Ｒｅｓｏｕｒｃｅ
Ｃｏｎｓｔｒａｉｎｅｄ Ｅｎｖｉｒｏｎｍｅｎｔ

２．１　 Ｉｍｐｏｒｔａｎｃｅ ｏｆ Ｌｉｇｈｔｗｅｉｇｈｔ Ｍｏｄｅｌｓ ｆｏｒ
Ｅｆｆｉｃｉｅｎｔ Ｓｅｎｔｉｍｅｎｔ Ａｎａｌｙｓｉｓ

　 　 Ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｆｏｒ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ
ｅｎｖｉｒｏｎｍｅｎｔｓ ｉｓ ｕｎｄｅｒｓｃｏｒｅｄ ｂｙ ｔｈｅ ｐｅｒｖａｓｉｖｅ ｄｅｍａｎｄ
ｆｏｒ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｉｎ ｃｏｎｔｅｘｔｓ ｗｈｅｒｅ
ｃｏｍｐｕｔｉｎｇ ｒｅｓｏｕｒｃｅｓ， ｍｅｍｏｒｙ， ａｎｄ ｅｎｅｒｇｙ ａｒｅ

·７７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

ｃｏｎｓｔｒａｉｎｅｄ． Ｉｎ ａ ｌａｎｄｓｃａｐｅ ｉｎｃｒｅａｓｉｎｇｌｙ ｄｅｆｉｎｅｄ ｂｙ
ｍｏｂｉｌｅ ｄｅｖｉｃｅｓ， ｅｄｇｅ ｃｏｍｐｕｔｉｎｇ ｐｌａｔｆｏｒｍｓ ａｎｄ
Ｉｎｔｅｒｎｅｔ ｏｆ Ｔｈｉｎｇｓ （ ＩｏＴ ） ｄｅｖｉｃｅｓ， ｔｈｅ ｌｉｍｉｔａｔｉｏｎｓ
ｉｍｐｏｓｅｄ ｂｙ ｌｉｍｉｔｅｄ ｍｅｍｏｒｙ ａｎｄ ｃｏｍｐｕｔｉｎｇ ｓｐｅｅｄ
ｈａｖｅ ｂｅｃｏｍｅ ｐａｒａｍｏｕｎｔ． Ｔｒａｄｉｔｉｏｎａｌ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ ｍｏｄｅｌｓ， ｗｈｉｌｅ ｐｒｏｆｉｃｉｅｎｔ ｉｎ ｓｅｎｔｉｍｅｎｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ａｒｅ ｏｆｔｅｎ ｕｎｓｕｉｔｅｄ ｆｏｒ ｓｕｃｈ
ｅｎｖｉｒｏｎｍｅｎｔｓ ｄｕｅ ｔｏ ｔｈｅｉｒ ｍｅｍｏｒｙ⁃ｉｎｔｅｎｓｉｖｅ ｎａｔｕｒｅ ａｎｄ
ｈｉｇｈ ｃｏｍｐｕｔａｔｉｏｎａｌ ｄｅｍａｎｄｓ．

Ｔｈｉｓ ｓｔｕｄｙ ｎｏｔ ｏｎｌｙ ａｄｄｒｅｓｓｅｓ ｔｈｅ ｇａｐ ｂｕｔ ａｌｓｏ
ｅｘｔｅｎｄｓ ｉｔｓ ｓｉｇｎｉｆｉｃａｎｃｅ ｔｏ ｉｎｄｉｖｉｄｕａｌ ｒｅｓｅａｒｃｈｅｒｓ ａｎｄ
ｓｍａｌｌ ｃｏｍｐａｎｉｅｓ ｅｑｕｉｐｐｅｄ ｗｉｔｈ ｄｅｖｉｃｅｓ ｆｅａｔｕｒｉｎｇ ａ
ｍｉｎｉｍｕｍ ｏｆ ８ ＧＢ ＲＡＭ． Ｉｎ ｔｈｅｓｅ ｓｃｅｎａｒｉｏｓ ｗｈｅｒｅ
ａｃｃｅｓｓ ｔｏ ｅｘｔｅｎｓｉｖｅ ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｓｏｕｒｃｅｓ ｍａｙ ｂｅ
ｒｅｓｔｒｉｃｔｅｄ． Ｔｈｅｒｅｆｏｒｅ， ｔｈｅ ａｄａｐｔａｔｉｏｎ ｏｆ ｌｉｇｈｔｗｅｉｇｈｔ
ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ ｓｕｃｈ ａｓ ＤｉｓｔｉｌＢＥＲＴ，
ＭｏｂｉｌｅＢＥＲＴ， ＡＬＢＥＲＴ， ＴｉｎｙＢＥＲＴ， Ｅｌｅｃｔｒａ， ａｎｄ
ＳｑｕｅｅｚｅＢＥＲＴ ｃａｎ ｂｅ ａ ｔｒａｎｓｆｏｒｍａｔｉｖｅ ｓｏｌｕｔｉｏｎ． Ｂｙ
ｅｎａｂｌｉｎｇ ａｃｃｕｒａｔｅ ｓｅｎｔｉｍｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｗｉｔｈｉｎ ｔｈｅ
ｃｏｎｓｔｒａｉｎｔｓ ｏｆ ｓｕｃｈ ｄｅｖｉｃｅｓ， ｔｈｉｓ ｒｅｓｅａｒｃｈ ｓｅｒｖｅｓ ａｓ ａ
ｃｒｕｃｉａｌ ｅｎａｂｌｅｒ ｆｏｒ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ａｐｐｌｉｃａｔｉｏｎｓ ｅｖｅｎ
ｉｎ ｒｅｓｏｕｒｃｅ⁃ｌｉｍｉｔｅｄ ｓｅｔｔｉｎｇｓ．

Ａｓ ａｂｏｖｅ， ｉｎｄｉｖｉｄｕａｌ ｒｅｓｅａｒｃｈｅｒｓ ａｎｄ ｓｍａｌｌ
ｂｕｓｉｎｅｓｓｅｓ ｃａｎ ｌｅｖｅｒａｇｅ ｔｈｅｓｅ ｅｆｆｉｃｉｅｎｔ ｍｏｄｅｌｓ ｔｏ
ｉｎｔｅｇｒａｔｅ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｉｎｔｏ ｔｈｅｉｒ ｐｒｏｊｅｃｔｓ ｗｉｔｈｏｕｔ
ｂｅｉｎｇ ｈｉｎｄｅｒｅｄ ｂｙ ｍｅｍｏｒｙ ａｎｄ ｃｏｍｐｕｔｉｎｇ ｓｐｅｅｄ
ｌｉｍｉｔａｔｉｏｎｓ， ｔｈｕｓ ｐｒｏｍｏｔｉｎｇ ａ ｂｒｏａｄｅｒ ａｃｃｅｓｓｉｂｉｌｉｔｙ ｔｏ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｃａｐａｂｉｌｉｔｉｅｓ． Ａｓ ａ ｃｏｎｓｅｑｕｅｎｃｅ，
ｔｈｏｓｅ ｅｎｄｅａｖｏｒｓ ｎｏｔ ｏｎｌｙ ｅｎｈａｎｃｅ ｔｈｅ ｅｆｆｉｃｉｅｎｃｙ ｏｆ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔａｓｋｓ ｂｕｔ ａｌｓｏ ｄｅｍｏｃｒａｔｉｚｅｓ ａｃｃｅｓｓ
ｔｏ ｔｈｉｓ ｔｅｃｈｎｏｌｏｇｙ， ｅｍｐｏｗｅｒｉｎｇ ａ ｗｉｄｅｒ ｒａｎｇｅ ｏｆ
ｓｔａｋｅｈｏｌｄｅｒｓ ｔｏ ｂｅｎｅｆｉｔ ｆｒｏｍ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｉｎ ｔｈｅｉｒ
ｅｎｄｅａｖｏｒｓ． Ｔａｂｌｅ １ ｓｈｏｗｓ ｔｈｅ ｃｏｎｔｒｉｂｕｔｏｒｓ ｏｆ ｌｉｇｈｔ
ｗｅｉｇｈｔ ｍｏｄｅｌｓ ｗｈｏｓｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｃａｎ ｂｅ ｕｔｉｌｉｚｅｄ ｆｏｒ
ｔｈｅ ａｆｏｒｅｍｅｎｔｉｏｎｅｄ ｐｕｒｐｏｓｅｓ．

Ｔａｂｌｅ １　 Ｃｏｎｔｒｉｂｕｔｏｒｓ ｏｆ ｔｈｅ ｌｉｇｈｔ ｗｅｉｇｈｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ Ｒｅｓｅａｒｃｈｅｒ Ｙｅａｒ

ＭｏｂｉｌｅＢＥＲＴ Ｓｕｎ ｅｔ ａｌ．［１］ ２０１９

ＤｉｓｔｉｌＢＥＲＴ Ｓａｎｈ ｅｔ ａｌ．［２］ ２０１９
ＡＬＢＥＲＴ Ｌａｎ ｅｔ ａｌ．［４］ ２０１９

Ｔｉｎｙ ＢＥＲＴ Ｊｉａｏ ｅｔ ａｌ．［５］ ２０１９
ＥＬＥＣＴＲＡ Ｃｌａｒｋ ｅｔ ａｌ．［６］ ２０２０
ＩＢＥＲＴ Ｋｉｍ ｅｔ ａｌ．［１６］ ２０２１
Ｔ５ ｓｍａｌｌ Ｒａｆｆｅｌ ｅｔ ａｌ．［１７］ ２０２０

ＳｑｕｅｅｚｅＢＥＲＴ Ｉａｎｄｏｌａ ｅｔ ａｌ．［１８］ ２０２０

２．２　 Ｓｔｒａｔｅｇｉｅｓ ｆｏｒ Ｓｅｎｔｉｍｅｎｔ Ａｎａｌｙｓｉｓ ｉｎ Ｒｅｓｏｕｒｃｅ⁃
Ｃｏｎｓｔｒａｉｎｅｄ Ｅｎｖｉｒｏｎｍｅｎｔｓ

　 　 Ｃｏｎｄｕｃｔｉｎｇ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｉｎ ｒｅｓｏｕｒｃｅ⁃

ｃｏｎｓｔｒａｉｎｅｄ ｅｎｖｉｒｏｎｍｅｎｔｓ ｎｅｃｅｓｓｉｔａｔｅｓ ｔｈｅ ｅｍｐｌｏｙｍｅｎｔ
ｏｆ ｓｐｅｃｉａｌｉｚｅｄ ｓｔｒａｔｅｇｉｅｓ ｔｏ ｅｎｓｕｒｅ ａｃｃｕｒａｔｅ ｐｒｅｄｉｃｔｉｏｎｓ
ｗｈｉｌｅ ｏｐｔｉｍｉｚｉｎｇ ｍｅｍｏｒｙ ａｎｄ ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｓｏｕｒｃｅｓ．
２．２．１　 Ｍｏｄｅｌ ｓｅｌｅｃｔｉｏｎ
　 　 Ｉｎ ｏｒｄｅｒ ｔｏ ｓｔｒｉｋｅ ａ ｂａｌａｎｃｅ ｂｅｔｗｅｅｎ ｍｏｄｅｌ ｓｉｚｅ
ａｎｄ ｐｅｒｆｏｒｍａｎｃｅ， ｔｈｅ ｓｅｌｅｃｔｉｏｎ ｏｆ ａ ｃｏｍｐａｃｔ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ ｍｏｄｅｌ ｉｓ ｃｒｕｃｉａｌ． Ｍｏｄｅｌｓ ｌｉｋｅ ＢＥＲＴ，
ＤｉｓｔｉｌＢＥＲＴ， ＡＬＢＥＲＴ， ＴｉｎｙＢＥＲＴ， ａｎｄ ＭｏｂｉｌｅＢＥＲＴ
ｏｆｆｅｒ ｖａｒｉｏｕｓ ｌｅｖｅｌｓ ｏｆ ｏｐｔｉｍｉｚａｔｉｏｎ ｔａｉｌｏｒｅｄ ｔｏ ｄｉｆｆｅｒｅｎｔ
ｒｅｓｏｕｒｃｅ ｃｏｎｓｔｒａｉｎｔｓ．
２．２．２　 Ｍｏｄｅｌ ｑｕａｎｔｉｚａｔｉｏｎ
　 　 Ｔｏ ｅｆｆｉｃｉｅｎｔｌｙ ｕｔｉｌｉｚｅ ｍｅｍｏｒｙ， ｍｏｄｅｌ ｑｕａｎｔｉｚａｔｉｏｎ
ｔｅｃｈｎｉｑｕｅｓ ｃａｎ ｂｅ ａｐｐｌｉｅｄ． Ｂｙ ｒｅｄｕｃｉｎｇ ｔｈｅ ｐｒｅｃｉｓｉｏｎ
ｏｆ ｍｏｄｅｌ ｗｅｉｇｈｔｓ ａｎｄ ａｃｔｉｖａｔｉｏｎｓ， ｓｉｇｎｉｆｉｃａｎｔ ｍｅｍｏｒｙ
ｓａｖｉｎｇｓ ｃａｎ ｂｅ ａｃｈｉｅｖｅｄ ｗｉｔｈｏｕｔ ｓｕｂｓｔａｎｔｉａｌ ｌｏｓｓ ｉｎ
ａｃｃｕｒａｃｙ． Ｍａｎｙ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｒａｍｅｗｏｒｋｓ ｐｒｏｖｉｄｅ
ｑｕａｎｔｉｚａｔｉｏｎ ｔｏｏｌｓ ｔｈａｔ ｃａｎ ｆａｃｉｌｉｔａｔｅ ｔｈｉｓ ｐｒｏｃｅｓｓ．
２．２．３　 Ｍｏｄｅｌ ｐｒｕｎｉｎｇ
　 　 Ｍｏｄｅｌ ｐｒｕｎｉｎｇ， ｉｎｖｏｌｖｉｎｇ ｔｈｅ ｒｅｍｏｖａｌ ｏｆ
ｕｎｎｅｃｅｓｓａｒｙ ｃｏｎｎｅｃｔｉｏｎｓ ｏｒ ｎｅｕｒｏｎｓ， ｉｓ ａｎ ｅｆｆｅｃｔｉｖｅ
ｍｅａｎｓ ｔｏ ｒｅｄｕｃｅ ｍｏｄｅｌ ｓｉｚｅ ｗｈｉｌｅ ｍａｉｎｔａｉｎｉｎｇ
ｐｅｒｆｏｒｍａｎｃｅ． Ｔｈｉｓ ｔｅｃｈｎｉｑｕｅ ｉｓ ｐａｒｔｉｃｕｌａｒｌｙ ａｄｖａｎｔａｇｅｏｕｓ
ｉｎ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ ｓｃｅｎａｒｉｏｓ ｗｈｅｒｅ ｍｅｍｏｒｙ
ｅｆｆｉｃｉｅｎｃｙ ｉｓ ｐａｒａｍｏｕｎｔ．
２．２．４　 Ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ
　 　 Ｅｍｐｌｏｙｉｎｇ ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｉｎｖｏｌｖｅｓ
ｔｒａｉｎｉｎｇ ａ ｓｍａｌｌｅｒ “ ｓｔｕｄｅｎｔ” ｍｏｄｅｌ ｔｏ ｒｅｐｌｉｃａｔｅ ｔｈｅ
ｂｅｈａｖｉｏｒ ｏｆ ａ ｌａｒｇｅｒ ａｎｄ ｍｏｒｅ ａｃｃｕｒａｔｅ “ ｔｅａｃｈｅｒ ”
ｍｏｄｅｌ． Ｔｈｉｓ ａｐｐｒｏａｃｈ ｌｅｖｅｒａｇｅｓ ｔｈｅ ｋｎｏｗｌｅｄｇｅ
ｃａｐｔｕｒｅｄ ｂｙ ｔｈｅ ｔｅａｃｈｅｒ ｍｏｄｅｌ ｔｏ ａｃｈｉｅｖｅ ｃｏｍｐｅｔｉｔｉｖｅ
ｐｅｒｆｏｒｍａｎｃｅ ｗｉｔｈ ｒｅｄｕｃｅｄ ｃｏｍｐｕｔａｔｉｏｎａｌ ｄｅｍａｎｄｓ．
２．２．５　 Ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ
　 　 Ｃｏｎｓｉｄｅｒ ｕｔｉｌｉｚｉｎｇ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ，
ｗｈｉｃｈ ｉｎｖｏｌｖｅ ｅｘｔｒａｃｔｉｎｇ ｒｅｌｅｖａｎｔ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｉｎｐｕｔ
ｔｅｘｔ ｂｅｆｏｒｅ ｅｍｐｌｏｙｉｎｇ ａ ｓｉｍｐｌｅｒ ｃｌａｓｓｉｆｉｅｒ ｆｏｒ ｓｅｎｔｉｍｅｎｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｔｈｉｓ ａｐｐｒｏａｃｈ ｒｅｄｕｃｅｓ ｔｈｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ
ｔｈｅ ｍｏｄｅｌ ｗｉｔｈｏｕｔ ｃｏｍｐｒｏｍｉｓｉｎｇ ｏｎ ａｃｃｕｒａｃｙ．
２．２．６　 Ｏｐｔｉｍｉｚｅｄ ｆｒａｍｅｗｏｒｋｓ
　 　 Ｏｐｔ ｆｏｒ ｌｉｇｈｔｗｅｉｇｈｔ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｒａｍｅｗｏｒｋｓ ｏｒ
ｌｉｂｒａｒｉｅｓ ｏｐｔｉｍｉｚｅｄ ｆｏｒ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔａｓｋｓ ｉｎ
ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ ｅｎｖｉｒｏｎｍｅｎｔｓ． Ｔｈｅｓｅ ｆｒａｍｅｗｏｒｋｓ
ｏｆｆｅｒ ｅｆｆｉｃｉｅｎｔ ｉｍｐｌｅｍｅｎｔａｔｉｏｎｓ ａｎｄ ｒｅｄｕｃｅｄ
ｃｏｍｐｕｔａｔｉｏｎａｌ ｏｖｅｒｈｅａｄ， ｗｈｉｃｈ ｍａｋｅｓ ｔｈｅｍ ｗｅｌｌ⁃
ｓｕｉｔｅｄ ｆｏｒ ｄｅｐｌｏｙｍｅｎｔ ｏｎ ｄｅｖｉｃｅｓ ｗｉｔｈ ｌｉｍｉｔｅｄ
ｒｅｓｏｕｒｃｅｓ．
　 　 Ｂｙ ｉｎｃｏｒｐｏｒａｔｉｎｇ ｔｈｅｓｅ ｓｔｒａｔｅｇｉｅｓ， ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ ｃａｎ ｂｅ ｅｆｆｅｃｔｉｖｅｌｙ ｃｏｎｄｕｃｔｅｄ ｅｖｅｎ ｉｎ ｓｅｔｔｉｎｇｓ
ｗｉｔｈ ｒｅｓｔｒｉｃｔｅｄ ｒｅｓｏｕｒｃｅｓ． Ｔｈｅ ｊｕｄｉｃｉｏｕｓ ｃｏｍｂｉｎａｔｉｏｎ ｏｆ
ｍｏｄｅｌ ｓｅｌｅｃｔｉｏｎ， ｑｕａｎｔｉｚａｔｉｏｎ， ｐｒｕｎｉｎｇ， ｋｎｏｗｌｅｄｇｅ

·８７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

ｄｉｓｔｉｌｌａｔｉｏｎ， ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ， ａｎｄ ｏｐｔｉｍｉｚｅｄ
ｆｒａｍｅｗｏｒｋｓ ｅｍｐｏｗｅｒｓ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔｏ ｂｅ ｂｏｔｈ
ａｃｃｕｒａｔｅ ａｎｄ ｅｆｆｉｃｉｅｎｔ， ｔｈｅｒｅｂｙ ｅｘｐａｎｄｉｎｇ ｉｔｓ
ａｐｐｌｉｃａｂｉｌｉｔｙ ａｃｒｏｓｓ ａ ｓｐｅｃｔｒｕｍ ｏｆ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ
ｅｎｖｉｒｏｎｍｅｎｔｓ．

３　 Ｅｘｐｅｒｉｍｅｎｔａｌ Ｓｅｔｕｐ

３．１　 Ｄａｔａｓｅｔ
３．１．１　 Ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ
　 　 Ｄａｔａｓｅｔ ｕｓｅｄ ｆｏｒ ｆｉｎｅ ｔｕｎｉｎｇ ａｎｄ ｐｒｅｄｉｃｔｉｎｇ ｉｓ
ｃｕｓｔｏｍｉｚｅｄ ｄａｔａｓｅｔ， ｗｈｉｃｈ ｉｓ ａ ｃｏｌｌｅｃｔｉｏｎ ｏｆ ｒｅｖｉｅｗｓ
ｓｏｕｒｃｅｄ ｆｒｏｍ ｓｏｃｉａｌ ｍｅｄｉａ ｐｌａｔｆｏｒｍｓ， ｅｓｐｅｃｉｆｉｃａｌｌｙ
ｆｒｏｍ Ｔｗｉｔｔｅｒ ａｎｄ ＹｏｕＴｕｂｅ ｖｉａ ｕｓｉｎｇ Ａｐｐｌｉｃａｔｉｏｎ
Ｐｒｏｇｒａｍｍｉｎｇ Ｉｎｔｅｒｆａｃｅｓ （ ＡＰＩｓ ） ． Ｔｈｅ ｄａｔａｓｅｔ
ｃｏｍｐｒｉｓｅｓ ｔｗｏ ｍａｉｎ ｃｏｌｕｍｎｓ： “ Ｒｅｖｉｅｗ ” ａｎｄ
“Ｌａｂｅｌｓ” ． Ｔｈｅｓｅ ｒｅｖｉｅｗｓ ａｒｅ ｃｅｎｔｅｒｅｄ ａｒｏｕｎｄ ｔｗｏ
ｄｉｓｔｉｎｃｔ ｃａｔｅｇｏｒｉｅｓ ｏｆ ｃｏｎｔｅｎｔ， ｗｈｉｃｈ ａｒｅ ｒｅｓｔａｕｒａｎｔ
ｒｅｖｉｅｗｓ （ Ｆｉｎｅ ｔｕｎｉｎｇ ） ａｎｄ ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ
（ Ｐｒｅｄｉｃｔｉｎｇ Ｓｅｎｔｉｍｅｎｔｓ ）， ｒｅｐｒｅｓｅｎｔｉｎｇ ｄｉｆｆｅｒｅｎｔ
ｃｏｎｔｅｘｔｓ ｉｎ ｗｈｉｃｈ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｃａｎ ｂｅ ａｐｐｌｉｅｄ．

Ｔｈｅ “Ｒｅｖｉｅｗ” ｃｏｌｕｍｎ ｃｏｎｓｉｓｔｓ ｏｆ ｔｅｘｔｕａｌ ｃｏｎｔｅｎｔ
ｅｘｔｒａｃｔｅｄ ｆｒｏｍ Ｔｗｉｔｔｅｒ ａｎｄ ＹｏｕＴｕｂｅ． Ｅａｃｈ ｅｎｔｒｙ ｉｎ
ｔｈｉｓ ｃｏｌｕｍｎ ｃｏｒｒｅｓｐｏｎｄｓ ｔｏ ａ ｕｓｅｒ⁃ｇｅｎｅｒａｔｅｄ ｒｅｖｉｅｗ，
ｅｘｐｒｅｓｓｉｎｇ ｏｐｉｎｉｏｎｓ， ｔｈｏｕｇｈｔｓ， ａｎｄ ｓｅｎｔｉｍｅｎｔｓ ａｂｏｕｔ ａ
ｓｐｅｃｉｆｉｃ ｒｅｓｔａｕｒａｎｔ ｏｒ ｗｅｂｉｎａｒ． Ｔｈｅｓｅ ｒｅｖｉｅｗｓ ａｒｅ
ｅｓｓｅｎｔｉａｌｌｙ ｕｎｓｔｒｕｃｔｕｒｅｄ ｔｅｘｔ， ｒｅｆｌｅｃｔｉｎｇ ｔｈｅ ｕｓｅｒｓ􀆳
ｅｘｐｅｒｉｅｎｃｅｓ ａｎｄ ｉｍｐｒｅｓｓｉｏｎｓ ｏｆ ｔｈｅ ｒｅｓｐｅｃｔｉｖｅ ｓｕｂｊｅｃｔｓ．
Ｔｈｅ “Ｌａｂｅｌｓ” ｃｏｌｕｍｎ ｓｅｒｖｅｓ ａｓ ｔｈｅ ｇｒｏｕｎｄ ｔｒｕｔｈ ｆｏｒ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ． Ｉｔ ｃｏｎｔａｉｎｓ ｂｉｎａｒｙ ｌａｂｅｌｓ ｉｎｄｉｃａｔｉｎｇ
ｔｈｅ ｓｅｎｔｉｍｅｎｔ ｐｏｌａｒｉｔｙ ｏｆ ｅａｃｈ ｒｅｖｉｅｗ ｗｈｉｃｈ ｉｓ ｌａｂｅｌｌｅｄ
ｍａｎｕａｌｌｙ． Ｔｈｅ ｓｅｎｔｉｍｅｎｔ ｌａｂｅｌｓ ａｒｅ ｃａｔｅｇｏｒｉｚｅｄ ｉｎｔｏ
“Ｐｏｓｉｔｉｖｅ” ａｎｄ “Ｎｅｇａｔｉｖｅ” ． Ｔｈｉｓ ｂｉｎａｒｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｒｅｆｌｅｃｔｓ ｔｈｅ ｓｅｎｔｉｍｅｎｔ ｔｏｎｅ ｃｏｎｖｅｙｅｄ ｂｙ ｔｈｅ ｒｅｖｉｅｗ．
Ｔｈｅ ｌａｂｅｌｉｎｇ ｉｓ ｂａｌａｎｃｅｄ， ｗｈｉｃｈ ｍｅａｎｓ ｔｈａｔ ｔｈｅｒｅ ｉｓ ａｎ
ｅｑｕａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ｂｏｔｈ ｐｏｓｉｔｉｖｅ ａｎｄ ｎｅｇａｔｉｖｅ
ｓｅｎｔｉｍｅｎｔ ｌａｂｅｌｓ．

Ｔｈｅ ｄａｔａｓｅｔ ｅｎｃｏｍｐａｓｓｅｓ ａ ｒａｎｇｅ ｏｆ ｓｅｎｔｉｍｅｎｔｓ
ｅｘｐｒｅｓｓｅｄ ｂｙ ｕｓｅｒｓ， ｃｏｖｅｒｉｎｇ ｂｏｔｈ ｐｏｓｉｔｉｖｅ ａｎｄ
ｎｅｇａｔｉｖｅ ｖｉｅｗｐｏｉｎｔｓ． Ｔｈｅ ｉｎｃｌｕｓｉｏｎ ｏｆ ｒｅｓｔａｕｒａｎｔ ａｎｄ
ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ ｏｆｆｅｒｓ ｄｉｖｅｒｓｉｔｙ ｉｎ ｔｈｅ ｔｙｐｅｓ ｏｆ ｃｏｎｔｅｎｔ
ａｎｄ ｓｅｎｔｉｍｅｎｔ ｅｘｐｒｅｓｓｉｏｎｓ． Ｂｙ ｃｏｌｌｅｃｔｉｎｇ ｄａｔａ ｆｒｏｍ
ｂｏｔｈ Ｔｗｉｔｔｅｒ ａｎｄ ＹｏｕＴｕｂｅ， ｔｈｅ ｄａｔａｓｅｔ ｃａｐｔｕｒｅｓ
ｓｅｎｔｉｍｅｎｔｓ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ ｕｓｅｒ ｂａｓｅｓ ａｎｄ
ｃｏｍｍｕｎｉｃａｔｉｏｎ ｓｔｙｌｅｓ ｉｎｈｅｒｅｎｔ ｔｏ ｔｈｅｓｅ ｐｌａｔｆｏｒｍｓ．Ｔａｂｌｅ
２ ｓｈｏｗｓ ｔｈｅ ｄｅｔａｉｌｅｄ ｄｅｓｃｒｉｐｔｉｏｎ ｏｆ ｔｈｅ ｄａｔａｓｅｔ ｕｓｅｄ ｆｏｒ
ｔｈｅ ｓｔｕｄｙ．
３．１．２　 Ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ
　 　 Ｔｏ ｅｎｓｕｒｅ ｄａｔａ ｑｕａｌｉｔｙ ａｎｄ ａｎａｌｙｓｉｓ ｃｏｎｓｉｓｔｅｎｃｙ，

ｔｈｅ ｄａｔａｓｅｔ ｈａｓ ｕｎｄｅｒｇｏｎｅ ａ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ． Ｐｒｅ⁃
ｐｒｏｃｅｓｓｉｎｇ ｉｎｖｏｌｖｅｓ ｔｅｘｔ ｃｌｅａｎｉｎｇ ａｎｄ ｎｏｒｍａｌｉｚａｔｉｏｎ ｔｏ
ｒｅｍｏｖｅ ｉｒｒｅｌｅｖａｎｔ ｃｈａｒａｃｔｅｒｓ， ｓｙｍｂｏｌｓ， ｏｒ
ｉｎｃｏｎｓｉｓｔｅｎｃｉｅｓ ｔｈａｔ ｃｏｕｌｄ ｐｏｔｅｎｔｉａｌｌｙ ｉｎｔｅｒｆｅｒｅ ｗｉｔｈ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ａｌｇｏｒｉｔｈｍｓ． Ｔｈｅ ｐｒｅ⁃ｐｒｏｃｅｓｓｅｄ ｔｅｘｔ
ｉｓ ｐｒｅｐａｒｅｄ ｆｏｒ ｔｈｅ ｏｎｃｏｍｉｎｇ ａｎａｌｙｓｉｓ， ｓｕｃｈ ａｓ
ｔｏｋｅｎｉｚａｔｉｏｎ ａｎｄ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ． Ｆｏｒ ｔｏｋｅｎｉｚａｔｉｏｎ，
ｔｈｅ ｐｒｅｐｒｏｃｅｓｓｅｄ ｔｅｘｔ ｉｓ ｓｅｇｍｅｎｔｅｄ ｉｎｔｏ ｉｎｄｉｖｉｄｕａｌ
ｔｏｋｅｎｓ ｏｒ ｗｏｒｄｓ， ｂｒｅａｋｉｎｇ ｄｏｗｎ ｔｈｅ ｉｎｐｕｔ ｉｎｔｏ
ｍｅａｎｉｎｇｆｕｌ ｕｎｉｔｓ． Ｔｈｉｓ ｓｔｅｐ ｉｓ ｃｒｕｃｉａｌ ｆｏｒ ｆｕｒｔｈｅｒ
ａｎａｌｙｓｉｓ ａｓ ｉｔ ａｌｌｏｗｓ ｔｈｅ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｏｄｅｌ ｔｏ
ｕｎｄｅｒｓｔａｎｄ ｔｈｅ ｃｏｎｔｅｘｔ ｏｆ ｔｈｅ ｔｅｘｔ．

Ｔａｂｌｅ ２　 Ｄａｔａｓｅｔ ｄｅｓｃｒｉｐｔｉｏｎ

Ｐｕｒｐｏｓｅ
Ｎａｔｕｒｅ ｏｆ
ｄａｔａｓｅｔ

Ｐｏｓｉｔｉｖｅ
ｌａｂｅｌｓ

Ｎｅｇａｔｉｖｅ
ｌａｂｅｌｓ

Ｆｉｎｅ ｔｕｎｉｎｇ
Ｒｅｓｔａｕｒａｎｔ ｒｅｖｉｅｗｓ

（ｃｕｓｔｏｍ）
２８５０ ２１９６

Ｐｒｅｄｉｃｔｉｏｎ ｏｆ
ｓｅｎｔｉｍｅｎｔｓ

Ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ
（ｃｕｓｔｏｍ）

５６７ ５１２

３．２　 Ｅｎｖｉｒｏｎｍｅｎｔ ａｎｄ Ｅｘｅｃｕｔｉｏｎ
３．２．１　 Ｐｌａｔｆｏｒｍ ｓｅｌｅｃｔｉｏｎ ａｎｄ ｉｎｓｔａｎｃｅ ｃｏｎｆｉｇｕｒａｔｉｏｎ
　 　 Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ ｗｅｒｅ ｃｏｎｄｕｃｔｅｄ ｏｎ ｖｉｒｔｕａｌ
ｍａｃｈｉｎｅｓ （ＶＭｓ） ｈｏｓｔｅｄ ｏｎ Ａｚｕｒｅ ａｎｄ Ｇｏｏｇｌｅ Ｃｏｌａｂ
ｐｌａｔｆｏｒｍｓ， ｕｔｉｌｉｚｉｎｇ ＣＰＵ ｉｎｓｔａｎｃｅｓ ｗｉｔｈ ２８ ＧＢ ｏｆ
ＲＡＭ． Ｔｈｅ ｐｒｏｇｒａｍｍｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ ｅｍｐｌｏｙｅｄ ｆｏｒ
ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ ｗａｓ Ｐｙｔｈｏｎ．

Ａｚｕｒｅ ＶＭ： Ｔｈｅ Ａｚｕｒｅ ｐｌａｔｆｏｒｍ ｐｒｏｖｉｄｅｄ ａ
ｖｉｒｔｕａｌ ｍａｃｈｉｎｅ ｗｉｔｈ ＣＰＵ ｒｅｓｏｕｒｃｅｓ， ｗｅｌｌ⁃ｓｕｉｔｅｄ ｆｏｒ
ｒｕｎｎｉｎｇ ｒｅｓｏｕｒｃｅ⁃ｅｆｆｉｃｉｅｎｔ ｔａｓｋｓ． Ｔｈｅ ２８ ＧＢ ｏｆ ＲＡＭ
ｉｓ ｆａｃｉｌｉｔａｔｅｄ ｔｏ ｈａｎｄｌｅ ｌａｒｇｅｒ ｄａｔａｓｅｔｓ ａｎｄ ｍｏｄｅｌｓ．

Ｇｏｏｇｌｅ Ｃｏｌａｂ： Ｌｅｖｅｒａｇｉｎｇ ｔｈｅ ｆｒｅｅ ｖｅｒｓｉｏｎ ｏｆ
Ｇｏｏｇｌｅ Ｃｏｌａｂ， ＣＰＵ ｉｎｓｔａｎｃｅｓ ｗｉｔｈ ２８ ＧＢ ｏｆ ＲＡＭ
ｗｅｒｅ ｕｔｉｌｉｚｅｄ ｔｏ ｅｘｅｃｕｔｅ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ． Ｔｈｉｓ ｐｌａｔｆｏｒｍ
ｐｒｏｖｉｄｅｄ ｃｌｏｕｄ⁃ｂａｓｅｄ ｃｏｍｐｕｔｉｎｇ ｒｅｓｏｕｒｃｅｓ ｗｉｔｈｏｕｔ ａ
ｎｅｅｄ ｆｏｒ ｌｏｃａｌ ｈａｒｄｗａｒｅ．
３．２．２　 ＧｉｔＨｕｂ ｒｅｐｏｓｉｔｏｒｙ ａｎｄ ｃｏｄｅ ａｖａｉｌａｂｉｌｉｔｙ
　 　 Ｔｈｅ ｃｏｍｐｌｅｔｅ ｓｅｔ ｏｆ ｅｘｐｅｒｉｍｅｎｔ ｉｍｐｌｅｍｅｎｔａｔｉｏｎｓ，
ｉｎｃｌｕｄｉｎｇ ｄａｔａ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ， ｍｏｄｅｌ ｆｉｎｅ⁃ｔｕｎｉｎｇ，
ｐｒｅｄｉｃｔｉｏｎ， ａｎｄ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ， ａｒｅ ａｖａｉｌａｂｌｅ
ｗｉｔｈｉｎ ａ ｄｅｄｉｃａｔｅｄ ＧｉｔＨｕｂ ｒｅｐｏｓｉｔｏｒｙ． Ｔｈｉｓ ｒｅｐｏｓｉｔｏｒｙ
ｓｅｒｖｅｓ ａｓ ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｒｅｓｏｕｒｃｅ ｆｏｒ ａｃｃｅｓｓｉｎｇ ｔｈｅ
ｃｏｄｅｂａｓｅ ａｎｄ ｒｅｐｒｏｄｕｃｉｎｇ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ ｃｏｎｄｕｃｔｅｄ
ｏｎ ｂｏｔｈ Ａｚｕｒｅ ＶＭ ａｎｄ Ｇｏｏｇｌｅ Ｃｏｌａｂ ｐｌａｔｆｏｒｍｓ［１９］ ．
３．２．３　 Ｒｅｓｏｕｒｃｅ ｌｉｍｉｔａｔｉｏｎｓ ａｎｄ ａｄａｐｔａｔｉｏｎ
　 　 Ｇｉｖｅｎ ｔｈａｔ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ ｗｅｒｅ ｃａｒｒｉｅｄ ｏｕｔ ｏｎ
ｆｒｅｅ⁃ｔｉｅｒ ｉｎｓｔａｎｃｅｓ， ｃｏｎｓｉｄｅｒａｔｉｏｎｓ ｗｅｒｅ ｍａｄｅ ｔｏ
ａｃｃｏｍｍｏｄａｔｅ ｒｅｓｏｕｒｃｅ ｃｏｎｓｔｒａｉｎｔｓ． Ｔｈｉｓ ｉｎｖｏｌｖｅｄ
ｃａｒｅｆｕｌ ｄａｔａｓｅｔ ｓｅｌｅｃｔｉｏｎ， ｍｏｄｅｌ ｃｈｏｉｃｅ， ａｎｄ ｈｙｐｅｒ

·９７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

ｐａｒａｍｅｔｅｒ ｔｕｎｉｎｇ ｔｏ ｅｎｓｕｒｅ ｔｈａｔ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔｓ ｗｅｒｅ
ｆｅａｓｉｂｌｅ ｗｉｔｈｉｎ ｔｈｅ ｐｒｏｖｉｄｅｄ ｃｏｍｐｕｔｉｎｇ ｒｅｓｏｕｒｃｅｓ．

４　 Ｍｅｔｈｏｄｏｌｏｇｙ

４．１　 Ｓｅｌｅｃｔｉｏｎ ｏｆ Ｍｏｄｅｌ
　 　 Ｕｐｏｎ ａ ｍｅｔｉｃｕｌｏｕｓ ｒｅｖｉｅｗ ｏｆ ｔｒａｎｓｆｏｒｍｅｒ⁃ｂａｓｅｄ
ｍｏｄｅｌｓ ｆｏｒ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ａ ｄｅｌｉｂｅｒａｔｅ ｓｅｌｅｃｔｉｏｎ
ｐｒｏｃｅｓｓ ｌｅｄ ｔｏ ｔｈｅ ｉｎｃｌｕｓｉｏｎ ｏｆ ＤｉｓｔｉｌＢＥＲＴ，
ＭｏｂｉｌｅＢＥＲＴ，ＳｑｕｅｅｚｅＢＥＲＴ， ｉＢＥＲＴ， ａｎｄ ＥＬＥＣＴＲＡ ａｓ
ｔｈｅ ｃｈｏｓｅｎ ｌｉｇｈｔｗｅｉｇｈｔ ｔｒａｎｓｆｏｒｍｅｒ ａｒｃｈｉｔｅｃｔｕｒｅｓ ｆｏｒ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ． Ｔｈｅ ｒａｔｉｏｎａｌｅ ｂｅｈｉｎｄ ｔｈｉｓ ｓｅｌｅｃｔｉｏｎ
ｒｅｓｔｅｄ ｕｐｏｎ ｔｈｅｉｒ ｉｎｈｅｒｅｎｔｌｙ ｏｐｔｉｍｉｚｅｄ ａｔｔｒｉｂｕｔｅｓ
ｃａｔｅｒｉｎｇ ｔｏ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ ｃｏｎｔｅｘｔｓ． Ｂｙ ｉｎｃｏｒｐｏｒａｔｉｎｇ
ｐｒｅ⁃ｔｒａｉｎｅｄ ｖｅｒｓｉｏｎｓ ｏｆ ｔｈｅｓｅ ｍｏｄｅｌｓ， ｗｅ ｈａｒｎｅｓｓｅｄ
ｔｈｅｉｒ ｉｎｇｒａｉｎｅｄ ｌｉｎｇｕｉｓｔｉｃ ｋｎｏｗｌｅｄｇｅ ｄｕｒｉｎｇ ｓｕｂｓｅｑｕｅｎｔ
ｆｉｎｅ⁃ｔｕｎｉｎｇ ｐｒｏｃｅｓｓｅｓ． Ａｄｊｕｓｔｍｅｎｔｓ ｗｅｒｅ ｍａｄｅ ｔｏ ｔｈｅ
ｆｉｎａｌ ｌａｙｅｒｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ， ｅｎｓｕｒｉｎｇ ｔｈｅｉｒ
ａｌｉｇｎｍｅｎｔ ｗｉｔｈ ｔｈｅ ｂｉｎａｒｙ ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｔａｓｋ．
Ｅａｃｈ ｍｏｄｅｌ ｕｎｄｅｒｗｅｎｔ ｍｅｔｉｃｕｌｏｕｓ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｌｅｖｅｒａｇｉｎｇ

ｂｉｎａｒｙ ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ ａｎｄ ａｐｐｒｏｐｒｉａｔｅｌｙ
ｔｕｎｅｄ ｈｙｐｅｒ ｐａｒａｍｅｔｅｒｓ． Ｃｏｎｓｉｓｔｅｎｔ ｗｉｔｈ ｔｈｅ ｐｒｅ⁃
ｐｒｏｃｅｓｓｉｎｇ ｐｉｐｅｌｉｎｅ ｕｓｅｄ ｆｏｒ ｒｅｓｔａｕｒａｎｔ ｒｅｖｉｅｗｓ，
ｉｄｅｎｔｉｃａｌ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｓｔｅｐｓ ｗｅｒｅ ａｐｐｌｉｅｄ ｔｏ ｔｈｅ
ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ． Ｉｎ ｐｕｒｓｕｉｔ ｏｆ ｓｅｎｔｉｍｅｎｔ ｐｒｅｄｉｃｔｉｏｎ，
ｔｈｅ ｆｉｎｅ⁃ｔｕｎｅｄ ｍｏｄｅｌｓ ｗｅｒｅ ｄｅｐｌｏｙｅｄ， ｙｉｅｌｄｉｎｇ
ｐｒｅｄｉｃｔｅｄ ｓｅｎｔｉｍｅｎｔ ｌａｂｅｌｓ ｆｏｒ ｔｈｅ ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ．
Ｔａｂｌｅ ３ ｓｈｏｗｓ ｔｈｅ ｍｅｔｈｏｄｏｌｏｇｙ ｕｓｅｄ ｉｎ ｔｈｅ ｌｉｇｈｔ
ｗｅｉｇｈｔ ｍｏｄｅｌｓ ｕｔｉｌｉｚｅｄ ｆｏｒ ｔｈｉｓ ｓｔｕｄｙ．

Ｒｉｇｏｒｏｕｓ ａｓｓｅｓｓｍｅｎｔ ｅｎｓｕｅｄ， ｅｎｃｏｍｐａｓｓｉｎｇ
ｃｏｎｖｅｎｔｉｏｎａｌ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｍｅｔｒｉｃｓ， ｅｎｃｏｍｐａｓｓｉｎｇ
ａｃｃｕｒａｃｙ， ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃Ｓｃｏｒｅ， ａｐｐｌｉｅｄ ｔｏ
ｔｈｅ ｆｏｒｅｃａｓｔｅｄ ｓｅｎｔｉｍｅｎｔ ｌａｂｅｌｓ ｏｆ ｔｈｅ ｗｅｂｉｎａｒ ｃｏｎｔｅｎｔ．
Ｔｈｒｏｕｇｈ ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ， ｗｅ
ｄｉｓｃｅｒｎｅｄ ｔｈｅ ｎｕａｎｃｅｄ ｖａｒｉａｎｃｅｓ ｉｎ ｔｈｅ ｍｏｄｅｌｓ􀆳
ｐｒｅｄｉｃｔｉｖｅ ｐｒｏｗｅｓｓ， ｉｌｌｕｍｉｎａｔｉｎｇ ｗｈｉｃｈ ａｍｏｎｇ ｔｈｅｓｅ
ｌｉｇｈｔｗｅｉｇｈｔ ｍｏｄｅｌｓ ｏｐｔｉｍａｌｌｙ ａｄａｐｔｓ ｔｏ ｔｈｅ ｄｉｓｔｉｎｃｔｉｖｅ
ｃｈａｌｌｅｎｇｅｓ ｐｏｓｅｄ ｂｙ ｒｅｓｏｕｒｃｅ⁃ｃｏｎｓｔｒａｉｎｅｄ ｓｃｅｎａｒｉｏｓ． Ｉｎ
Ｔａｂｌｅ ４， ｌｉｇｈｔ ｗｅｉｇｈｔ ｍｏｄｅｌｓ ａｒｅ ａｎａｌｙｚｅｄ ｉｎ ｖａｒｉｏｕｓ
ａｓｐｅｃｔｓ ｆｏｒ ｒｅｓｏｕｒｃｅ ｓｐｅｃｉｆｉｃ ｅｎｖｉｒｏｎｍｅｎｔｓ．

Ｔａｂｌｅ ３　 Ｍｅｔｈｏｄｏｌｏｇｙ ｏｆ ｔｈｅ ｌｉｇｈｔ ｗｅｉｇｈｔ ｍｏｄｅｌｓ

Ｒｅｆ． Ｍｏｄｅｌ Ｐａｐｅｒ ｔｉｔｌｅ Ｍｅｔｈｏｄｏｌｏｇｙ

［１］ ＭｏｂｉｌｅＢＥＲＴ
ＭｏｂｉｌｅＢＥＲＴ： ａ ｃｏｍｐａｃｔ ｔａｓｋ⁃ａｇｎｏｓｔｉｃ ＢＥＲＴ ｃｏｍｐｒｅｓｓｉｏｎ
ｆｒａｍｅｗｏｒｋ

Ｔａｓｋ⁃ａｇｎｏｓｔｉｃ ＢＥＲＴ ｃｏｍｐｒｅｓｓｉｏｎ ｕｓｉｎｇ ａｄｖａｎｃｅｄ
ｔｅｃｈｎｉｑｕｅｓ

［２］ ＤｉｓｔｉｌＢＥＲＴ ＤｉｓｔｉｌＢＥＲＴ， ａ ｄｉｓｔｉｌｌｅｄ ｖｅｒｓｉｏｎ ｏｆ ＢＥＲＴ
Ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｔｏ ｃｒｅａｔｅ ａ ｓｍａｌｌｅｒ ｖｅｒｓｉｏｎ ｏｆ
ＢＥＲＴ．

［４］ ＡＬＢＥＲＴ
ＡＬＢＥＲＴ： ａ ｌｉｔｅ ＢＥＲＴ ｆｏｒ ｓｅｌｆ⁃ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｏｆ ｌａｎｇｕａｇｅ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ

Ｆａｃｔｏｒｉｚｅｄ ｅｍｂｅｄｄｉｎｇ ｐａｒａｍｅｔｅｒｉｚａｔｉｏｎ ｆｏｒ ｍｏｒｅ
ｅｆｆｉｃｉｅｎｃｙ

［５］ ＴｉｎｙＢＥＲＴ ＴｉｎｙＢＥＲＴ： ｄｉｓｔｉｌｌｉｎｇ ＢＥＲＴ ｆｏｒ ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ Ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｏｆ ｔｒａｎｓｆｏｒｍｅｒ ｂａｓｅｄ ｍｏｄｅｌｓ

［６］ ＥＬＥＣＴＲＡ
ＥＬＥＣＴＲＡ： ｐｒｅ⁃ｔｒａｉｎｉｎｇ ｔｅｘｔ ｅｎｃｏｄｅｒｓ ａｓ ｄｉｓｃｒｉｍｉｎａｔｏｒｓ ｒａｔｈｅｒ
ｔｈａｎ ｇｅｎｅｒａｔｏｒｓ

Ｉｎｔｒｏｄｕｃｔｉｏｎ ｏｆ ａ ｎｅｗ ｇｅｎｅｒａｔｏｒ⁃ｄｉｓｃｒｉｍｉｎａｔｏｒ ｐｒｅ⁃
ｔｒａｉｎｉｎｇ

［１６］ ＩＢＥＲＴ ｉ⁃ＢＥＲＴ： ｉｎｔｅｇｅｒ⁃ｏｎｌｙ ＢＥＲＴ ｑｕａｎｔｉｚａｔｉｏｎ
Ｉｎｔｅｇｅｒ⁃ｏｎｌｙ ｑｕａｎｔｉｚａｔｉｏｎ ｏｆ ＢＥＲＴ ｔｏ ｍｉｎｉｍｉｚｅ
ｒｅｓｏｕｒｃｅ ｕｓｅ

［１７］ Ｔ５ ｓｍａｌｌ
Ｅｘｐｌｏｒｉｎｇ ｔｈｅ ｌｉｍｉｔｓ ｏｆ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｗｉｔｈ ａ ｕｎｉｆｉｅｄ ｔｅｘｔ⁃ｔｏ⁃
ｔｅｘｔ ｔｒａｎｓｆｏｒｍｅｒ

Ｆｏｒｍｕｌａｔｉｏｎ ｏｆ ｔａｓｋｓ ａｓ ｔｅｘｔ⁃ｔｏ⁃ｔｅｘｔ ｐｒｏｂｌｅｍｓ ｆｏｒ
Ｌｅａｒｎｉｎｇ

［１８］ ＳｑｕｅｅｚｅＢＥＲＴ
ＳｑｕｅｅｚｅＢＥＲＴ： ｗｈａｔ ｃａｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ｔｅａｃｈ ＮＬＰ ａｂｏｕｔ
ｅｆｆｉｃｉｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ？

Ｎｅｕｒａｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｅｓｉｇｎ ｗｉｔｈ ｅｆｆｉｃｉｅｎｃｙ ｉｎｓｉｇｈｔ

４．２　 Ｐｅｒｆｏｒｍａｎｃｅ Ｍｅｔｒｉｃｓ
　 　 Ｔｈｅ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｅｘｐｅｒｉｍｅｎｔ ｗａｓ ｒｉｇｏｒｏｕｓｌｙ
ａｓｓｅｓｓｅｄ ｕｓｉｎｇ ｋｅｙ ｐｅｒｆｏｒｍａｎｃｅ ｍｅｔｒｉｃｓ． Ａｃｃｕｒａｃｙ
ｑｕａｎｔｉｆｉｅｄ ｔｈｅ ｍｏｄｅｌｓ􀆳 ｐｒｅｃｉｓｉｏｎ ｉｎ ｐｒｅｄｉｃｔｉｎｇ
ｓｅｎｔｉｍｅｎｔｓ， ｗｈｉｌｅ ｐｒｅｃｉｓｉｏｎ ｇａｕｇｅｄ ｔｈｅ ｍｏｄｅｌｓ􀆳 ａｂｉｌｉｔｙ
ｔｏ ａｃｃｕｒａｔｅｌｙ ｐｒｅｄｉｃｔ ｐｏｓｉｔｉｖｅ ｓｅｎｔｉｍｅｎｔｓ ａｍｏｎｇ
ｐｏｓｉｔｉｖｅ ｐｒｅｄｉｃｔｉｏｎｓ． Ｒｅｃａｌｌ ｉｌｌｕｍｉｎａｔｅｄ ｔｈｅ ｍｏｄｅｌｓ􀆳
ａｐｔｉｔｕｄｅ ｉｎ ｃａｐｔｕｒｉｎｇ ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｐｒｅｄｉｃｔｉｏｎｓ ａｍｏｎｇ

ａｃｔｕａｌ ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ， ａｎｄ Ｆ１⁃Ｓｃｏｒｅ ｐｒｏｖｉｄｅｄ ａ
ｂａｌａｎｃｅｄ ａｓｓｅｓｓｍｅｎｔ ｂｙ ｈａｒｍｏｎｉｚｉｎｇ ｐｒｅｃｉｓｉｏｎ ａｎｄ
ｒｅｃａｌｌ． Ｔｈｅｓｅ ｍｅｔｒｉｃｓ ｃｏｌｌｅｃｔｉｖｅｌｙ ｏｆｆｅｒｅｄ ａ ｎｕａｎｃｅｄ
ｔｅｃｈｎｉｃａｌ ｅｖａｌｕａｔｉｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌｓ􀆳 ｓｅｎｔｉｍｅｎｔ
ｐｒｅｄｉｃｔｉｏｎ ｃａｐａｂｉｌｉｔｉｅｓ， ｓｈｅｄｄｉｎｇ ｌｉｇｈｔ ｏｎ ｔｈｅｉｒ
ａｃｃｕｒａｃｙ， ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ ｂａｌａｎｃｅ ｂｅｔｗｅｅｎ
ｍｉｎｉｍｉｚｉｎｇ ｆａｌｓｅ ｐｏｓｉｔｉｖｅｓ ａｎｄ ｆａｌｓｅ ｎｅｇａｔｉｖｅｓ ｉｎ
ｓｅｎｔｉｍｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｏｒ ｗｅｂｉｎａｒ ｒｅｖｉｅｗｓ．
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Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

５　 Ｆｉｎｅ⁃Ｔｕｎｉｎｇ Ｐｒｅ⁃Ｔｒａｉｎｅｄ Ｍｏｄｅｌｓ

　 　 Ｆｉｎｅ⁃ｔｕｎｉｎｇ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ ｉｓ ａ ｃｒｉｔｉｃａｌ
ｔｅｃｈｎｉｑｕｅ ｉｎ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ， ｗｈｅｒｅ ａ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
ｍｏｄｅｌ ｔｒａｉｎｅｄ ｏｎ ｏｎｅ ｔａｓｋ ｉｓ ａｄａｐｔｅｄ ｔｏ ｐｅｒｆｏｒｍ

ａｎｏｔｈｅｒ ｔａｓｋ． Ｔｈｉｓ ｐｒｏｃｅｓｓ ｃａｐｉｔａｌｉｚｅｓ ｏｎ ｔｈｅ ｋｎｏｗｌｅｄｇｅ
ｅｎｃｏｄｅｄ ｗｉｔｈｉｎ ｔｈｅ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌ ａｎｄ ｔｕｎｅｓ ｉｔ ｔｏ
ｅｘｃｅｌ ｉｎ ｔｈｅ ｔａｒｇｅｔ ｔａｓｋ， ｏｆｔｅｎ ｗｉｔｈ ａ ｓｍａｌｌｅｒ ｄａｔａｓｅｔ．
Ｗｈｅｎ ｅｍｐｌｏｙｉｎｇ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｆｏｒ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ，
ｔｈｅ ｐｒｏｃｅｓｓ ｉｎｖｏｌｖｅｓ ｓｅｖｅｒａｌ ｋｅｙ ｓｔｅｐｓ ａｎｄ
ｃｏｎｓｉｄｅｒａｔｉｏｎｓ．

Ｔａｂｌｅ ４　 Ａｎａｌｙｓｉｓ ｏｆ ｐｒｅ⁃ｔｒａｉｎｅｄ ｌｉｇｈｔ ｗｅｉｇｈｔ ｍｏｄｅｌｓ ｆｏｒ ｒｅｓｏｕｒｃｅ ｓｐｅｃｉｆｉｃ ｅｎｖｉｒｏｎｍｅｎｔ

Ｍｏｄｅｌ
Ｍｏｄｅｌ
ｓｉｚｅ

（ＭＢ）

Ｔｒａｉｎｉｎｇ
ｔｉｍｅ

Ｔａｓｋ⁃ｓｐｅｃｉｆｉｃ
ｐｅｒｆｏｒｍａｎｃｅ

Ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ
ｃｏｍｐｌｅｘｉｔｙ

Ｒｅｓｏｕｒｃｅ
ａｖａｉｌａｂｉｌｉｔｙ

Ｃｏｍｐａｔｉｂｉｌｉｔｙ
Ｃｕｓｔｏｍｉｚａｔｉｏｎ

＆
ｆｉｎｅ⁃ｔｕｎｉｎｇ

Ｒｏｂｕｓｔｎｅｓｓ Ｉｎｔｅｒｐｒｅｔａｂｉｌｉｔｙ Ｓｕｓｔａｉｎａｂｉｌｉｔｙ

ＤｉｓｔｉｌＢＥＲＴ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ
Ｗｉｄｅｌｙ
ａｖａｉｌａｂｌｅ

Ｈｉｇｈ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｓｔｒｏｎｇ

ＭｏｂｉｌｅＢＥＲＴ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｈｉｇｈ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ

ＴｉｎｙＢＥＲＴ
（ｃｏｍｐｒｅｓｓｅｄ）

Ｖａｒｉｅｓ Ｖａｒｉｅｓ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｈｉｇｈ Ｈｉｇｈ Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｖａｒｉｅｓ

ＡＬＢＥＲＴ
（ｓｍａｌｌ）

Ｖａｒｉｅｓ Ｍｏｄｅｒａｔｅ Ｖａｒｉｅｓ Ｌｏｗ Ｍｏｄｅｒａｔｅ Ｈｉｇｈ Ｈｉｇｈ Ｍｏｄｅｒａｔｅ Ｍｏｄｅｒａｔｅ Ｓｔｒｏｎｇ

Ｅｌｅｃｔｒａ
（ｓｍａｌｌ）

Ｖａｒｉｅｓ Ｈｉｇｈ Ｖａｒｉｅｓ Ｌｏｗ Ｍｏｄｅｒａｔｅ Ｈｉｇｈ Ｈｉｇｈ Ｍｏｄｅｒａｔｅ Ｌｏｗ Ｍｏｄｅｒａｔｅ

ＶＡＤＥＲ
ｓｅｎｔｉｍｅｎｔ

Ｍｉｎｉｍａｌ Ｎ ／ Ａ Ｖａｒｉｅｓ Ｍｉｎｉｍａｌ
Ｗｉｄｅｌｙ
ａｖａｉｌａｂｌｅ

Ｈｉｇｈ Ｍｉｎｉｍａｌ Ｌｏｗ Ｈｉｇｈ Ｓｔｒｏｎｇ

Ｎｏｔｅｓ：“Ｖａｒｉｅｓ” ｉｎｄｉｃａｔｅｓ ｔｈａｔ ｔｈｅ ｖａｌｕｅ ｃａｎ ｖａｒｙ ｗｉｄｅｌｙ ｄｅｐｅｎｄｉｎｇ ｏｎ ｔｈｅ ｓｐｅｃｉｆｉｃ ｍｏｄｅｌ ｖａｒｉａｎｔ， ｄａｔａｓｅｔ， ａｎｄ ｏｔｈｅｒ ｆａｃｔｏｒｓ． “Ｎ ／ Ａ” ｉｎｄｉｃａｔｅｓ ｔｈａｔ ｔｈｅ
ｆａｃｔｏｒ ｉｓ ｎｏｔ ａｐｐｌｉｃａｂｌｅ． “Ｍｏｄｅｒａｔｅ”， “Ｈｉｇｈ”， “Ｌｏｗ”， “Ｗｉｄｅｌｙ Ａｖａｉｌａｂｌｅ”， ａｎｄ “Ｓｔｒｏｎｇ” ａｒｅ ｓｕｂｊｅｃｔｉｖｅ ｑｕａｌｉｔａｔｉｖｅ ｉｎｄｉｃａｔｏｒｓ．

５．１　 Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ Ｐｒｉｎｃｉｐｌｅ
　 　 Ｆｉｎｅ⁃ｔｕｎｉｎｇ ｉｓ ｇｒｏｕｎｄｅｄ ｉｎ ｔｈｅ ｐｒｉｎｃｉｐｌｅ ｏｆ
ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ． Ａ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌ， ｕｓｕａｌｌｙ ａ ｄｅｅｐ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｌｉｋｅ ＢＥＲＴ ｏｒ ＤｉｓｔｉｌＢＥＲＴ， ｈａｓ ａｌｒｅａｄｙ
ｌｅａｒｎｅｄ ｒｉｃｈ ｆｅａｔｕｒｅｓ ｆｒｏｍ ａ ｖａｓｔ ｄａｔａｓｅｔ ｏｎ ａ ｒｅｌａｔｅｄ
ｔａｓｋ． Ｔｈｉｓ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌ ｓｅｒｖｅｓ ａｓ ａ ｆｅａｔｕｒｅ
ｅｘｔｒａｃｔｏｒ， ｃａｐｔｕｒｉｎｇ ｇｅｎｅｒａｌ ｌｉｎｇｕｉｓｔｉｃ ｐａｔｔｅｒｎｓ ａｎｄ
ｓｅｍａｎｔｉｃｓ．
５．２　 Ｔａｓｋ⁃Ｓｐｅｃｉｆｉｃ Ａｄａｐｔａｔｉｏｎ
　 　 Ｄｕｒｉｎｇ ｆｉｎｅ⁃ｔｕｎｉｎｇ， ｔｈｅ ｍｏｄｅｌ􀆳ｓ ａｒｃｈｉｔｅｃｔｕｒｅ ｉｓ
ｐｒｅｓｅｒｖｅｄ， ｂｕｔ ｉｔｓ ｆｉｎａｌ ｌａｙｅｒｓ ａｒｅ ａｄｊｕｓｔｅｄ ｔｏ ａｌｉｇｎ ｗｉｔｈ
ｔｈｅ ｎｅｗ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔａｓｋ． Ｔｈｅｓｅ ｆｉｎａｌ ｌａｙｅｒｓ ａｒｅ
ｔｙｐｉｃａｌｌｙ ｒｅｓｐｏｎｓｉｂｌｅ ｆｏｒ ｍａｋｉｎｇ ｐｒｅｄｉｃｔｉｏｎｓ ｂａｓｅｄ ｏｎ
ｌｅａｒｎｅｄ ｆｅａｔｕｒｅｓ． Ｉｎ ｏｕｒ ｅｘｐｅｒｉｍｅｎｔ， ｔｈｅ ｔａｓｋ ｉｓ ｔｏ
ｐｒｅｄｉｃｔ ｔｈｅ ｓｅｎｔｉｍｅｎｔ ｌａｂｅｌｓ ｆｏｒ ｔｈｅ ｒｅｖｉｅｗｓ ｉｎ ｔｈｅ ｇｉｖｅｎ
ｄａｔａｓｅｔ．
５．３　 Ｌｏｓｓ Ｆｕｎｃｔｉｏｎ ａｎｄ Ｏｐｔｉｍｉｚａｔｉｏｎ
　 　 Ｔｈｅ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｐｒｏｃｅｓｓ ｉｎｖｏｌｖｅｓ ｕｐｄａｔｉｎｇ ｔｈｅ
ｍｏｄｅｌ􀆳ｓ ｗｅｉｇｈｔｓ ｂａｓｅｄ ｏｎ ａ ｔａｓｋ⁃ｓｐｅｃｉｆｉｃ ｄａｔａｓｅｔ． Ｔｈｅ
ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｕｓｅｄ ｉｎ ｔｒａｉｎｉｎｇ ｇｕｉｄｅｓ ｔｈｅ ａｄｊｕｓｔｍｅｎｔ ｏｆ
ｔｈｅｓｅ ｗｅｉｇｈｔｓ． Ｆｏｒ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ， ｔｈｅ ｂｉｎａｒｙ
ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｉｓ ｃｏｍｍｏｎｌｙ ｅｍｐｌｏｙｅｄ：

Ｌ （θ） ＝ － １
Ｎ∑

ｎ

ｉ ＝ １
［ｙｉ ｌｏｇ（ｐ（ｙｉ）） ＋

　 　 　 　 　 （１ － ｙｉ）ｌｏｇ （１ － ｐ（ｙｉ））］

ｗｈｅｒｅ θ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ， ｏｆｔｅｎ ｄｅｎｏｔｅｄ ｂｙ
Ｌ， ｗｈｉｃｈ ｉｓ ａ ｆｕｎｃｔｉｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ θ． Ｉｎ
ｔｈｅ ｃｏｎｔｅｘｔ ｏｆ ｂｉｎａｒｙ ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ， ｉｔ ｍｅａｓｕｒｅｓ ｔｈｅ
ｄｉｓｃｒｅｐａｎｃｙ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｐｒｏｂａｂｉｌｉｔｉｅｓ ａｎｄ ｔｈｅ
ａｃｔｕａｌ ｔａｒｇｅｔ ｌａｂｅｌｓ． Ｎ： Ｔｈｅ ｔｏｔａｌ ｎｕｍｂｅｒ ｏｆ ｓａｍｐｌｅｓ ｏｒ
ｉｎｓｔａｎｃｅｓ ｉｎ ｔｈｅ ｄａｔａｓｅｔ． ｙｉ ： Ｔｈｅ ｔｒｕｅ ｌａｂｅｌ （ ｇｒｏｕｎｄ
ｔｒｕｔｈ） ｆｏｒ ｔｈｅ ｉ⁃ｔｈ ｓａｍｐｌｅ． Ｉｔ ｉｓ ａ ｂｉｎａｒｙ ｖａｌｕｅ ｔｈａｔ ｃａｎ
ｂｅ ｅｉｔｈｅｒ ０ ｏｒ １． ｐ（ｙｉ）： Ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｐｒｏｂａｂｉｌｉｔｙ ｔｈａｔ
ｔｈｅ ｉ⁃ｔｈ ｓａｍｐｌｅ ｂｅｌｏｎｇｓ ｔｏ ｔｈｅ ｐｏｓｉｔｉｖｅ ｃｌａｓｓ （ １ ）
ａｃｃｏｒｄｉｎｇ ｔｏ ｔｈｅ ｍｏｄｅｌ． Ｉｎ ｂｉｎａｒｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ｔｈｉｓ
ｖａｌｕｅ ｔｙｐｉｃａｌｌｙ ｒａｎｇｅｓ ｂｅｔｗｅｅｎ ０ ａｎｄ １．
５．４　 Ｒｅｇｕｌａｒｉｚａｔｉｏｎ
　 　 Ｔｏ ｐｒｅｖｅｎｔ ｏｖｅｒｆｉｔｔｉｎｇ， ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ
ｌｉｋｅ ｄｒｏｐｏｕｔ ａｎｄ ｗｅｉｇｈｔ ｄｅｃａｙ ａｒｅ ａｐｐｌｉｅｄ． Ｔｈｅｓｅ
ｔｅｃｈｎｉｑｕｅｓ ｃｏｎｔｒｏｌ ｔｈｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ａｎｄ
ｅｎｈａｎｃｅ ｉｔｓ ａｂｉｌｉｔｙ ｔｏ ｇｅｎｅｒａｌｉｚｅ ｔｏ ｎｅｗ ｄａｔａ．
５．５　 Ｌｅａｒｎｉｎｇ Ｒａｔｅ ａｎｄ Ｈｙｐｅｒ Ｐａｒａｍｅｔｅｒｓ
　 　 Ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ ｄｉｃｔａｔｅｓ ｔｈｅ ｓｔｅｐ ｓｉｚｅ ｉｎ ｕｐｄａｔｉｎｇ
ｍｏｄｅｌ ｗｅｉｇｈｔｓ． Ｃａｒｅｆｕｌ ｓｅｌｅｃｔｉｏｎ ｏｆ ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ
ａｎｄ ｏｔｈｅｒ ｈｙｐｅｒ ｐａｒａｍｅｔｅｒｓ ｉｓ ｃｒｕｃｉａｌ ｔｏ ａｃｈｉｅｖｅ ｓｔａｂｌｅ
ｃｏｎｖｅｒｇｅｎｃｅ ｄｕｒｉｎｇ ｆｉｎｅ⁃ｔｕｎｉｎｇ．
５．６　 Ｔｒａｎｓｆｅｒ ａｎｄ Ｆｉｎｅ⁃Ｔｕｎｉｎｇ Ｐｈａｓｅｓ
　 　 Ｔｈｅ ｐｒｏｃｅｓｓ ｏｆｔｅｎ ｉｎｖｏｌｖｅｓ ｔｗｏ ｍａｉｎ ｐｈａｓｅｓ： ａ
ｔｒａｎｓｆｅｒ ｐｈａｓｅ ｗｈｅｒｅ ｔｈｅ ｍｏｄｅｌ ｉｓ ｐｒｅ⁃ｔｒａｉｎｅｄ ｏｎ ａ
ｌａｒｇｅ ｇｅｎｅｒａｌ ｔｅｘｔ ｃｏｒｐｕｓ， ａｎｄ ａ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｐｈａｓｅ
ｗｈｅｒｅ ｔｈｅ ｍｏｄｅｌ􀆳ｓ ｌａｓｔ ｌａｙｅｒｓ ａｒｅ ｕｐｄａｔｅｄ ｕｓｉｎｇ ａ

·１８·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

ｓｍａｌｌｅｒ ｔａｓｋ⁃ｓｐｅｃｉｆｉｃ ｄａｔａｓｅｔ．

６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｆｉｎｅ Ｔｕｎｅｄ Ｍｏｄｅｌｓ

６．１　 Ｍｏｄｅｌ Ｓｉｚｅ
　 　 Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｆｉｖｅ ｌｉｇｈｔｗｅｉｇｈｔ ｍｏｄｅｌｓ
ｂａｓｅｄ ｏｎ ｔｈｅｉｒ ｓｉｚｅ， ｉｎｃｌｕｄｉｎｇ ｂｏｔｈ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ
ａｎｄ ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ， ｒｅｖｅａｌｓ ｎｏｔａｂｌｅ ｄｉｆｆｅｒｅｎｃｅｓ ａｍｏｎｇ
ｔｈｅｍ．

ＤｉｓｔｉｌＢＥＲＴ： Ｗｉｔｈ ６６９５５０１０ ｐａｒａｍｅｔｅｒｓ，
ＤｉｓｔｉｌＢＥＲＴ ｄｅｍｏｎｓｔｒａｔｅｓ ａ ｍｏｄｅｌ ｓｉｚｅ ｏｆ ２５５． ４１３
ｍｅｇａｂｙｔｅｓ． Ｔｈｅ ｔｏｋｅｎｉｚｅｒ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ ＤｉｓｔｉｌＢＥＲＴ
ｐｒｏｃｅｓｓｅｓ ３０５２２ ｔｏｋｅｎｓ， ｃｏｎｔｒｉｂｕｔｉｎｇ ｔｏ ａ ｔｏｋｅｎｉｚｅｒ
ｓｉｚｅ ｏｆ ３５５３．７４ ｍｅｇａｂｙｔｅｓ．

Ａｌｂｅｒｔ： Ａｌｂｅｒｔ ｐｏｓｓｅｓｓｅｓ １１６８５１２２ ｐａｒａｍｅｔｅｒｓ，
ｒｅｓｕｌｔｉｎｇ ｉｎ ａ ｍｏｄｅｌ ｓｉｚｅ ｏｆ ４４． ５８ ｍｅｇａｂｙｔｅｓ． Ｉｔｓ
ｔｏｋｅｎｉｚｅｒ ｈａｎｄｌｅｓ ３００００ ｔｏｋｅｎｓ， ｒｅｓｕｌｔｉｎｇ ｉｎ ａ
ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ ｏｆ ３４９２．９７ ｍｅｇａｂｙｔｅｓ．

ＭｏｂｉｌｅＢＥＲＴ： Ｍｏｂｉｌｅ Ｂｅｒｔ􀆳ｓ ｍｏｄｅｌ ｓｉｚｅ ｉｓ
２４５８１８８８ ｐａｒａｍｅｔｅｒｓ， ｏｃｃｕｐｙｉｎｇ ９３．７７ ｍｅｇａｂｙｔｅｓ． Ｉｔｓ
ｔｏｋｅｎｉｚｅｒ ｅｎｃｏｍｐａｓｓｅｓ ３０５２２ ｔｏｋｅｎｓ， ｌｅａｄｉｎｇ ｔｏ ａ
ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ ｏｆ ３５５３．７４ ｍｅｇａｂｙｔｅｓ．

ｉ⁃ＢＥＲＴ： Ｔｈｅ ｉ⁃ＢＥＲＴ ｍｏｄｅｌ ｅｎｃｏｍｐａｓｓｅｓ
５１０９４２７２ ｐａｒａｍｅｔｅｒｓ， ｒｅｓｕｌｔｉｎｇ ｉｎ ａ ｓｕｂｓｔａｎｔｉａｌ ｍｏｄｅｌ
ｓｉｚｅ ｏｆ ４７５．４８ ｍｅｇａｂｙｔｅｓ． Ｉｔｓ ｔｏｋｅｎｉｚｅｒ ｍａｎａｇｅｓ ５０２６５
ｔｏｋｅｎｓ， ａｃｃｏｕｎｔｉｎｇ ｆｏｒ ａ ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ ｏｆ ９６３８．１
ｍｅｇａｂｙｔｅｓ．

ＳｑｕｅｅｚｅＢＥＲＴ： Ｓｉｍｉｌａｒ ｔｏ ｉ⁃ＢＥＲＴ， ＳｑｕｅｅｚｅＢＥＲＴ
ａｌｓｏ ｅｎｃｏｍｐａｓｓｅｓ ５１０９４２７２ ｐａｒａｍｅｔｅｒｓ， ｃｏｎｔｒｉｂｕｔｉｎｇ ｔｏ
ａ ｍｏｄｅｌ ｓｉｚｅ ｏｆ １９４．９１ ｍｅｇａｂｙｔｅｓ． Ｉｔｓ ｔｏｋｅｎｉｚｅｒ
ｈａｎｄｌｅｓ ３０５２８ ｔｏｋｅｎｓ， ｒｅｓｕｌｔｉｎｇ ｉｎ ａ ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ ｏｆ
３５５５．１４ ｍｅｇａｂｙｔｅｓ．
　 　 Ｔｈｅ ｌｉｇｈｔｗｅｉｇｈｔ ｍｏｄｅｌｓ ｅｘｈｉｂｉｔ ｖａｒｉａｔｉｏｎｓ ｉｎ ｂｏｔｈ

ｍｏｄｅｌ ｓｉｚｅ ａｎｄ ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ．
Ｗｈｉｌｅ ＤｉｓｔｉｌＢＥＲＴ， Ａｌｂｅｒｔ， ａｎｄ ＭｏｂｉｌｅＢＥＲＴ

ｍａｉｎｔａｉｎ ｒｅｌａｔｉｖｅｌｙ ｓｍａｌｌｅｒ ｍｏｄｅｌ ｓｉｚｅｓ， ｉ⁃ＢＥＲＴ ａｎｄ
ＳｑｕｅｅｚｅＢＥＲＴ ｈａｖｅ ｌａｒｇｅｒ ｍｏｄｅｌ ｓｉｚｅｓ． Ｎｏｔａｂｌｙ，
ｔｏｋｅｎｉｚｅｒ ｓｉｚｅｓ ｃｌｏｓｅｌｙ ａｌｉｇｎ ｗｉｔｈ ｍｏｄｅｌ ｓｉｚｅｓ ｆｏｒ ｅａｃｈ
ｒｅｓｐｅｃｔｉｖｅ ｍｏｄｅｌ． Ｔｈｅｓｅ ｓｉｚｅ ｃｏｎｓｉｄｅｒａｔｉｏｎｓ ａｒｅ
ｅｓｓｅｎｔｉａｌ ｗｈｅｎ ｄｅｐｌｏｙｉｎｇ ｍｏｄｅｌｓ ｉｎ ｒｅｓｏｕｒｃｅ⁃
ｃｏｎｓｔｒａｉｎｅｄ ｅｎｖｉｒｏｎｍｅｎｔｓ， ａｓ ｔｈｅｙ ｄｉｒｅｃｔｌｙ ｉｍｐａｃｔ
ｍｅｍｏｒｙ ｕｓａｇｅ ａｎｄ ｓｔｏｒａｇｅ ｒｅｑｕｉｒｅｍｅｎｔｓ．Ｔａｂｌｅ ５ ｃｌｅａｒｌｙ
ｉｎｄｉｃａｔｅｓ ｔｈｅ ｍｏｄｅｌ ａｎｄ ｔｏｋｅｎｉｚｅｒ ｓｉｚｅｓ ｏｆ ｍｏｄｅｌｓ．
６．２　 Ｐｅｒｆｏｒｍａｎｃｅ Ｍｅｔｒｉｃｓ
　 　 Ｉｎ ｔｈｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ｔｈｅ ｆｉｎｅ⁃ｔｕｎｅｄ ｍｏｄｅｌｓ ｕｓｉｎｇ
ｃｕｓｔｏｍ ｄａｔａｓｅｔ， ｄｉｓｔｉｎｃｔ ｐｅｒｆｏｒｍａｎｃｅ ｍｅｔｒｉｃｓ ｏｆｆｅｒ ａｎ
ｉｎｓｉｇｈｔｆｕｌ ｃｏｍｐａｒｉｓｏｎ． ＤｉｓｔｉｌＢＥＲＴ ｓｈｏｗｃａｓｅｓ ｓｔｒｏｎｇ
ｐｅｒｆｏｒｍａｎｃｅ ｗｉｔｈ ａｎ ａｃｃｕｒａｃｙ ｏｆ ８８％， ｗｈｉｌｅ
ｍａｉｎｔａｉｎｉｎｇ ａ ｂａｌａｎｃｅｄ ｐｒｅｃｉｓｉｏｎ ａｎｄ ｒｅｃａｌｌ ａｔ ８６％ ａｎｄ
９２％， ｒｅｓｐｅｃｔｉｖｅｌｙ， ｌｅａｄｉｎｇ ｔｏ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ ８９％．
Ａｌｂｅｒｔ ｅｘｈｉｂｉｔｓ ｎｏｔａｂｌｅ ｐｒｅｃｉｓｉｏｎ ａｔ ８９％， ｂｕｔ ｉｔｓ
ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ ｏｆ ７４％ ｉｓ ａｃｃｏｍｐａｎｉｅｄ ｂｙ ａ ｌｏｗｅｒ
ｒｅｃａｌｌ ｏｆ ５７％， ｙｉｅｌｄｉｎｇ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ ７０％． Ｎｏｔａｂｌｙ，
ＭｏｂｉｌｅＢＥＲＴ ｄｅｍｏｎｓｔｒａｔｅｓ ｅｘｃｅｐｔｉｏｎａｌ ｒｅｃａｌｌ ａｔ ９９％，
ａｌｔｈｏｕｇｈ ｉｔｓ ｏｖｅｒａｌｌ ａｃｃｕｒａｃｙ ａｎｄ ｐｒｅｃｉｓｉｏｎ ａｒｅ
ｃｏｍｐａｒａｔｉｖｅｌｙ ｌｏｗｅｒ ａｔ ５２％， ｒｅｓｕｌｔｉｎｇ ｉｎ ａｎ Ｆ１⁃Ｓｃｏｒｅ
ｏｆ ６９％． ＳｑｕｅｅｚｅＢＥＲＴ ａｔｔａｉｎｓ ａ ｒｅｌａｔｉｖｅｌｙ ｂａｌａｎｃｅｄ
ｃｏｍｂｉｎａｔｉｏｎ ｏｆ ｐｒｅｃｉｓｉｏｎ （６２％） ａｎｄ ｒｅｃａｌｌ （５６％），
ｒｅｓｕｌｔｉｎｇ ｉｎ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ ５９％． ＩＢＥＲＴ， ｗｈｉｌｅ
ａｃｈｉｅｖｉｎｇ ａ ｒｅｓｐｅｃｔａｂｌｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ７４％， ｆａｃｅｓ
ｃｈａｌｌｅｎｇｅｓ ｉｎ ｒｅｃａｌｌ ａｔ ５３％， ｙｉｅｌｄｉｎｇ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ
６２％． Ｉｎ ｓｕｍｍａｒｙ， ＤｉｓｔｉｌＢＥＲＴ ｅｍｅｒｇｅｓ ａｓ ａ ｓｔａｎｄｏｕｔ
ｐｅｒｆｏｒｍｅｒ ｉｎ ｔｅｒｍｓ ｏｆ ｂａｌａｎｃｅｄ ａｃｃｕｒａｃｙ， ｐｒｅｃｉｓｉｏｎ，
ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃Ｓｃｏｒｅ， ｏｆｆｅｒｉｎｇ ｐｒｏｍｉｓｉｎｇ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ ｃａｐａｂｉｌｉｔｉｅｓ ｆｏｒ ｔｈｅ ｃｕｓｔｏｍ ｄａｔａｓｅｔ．Ｔｈｅ ｄｅｔａｉｌｓ
ａｒｅ ｇｉｖｅｎ ｉｎ Ｔａｂｌｅ ６．

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｌｉｇｈｔ ｗｅｉｇｈｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ ｎａｍｅ
Ｍｏｄｅｌ ｓｉｚｅ

Ｐａｒａｍｅｔｅｒｓ Ｍｅｇａｂｙｔｅｓ
Ｔｏｋｅｎｉｚｅｒ ｓｉｚｅ

Ｔｏｋｅｎｓ Ｍｅｇａｂｙｔｅｓ
Ｄｉｓｔｉｌｂｅｒｔ ６６９５５０１０ ２５５．４１３ ３０５２２ ３５５３．７４

Ａｌｂｅｒｔ １１６８５１２２ ４４．５８０ ３００００ ３４９２．９７
ＭｏｂｉｌｅＢＥＲＴ ２４５８１８８８ ９３．７７０ ３０５２２ ３５５３．７４

ｉ⁃ＢＥＲＴ ５１０９４２７２ ４７５．４８０ ５０２６５ ９６３８．１０
ＳｑｕｅｅｚｅＢＥＲＴ ５１０９４２７２ １９４．９１０ ３０５２８ ３５５５．１４

Ｔａｂｌｅ ６　 Ｐｅｒｆｏｒｍａｎｃｅ ｍｅｔｒｉｃｓ ｏｆ ｆｉｎｅ⁃ｔｕｎｅｄ ｍｏｄｅｌｓ ｆｏｒ ｃｕｓｔｏｍ ｄａｔａｓｅｔ
Ｆｉｎｅ⁃ｔｕｎｅｄ ｍｏｄｅｌ ｎａｍｅ Ｂａｓｅ ｍｏｄｅｌ Ａｃｃｕｒａｃｙ （％） Ｐｒｅｃｉｓｉｏｎ （％） Ｒｅｃａｌｌ （％） Ｆ１⁃Ｓｃｏｒｅ（％）

ＲｅｓＥｆｆ１ Ｄｉｓｔｉｌｂｅｒｔ ８８ ８６ ９２ ８９

ＲｅｓＥｆｆ２ Ａｌｂｅｒｔ ７４ ８９ ５７ ７０
ＲｅｓＥｆｆ３ ＭｏｂｉｌｅＢＥＲＴ ５２ ５２ ９９ ６９
ＲｅｓＥｆｆ４ ＳｑｕｅｅｚｅＢＥＲＴ ６１ ６２ ５６ ５９
ＲｅｓＥｆｆ５ ＩＢＥＲＴ ６７ ７４ ５３ ６２

·２８·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

７　 Ｒｅｓｕｌｔｓ ａｎｄ Ｄｉｓｃｕｓｓｉｏｎｓ

７．１　 Ｉｎｔｅｒｐｒｅｔａｔｉｏｎ ｏｆ Ｒｅｓｕｌｔｓ ａｎｄ Ｐｅｒｆｏｒｍａｎｃｅ
Ｔｒｅｎｄｓ

　 　 Ｂａｓｅｄ ｏｎ ｔｈｅ ｒｅｓｕｌｔｓ ｏｂｔａｉｎｅｄ ｆｒｏｍ ｔｈｅ
ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ｔｈｅ ｌｉｇｈｔｗｅｉｇｈｔ ｍｏｄｅｌｓ， ａ
ｄｉｓｃｅｒｎｉｂｌｅ ｐａｔｔｅｒｎ ｅｍｅｒｇｅｓ， ｓｈｅｄｄｉｎｇ ｌｉｇｈｔ ｏｎ ｔｈｅｉｒ
ｅｆｆｉｃａｃｙ ａｎｄ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｉｎ ｔｈｅ ｃｏｎｔｅｘｔ ｏｆ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ． Ｎｏｔａｂｌｙ， ＤｉｓｔｉｌＢＥＲＴ ｅｍｅｒｇｅｓ ａｓ ａ ｐｒｏｍｉｎｅｎｔ
ｃｏｎｔｅｎｄｅｒ， ｅｘｈｉｂｉｔｉｎｇ ａｎ ａｃｃｕｒａｃｙ ｏｆ ８８％ ａｌｏｎｇｓｉｄｅ ａ
ｈａｒｍｏｎｉｏｕｓ ｂａｌａｎｃｅ ｂｅｔｗｅｅｎ ｐｒｅｃｉｓｉｏｎ （ ８６％） ａｎｄ
ｒｅｃａｌｌ （９２％）， ｒｅｓｕｌｔｉｎｇ ｉｎ ａ ｃｏｍｍｅｎｄａｂｌｅ Ｆ１⁃Ｓｃｏｒｅ
ｏｆ ８９％． Ｔｈｉｓ ｕｎｄｅｒｓｃｏｒｅｓ ｉｔｓ ａｐｔｉｔｕｄｅ ｉｎ ａｃｃｕｒａｔｅｌｙ
ｉｄｅｎｔｉｆｙｉｎｇ ｓｅｎｔｉｍｅｎｔｓ ａｎｄ ｉｔｓ ｃａｐａｃｉｔｙ ｔｏ ｅｆｆｅｃｔｉｖｅｌｙ
ｃａｐｔｕｒｅ ｂｏｔｈ ｐｏｓｉｔｉｖｅ ａｎｄ ｎｅｇａｔｉｖｅ ｉｎｓｔａｎｃｅｓ．

Ｃｏｎｖｅｒｓｅｌｙ， Ａｌｂｅｒｔ， ｗｈｉｌｅ ｄｉｓｐｌａｙｉｎｇ ａ ｎｏｔｅｗｏｒｔｈｙ
ｐｒｅｃｉｓｉｏｎ ｏｆ ８９％， ｉｓ ａｃｃｏｍｐａｎｉｅｄ ｂｙ ａｎ ａｃｃｕｒａｃｙ ｏｆ
７４％ ａｎｄ ａ ｃｏｍｐａｒａｔｉｖｅｌｙ ｌｏｗｅｒ ｒｅｃａｌｌ ｏｆ ５７％，
ｃｏｎｔｒｉｂｕｔｉｎｇ ｔｏ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ ７０％． Ｗｈｉｌｅ ｐｒｅｃｉｓｉｏｎ
ｒｅｍａｉｎｓ ｈｉｇｈ， ｉｔｓ ｐｅｒｆｏｒｍａｎｃｅ ｉｎ ｃｏｒｒｅｃｔｌｙ ｃｌａｓｓｉｆｙｉｎｇ
ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ ｉｓ ｓｏｍｅｗｈａｔ ｈｉｎｄｅｒｅｄ． Ｏｎ ａｎｏｔｈｅｒ
ｔａｎｇｅｎｔ， ＭｏｂｉｌｅＢＥＲＴ ｄｉｓｔｉｎｇｕｉｓｈｅｓ ｉｔｓｅｌｆ ｔｈｒｏｕｇｈ ａｎ
ｅｘｃｅｐｔｉｏｎａｌ ｒｅｃａｌｌ ｏｆ ９９％， ｙｅｔ ｉｔｓ ｏｖｅｒａｌｌ
ａｃｃｕｒａｃｙ （５２％） ａｎｄ ｐｒｅｃｉｓｉｏｎ （５２％） ｐｒｅｓｅｎｔ ｃｅｒｔａｉｎ
ｌｉｍｉｔａｔｉｏｎｓ， ｃｕｌｍｉｎａｔｉｎｇ ｉｎ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ ６９％．
Ｔｈｅ ｃｈａｌｌｅｎｇｅ ｈｅｒｅ ｌｉｅｓ ｉｎ ａｃｈｉｅｖｉｎｇ ａ ｍｏｒｅ
ｂａｌａｎｃｅｄ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｐｒｅｄｉｃｔｉｖｅ ｐｒｏｗｅｓｓ ａｃｒｏｓｓ ｂｏｔｈ
ｃｌａｓｓｅｓ．

ＳｑｕｅｅｚｅＢＥＲＴ， ｗｉｔｈ ｐｒｅｃｉｓｉｏｎ ａｎｄ ｒｅｃａｌｌ ａｔ ６２％
ａｎｄ ５６％ ｒｅｓｐｅｃｔｉｖｅｌｙ， ｓｔｒｉｋｅｓ ａ ｂａｌａｎｃｅ ｔｈａｔ ｙｉｅｌｄｓ ａｎ
Ｆ１ ｓｃｏｒｅ ｏｆ ５９％． Ｉｔｓ ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｉｃａｔｅｓ ｔｈｅ
ｃａｐａｃｉｔｙ ｔｏ ｐｒｏｖｉｄｅ ａ ｒｅａｓｏｎａｂｌｅ ｔｒａｄｅ⁃ｏｆｆ ｂｅｔｗｅｅｎ
ｉｄｅｎｔｉｆｙｉｎｇ ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ ａｎｄ ｍａｉｎｔａｉｎｉｎｇ ｐｒｅｃｉｓｉｏｎ
ｉｎ ｐｒｅｄｉｃｔｉｏｎｓ． Ｍｅａｎｗｈｉｌｅ， ｉ⁃ＢＥＲＴ ｄｅｍｏｎｓｔｒａｔｅｓ ａ
ｃｏｍｍｅｎｄａｂｌｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ７４％， ｂｕｔ ｇｒａｐｐｌｅｓ ｗｉｔｈ ａ
ｒｅｃａｌｌ ｏｆ ５３％， ｕｌｔｉｍａｔｅｌｙ ｒｅｓｕｌｔｉｎｇ ｉｎ ａｎ Ｆ１⁃Ｓｃｏｒｅ ｏｆ
６２％． Ｔｈｉｓ ｐｏｉｎｔｓ ｔｏ ｔｈｅ ｎｅｅｄ ｆｏｒ ｅｎｈａｎｃｅｍｅｎｔ ｉｎ
ｃｏｒｒｅｃｔｌｙ ｉｄｅｎｔｉｆｙｉｎｇ ａｃｔｕａｌ ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ．

Ｉｎ ｓｕｍｍａｔｉｏｎ， ｔｈｅ ｆｉｎｄｉｎｇｓ ｃｏｌｌｅｃｔｉｖｅｌｙ ｉｌｌｕｍｉｎａｔｅ
ＤｉｓｔｉｌＢＥＲＴ ａｓ ａ ｓｔａｎｄｏｕｔ ｃａｎｄｉｄａｔｅ， ｏｆｆｅｒｉｎｇ ａ ｗｅｌｌ⁃
ｒｏｕｎｄｅｄ ｂｌｅｎｄ ｏｆ ａｃｃｕｒａｃｙ， ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃
Ｓｃｏｒｅ． Ａｌｂｅｒｔ ｓｈｏｗｃａｓｅｓ ｒｅｍａｒｋａｂｌｅ ｐｒｅｃｉｓｉｏｎ，
ＭｏｂｉｌｅＢＥＲＴ ｅｘｃｅｌｓ ｉｎ ｃａｐｔｕｒｉｎｇ ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ，
ＳｑｕｅｅｚｅＢＥＲＴ ｓｔｒｉｋｅｓ ａ ｂａｌａｎｃｅ， ａｎｄ ｉ⁃ＢＥＲＴ ｓｅｅｋｓ
ｒｅｆｉｎｅｍｅｎｔ ｉｎ ｃａｐｔｕｒｉｎｇ ａｌｌ ｐｏｓｉｔｉｖｅ ｉｎｓｔａｎｃｅｓ． Ｔｈｅｓｅ
ｉｎｓｉｇｈｔｓ ｓｅｒｖｅ ａｓ ａ ｖａｌｕａｂｌｅ ｇｕｉｄｅ ｆｏｒ ｓｅｌｅｃｔｉｎｇ ａｎ
ａｐｐｒｏｐｒｉａｔｅ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｓｐｅｃｉｆｉｃ ｐｅｒｆｏｒｍａｎｃｅ
ｒｅｑｕｉｒｅｍｅｎｔｓ ａｎｄ ｒｅｓｏｕｒｃｅ ｃｏｎｓｔｒａｉｎｔｓ， ｅｆｆｅｃｔｉｖｅｌｙ

ａｄｖａｎｃｉｎｇ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｅｎｄｅａｖｏｒｓ ｉｎ ｖａｒｉｅｄ
ｃｏｎｔｅｘｔｓ．
７．２　 Ｃｏｎｃｌｕｓｉｏｎｓ
　 　 Ｔｈｅ ｒｅｓｕｌｔｓ ｐｒｏｖｉｄｅｄ ｍａｋｅ ｓｅｎｓｅ ａｎｄ ｏｆｆｅｒ
ｖａｌｕａｂｌｅ ｉｎｓｉｇｈｔｓ ｉｎｔｏ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｌｉｇｈｔｗｅｉｇｈｔ ｍｏｄｅｌｓ ａｓ
ｗｅｌｌ ａｓ ｔｈｅｉｒ ａｓｓｏｃｉａｔｅｄ ｓｉｚｅｓ． Ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ
ｐｅｒｆｏｒｍａｎｃｅ ｍｅｔｒｉｃｓ， ｓｕｃｈ ａｓ ａｃｃｕｒａｃｙ， ｐｒｅｃｉｓｉｏｎ，
ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃Ｓｃｏｒｅ， ｇｉｖｅｓ ａ ｃｌｅａｒ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｏｆ
ｈｏｗ ｅａｃｈ ｍｏｄｅｌ ｐｅｒｆｏｒｍｓ ｉｎ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｔａｓｋｓ．
Ｌｉｋｅｗｉｓｅ， ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｓｉｚｅｓ ａｎｄ ｔｏｋｅｎｉｚｅｒ
ｓｉｚｅｓ ｐｒｏｖｉｄｅｓ ｉｎｆｏｒｍａｔｉｏｎ ａｂｏｕｔ ｔｈｅ ｒｅｓｏｕｒｃｅ
ｒｅｑｕｉｒｅｍｅｎｔｓ ａｎｄ ｐｏｔｅｎｔｉａｌ ｅｆｆｉｃｉｅｎｃｙ ｏｆ ｄｅｐｌｏｙｉｎｇ
ｔｈｅｓｅ ｍｏｄｅｌｓ ｉｎ ｖａｒｉｏｕｓ ｅｎｖｉｒｏｎｍｅｎｔｓ．

Ｔｈｅ ｒｅｓｕｌｔｓ ｒｅｆｌｅｃｔ ｔｈｅ ｔｒａｄｅ⁃ｏｆｆｓ ｂｅｔｗｅｅｎ ｍｏｄｅｌ
ｓｉｚｅ ａｎｄ ｐｅｒｆｏｒｍａｎｃｅ． Ｆｏｒ ｉｎｓｔａｎｃｅ， ｍｏｄｅｌｓ ｌｉｋｅ
ＤｉｓｔｉｌＢＥＲＴ ａｎｄ ＭｏｂｉｌｅＢＥＲＴ ａｃｈｉｅｖｅ ｒｅｌａｔｉｖｅｌｙ ｇｏｏｄ
ａｃｃｕｒａｃｙ ｗｉｔｈ ｓｍａｌｌｅｒ ｍｏｄｅｌ ｓｉｚｅｓ， ｍａｋｉｎｇ ｔｈｅｍ
ｓｕｉｔａｂｌｅ ｃｈｏｉｃｅｓ ｆｏｒ ａｐｐｌｉｃａｔｉｏｎｓ ｗｉｔｈ ｌｉｍｉｔｅｄ ｒｅｓｏｕｒｃｅｓ．
Ｏｎ ｔｈｅ ｏｔｈｅｒ ｈａｎｄ， ｍｏｄｅｌｓ ｌｉｋｅ ｉ⁃ＢＥＲＴ ｍａｙ ｈａｖｅ
ｌａｒｇｅｒ ｍｏｄｅｌ ｓｉｚｅｓ ｂｕｔ ｏｆｆｅｒ ｃｏｍｐｅｔｉｔｉｖｅ ｐｅｒｆｏｒｍａｎｃｅ．
Ｔｈｅｓｅ ｆｉｎｄｉｎｇｓ ａｌｉｇｎ ｗｉｔｈ ｔｈｅ ｃｏｎｃｅｐｔ ｏｆ ｂａｌａｎｃｉｎｇ
ｍｏｄｅｌ ｃｏｍｐｌｅｘｉｔｙ ｗｉｔｈ ｐｅｒｆｏｒｍａｎｃｅ ｅｘｐｅｃｔａｔｉｏｎｓ ａｎｄ
ｒｅｓｏｕｒｃｅ ｃｏｎｓｔｒａｉｎｔｓ

８　 Ｆｕｔｕｒｅ Ｄｉｒｅｃｔｉｏｎ ａｎｄ Ｅｎｈａｎｃｅｍｅｎｔｓ

　 　 Ｌｏｏｋｉｎｇ ａｈｅａｄ， ｔｈｅ ｐｏｓｓｉｂｉｌｉｔｉｅｓ ｆｏｒ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ ａｒｅ ｖａｓｔ ａｎｄ ｅｘｃｉｔｉｎｇ． Ｗｅ ｃａｎ ｅｘｐａｎｄ ｏｕｒ
ａｐｐｒｏａｃｈ ｔｏ ｄｉｆｆｅｒｅｎｔ ａｒｅａｓ， ｕｎｄｅｒｓｔａｎｄｉｎｇ ｓｅｎｔｉｍｅｎｔｓ
ｉｎ ｖａｒｉｏｕｓ ｔｙｐｅｓ ｏｆ ｃｏｎｔｅｎｔ． Ｔｈｉｓ ｍｅａｎｓ ｍａｋｉｎｇ ｏｕｒ
ｍｏｄｅｌｓ ｗｏｒｋ ｗｅｌｌ ｎｏｔ ｊｕｓｔ ｉｎ ｏｎｅ ｆｉｅｌｄ， ｂｕｔ ｉｎ ｍａｎｙ
ｄｉｆｆｅｒｅｎｔ ｏｎｅｓ． Ｗｅ ｃａｎ ａｌｓｏ ｍａｋｅ ｏｕｒ ｍｏｄｅｌｓ ｓｍａｌｌｅｒ
ｗｈｉｌｅ ｋｅｅｐｉｎｇ ｔｈｅｉｒ ａｃｃｕｒａｃｙ， ｕｓｉｎｇ ｍｅｔｈｏｄｓ ｌｉｋｅ
ｐｒｕｎｉｎｇ ａｎｄ ｑｕａｎｔｉｚａｔｉｏｎ． Ｂｙ ｃｏｍｂｉｎｉｎｇ ｄｉｆｆｅｒｅｎｔ
ｔｅｃｈｎｉｑｕｅｓ ａｎｄ ｕｓｉｎｇ ｓｍａｒｔｅｒ ｓｔｒａｔｅｇｉｅｓ， ｗｅ ｃａｎ ｂｕｉｌｄ
ｍｏｄｅｌｓ ｔｈａｔ ａｒｅ ｇｏｏｄ ａｔ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｓｅｎｔｉｍｅｎｔｓ ａｎｄ
ｄｏ ｎｏｔ ｎｅｅｄ ａ ｌｏｔ ｏｆ ｃｏｍｐｕｔｅｒ ｐｏｗｅｒ．

９　 Ａｃｋｎｏｗｌｅｄｇｅｍｅｎｔｓ

　 　 Ｉ ｅｘｔｅｎｄ ｍｙ ｇｒａｔｉｔｕｄｅ ｔｏ Ｍｒ． Ｐｒａｂｈａｋａｒａｎ， Ｃｌｏｕｄ
Ａｒｃｈｉｔｅｃｔ， ｆｏｒ ｈｉｓ ｉｎｖａｌｕａｂｌｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｉｎ ｐｒｏｖｉｄｉｎｇ
ｔｈｅ ｅｓｓｅｎｔｉａｌ ｃｌｏｕｄ ｓｐａｃｅ ｗｉｔｈｉｎ Ａｚｕｒｅ ＶＭ． Ｔｈｉｓ
ｐｉｖｏｔａｌ ｐｒｏｖｉｓｉｏｎ ｅｎａｂｌｅｄ ｔｈｅ ｓｕｃｃｅｓｓｆｕｌ ｔｒａｉｎｉｎｇ ｏｆ ｔｈｅ
ｍｏｄｅｌｓ， ａ ｃｏｒｎｅｒｓｔｏｎｅ ｉｎ ｏｕｒ ｐｕｒｓｕｉｔ ｏｆ ａｄｖａｎｃｉｎｇ
ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ． Ｈｉｓ ｓｕｐｐｏｒｔ ａｎｄ ｆａｃｉｌｉｔａｔｉｏｎ ｈａｖｅ
ｐｌａｙｅｄ ａ ｃｒｕｃｉａｌ ｒｏｌｅ ｉｎ ｍａｋｉｎｇ ｏｕｒ ｅｎｄｅａｖｏｒｓ ｆｅａｓｉｂｌｅ
ａｎｄ ｐｒｏｄｕｃｔｉｖｅ．

·３８·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．１，２０２５

Ｒｅｆｅｒｅｎｃｅｓ

［１］Ｓｕｎ Ｚ， Ｙｕ Ｈ， Ｓｏｎｇ Ｘ， ｅｔ ａｌ． Ｍｏｂｉｌｅｂｅｒｔ： Ｔａｓｋ⁃ａｇｎｏｓｔｉｃ
ｃｏｍｐｒｅｓｓｉｏｎ ｏｆ ｂｅｒｔ ｂｙ ｐｒｏｇｒｅｓｓｉｖｅ ｋｎｏｗｌｅｄｇｅ ｔｒａｎｓｆｅｒ．
ａｒＸｉｖ：２００４．０２９８４．２０２０．ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．２００４．０２９８４．

［２］Ｓａｎｈ Ｖ， Ｄｅｂｕｔ Ｌ， Ｃｈａｕｍｏｎｄ Ｊ， ｅｔ ａｌ． ＤｉｓｔｉｌＢＥＲＴ， ａ
ｄｉｓｔｉｌｌｅｄ ｖｅｒｓｉｏｎ ｏｆ ＢＥＲＴ： ｓｍａｌｌｅｒ， ｆａｓｔｅｒ， ｃｈｅａｐｅｒ ａｎｄ
ｌｉｇｈｔｅｒ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１９１０．０１１０８． ２０１９ ． ＤＯＩ： １０．
４８５５０ ／ ａｒＸｉｖ．１９１０．０１１０８．

［３］Ｒｅｎ Ｆ， Ｆｅｎｇ Ｌ， Ｘｉａｏ Ｄ， ｅｔ ａｌ． ＤＮｅｔ： Ａ ｌｉｇｈｔｗｅｉｇｈｔ ａｎｄ
ｅｆｆｉｃｉｅｎｔ ｍｏｄｅｌ ｆｏｒ ａｓｐｅｃｔ ｂａｓｅｄ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ． Ｅｘｐｅｒｔ
Ｓｙｓｔｅｍｓ ｗｉｔｈ Ａｐｐｌｉｃａｔｉｏｎｓ， ２０２０， １５１： １１３３９３． ＤＯＩ： １０．
１０１６ ／ ｊ．ｅｓｗａ．２０２０．１１３３９３

［４］Ｌａｎ Ｚ， Ｃｈｅｎ Ｍ， Ｇｏｏｄｍａｎ Ｓ， ｅｔ ａｌ． Ａｌｂｅｒｔ： Ａ ｌｉｔｅ ｂｅｒｔ ｆｏｒ
ｓｅｌｆ⁃ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｏｆ ｌａｎｇｕａｇｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１９０９． １１９４２． ２０１９． ＤＯＩ： １０． ４８５５０ ／ ａｒＸｉｖ．
１９０９．１１９４２．

［５］Ｊｉａｏ Ｘ， Ｙｉｎ Ｙ， Ｓｈａｎｇ Ｌ， ｅｔ ａｌ． Ｔｉｎｙｂｅｒｔ： Ｄｉｓｔｉｌｌｉｎｇ ｂｅｒｔ ｆｏｒ
ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：１９０９．
１０３５１． ２０１９． ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．１９０９．１０３５１．

［６］Ｃｌａｒｋ Ｋ， Ｌｕｏｎｇ Ｍ Ｔ， Ｌｅ Ｑ Ｖ， ｅｔ ａｌ． Ｅｌｅｃｔｒａ： Ｐｒｅ⁃ｔｒａｉｎｉｎｇ
ｔｅｘｔ ｅｎｃｏｄｅｒｓ ａｓ ｄｉｓｃｒｉｍｉｎａｔｏｒｓ ｒａｔｈｅｒ ｔｈａｎ ｇｅｎｅｒａｔｏｒｓ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：２００３． １０５５５． ２０２０． ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．
２００３．１０５５５．

［７］Ｎｇｕｙｅｎ Ｄ Ｑ， Ｖｕ Ｔ， Ｎｇｕｙｅｎ Ａ Ｔ． ＢＥＲＴｗｅｅｔ： Ａ ｐｒｅ⁃
ｔｒａｉｎｅｄ ｌａｎｇｕａｇｅ ｍｏｄｅｌ ｆｏｒ Ｅｎｇｌｉｓｈ Ｔｗｅｅｔｓ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ
ａｒＸｉｖ： ２００５． １０２００． ２０２０． ＤＯＩ： １０． ４８５５０ ／ ａｒＸｉｖ． ２００５．
１０２００．

［８］Ｊｉｎ Ｄ， Ｊｉｎ Ｚ， Ｚｈｏｕ Ｊ Ｔ， ｅｔ ａｌ． Ｉｓ ｂｅｒｔ ｒｅａｌｌｙ ｒｏｂｕｓｔ？ Ａ
ｓｔｒｏｎｇ ｂａｓｅｌｉｎｅ ｆｏｒ ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ａｔｔａｃｋ ｏｎ ｔｅｘｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ ｅｎｔａｉｌｍｅｎｔ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ．Ｗｉｓｈｉｎｇｔｏｎ ＤＣ：ＡＡＡＩ
Ｐｒｅｓｓ， ２０２０， ３４ （ ５）： ８０１８ － ８０２５． ＤＯＩ： １０． １６０９ ／ ａａａｉ．
ｖ３４ｉａ５．６３１１．

［９］Ｈｕ Ｓ，Ｄｉｎｇ Ｎ， Ｗａｎｇ Ｈ ， ｅｔ ａｌ． Ｋｎｏｗｌｅｄｇｅａｂｌｅ ｐｒｏｍｐｔ⁃
ｔｕｎｉｎｇ： Ｉｎｃｏｒｐｏｒａｔｉｎｇ ｋｎｏｗｌｅｄｇｅ ｉｎｔｏ ｐｒｏｍｐｔ ｖｅｒｂａｌｉｚｅｒ ｆｏｒ
ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔａｒＸｉｖ：２１０８． ０２０３５． ２０２１．
ＤＯＩ： １０．１８６５３ ／ ｖ１ ／ ２０２２．ａｃｌ－ｌｏｎｇ．１５８．

［１０］Ｗａｎｇ Ｚ，Ｗａｎｇ Ｐ， Ｌｉｕ Ｔ， ｅｔ ａｌ． ＨＰＴ： ｈｉｅｒａｒｃｈｙ⁃ａｗａｒｅ
ｐｒｏｍｐｔ ｔｕｎｉｎｇ ｆｏｒ ｈｉｅｒａｒｃｈｉｃａｌ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． ａｒＸｉｖ
ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：２２０４．１３４１３． ２０２２． ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．

２２０４．１３４１３．
［１１］Ｙａｏ Ｑ， Ｋｕｍａｒ Ｓ Ｔ， Ｂｒｏｃａｎｅｌｌｉ Ｍ ， ｅｔ ａｌ． Ｔｉｎｙ ｒｎｎ ｍｏｄｅｌ

ｗｉｔｈ ｃｅｒｔｉｆｉｅｄ ｒｏｂｕｓｔｎｅｓｓ ｆｏｒ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． ２０２２
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ．
Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ，２０２２：１－８． ＤＯＩ： １０．１１０９ ／ ＩＪＣＮＮ５５０６４．
２０２２．９８９２１１７．

［１２］Ｌｏｐｅｚ Ｇ， Ｎｇｕｙｅｎ Ａ， Ｋａｕｌ Ｊ． Ｒｅｄｕｃｉｎｇ ｃｏｍｐｕｔａｔｉｏｎａｌ
ｃｏｓｔｓ ｉｎ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ：Ｔｅｎｓｏｒｉｚｅｄ ｒｅｃｕｒｒｅｎｔ ｎｅｔｗｏｒｋｓ
ｖｓ． ｒｅｃｕｒｒｅｎｔ ｎｅｔｗｏｒｋｓ． ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：２３０６．０９７０５．
２０２３．

［１３］Ｍｅｗａｄａ Ａ，Ｄｅｗａｎｇ Ｒ Ｋ． ＳＡ⁃ＡＳＢＡ： Ａ ｈｙｂｒｉｄ ｍｏｄｅｌ ｆｏｒ
ａｓｐｅｃｔ⁃ｂａｓｅｄ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｕｓｉｎｇ ｓｙｎｔｈｅｔｉｃ ａｔｔｅｎｔｉｏｎ ｉｎ
ｐｒｅ⁃ｔｒａｉｎｅｄ ｌａｎｇｕａｇｅ ＢＥＲＴ ｍｏｄｅｌ ｗｉｔｈ ｅｘｔｒｅｍｅ ｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇ． Ｔｈｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｕｐｅｒｃｏｍｐｕｔｉｎｇ， ２０２３， ７９（５）：
５５１６－５５５１． ＤＯＩ： １０．１００７ ／ ｓ１１２２７－０２２－０４８８１－ｘ．

［１４］Ｔａｎｖｉｒ Ｒ，Ｓｈａｗｏｎ Ｍ Ｔ， Ｍｅｈｅｄｉ Ｍ Ｈ， ｅｔ ａｌ． Ａ ＧＡＮ⁃
ＢＥＲＴ ｂａｓｅｄ ａｐｐｒｏａｃｈ ｆｏｒ ｂｅｎｇａｌｉ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｗｉｔｈ ａ
ｆｅｗ ｌａｂｅｌｅｄ ｅｘａｍｐｌｅｓ． Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｓｙｍｐｏｓｉｕｍ ｏｎ
Ｄｉｓｔｒｉｂｕｔｅｄ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ． Ｂｅｒｌｉｎ：
Ｓｐｒｉｎｇｅｒ，２０２２，５８３：２０－３０． ＤＯＩ： １０．１００７ ／ ９７８－３－６３１－
２０８５９－１＿３．

［１５］Ｄｉｎｇ Ｎ，Ｑｉｎ Ｙ， Ｙａｎｇ Ｇ， ｅｔ ａｌ． Ｐａｒａｍｅｔｅｒ⁃ｅｆｆｉｃｉｅｎｔ ｆｉｎｅ⁃
ｔｕｎｉｎｇ ｏｆ ｌａｒｇｅ⁃ｓｃａｌｅ ｐｒｅ⁃ｔｒａｉｎｅｄ ｌａｎｇｕａｇｅ ｍｏｄｅｌｓ． Ｎａｔｕｒｅ
Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅ， ２０２３， ５（３）： ２２０－ ２３５． ＤＯＩ： １０．
１０３８ ／ ｓ４２２５６－０２３－００６２６－４．

［１６］Ｋｉｍ Ｓ，Ｇｈｏｌａｍｉ Ａ， Ｙａｏ Ｚ， ｅｔ ａｌ． Ｉ － ｂｅｒｔ： Ｉｎｔｅｇｅｒ⁃ｏｎｌｙ
ｂｅｒｔ ｑｕａｎｔｉｚａｔｉｏｎ． Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ， ２０２１，１３９：５５０６－５５１８． ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．
２１０１．０１３２１．

［１７］Ｒａｆｆｅｌ Ｃ， Ｓｈａｚｅｅｒ Ｎ， Ｒｏｂｅｒｔｓ Ａ， ｅｔ ａｌ． Ｅｘｐｌｏｒｉｎｇ ｔｈｅ
ｌｉｍｉｔｓ ｏｆ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ ｗｉｔｈ ａ ｕｎｉｆｉｅｄ ｔｅｘｔ⁃ｔｏ⁃ｔｅｘｔ
ｔｒａｎｓｆｏｒｍｅｒ． Ｔｈｅ Ｊｏｕｒｎａｌ ｏｆ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ Ｒｅｓｅａｒｃｈ，
２０２０， ２１（１）： ５４８５－ ５５５１． ＤＯＩ： １０．４８５５０ ／ ａｒＸｉｖ．１９１０．
１０６８３．

［１８］ Ｉａｎｄｏｌａ Ｆ Ｎ， Ｓｈａｗ Ａ Ｅ， Ｋｒｉｓｈｎａ Ｒ， ｅｔ ａｌ．
ＳｑｕｅｅｚｅＢＥＲＴ： Ｗｈａｔ ｃａｎ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ｔｅａｃｈ ＮＬＰ
ａｂｏｕｔ ｅｆｆｉｃｉｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ？ ａｒＸｉｖ ｐｒｅｐｒｉｎｔ ａｒＸｉｖ：
２００６．１１３１６． ２０２０． ＤＯＩ：１０．４８５５０ ／ ａｒＸｉｖ．２００６．１１３１６．

［１９］ＧｉｔＨｕｂ． Ｓｅｎｔｉｍｅｎｔ⁃Ａｎａｌｙｓｉｓ⁃ｕｓｉｎｇ⁃Ｐｒｅｔｒａｉｎｅｄ⁃Ｄｅｅｐ⁃ｌｅａｒｎｉｎｇ⁃
ｍｏｄｅｌｓ． ｈｔｔｐｓ： ／ ／ ｇｉｔｈｕｂ． ｃｏｍ ／ Ｐｒｅｍａ⁃Ｖｅｌｕｃｈａｍｙ ／ Ｓｅｎｔｉｍｅｎｔ⁃
Ａｎａｌｙｓｉｓ⁃ｕｓｉｎｇ⁃Ｐｒｅｔｒａｉｎｅｄ⁃Ｄｅｅｐ⁃ｌｅａｒｎｉｎｇ⁃ｍｏｄｅｌｓ．
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