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ａｌｇｏｒｉｔｈｍｓ． Ｔｈｅｙ ａｒｅ ｉｄｅａｌ ｆｏｒ ｔｈｅ ｄｅｓｉｇｎ ｏｆ ｄｉｇｉｔａｌ
ｆｉｌｔｅｒｓ ｂｅｃａｕｓｅ ｔｈｅｙ ａｌｌｏｗ ｅｘｐｌｉｃｉｔ ｏｐｔｉｍｉｚａｔｉｏｎ ｏｆ
ｓｐｅｃｉｆｉｃ ｏｂｊｅｃｔｉｖｅｓ ａｎｄ ｃｏｎｓｔｒａｉｎｔｓ， ａｎｄ ｃａｎ ｈａｎｄｌｅ
ｃｏｍｐｌｅｘ ｄｅｓｉｇｎ ｓｐａｃｅｓ ａｎｄ ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ
ｅｆｆｅｃｔｉｖｅｌｙ． Ｔｈｅ ａｂｉｌｉｔｙ ｔｏ ｆｉｎｅ⁃ｔｕｎｅ ａｎｄ ｃｕｓｔｏｍｉｚｅ
ｆｉｌｔｅｒｓ ｂａｓｅｄ ｏｎ ｓｐｅｃｉｆｉｃ ｒｅｑｕｉｒｅｍｅｎｔｓ ｉｓ ｍａｄｅ ｐｏｓｓｉｂｌｅ
ｂｙ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ． Ｔｈｉｓ ｍａｙ ｂｅ ａｄｖａｎｔａｇｅｏｕｓ
ｉｎ ａ ｖａｒｉｅｔｙ ｏｆ ａｐｐｌｉｃａｔｉｏｎｓ． Ｍａｎｙ ｃｕｒｒｅｎｔ ｓｔｕｄｉｅｓ
ｆｏｃｕｓｅｄ ｏｎ ｍａｉｎｔａｉｎｉｎｇ ｅｄｇｅ ｆｅａｔｕｒｅ ｑｕａｌｉｔｙ ｄｕｒｉｎｇ ｔｈｅ
ｐｒｏｃｅｓｓ ｏｆ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ． Ｏｎｅ ｏｆ ｔｈｅ
ｐｒｉｍａｒｙ ｃｈａｌｌｅｎｇｅｓ ｉｎ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ｉｓ ｔｏ
ｐｒｅｓｅｒｖｅ ｔｈｅ ｑｕａｌｉｔｙ ｏｆ ｆｅａｔｕｒｅｓ ｔｈａｔ ｉｓ ｃｒｉｔｉｃａｌ ｆｏｒ
ｄｉａｇｎｏｓｔｉｃ ｔａｓｋｓ ｓｕｃｈ ａｓ ｉｄｅｎｔｉｆｙｉｎｇ ｔｕｍｏｒｓ．

Ｔｈｅｒｅｆｏｒｅ， ｔｈｅｓｅ ｉｓｓｕｅｓ ａｎｄ ｃｈａｌｌｅｎｇｅｓ ｍｏｔｉｖａｔｅ
ｔｈｅ ｒｅｓｅａｒｃｈｅｒｓ ｔｏ ｗｏｒｋ ｏｎ ｅｎｈａｎｃｉｎｇ ｄｉｇｉｔａｌ ｆｉｌｔｅｒｓ
ｔｈｒｏｕｇｈ ＡＩ ａｎｄ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ，ｗｈｉｃｈ ｈｅｌｐｓ
ｔｏ ａｄｄｒｅｓｓ ｔｈｅ ｌｉｍｉｔａｔｉｏｎｓ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ｄｉｇｉｔａｌ ｆｉｌｔｅｒｓ
ｗｉｔｈ ａｄａｐｔａｂｉｌｉｔｙ ｉｎ ｄｙｎａｍｉｃ ｃｏｎｄｉｔｉｏｎｓ． Ｉｎｔｅｇｒａｔｉｎｇ ＡＩ
ｉｎｔｏ ｄｉｇｉｔａｌ ｆｉｌｔｅｒｓ ｔｒａｎｓｆｏｒｍｓ ｔｈｅｉｒ ｃａｐａｂｉｌｉｔｉｅｓ，
ｅｎａｂｌｉｎｇ ａｕｔｏｎｏｍｏｕｓ ｏｐｔｉｍｉｚａｔｉｏｎ， ａｄａｐｔａｂｉｌｉｔｙ， ａｎｄ
ａｄｖａｎｃｉｎｇ ｐｒｏｃｅｓｓｉｎｇ ｆｕｎｃｔｉｏｎａｌｉｔｉｅｓ． Ｍｏｒｅｏｖｅｒ， ｔｈｅ
ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ａｌｌｏｗｓ ｆｏｒ
ｓｙｓｔｅｍａｔｉｃ， ｐｒｅｃｉｓｅ ｆｉｌｔｅｒ ｄｅｓｉｇｎ， ｏｐｔｉｍｉｚｉｎｇ
ｐｅｒｆｏｒｍａｎｃｅ ａｃｒｏｓｓ ｄｉｖｅｒｓｅ ａｐｐｌｉｃａｔｉｏｎｓ． Ｄｅｓｐｉｔｅ ｔｈｅ
ｐｒｏｇｒｅｓｓ， ｃｈａｌｌｅｎｇｅｓ， ｓｕｃｈ ａｓ ｔｈｅ ｎｅｅｄ ｆｏｒ ｅｘｔｅｎｓｉｖｅ
ｄａｔａ， ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｓｏｕｒｃｅｓ， ａｎｄ ｔｈｅ ｌａｃｋ ｏｆ
ｉｎｔｅｒｐｒｅｔａｂｉｌｉｔｙ ｉｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ， ｈｉｇｈｌｉｇｈｔ
ｔｈｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ ｔｈｉｓ ｒｅｓｅａｒｃｈ． Ｉｔ ａｉｍｓ ｔｏ ｄｅｖｅｌｏｐ
ｍｏｒｅ ｅｆｆｉｃｉｅｎｔ， ｉｎｔｅｒｐｒｅｔａｂｌｅ， ａｎｄ ａｄａｐｔａｂｌｅ ｆｉｌｔｅｒｉｎｇ
ｓｏｌｕｔｉｏｎｓ ｔｏ ｍｅｅｔ ｔｈｅ ｃｏｍｐｌｅｘ ｄｅｍａｎｄｓ ｏｆ ｍｏｄｅｒｎ
ｔｅｃｈｎｏｌｏｇｙ ａｐｐｌｉｃａｔｉｏｎｓ， ｐａｒｔｉｃｕｌａｒｌｙ ｉｎ ｐｒｅｓｅｒｖｉｎｇ
ｃｒｉｔｉｃａｌ ｆｅａｔｕｒｅｓ ｉｎ ａｐｐｌｉｃａｔｉｏｎｓ ｌｉｋｅ ｍｅｄｉｃａｌ ｉｍａｇｅ
ｄｅｎｏｉｓｉｎｇ． Ｍｏｔｉｖａｔｅｄ ｂｙ ａｆｏｒｅｍｅｎｔｉｏｎｅｄ ｓｔｕｄｉｅｓ， ｔｈｉｓ
ｐａｐｅｒ ｅｘｐｌｏｒｅｓ ｈｙｂｒｉｄ⁃ｏｐｔｉｍｉｚｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ
ａｌｇｏｒｉｔｈｍｓ ａｉｍｉｎｇ ａｔ ａｃｈｉｅｖｉｎｇ ｄｅｎｏｉｓｉｎｇ ｗｈｉｌｅ
ｐｒｅｓｅｒｖｉｎｇ ｅｄｇｅｓ ｉｎ ｍｅｄｉｃａｌ ｉｍａｇｅｓ．

Ｍａｊｏｒ ｈｉｇｈｌｉｇｈｔｓ ｏｆ ｔｈｉｓ ｒｅｓｅａｒｃｈ ｉｎｃｌｕｄｅ：
１）Ｔｈｅ ｐａｐｅｒ ｐｒｅｓｅｎｔｅｄ ａ ｎｏｖｅｌ ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ

ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ⁃ｂａｓｅｄ（Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ）
ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｆｉｌｔｅｒｓ．
Ｔｈｅ ｕｓｅ ｏｆ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｗｉｔｈ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ（ＣＮＮ） ｍａｋｅｓ ｔｈｅ ｍｕｌｔｉ⁃ｓｃａｌｅ ｉｍａｇｅ ｆｅａｔｕｒｅ
ｐｒｏｃｅｓｓｉｎｇ， ｉｍｐｒｏｖｉｎｇ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ａｎｄ ｒｅｄｕｃｉｎｇ
ｏｖｅｒｆｉｔｔｉｎｇ．

２）Ｔｈｅ ｌｅａｒｎｉｎｇ ｆｕｎｃｔｉｏｎ ｉｓ ｏｐｔｉｍｉｚｅｄ ｕｓｉｎｇ ｂｉｏ⁃
ｉｎｓｐｉｒｅｄ ａｌｇｏｒｉｔｈｍｓ ｓｕｃｈ ａｓ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ
Ｏｐｔｉｍｉｚａｔｉｏｎ（ＰＳＯ） ｆｏｒ ｂｅｔｔｅｒ ｄｅｎｏｉｓｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ
ａｎｄ ｆｕｒｔｈｅｒ ｍｉｔｉｇａｔｅｓ ｏｖｅｒｆｉｔｔｉｎｇ． Ｔｈｉｓ ｏｐｔｉｍｉｚｅｄ
ｌｅａｒｎｉｎｇ ｒａｔｅ ｅｎｈａｎｃｅｓ ｔｈｅ ｌｅａｒｎｉｎｇ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ
ｒｅｄｕｃｅｓ ｃｏｍｐｕｔａｔｉｏｎａｌ ｌｏａｄ．

３） Ｔｈｅ ｒｅｓｕｌｔ ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｗｏｕｌｄ ｂｅ ｐｒｅｓｅｎｔｅｄ
ｏｎ ｄｉｆｆｅｒｅｎｔ ｎｏｉｓｅ ｌｅｖｅｌｓ．

Ｔｈｅ ｒｅｓｔ ｏｆ ｔｈｅ ｐａｐｅｒ ｉｓ ｏｒｇａｎｉｚｅｄ ａｓ： Ｓｅｃｔｉｏｎ １
ｐｒｅｓｅｎｔｓ ａ ｌｉｔｅｒａｔｕｒｅ ｒｅｖｉｅｗ ｈｉｇｈｌｉｇｈｔｉｎｇ ｅｆｆｏｒｔｓ ｍａｄｅ
ｂｙ ｏｔｈｅｒ ｓｃｈｏｌａｒｓ ｉｎ ｔｈｅ ｒｅａｌｍ ｏｆ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ．
Ｓｅｃｔｉｏｎ ２ ｐｒｅｓｅｎｔｓ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄｏｌｏｇｙ ｆｏｒ
ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ｗｉｔｈ ａｌｇｏｒｉｔｈｍ． Ｓｅｃｔｉｏｎ ３
ｐｒｅｓｅｎｔｓ ｍｏｄｅｌ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｄｅｔａｉｌｓ ｗｉｔｈ ｒｅｓｕｌｔ
ａｎａｌｙｓｉｓ ａｎｄ ｃｏｍｐａｒａｔｉｖｅ ｓｔａｔｅ ｏｆ ａｒｔ． Ｍｏｒｅｏｖｅｒ，
Ｓｅｃｔｉｏｎ ３ ａｌｓｏ ｐｒｅｓｅｎｔｓ ｔｈｅ ｏｖｅｒａｌｌ ｄｉｓｃｕｓｓｉｏｎ ｏｆ ｔｈｅ
ｍｅｔｈｏｄｏｌｏｇｙ ｕｓｅｄ ａｎｄ ｉｔｓ ｂｅｎｅｆｉｔｓ． Ｆｉｎａｌｌｙ ｉｎ
Ｓｅｃｔｉｏｎ ４， ｃｏｎｃｌｕｓｉｏｎｓ ａｎｄ ｆｕｔｕｒｅ ｒｅｓｅａｒｃｈ ｄｉｒｅｃｔｉｏｎｓ
ａｒｅ ｐｒｅｓｅｎｔｅｄ．

１　 Ｌｉｔｅｒａｔｕｒｅ Ｒｅｖｉｅｗ

　 　 Ｅｌｈｏｓｅｎｙ ｅｔ ａｌ．［１６］ ｐｒｅｓｅｎｔｅｄ ａ ｍｅｔｈｏｄｏｌｏｇｙ ｆｏｒ
ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ｕｓｉｎｇ ｔｈｅ Ｂｉｌａｔｅｒａｌ Ｆｉｌｔｅｒ
（ＢＦ） ｗｉｔｈ ｓｅｌｅｃｔｉｏｎ ｏｆ ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒｓ ｓｕｃｈ ａｓ
ｇａｕｓｓｉａｎ ａｎｄ ｓｐａｔｉａｌ ｗｅｉｇｈｔｓ． Ｆｏｒ ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒ
ｓｅｌｅｃｔｉｏｎ， ｔｈｅ ａｕｔｈｏｒ ｕｓｅｄ Ｄｒａｇｏｎｆｌｙ （ ＤＦ ） ａｎｄ
Ｍｏｄｉｆｉｅｄ Ｆｉｒｅｆｌｙ （ＭＦＦ） ａｌｇｏｒｉｔｈｍｓ． Ｌｉａｎ ｅｔ ａｌ．［１７］

ｕｓｅｄ Ｆｉｎｉｔｅ Ｉｍｐｕｌｓｅ Ｒｅｓｐｏｎｓｅ （ＦＩＲ） ｆｉｌｔｅｒ ｗｉｔｈ ｓｗａｒｍ
ｉｎｔｅｌｌｉｇｅｎｃｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｔｏ ｆｉｎｄ ｌｏｃａｌ ｏｐｔｉｍｕｍ
ｓｏｌｕｔｉｏｎｓ． Ｉｍｐｒｏｖｅｄ Ａｒｔｉｆｉｃｉａｌ Ｂｅｅ Ｃｏｌｏｎｙ （ ＡＢＣ ）
ａｌｇｏｒｉｔｈｍ ｗａｓ ｕｓｅｄ ａｓ ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚｅｒ． Ｋａｒｔｈｉｃｋ ｅｔ
ａｌ．［１８］ ｐｒｏｐｏｓｅｄ ａ ｗａｔｅｒ ｓｔｒｉｄｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ
ｆｏｒ ｄｅｓｉｇｎｉｎｇ ｏｆ ＦＩＲ ｆｉｌｔｅｒ． Ｂａｎｓａｌ ｅｔ ａｌ．［１９］ ｕｓｅｄ
Ｌｉｇｈｔｎｉｎｇ Ａｔｔａｃｈｍｅｎｔ Ｐｒｏｃｅｄｕｒｅ Ｏｐｔｉｍｉｚａｔｉｏｎ
（ＬＡＰＯ） ｆｏｒ ｄｅｓｉｇｎｉｎｇ ｂａｎｄｓｔｏｐ ｆｉｌｔｅｒｓ ｂｙ ｍｉｎｉｍｉｚｉｎｇ
ｍａｇｎｉｔｕｄｅ ａｎｄ ｐｈａｓｅ ｅｒｒｏｒｓ． Ｓｉｎｇｈ ｅｔ ａｌ．［２０］ ｕｓｅｄ ａ
Ｇｒａｓｓｈｏｐｐｅｒ Ｏｐｔｉｍｉｚａｔｉｏｎ Ａｌｇｏｒｉｔｈｍ （ ＧＯＡ ） ｆｏｒ
ｄｅｓｉｇｎｉｎｇ ＦＩＲ ｆｉｌｔｅｒ ｂｙ ｅｘｐｌｏｒｉｎｇ ｏｐｔｉｍａｌ ｆｉｌｔｅｒ
ｐａｒａｍｅｔｅｒｓ． Ｇａｕｔａｍ ｅｔ ａｌ．［２１］ ｐｒｅｓｅｎｔｅｄ ａ ｇｕｉｄｅｄ
ｄｅｃｉｍａｔｉｏｎ ｆｉｌｔｅｒ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ｉｎ ｗｈｉｃｈ
ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｆｉｌｔｅｒ ａｒｅ ｏｐｔｉｍｉｚｅｄ ｕｓｉｎｇ ａ
ｈｙｂｒｉｄ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ． Ｙａｄａｖ ｅｔ ａｌ．［２２］

ｉｍｐｌｅｍｅｎｔｅｄ ａ ｎｏｖｅｌ ｓｗａｒｍ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ， ｔｈｅ
ＧＯＡ， ｔｏ ｂｕｉｌｄ ｌｉｎｅａｒ ｐｈａｓｅ ＦＩＲ ｆｉｌｔｅｒｓ． Ｓｒｉｖａｔｓａｎ［２３］

ｄｅｖｅｌｏｐｅｄ ａ ｈｙｂｒｉｄ ｏｐｔｉｍｉｚａｔｉｏｎ ａｐｐｒｏａｃｈ ｃａｌｌｅｄ Ｂｒａｉｎ
Ｓｔｏｒｍ⁃Ｇｒｅｙ Ｗｏｌｆ Ｏｐｔｉｍｉｚｅｒ （ＢＳＧＷＯ） ｆｏｒ ｃａｓｃａｄｅ
ＦＩＲ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔ ｆｉｎｄｉｎｇ， ｃｏｍｂｉｎｉｎｇ Ｇｒｅｙ Ｗｏｌｆ
Ｏｐｔｉｍｉｚｅｒ （ ＧＷＯ ） ａｎｄ Ｂｒａｉｎ Ｓｔｏｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ

·６５·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

（ ＢＳＯ ） ． Ａｌｓａｈｌａｎｅｅ［２４］ ａｐｐｌｉｅｄ ｄｙｎａｍｉｃ⁃ｓｔａｔｉｃ
ｔｏｐｏｌｏｇｙ ｏｆ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ （ＤＳ⁃ＰＳＯ）
ｆｏｒ ｄｅｓｉｇｎｉｎｇ ａ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｗｉｔｈ Ｉｎｆｉｎｉｔｅ Ｉｍｐｕｌｓｅ
Ｒｅｓｐｏｎｓｅ （ ＩＩＲ）， ｅｍｐｈａｓｉｚｉｎｇ ｔｈｅ ｍｉｎｉｍｉｚａｔｉｏｎ ｏｆ
ｎｏｎ⁃ｌｉｎｅａｒ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ． Ｗｕ ｅｔ ａｌ．［２５］ ｕｓｅｄ Ｇｒｅｙ
Ｗｏｌｆ Ｏｐｔｉｍｉｚａｔｉｏｎ （ＧＷＯ） ｆｏｒ ｌｉｎｅａｒ⁃ｐｈａｓｅ ＦＩＲ ｆｉｌｔｅｒ
ｄｅｓｉｇｎ， ｆｏｃｕｓｉｎｇ ｏｎ ｔｈｅ ｏｐｔｉｍａｌ ｔｒａｎｓｉｔｉｏｎ⁃ｂａｎｄ ｓａｍｐｌｅ
ｖａｌｕｅ． Ｔｈｅｙ ｆｕｒｔｈｅｒ ｅｎｈａｎｃｅｄ ｔｈｉｓ ｗｉｔｈ Ｌéｖｙ Ｆｌｉｇｈｔ
（ＬＦ） ｅｍｂｅｄｄｉｎｇ． Ｄａｓｈ ｅｔ ａｌ．［２６］ ｉｎｔｒｏｄｕｃｅｄ ａ ｕｎｉｑｕｅ
ｏｂｊｅｃｔｉｖｅ ｆｕｎｃｔｉｏｎ ａｎｄ ｃｏｍｂｉｎｅｄ Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｖｏｌｕｔｉｏｎ
（ＤＥ） ａｎｄ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ （ ＰＳＯ） ｔｏ
ｅｎｈａｎｃｅ ｅｘｐｌｏｉｔａｔｉｏｎ ａｎｄ ｅｘｐｌｏｒａｔｉｏｎ ｃａｐａｂｉｌｉｔｉｅｓ．
Ｙａｄａｖ ｅｔ ａｌ．［２７］ ｄｅｖｅｌｏｐｅｄ ｏｎｅ⁃ｄｉｍｅｎｓｉｏｎａｌ ＦＩＲ ｆｉｌｔｅｒｓ
ｅｍｐｌｏｙｉｎｇ ａ ｈｙｂｒｉｄ ｏｆ ｔｈｅ ｃｕｃｋｏｏ ａｎｄ ｇｒｅｙ ｗｏｌｆ
ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍｓ． Ｔｈｅｙ ｅｍｐｈａｓｉｚｅｄ ｔｈｅ ａｎａｌｙｓｉｓ ｏｆ
ｖａｒｉｏｕｓ ｐａｒａｍｅｔｅｒｓ ｒｅｌａｔｅｄ ｔｏ ｆｉｌｔｅｒ ｐｅｒｆｏｒｍａｎｃｅ． Ｎｉｕ ｅｔ
ａｌ．［２８］ ｐｒｅｓｅｎｔｅｄ ａ ｍｏｄｉｆｉｅｄ ａｒｔｉｆｉｃｉａｌ ｅｃｏｓｙｓｔｅｍ
ｏｐｔｉｍｉｚｅｒ ｔｏ ｒｅｄｕｃｅ ｔｈｅ ｅｒｒｏｒ ｆｕｎｃｔｉｏｎ， ｂａｓｅｄ ｏｎ ａ
Ｄｙｎａｍｉｃ Ｏｐｐｏｓｉｔｅ Ｌｅａｒｎｉｎｇ （ＤＯＬ） ｔｅｃｈｎｉｑｕｅ ａｎｄ ａ
ｎｏｎｌｉｎｅａｒ ａｄａｐｔｉｖｅ ｗｅｉｇｈｔ ｃｏｅｆｆｉｃｉｅｎｔ． Ｔｈｅｙ
ｄｅｍｏｎｓｔｒａｔｅｄ ｓｕｐｅｒｉｏｒ ｐｅｒｆｏｒｍａｎｃｅ ｉｎ ｔｅｒｍｓ ｏｆ ｍｅａｎ
ａｎｄ ｖａｒｉａｎｃｅ ｖａｌｕｅｓ ａｎｄ ａｐｐｌｉｅｄ ｔｈｅ ＤＡＥＯ（Ｄｙｎａｍｉｃ
Ａｒｔｉｆｉｃｉａｌ Ｅｃｏｓｙｓｔｅｍ ｂａｓｅｄ Ｏｐｔｉｍｉｚｅｒ） ｍｅｔｈｏｄ ｔｏ ｔｈｅ
ＩＩＲ ｓｙｓｔｅｍ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｐｒｏｂｌｅｍ．

２　 Ｍｅｔｈｏｄｏｌｏｇｙ Ｕｓｅｄ

　 　 Ｃｌａｓｓｉｃａｌ ｍｅｔｈｏｄｓ ｆｏｒ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ， ｓｕｃｈ ａｓ
ｄｅｃｉｍａｔｉｏｎ ｆｉｌｔｅｒｓ ａｎｄ ｗｉｎｄｏｗｉｎｇ ｔｅｃｈｎｉｑｕｅｓ， ｏｆｔｅｎ
ｌａｃｋ ｐｒｅｃｉｓｅ ｃｏｎｔｒｏｌ ｏｖｅｒ ｃｕｔ⁃ｏｆｆ ｆｒｅｑｕｅｎｃｉｅｓ． Ｗｈｉｌｅ
ｓｏｍｅ ｉｓｓｕｅｓ ａｒｅ ａｄｄｒｅｓｓｅｄ ｕｓｉｎｇ ｔｅｃｈｎｉｑｕｅｓ ｌｉｋｅ ｔｈｅ
ｌｅａｓｔ⁃ｓｑｕａｒｅ ｍｅｔｈｏｄ， ｔｈｅｙ ｓｔｉｌｌ ｅｘｈｉｂｉｔ ｐｒｏｂｌｅｍｓ ｌｉｋｅ
ｄｉｓｃｏｎｔｉｎｕｉｔｉｅｓ ｎｅａｒ ｔｈｅ ｂａｎｄ􀆳ｓ ｅｄｇｅｓ ａｎｄ ａ ｓｌｕｇｇｉｓｈ
ｃｏｎｖｅｒｇｅｎｃｅ ｔｏ ｉｄｅａｌ ｓｏｌｕｔｉｏｎｓ． Ａｓ ａ ｒｅｓｕｌｔ， ｔｈｅ
ｒｅｓｅａｒｃｈｅｒｓ ｈａｖｅ ｓｔａｒｔｅｄ ｅｘｐｌｏｒｉｎｇ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ｍｅｔｈｏｄｓ， ｎｏｔａｂｌｙ ｔｈｅ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ
（ＣＮＮ） ［２９－３５］ ． Ｈｏｗｅｖｅｒ， ｅｖｅｎ ＣＮＮｓ ｆｏｒ ｄｅｎｏｉｓｉｎｇ
ｆｉｌｔｅｒｓ ｐｒｅｓｅｎｔ ｃｈａｌｌｅｎｇｅｓ ｓｕｃｈ ａｓ ｏｖｅｒｆｉｔｔｉｎｇ， ｉｎｔｒｉｃａｔｅ
ｔｒａｉｎｉｎｇ ｐｒｏｃｅｄｕｒｅｓ， ｈｙｐｅｒｐａｒａｍｅｔｅｒ ａｄｊｕｓｔｍｅｎｔｓ， ａｎｄ
ｄｅａｌｉｎｇ ｗｉｔｈ ｖａｒｙｉｎｇ ｎｏｉｓｅ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ． Ｔｈｅ ｇｏａｌ ｉｓ
ｔｏ ｄｅｓｉｇｎ ＣＮＮ⁃ｂａｓｅｄ ｆｉｌｔｅｒｓ ｔｈａｔ ａｒｅ ｏｐｔｉｍｉｚｅｄ ｔｏ
ｎｅｇａｔｅ ｔｈｅｓｅ ｌｉｍｉｔａｔｉｏｎｓ ａｎｄ ｅｎｈａｎｃｅ ｂｏｔｈ ｄｅｎｏｉｓｉｎｇ
ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ． Ｔｈｅｓｅ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ａｌｇｏｒｉｔｈｍｓ ａｒｅ ｑｕｉｃｋｅｒ ｔｏ ｄｉｒｅｃｔ ｅｘｐｌｏｒａｔｉｏｎ ｔｏｗａｒｄｓ
ｕｎｉｖｅｒｓａｌｌｙ ｉｄｅａｌ ｓｏｌｕｔｉｏｎｓ， ｍａｋｉｎｇ ｔｈｅｍ ｍｏｒｅ ａｐｔ ｔｏ
ａｄｄｒｅｓｓ ｄｉｖｅｒｓｅ ｆｉｌｔｅｒ ｎｅｅｄｓ． Ｂｙ ｍｉｎｉｍｉｚｉｎｇ ａ ｓｐｅｃｉｆｉｃ
ｅｒｒｏｒ ｏｒ ｏｂｊｅｃｔｉｖｅ ｆｉｔｎｅｓｓ ｆｕｎｃｔｉｏｎ， ｔｈｅｓｅ ｍｅｔｈｏｄｓ ｃａｎ
ｄｅｔｅｒｍｉｎｅ ｔｈｅ ｂｅｓｔ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ． Ｔｈｉｓ ｒｅｓｅａｒｃｈ
ｐｒｉｍａｒｉｌｙ ａｉｍｓ ｔｏ ｃｒａｆｔ ａｎ ａｄｖａｎｃｅｄ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｆｏｒ

ｍｅｄｉｃａｌ ｉｍａｇｅｓ ｕｓｉｎｇ ａｎ ｏｐｔｉｍｉｚｅｄ ＣＮＮ ａｌｇｏｒｉｔｈｍ，
ｐｕｓｈｉｎｇ ｂｅｙｏｎｄ ｔｒａｄｉｔｉｏｎａｌ ｍｅｔｈｏｄｓ􀆳 ｂｏｕｎｄａｒｉｅｓ． Ｔｈｉｓ
ｐａｐｅｒ ｉｎｔｒｏｄｕｃｅｓ ａ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｔａｉｌｏｒｅｄ ｆｏｒ ｍｅｄｉｃａｌ
ｉｍａｇｅｒｙ， ｄｅｖｅｌｏｐｅｄ ｗｉｔｈ ａｎ ｅｍｐｈａｓｉｓ ｏｎ Ｏｐｔｉｍｉｚｅｄ
Ｌｅａｒｎｉｎｇ Ｒａｔｅ ａｎｄ ａ Ｍｕｌｔｉ⁃ｌｅｖｅｌ ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ
ｉｎｔｅｇｒａｔｅｄ Ｃｏｎｖｏｌｕｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ， ｒｅｆｅｒｒｅｄ ｔｏ ａｓ
ＯＬＭＷＣＮＮ．

Ａ ｄｅｔａｉｌｅｄ ｍｏｄｅｌ ｆｌｏｗｃｈａｒｔ ｉｓ ｉｌｌｕｓｔｒａｔｅｄ ｉｎ Ｆｉｇｓ．１
ａｎｄ ２． Ｉｎｉｔｉａｌｌｙ， ａ ｎｏｉｓｙ ｉｎｐｕｔ ｉｍａｇｅ ｉｓ ｐｒｏｃｅｓｓｅｄ ｔｏ
ｅｘｔｒａｃｔ ｉｔｓ ｃｏｌｏｒ ｓｕｂ⁃ｃｏｍｐｏｎｅｎｔｓ． Ｔｈｅｎ ｏｎ ｔｈｅｓｅ
ｃｏｍｐｏｎｅｎｔｓ， ２⁃ｌｅｖｅｌ ｄｉｓｃｒｅｔｅ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ （ ２⁃
ＤＷＴ） ｗａｓ ａｐｐｌｉｅｄ． Ｓｕｂｓｅｑｕｅｎｔｌｙ， ｃｅｒｔａｉｎ ｃｏｅｆｆｉｃｉｅｎｔｓ
ｆｒｏｍ ｅａｃｈ ｓｕｂ⁃ｂａｎｄ ａｒｅ ｃｈｏｓｅｎ ａｎｄ ｕｔｉｌｉｚｅｄ ａｓ ｆｅａｔｕｒｅ
ｍａｐｓ ｗｉｔｈｉｎ ｔｈｅ ＣＮＮ． Ｅａｃｈ ｓｕｂ⁃ｂａｎｄ ｕｎｄｅｒｇｏｅｓ
ｐａｄｄｉｎｇ ｂｅｆｏｒｅ ｔｈｅ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ ａｒｅ ｅｘｔｒａｃｔｅｄ
ｄｕｒｉｎｇ ｔｈｅ ＣＮＮ ｍｏｄｅｌ􀆳ｓ ｔｒａｉｎｉｎｇ ｐｈａｓｅ， ｗｈｉｃｈ ｈａｓ ａｎ
ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ． Ｔｏ ｒｅｆｉｎｅ ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ，
ｔｈｉｓ ｒｅｓｅａｒｃｈ ｕｔｉｌｉｚｅｓ ａ ｎａｔｕｒｅ⁃ｉｎｓｐｉｒｅｄ ａｌｇｏｒｉｔｈｍ ｌｉｋｅ
ｔｈｅ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ （ＰＳＯ） ．
　 　 Ａｌｇｏｒｉｔｈｍ： Ｐｒｏｐｏｓｅｄ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ
　 　 Ｉｎｐｕｔ： Ｓｅｔ ｏｆ ｍｅｄｉｃａｌ ｉｍａｇｅｓ ｛ Ｉ１，Ｉ２，．．．，Ｉｎ｝
　 　 Ｏｕｔｐｕｔ： Ｓｅｔ ｏｆ ｄｅｎｏｉｓｅｄ ｉｍａｇｅｓ ｛ Ｉ＇１，Ｉ＇２，．．．，Ｉ＇ｎ｝
　 　 Ｂｅｇｉｎ
　 　 　 Ｆｏｒ ｅａｃｈ ｉｍａｇｅ Ｉ ｉｎ ｛ Ｉ１，Ｉ２，．．．，Ｉｎ｝ ｄｏ
　 　 　 　 Ａｕｇ（ Ｉ） ← ａｕｇｍｅｎｔＩｍａｇｅ（ Ｉ）
　 　 　 　 Ｆｏｒ ｅａｃｈ Ａｕｇ（ Ｉ） ｄｏ
　 　 　 　 　 ＳｕｂＢａｎｄｓ ← ｍｕｔｉＬｅｖｅｌＤＷＴ（Ａｕｇ（ Ｉ））
　 　 　 　 　 Ｆｏｒ ｅａｃｈ ＳＢ ｉｎ ＳｕｂＢａｎｄｓ ｄｏ
　 　 　 　 　 　 Ｆｅａｔｕｒｅｓ ← ｅｘｔｒａｃｔＦｅａｔｕｒｅｓ（ＳＢ）
　 　 　 　 　 　 ＣＮＮＯｕｔｐｕｔ ← ＣＮＮ（Ｆｅａｔｕｒｅｓ）
　 　 　 　 　 　 ＦｉｌｔｅｒｅｄＳｕｂＢａｎｄ←ｅｘｔｒａｃｔＦｉｌｔｅｒＣｏｅｆｆｉｃｉｅｎｔｓ
　 　 　 　 　 　 （ＣＮＮＯｕｔｐｕｔ）
　 　 　 　 　 　 ＯｐｔｉｍｉｚｅｄＳｕｂＢａｎｄ←ｏｐｔｉｍｉｚｅＬｅａｒｎｉｎｇ⁃
　 　 　 　 　 　 ＲａｔｅＰＳＯ（ＦｉｌｔｅｒｅｄＳｕｂＢａｎｄ）
　 　 　 　 　 　 ＳＢ ← ＯｐｔｉｍｉｚｅｄＳｕｂＢａｎｄ
　 　 　 　 　 Ｉ＇ ← ＩＤＷＴ（ＳｕｂＢａｎｄｓ）
　 　 　 Ｒｅｔｕｒｎ Ｉ＇
　 　 Ｅｎｄ
　 　 Ｔｈｅ ｐｒｏｖｉｄｅｄ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｉｎｖｏｌｖｅｓ
ｓｅｖｅｒａｌ ｓｔｅｐｓ， ａｓ ｄｅｓｃｒｉｂｅｄ ｉｎ Ｓｅｃｔｉｏｎｓ ２．１－２．４．
２．１　 Ｉｎｐｕｔ Ｎｏｉｓｙ Ｍｅｄｉｃａｌ Ｉｍａｇｅｓ
　 　 Ｔｈｅ ｐｒｏｃｅｓｓ ｓｔａｒｔｓ ｗｉｔｈ ｏｂｔａｉｎｉｎｇ ｍｅｄｉｃａｌ ｉｍａｇｅｓ
ｔｈａｔ ｎｅｅｄ ｔｏ ｂｅ ｐｒｏｃｅｓｓｅｄ ｕｓｉｎｇ ｔｈｅ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ．
Ｆｉｒｓｔｌｙ， ｔｈｅ ｉｎｐｕｔ ｉｍａｇｅ Ｉｘ，ｙ ｉｓ ｔａｋｅｎ ｗｉｔｈ ｔｈｅ
ｉｎｔｅｇｒａｔｉｏｎ ｏｆ ｎｏｉｓｅ ｆａｃｔｏｒ Ｎｘ，ｙ ｆｏｒ ｇｅｎｅｒａｔｉｏｎ ｏｆ ｎｏｉｓｙ
ｉｍａｇｅ Ｉｃ （ ｘ ，ｙ ）， ｍａｔｈｅｍａｔｉｃａｌｌｙ ｒｅｐｒｅｓｅｎｔｅｄ ａｓ：

Ｉｃ（ｘ，ｙ） ＝ Ｉ（ｘ，ｙ） ＋ Ｎ（ｘ，ｙ） （１）
　 　 Ｉｎ ｔｈｉｓ， ｇａｕｓｓｉａｎ ｎｏｉｓｅ ｉｓ ｉｎｔｒｏｄｕｃｅｄ．
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Ｆｉｇ． １　 Ｐｒｏｐｏｓｅｄ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ

Ｆｉｇ． ２　 Ｆｌｏｗｃｈａｒｔ ｏｆ ｄｅｓｉｇｎｅｄ ｍｏｄｅｌ

２．２　 Ｄａｔａ Ａｕｇｍｅｎｔａｔｉｏｎ
　 　 Ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ ｉｓ ａ ｔｅｃｈｎｉｑｕｅ ｕｓｅｄ ｔｏ ｉｎｃｒｅａｓｅ
ｔｈｅ ｄｉｖｅｒｓｉｔｙ ｏｆ ｔｈｅ ｔｒａｉｎｉｎｇ ｄａｔａｓｅｔ ｂｙ ａｐｐｌｙｉｎｇ
ｖａｒｉｏｕｓ ｔｒａｎｓｆｏｒｍａｔｉｏｎｓ ｔｏ ｔｈｅ ｏｒｉｇｉｎａｌ ｉｍａｇｅｓ． Ｔｈｅ
ｐｕｒｐｏｓｅ ｉｓ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ｍｏｄｅｌ􀆳ｓ ｇｅｎｅｒａｌｉｚａｔｉｏｎ ａｎｄ
ｒｏｂｕｓｔｎｅｓｓ ｂｙ ｅｘｐｏｓｉｎｇ ｉｔ ｔｏ ｄｉｆｆｅｒｅｎｔ ｖａｒｉａｔｉｏｎｓ ｏｆ ｔｈｅ
ｓａｍｅ ｄａｔａ． Ｔｈｅ ｆｏｌｌｏｗｉｎｇ ａｕｇｍｅｎｔａｔｉｏｎｓ ａｒｅ ａｐｐｌｉｅｄ ｔｏ
ｔｈｅ ｉｎｐｕｔ ｍｅｄｉｃａｌ ｉｍａｇｅｓ．

Ｒｏｔａｔｉｏｎ： Ｔｈｅ ｉｍａｇｅ ｉｓ ｒｏｔａｔｅｄ ｂｙ ａ ｃｅｒｔａｉｎ ａｎｇｌｅ
ｔｏ ｓｉｍｕｌａｔｅ ｄｉｆｆｅｒｅｎｔ ｏｒｉｅｎｔａｔｉｏｎｓ； Ｈｏｒｉｚｏｎｔａｌ ｆｌｉｐ： Ｔｈｅ
ｉｍａｇｅ ｉｓ ｆｌｉｐｐｅｄ ｈｏｒｉｚｏｎｔａｌｌｙ； Ｖｅｒｔｉｃａｌ ｆｌｉｐ： Ｔｈｅ
ｉｍａｇｅ ｉｓ ｆｌｉｐｐｅｄ ｖｅｒｔｉｃａｌｌｙ； Ｃｏｎｔｒａｓｔ： Ｔｈｅ ｃｏｎｔｒａｓｔ ｏｆ
ｔｈｅ ｉｍａｇｅ ｉｓ ａｄｊｕｓｔｅｄ ｔｏ ｍａｋｅ ｉｔ ｂｒｉｇｈｔｅｒ ｏｒ ｄａｒｋｅｒ；
Ｂｒｉｇｈｔｎｅｓｓ： Ｔｈｅ ｏｖｅｒａｌｌ ｂｒｉｇｈｔｎｅｓｓ ｏｆ ｔｈｅ ｉｍａｇｅ ｉｓ
ａｄｊｕｓｔｅｄ．
２．３　 Ｍｕｌｔｉ⁃Ｌｅｖｅｌ ＤＷＴ ＣＮＮ
　 　 Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ （ ＤＷＴ ） ｉｓ ａ
ｍａｔｈｅｍａｔｉｃａｌ ｔｒａｎｓｆｏｒｍ ｃｏｍｍｏｎｌｙ ｕｓｅｄ ｉｎ ｉｍａｇｅ
ｐｒｏｃｅｓｓｉｎｇ． Ｉｎ ｔｈｉｓ ｓｔｅｐ， ａ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｉｓ ａｐｐｌｉｅｄ
ｔｏ ｔｈｅ ａｕｇｍｅｎｔｅｄ ｍｅｄｉｃａｌ ｉｍａｇｅｓ． Ｔｈｅ ＤＷＴ

ｄｅｃｏｍｐｏｓｅｓ ｔｈｅ ｉｍａｇｅ ｉｎｔｏ ｍｕｌｔｉｐｌｅ ｓｕｂ⁃ｂａｎｄｓ， ｅａｃｈ
ｒｅｐｒｅｓｅｎｔｓ ｄｉｆｆｅｒｅｎｔ ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔｓ ｏｆ ｔｈｅ
ｉｍａｇｅ． Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｌｅｖｅｌｓ ｉｎ ｔｈｅ ＤＷＴ ｄｅｔｅｒｍｉｎｅｓ
ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｕｂ⁃ｂａｎｄｓ ｇｅｎｅｒａｔｅｄ． Ａｌｏｎｇｓｉｄｅ ｔｈｅ
ＤＷＴ， ａ ＣＮＮ ｉｓ ｕｓｅｄ ｔｏ ｌｅａｒｎ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｅａｃｈ ｏｆ
ｔｈｅ ｓｕｂ⁃ｂａｎｄｓ． Ｔｈｅ ＣＮＮ ｉｓ ｔｒａｉｎｅｄ ｏｎ ｔｈｅ ｇｅｎｅｒａｔｅｄ
ｓｕｂ⁃ｂａｎｄｓ ｔｏ ｅｘｔｒａｃｔ ｒｅｌｅｖａｎｔ ｆｅａｔｕｒｅｓ ｆｏｒ ｆｕｒｔｈｅｒ
ｐｒｏｃｅｓｓｉｎｇ．

Ｉｎ ｃｌａｓｓｉｃａｌ ＤＷＴ， ｆｏｕｒ ｓｕｂ⁃ｂａｎｄ ｆｉｌｔｅｒｓ ａｒｅ
ｅｘｔｒａｃｔｅｄ ｉ．ｅ． ｆＬＬ， ｆＬＨ， ｆＨＬ ａｎｄ ｆＨＨ ． Ｗｈｅｎ ｔｈｉｓ ｉｓ ｕｓｅｄ
ｗｉｔｈ ＣＮＮ， ｄｏｗｎｓａｍｐｌｉｎｇ ｏｆ ｉｎｐｕｔ ｉｍａｇｅｓ ｉｓ
ｐｅｒｆｏｒｍｅｄ ｔｏ ｅｘｔｒａｃｔ ｔｈｅｓｅ ｓｕｂ⁃ｂａｎｄ ｉｍａｇｅｓ ｓｕｃｈ ａｓ
ｘ１， ｘ２， ｘ３， ｘ４ ｆｏｒ ｒｅｓｐｅｃｔｉｖｅ ｆＬＬ， ｆＬＨ， ｆＨＬ， ｆＨＨ ． Ｔｈｅｎ
ｏｒｉｇｉｎａｌ ｉｍａｇｅ ｉｓ ａｇａｉｎ ｒｅｇｅｎｅｒａｔｅｄ ｂｙ ａｐｐｌｙｉｎｇ
ＩＤＷＴ． Ｉｎ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ， ｔｈｅｓｅ ｉｍａｇｅｓ ａｒｅ ｆｕｒｔｈｅｒ
ｄｅｃｏｍｐｏｓｅｄ ｔｏ ｏｂｔａｉｎ ｍｏｒｅ ｒｅｆｉｎｅｄ ｓｕｂ⁃ｂａｎｄｓ． Ｄｕｒｉｎｇ
ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｓｔａｇｅ， ｔｈｅ ｍｕｌｔｉ⁃ｌｅｖｅｌ ｉｎｖｅｒｓｅ
ｄｉｓｃｒｅｔｅ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ ｉｓ ａｐｐｌｉｅｄ ｔｏ ｏｂｔａｉｎ ｔｈｅ
ｏｒｉｇｉｎａｌ ｉｍａｇｅ ｂｙ ａｐｐｌｙｉｎｇ ｕｐｓａｍｐｌｉｎｇ ｗｉｔｈ ｔｈｅ
ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｆｉｌｔｅｒ． Ｆｏｒ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ａｎｄ
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ｃｏｍｐｒｅｓｓｉｏｎ， ａｄｄｉｔｉｏｎａｌ ｏｐｅｒａｔｉｏｎｓ ｌｉｋｅ ｓｏｆｔ⁃
ｔｈｒｅｓｈｏｌｄｉｎｇ ａｎｄ ｑｕａｎｔｉｚａｔｉｏｎ ａｒｅ ｔｙｐｉｃａｌｌｙ ａｐｐｌｉｅｄ ｔｏ
ｐｒｏｃｅｓｓ ｔｈｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｒｅｓｕｌｔ． Ｔｈｅｓｅ ｏｐｅｒａｔｉｏｎｓ ａｃｔ
ａｓ ｎｏｎｌｉｎｅａｒｉｔｉｅｓ ｔａｉｌｏｒｅｄ ｔｏ ｓｐｅｃｉｆｉｃ ｔａｓｋｓ． Ｉｎ ｔｈｉｓ
ｐａｐｅｒ， ｔｈｅ ｍｕｌｔｉ⁃ｌｅｖｅｌ ｗａｖｅｌｅｔ ｔｒａｎｓｆｏｒｍ ｉｓ
ｉｎｃｏｒｐｏｒａｔｅｄ ｗｉｔｈ ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒｓ ａｓ ｐｒｅｓｅｎｔｅｄ ｉｎ

Ｆｉｇ． ３． Ａｓ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｃｏｎｖｅｎｔｉｏｎａｌ ＣＮＮ， ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｃａｓｃａｄｅｄ ＣＮＮ ｎｅｔｗｏｒｋ
ｔａｋｅｓ ａｄｖａｎｔａｇｅ ｏｆ ｔｈｅ ｆｒｅｑｕｅｎｃｙ ａｎｄ ｌｏｃａｔｉｏｎ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ ＤＷＴ， ｗｈｉｃｈ ｉｓ ｅｘｐｅｃｔｅｄ ｔｏ ｂｅｔｔｅｒ
ｐｒｅｓｅｒｖｅ ｄｅｔａｉｌｅｄ ｔｅｘｔｕｒｅ ｉｎ ｔｈｅ ｉｍａｇｅ．

Ｆｉｇ． ３　 ＯＬＭＷＣＮＮ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 Ｆｉｇ． ３ ｐｒｅｓｅｎｔｓ ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｃａｓｃａｄｅｄ ＣＮＮ ｍｏｄｅｌ． Ｉｎ ｔｈｉｓ
ｍｏｄｅｌ， ｉｔ ｉｓ ｃｏｍｐｏｓｅｄ ｏｆ ｄｏｗｎｓａｍｐｌｉｎｇ ａｎｄ
ｕｐｓａｍｐｌｉｎｇ ａｒｃｈｉｔｅｃｔｕｒｅ． Ｔｈｅ ｄｏｗｎｓａｍｐｌｉｎｇ
ｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ ｉｓ ｃａｓｃａｄｅｄ ｗｉｔｈ ＤＷＴ ｌａｙｅｒｓ， ａｎｄ
ｔｈｅ ｕｐｓａｍｐｌｉｎｇ ｌａｙｅｒ ｉｓ ｃａｓｃａｄｅｄ ｗｉｔｈ ＩＤＷＴ ｌａｙｅｒｓ．
Ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｉｓ ｃｏｍｐｏｓｅｄ ｏｆ ｃｏｎｖ， ｂａｔｃｈ
ｎｏｒｍａｌｉｚａｔｉｏｎ ｗｉｔｈ ＲｅＬＵ （ Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ ）
ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ．
２．４　 Ｏｐｔｉｍｉｚｅｄ Ｆｉｌｔｅｒ Ｃｏｅｆｆｉｃｉｅｎｔ Ｅｘｔｒａｃｔｉｏｎ
　 　 Ａｆｔｅｒ ｔｒａｉｎｉｎｇ ｏｎ ｔｈｅ ｓｕｂ⁃ｂａｎｄｓ， ＣＮＮ ｅｆｆｉｃｉｅｎｔｌｙ
ｄｉｓｃｅｒｎｓ ｓｉｇｎｉｆｉｃａｎｔ ａｔｔｒｉｂｕｔｅｓ， ｒｅｐｒｅｓｅｎｔｅｄ ａｓ ｆｉｌｔｅｒ
ｃｏｅｆｆｉｃｉｅｎｔｓ． Ｔｈｅｓｅ ｃｏｅｆｆｉｃｉｅｎｔｓ ｈｉｇｈｌｉｇｈｔ ｖｉｔａｌ ｐａｔｔｅｒｎｓ
ｏｒ ｓｔｒｕｃｔｕｒｅｓ ｗｉｔｈｉｎ ｔｈｅ ｓｕｂ⁃ｂａｎｄｓ． Ａｎ ｅｍｐｈａｓｉｓ ｉｓ
ｐｌａｃｅｄ ｏｎ ｕｓｉｎｇ ａｎ ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ ｔｏ ｐｉｎｐｏｉｎｔ
ｔｈｅ ｂｅｓｔ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ． Ｉｎ ｏｕｒ ｓｔｕｄｙ， ｗｅ ｄｅｐｌｏｙ
ＰＯＳ ｔｏ ｄｅｔｅｒｍｉｎｅ ｔｈｅ ｍｏｓｔ ｅｆｆｉｃｉｅｎｔ ｌｅａｒｎｉｎｇ ｒａｔｅ ｆｏｒ
ｄｅｎｏｉｓｉｎｇ ｐｕｒｐｏｓｅｓ． Ｏｒｉｇｉｎａｌｌｙ ｃｏｎｃｅｉｖｅｄ ｆｏｒ
ｏｐｔｉｍｉｚｉｎｇ ｎｏｎｌｉｎｅａｒ ｃｏｎｔｉｎｕｏｕｓ ｆｕｎｃｔｉｏｎｓ， ｔｈｅ ＰＳＯ
ａｌｇｏｒｉｔｈｍ ｉｎｉｔｉａｌｉｚｅｓ ａ ｇｒｏｕｐ ｏｆ ｐａｒｔｉｃｌｅｓ． Ｅａｃｈ ｐａｒｔｉｃｌｅ
ｒｅｔａｉｎｓ ｉｔｓ ｂｅｓｔ⁃ｆｏｕｎｄ ｓｏｌｕｔｉｏｎ ｄｕｒｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎ，
ｗｈｉｌｅ ｔｈｅ ａｌｇｏｒｉｔｈｍ ｒｅｃｏｒｄｓ ｔｈｅ ｔｏｐ ｓｏｌｕｔｉｏｎ ｉｄｅｎｔｉｆｉｅｄ
ｂｙ ｔｈｅ ｅｎｔｉｒｅ ｓｗａｒｍ． Ｔｈｅ ａｌｇｏｒｉｔｈｍ􀆳ｓ ｅｆｆｅｃｔｉｖｅｎｅｓｓ
ｈｉｎｇｅｓ ｏｎ ｓｐｅｃｉｆｉｃ ｄｅｃｉｓｉｏｎｓ ｍａｄｅ ｔｈｒｏｕｇｈｏｕｔ ｉｔｓ
ｅｘｅｃｕｔｉｏｎ． Ｄｕｒｉｎｇ ｉｔｓ ｏｐｅｒａｔｉｏｎ， ｐａｒｔｉｃｌｅｓ ａｒｅ
ｉｎｉｔｉａｌｉｚｅｄ ｗｉｔｈ ｒａｎｄｏｍ ｐｏｓｉｔｉｏｎｓ ａｎｄ ｖｅｌｏｃｉｔｉｅｓ ｗｉｔｈｉｎ
ａｎ ｎ⁃ｄｉｍｅｎｓｉｏｎａｌ ｓｐａｃｅ． Ｔｈｒｏｕｇｈｏｕｔ ｔｈｅ ｉｔｅｒａｔｉｏｎｓ，
ｅａｃｈ ｐａｒｔｉｃｌｅ􀆳ｓ ｔｒａｊｅｃｔｏｒｙ ｉｓ ｓｗａｙｅｄ ｂｙ ｔｈｅ ｍｏｓｔ

ｆａｖｏｒａｂｌｅ ｐｏｓｉｔｉｏｎ， ｔｅｒｍｅｄ ａｓ ｐ ＿ ｂｅｓｔ， ａｎｄ ｔｈｅ ｂｅｓｔ
ｃｏｌｌｅｃｔｉｖｅ ｐｏｓｉｔｉｏｎ ａｃｈｉｅｖｅｄ ｂｙ ｔｈｅ ｓｗａｒｍ， ｋｎｏｗｎ ａｓ
ｇ ＿ｂｅｓｔ． Ｔｈｅ ｕｐｄａｔｉｏｎ ｏｆ ｖｅｌｏｃｉｔｙ ｖｅｌｎ， ａｎｄ ｐｏｓｉｔｉｏｎ
ｐｏｓｎ， ｆｏｒ ｅａｃｈ ｐａｒｔｉｃｌｅ ｉｓ ｍａｔｈｅｍａｔｉｃａｌｌｙ ｒｅｐｒｅｓｅｎｔｅｄ
ａｓ：
ｖｅｌｎ ＝ ω ∗ｖｅｌｎ ＋ Ｃ１∗ｒ１ｎ∗（ ｐ＿ｂｅｓｔｎ － ｐｏｓｎ） ＋

Ｃ２∗ ｒ２ｎ∗（ｇ＿ｂｅｓｔｎ － ｐｏｓｎ） （２）
ｐｏｓｎ ＝ ｐｏｓｎ ＋ ｖｅｌｎ （３）

ｗｈｅｒｅ ω ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｐａｒｔｉｃｌｅ􀆳ｓ ｉｎｅｒｔｉａ ｗｉｔｈ ｌｅａｒｎｉｎｇ
ｃｏｅｆｆｉｃｉｅｎｔｓ ａｓ Ｃ１ ａｎｄ Ｃ２ ｒｅｓｐｅｃｔｉｖｅｌｙ． Ｔｈｉｓ ｄｅｔｅｒｍｉｎｅｓ
ｔｈｅ ｖｅｌｏｃｉｔｙ ｏｆ ｔｈｅ ｎｔｈ ｐａｒｔｉｃｌｅ ａｎｄ ｒｅｓｐｅｃｔｉｖｅｌｙ
ｃｏｎｖｅｒｇｅｓ ｔｏｗａｒｄｓ ａｎ ｏｐｔｉｍａｌ ｓｏｌｕｔｉｏｎ． Ｔｈｅ ｏｐｔｉｍａｌ
ｓｏｌｕｔｉｏｎ ｉｓ ｏｂｔａｉｎｅｄ ｗｉｔｈ ｔｈｅ ｌｏｃａｌ ｂｅｓｔ ｖａｌｕｅ ａｓ
ｐ＿ｂｅｓｔｎ ａｎｄ ｆｕｒｔｈｅｒ ｇｌｏｂａｌ ｂｅｓｔ ｖａｌｕｅ （ｇ＿ｂｅｓｔｎ） ａｍｏｎｇ
ｔｈｅｍ． Ｔｈｅ ｗｏｒｋｉｎｇｓ ｏｆ ｔｈｅ ＰＳＯ ａｒｅ ｉｌｌｕｓｔｒａｔｅｄ ｉｎ ｔｈｅ
ａｆｏｒｅｍｅｎｔｉｏｎｅｄ Ａｌｇｏｒｉｔｈｍ． Ｔｈｅｎ ｆｉｌｔｅｒ ｒｅｓｐｏｎｓｅ ｉｓ
ｕｐｄａｔｅｄ ａｆｔｅｒ ｏｂｔａｉｎｉｎｇ ｔｈｅ ｏｐｔｉｍａｌ ｃｏｓｔ ｆｕｎｃｔｉｏｎ．

Ｔｈｅｎ ｔｈｅ ｓａｍｅ ｐｒｏｃｅｓｓ ｏｆ ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ，
ｗｈｉｃｈ ａｒｅ ＤＷＴ， ＣＮＮ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ， ｆｉｌｔｅｒ
ｃｏｅｆｆｉｃｉｅｎｔ ｅｘｔｒａｃｔｉｏｎ， ａｎｄ ｌｅａｒｎｉｎｇ ｒａｔｅ ｏｐｔｉｍｉｚａｔｉｏｎ
ｕｓｉｎｇ ＰＳＯ， ａｒｅ ａｐｐｌｉｅｄ ｔｏ ｅａｃｈ ｏｆ ｔｈｅ ｓｕｂ⁃ｂａｎｄｓ
ｇｅｎｅｒａｔｅｄ ｄｕｒｉｎｇ ｔｈｅ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ． Ｔｈｉｓ ｅｎｓｕｒｅｓ
ｔｈａｔ ｅａｃｈ ｓｕｂ⁃ｂａｎｄ ｉｓ ｅｆｆｅｃｔｉｖｅｌｙ ｐｒｏｃｅｓｓｅｄ ｔｏ ｅｎｈａｎｃｅ
ｔｈｅ ｏｖｅｒａｌｌ ｆｉｌｔｅｒｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ． Ｔｈｅ ａｂｏｖｅ
ｐｒｏｃｅｓｓｉｎｇｓ ａｒｅ ａｐｐｌｉｅｄ ｏｎ ｅａｃｈ ｓｕｂ⁃ｂａｎｄ ｕｓｉｎｇ
Ｉｎｖｅｒｓｅ Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ （ ＩＤＷＴ） ． ＩＤＷＴ
ｉｓ ａｐｐｌｉｅｄ ｔｏ ｒｅｃｏｎｓｔｒｕｃｔ ｔｈｅ ｏｒｉｇｉｎａｌ ｉｍａｇｅ ｆｒｏｍ ｔｈｅ
ｍｏｄｉｆｉｅｄ ｓｕｂ⁃ｂａｎｄｓ． Ｔｈｉｓ ｐｒｏｃｅｓｓ ａｉｍｓ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ

·９５·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｑｕａｌｉｔｙ ｏｆ ｍｅｄｉｃａｌ ｉｍａｇｅｓ， ｔｏ ｅｎｈａｎｃｅ ｉｍｐｏｒｔａｎｔ
ｆｅａｔｕｒｅｓ， ａｎｄ ｔｏ ｒｅｄｕｃｅ ｎｏｉｓｅ ｏｒ ａｒｔｉｆａｃｔｓ， ｗｈｉｃｈ
ｐｏｔｅｎｔｉａｌｌｙ ｈｅｌｐ ｔｏ ｉｍｐｒｏｖｅ ａｎａｌｙｓｉｓ ａｎｄ ｄｉａｇｎｏｓｉｓ．

３　 Ｒｅｓｕｌｔｓ ａｎｄ Ｄｉｓｃｕｓｓｉｏｎｓ

　 　 Ｉｎ ｔｈｉｓ ｓｅｃｔｉｏｎ， ｔｈｅ ｐａｐｅｒ ｐｒｅｓｅｎｔｓ ｔｈｅ ｓｉｍｕｌａｔｉｏｎ
ｅｘｐｅｒｉｍｅｎｔｓ ｄｅｔａｉｌｓ ａｎｄ ｒｅｓｕｌｔ ａｎａｌｙｓｉｓ ｔｏ ｖａｌｉｄａｔｅ ｉｔｓ
ｅｆｆｉｃａｃｙ． Ｔｈｅ ｔｒａｉｎｉｎｇ ｓｐａｎｓ ｏｖｅｒ １００ ｅｐｏｃｈｓ． Ｔｈｅ
ｓｉｍｕｌａｔｉｏｎｓ ｗｏｕｌｄ ｂｅ ｅｘｅｃｕｔｅｄ ｉｎ ａ Ｐｙｔｈｏｎ
ｅｎｖｉｒｏｎｍｅｎｔ． Ｔｈｅ ｃｏｍｐｕｔａｔｉｏｎａｌ ｓｅｔｕｐ ｉｎｃｌｕｄｅｄ ａｎ
Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ（ＴＭ） ｉ５ ｐｒｏｃｅｓｓｏｒ， ｃｌｏｃｋｉｎｇ ｂｅｔｗｅｅｎ
１．６０ ａｎｄ ２．１１ＧＨｚ，ｃｏｍｐｌｅｍｅｎｔｅｄ ｂｙ ２ＧＢ ｇｒａｐｈｉｃｓ．
Ｆｏｒ ｔｅｓｔｉｎｇ， ｉｎｐｕｔ ｉｍａｇｅｓ ｗｉｔｈ ｄｉｍｅｎｓｉｏｎｓ ｏｆ ２５６ ×
２５６ ａｒｅ ｕｓｅｄ． Ｔｈｅｓｅ ｍｅｄｉｃａｌ ｉｍａｇｅｓ ａｒｅ ｉｎｔｒｏｄｕｃｅｄ ｔｏ
Ｇａｕｓｓｉａｎ ｎｏｉｓｅ， ｗｉｔｈ ａ ｖａｒｙｉｎｇ ｒａｎｇｅ ｆｒｏｍ ２０ ｔｏ ５０．
Ａｆｔｅｒｗａｒｄ， ｔｈｅｓｅ ｎｏｉｓｅ⁃ａｆｆｅｃｔｅｄ ｉｍａｇｅｓ ａｒｅ ｐｒｏｃｅｓｓｅｄ
ｔｈｒｏｕｇｈ ｏｕｒ ｈｙｂｒｉｄ ｏｐｔｉｍｉｚａｔｉｏｎ⁃ｂａｓｅｄ ｄｅｓｉｇｎ ｔｏ ｆｉｌｔｅｒ
ｔｈｅ ｎｏｉｓｅ ｏｕｔ． Ｉｎ ｔｈｅ ｆｏｌｌｏｗｉｎｇ ｓｕｂ⁃ｓｅｃｔｉｏｎ， ｗｅ ｄｅｌｖｅ
ｉｎｔｏ ｔｈｅ ｓｐｅｃｉｆｉｃ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄａｔａｓｅｔｓ ｕｔｉｌｉｚｅｄ ｆｏｒ
ｏｕｒ ａｎａｌｙｓｅｓ．
３．１　 Ｄａｔａｓｅｔ Ｄｅｓｃｒｉｐｔｉｏｎ
　 　 Ｆｏｒ ｅｘｐｅｒｉｍｅｎｔａｌ ｅｖａｌｕａｔｉｏｎ， ｖａｒｉｏｕｓ ｍｅｄｉｃａｌ
ｉｍａｇｅ ｃｏｌｌｅｃｔｉｏｎｓ， ｓｕｃｈ ａｓ ＣＨＡＳＥＤＢ１［３６］ ａｎｄ
ＭＲＩ［３７］， ａｒｅ ｕｓｅｄ ｔｏ ｃｏｎｄｕｃｔ ｏｕｒ ａｎａｌｙｓｉｓ． Ｔｈｅ
ＣＨＡＳＥＤＢ１ ｃｏｌｌｅｃｔｉｏｎ［３６］ ｃｏｎｓｉｓｔｓ ｏｆ ｒｅｔｉｎａｌ
ｐｈｏｔｏｇｒａｐｈｓ ｔａｋｅｎ ｆｒｏｍ ｓｃｈｏｏｌ⁃ａｇｅｄ ｃｈｉｌｄｒｅｎ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｅｔｈｎｉｃ ｂａｃｋｇｒｏｕｎｄｓ． Ａｃｃｏｍｐａｎｙｉｎｇ ｔｈｅｓｅ
ｉｍａｇｅｓ ａｒｅ ａｎｎｏｔａｔｉｏｎｓ ｔｈａｔ ｄｅｔａｉｌ ｔｈｅ ａｃｔｕａｌ ｐｏｓｉｔｉｏｎ
ｏｆ ｔｈｅ ｂｌｏｏｄ ｖｅｓｓｅｌｓ， ｄｅｍｏｎｓｔｒａｔｉｎｇ ａ ｒａｎｇｅ ｏｆ ｒｅｔｉｎａｌ
ｐｉｇｍｅｎｔａｔｉｏｎ ｌｅｖｅｌｓ． Ｃｏｎｖｅｒｓｅｌｙ， ｔｈｅ ＭＲＩ
ｃｏｌｌｅｃｔｉｏｎ［３７］ ｉｎｃｌｕｄｅｓ ａ ｍｉｘｔｕｒｅ ｏｆ ｂｒａｉｎ ＭＲＩ ｓｃａｎｓ．
Ｔｈｅｓｅ ｅｎｃｏｍｐａｓｓ ｂｏｔｈ ｓｉｍｕｌａｔｅｄ ａｎｄ ｒｅａｌ ｉｍａｇｅｓ ｏｆ
ｉｎｄｉｖｉｄｕａｌｓ ｉｎ ｇｏｏｄ ｈｅａｌｔｈ， ａｓ ｗｅｌｌ ａｓ ｔｈｏｓｅ ｓｕｆｆｅｒｉｎｇ
ｆｒｏｍ ｍｅｄｉｃａｌ ｄｉｓｏｒｄｅｒｓ．
３．２　 Ｐａｒａｍｅｔｅｒｓ Ｕｓｅｄ
　 　 Ｔｈｅ ｆｏｌｌｏｗｉｎｇ ｔｈｒｅｅ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ
ｐａｒａｍｅｔｅｒｓ ａｒｅ ｕｓｅｄ ｉｎ ｔｈｅ ｐａｐｅｒ．

１ ） Ｐｅａｋ Ｓｉｇｎａｌ⁃ｔｏ⁃Ｎｏｉｓｅ Ｒａｔｉｏ （ ＰＳＮＲ ）：
Ｅｎｈａｎｃｉｎｇ ｔｈｅ ｖｉｓｕａｌ ｑｕａｌｉｔｙ ｏｆ ａ ｄｉｇｉｔａｌ ｉｍａｇｅ ｃａｎ ｂｅ
ａ ｓｕｂｊｅｃｔｉｖｅ ｐｒｏｃｅｓｓ． Ｈｏｗｅｖｅｒ， ｔｏ ｔｒｕｌｙ ａｓｓｅｓｓ ｔｈｅ
ｅｆｆｉｃａｃｙ ｏｆ ｉｍａｇｅ ｅｎｈａｎｃｅｍｅｎｔ ｍｅｔｈｏｄｓ， ｉｔ ｉｓ ｖｉｔａｌ ｔｏ
ｈａｖｅ ｑｕａｎｔｉｔａｔｉｖｅ ｍｅａｓｕｒｅｍｅｎｔｓ ｉｎ ｐｌａｃｅ． Ｔｈｉｓ ｉｓ
ｗｈｅｒｅ ＰＳＮＲ ｃｏｍｅｓ ｉｎｔｏ ｐｌａｙ． ＰＳＮＲ ｇａｕｇｅｓ ｔｈｅ
ｑｕａｌｉｔｙ ｏｆ ａｎ ｅｎｈａｎｃｅｄ ｉｍａｇｅ ｂｙ ｍｅａｓｕｒｉｎｇ ｔｈｅ ｒａｔｉｏ
ｏｆ ｔｈｅ ｍａｘｉｍｕｍ ｐｏｓｓｉｂｌｅ ｐｏｗｅｒ ｏｆ ａ ｓｉｇｎａｌ ｔｏ ｔｈｅ
ｐｏｗｅｒ ｏｆ ｔｈｅ ｎｏｉｓｅ ｔｈａｔ ｍｉｇｈｔ ｃｏｍｐｒｏｍｉｓｅ ｉｔｓ ｆｉｄｅｌｉｔｙ．
Ｔｈｉｓ ｍｅｔｒｉｃ ｉｓ ｐａｒｔｉｃｕｌａｒｌｙ ｉｍｐｏｒｔａｎｔ， ｇｉｖｅｎ ｔｈｅ
ｅｘｔｅｎｓｉｖｅ ｄｙｎａｍｉｃ ｒａｎｇｅ ｏｂｓｅｒｖｅｄ ｉｎ ｎｕｍｅｒｏｕｓ

ｓｉｇｎａｌｓ， ｗｈｉｃｈ ｒｅｆｅｒｓ ｔｏ ｔｈｅ ｄｉｓｐａｒｉｔｙ ｂｅｔｗｅｅｎ ｔｈｅ
ｈｉｇｈｅｓｔ ａｎｄ ｌｏｗｅｓｔ ｐｏｓｓｉｂｌｅ ｖａｌｕｅ ｏｆ ａ ｖａｒｉａｂｌｅ ａｔｔｒｉｂｕｔｅ．

ＰＳＮＲ ＝ １０ ｌｏｇ１０
（Ｌ － １） ２

ＭＳＥ
（４）

ｗｈｅｒｅ Ｌ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｈｉｇｈｅｓｔ ｐｏｓｓｉｂｌｅ ｉｎｔｅｎｓｉｔｙ ｌｅｖｅｌｓ
ａｎ ｉｍａｇｅ ｃａｎ ｈａｖｅ．

２） Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ （ＭＳＥ）： ＭＳＥ ｉｓ ｕｓｅｄ ｔｏ
ｄｅｔｅｒｍｉｎｅ ｔｈｅ ａｖｅｒａｇｅ ｓｑｕａｒｅｄ ｄｉｆｆｅｒｅｎｃｅ ｂｅｔｗｅｅｎ
ｏｂｓｅｒｖｅｄ ａｎｄ ｆｏｒｅｃａｓｔｅｄ ｖａｌｕｅｓ． Ｗｈｅｎ ａ ｍｏｄｅｌ
ｐｅｒｆｅｃｔｌｙ ｐｒｅｄｉｃｔｓ ｅｖｅｒｙ ｏｂｓｅｒｖａｔｉｏｎ， ｔｈｅ ＭＳＥ ｉｓ ｚｅｒｏ．
Ｈｏｗｅｖｅｒ， ｔｈｅ ｖａｌｕｅ ｏｆ ＭＳＥ ｒｉｓｅｓ ｗｉｔｈ ｉｎｃｒｅａｓｉｎｇ
ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒｓ． Ｉｎ ｔｈｅ ｃｏｎｔｅｘｔ ｏｆ ｔｈｉｓ ｓｔｕｄｙ， ｉｔ ｉｓ
ｕｔｉｌｉｚｅｄ ｔｏ ａｓｓｅｓｓ ｉｍａｇｅ ｑｕａｌｉｔｙ， ｓｐｅｃｉｆｉｃａｌｌｙ ｂｙ
ｍｅａｓｕｒｉｎｇ ｔｈｅ ａｃｃｕｍｕｌａｔｅｄ ｓｑｕａｒｅｄ ｄｉｓｃｒｅｐａｎｃｉｅｓ
ｂｅｔｗｅｅｎ ｔｈｅ ｏｒｉｇｉｎａｌ ａｎｄ ｐｒｏｃｅｓｓｅｄ ｉｍａｇｅｓ．

ＭＳＥ ＝ １
ｍｎ∑

ｍ－１

ｉ ＝ ０
∑
ｎ－１

ｉ ＝ ０
（Ｏ（ ｉ，ｊ） － Ｄ（ ｉ，ｊ）） ２ （５）

ｗｈｅｒｅ Ｏ（ ｉ，ｊ） ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｏｒｉｇｉｎａｌ ｉｍａｇｅ ａｎｄ ｔｈｅ
ｆｉｌｔｅｒｅｄ ｉｍａｇｅ ｉｓ ｐｒｅｓｅｎｔｅｄ ａｓ Ｄ（ ｉ，ｊ） ． Ｈｅｒｅ， ｐｉｘｅｌ
ｌｏｃａｔｉｏｎ ｉｓ ｒｅｐｒｅｓｅｎｔｅｄ ａｓ ｉ，ｊ，ｍ ａｎｄ ｎ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ
ｓｉｚｅ ｏｆ ｔｈｅ ｉｍａｇｅ ｈｏｒｉｚｏｎｔａｌｌｙ ａｎｄ ｖｅｒｔｉｃａｌｌｙ．

３） Ｓｔｒｕｃｔｕｒａｌ Ｓｉｍｉｌａｒｉｔｙ Ｉｎｄｅｘ Ｍｅａｓｕｒｅ（ＳＳＩＭ）：
Ｉｔ ｉｓ ａ ｐｅｒｃｅｐｔｕａｌ ｍｅｔｒｉｃ ｔｈａｔ ｑｕａｎｔｉｆｉｅｓ ｔｈｅ ｄｅｇｒａｄａｔｉｏｎ
ｉｎ ｉｍａｇｅ ｑｕａｌｉｔｙ， ｏｆｔｅｎ ｒｅｓｕｌｔｉｎｇ ｆｒｏｍ ｐｒｏｃｅｓｓｅｓ ｌｉｋｅ
ｄａｔａ ｃｏｍｐｒｅｓｓｉｏｎ ｏｒ ｔｒａｎｓｍｉｓｓｉｏｎ ｌｏｓｓｅｓ． Ｅｓｓｅｎｔｉａｌｌｙ，
ＳＳＩＭ ｒｅｑｕｉｒｅｓ ｔｗｏ ｉｍａｇｅｓ ｆｏｒ ｅｖａｌｕａｔｉｏｎ—ａ ｒｅｆｅｒｅｎｃｅ
ｉｍａｇｅ ａｎｄ ａ ｐｒｏｃｅｓｓｅｄ ｏｎｅ． Ｉｔ ｃａｌｃｕｌａｔｅｓ ｔｈｅ ｐｅｒｃｅｐｔｕａｌ
ｄｉｓｐａｒｉｔｉｅｓ ｂｅｔｗｅｅｎ ｔｈｅｓｅ ｔｗｏ ｖｉｓｕａｌｌｙ ｓｉｍｉｌａｒ ｉｍａｇｅｓ．
Ｈｏｗｅｖｅｒ， ｗｉｔｈｏｕｔ ｄｉｓｃｅｒｎｉｎｇ ｗｈｉｃｈ ｉｍａｇｅ ｉｓ ｔｈｅ
“ ｏｒｉｇｉｎａｌ ” ａｎｄ ｗｈｉｃｈ ｈａｓ ｇｏｎｅ ｔｈｒｏｕｇｈ ｆｕｒｔｈｅｒ
ｐｒｏｃｅｓｓｉｎｇ （ ｅ． ｇ．， ｄａｔａ ｃｏｍｐｒｅｓｓｉｏｎ）， ＳＳＩＭ ａｌｏｎｅ
ｃａｎｎｏｔ ａｓｃｅｒｔａｉｎ ｗｈｉｃｈ ｉｍａｇｅ ｉｓ ｓｕｐｅｒｉｏｒ ｉｎ ｑｕａｌｉｔｙ．
Ｃｏｎｓｅｑｕｅｎｔｌｙ， ＳＳＩＭ ｉｓ ｄｅｒｉｖｅｄ ｆｒｏｍ ａ ｗｅｉｇｈｔｅｄ
ｃｏｍｂｉｎａｔｉｏｎ ｏｆ ｔｈｒｅｅ ｒｅｌａｔｅｄ ｍｅａｓｕｒｅｓ．
　 ＳＳＩＭ（ｘ，ｙ） ＝ ｌ （ｘ，ｙ） α·ｃ （ｘ，ｙ） β·ｓ （ｘ，ｙ） γ （６）
　 　 Ｇｉｖｅｎ ｔｈｅ ｗｅｉｇｈｔｓ， α，β，γ ｓｅｔ ｔｏ １， ｔｈｅ ｅｑｕａｔｉｏｎ
ｃａｎ ｂｅ ｓｉｍｐｌｉｆｉｅｄ ｔｏ ｔｈｅ ａｆｏｒｅｍｅｎｔｉｏｎｅｄ ｆｏｒｍ． Ｗｈｅｎ
ｃｏｍｐａｒｉｎｇ ｓａｍｐｌｅｓ ｏｆ ｘ ａｎｄ ｙ ， ｔｈｒｅｅ ｓｐｅｃｉｆｉｃ ｍｅａｓｕｒｅｓ
ａｒｅ ｕｓｅｄ： ｌ ｓｔａｎｄｓ ｆｏｒ ｌｕｍｉｎａｎｃｅ ｃｏｍｐａｒｉｓｏｎ， ｃ
ｓｉｇｎｉｆｉｅｓ ｃｏｎｔｒａｓｔ ｃｏｍｐａｒｉｓｏｎ， ａｎｄ ｓ ｒｅｐｒｅｓｅｎｔｓ
ｓｔｒｕｃｔｕｒａｌ ｃｏｍｐａｒｉｓｏｎ．
３．３　 Ｒｅｓｕｌｔ Ａｎａｌｙｓｉｓ
　 　 Ｔａｂｌｅ １ ｐｒｅｓｅｎｔｓ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ａ
ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｗｉｔｈ ｖａｒｙｉｎｇ ｌｅｖｅｌｓ ｏｆ ｎｏｉｓｅ． Ｔｈｅ
ｔａｂｌｅ ｓｈｏｗｃａｓｅｓ ｔｈｅ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｎｏｉｓｅ ｌｅｖｅｌｓ，
ｍｅａｓｕｒｅｄ ｉｎ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ （σ）， ａｎｄ ｔｈｅｉｒ
ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｖａｌｕｅｓ ｆｏｒ Ｐｅａｋ Ｓｉｇｎａｌ⁃ｔｏ⁃Ｎｏｉｓｅ Ｒａｔｉｏ
（ＰＳＮＲ ）， ＳＳＩＭ， ａｎｄ ｐｒｏｃｅｓｓｉｎｇ ｔｉｍｅ． Ｔｈｅ ｔａｂｌｅ
ｐｒｏｖｉｄｅｓ ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ

·０６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｍｏｄｅｌ􀆳ｓ ｐｅｒｆｏｒｍａｎｃｅ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｎｏｉｓｅ ｃｏｎｄｉｔｉｏｎｓ．
Ａｓ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ ｉｎｃｒｅａｓｅｓ （ ｆｒｏｍ σ ＝ ２５ ｔｏ σ ＝ ５０），
ｔｈｅ ＰＳＮＲ ａｎｄ ＳＳＩＭ ｖａｌｕｅ ｔｅｎｄｓ ｔｏ ｄｅｃｒｅａｓｅ，
ｉｎｄｉｃａｔｉｎｇ ｔｈａｔ ｔｈｅ ｑｕａｌｉｔｙ ｏｆ ｔｈｅ ｐｒｏｃｅｓｓｅｄ ｉｍａｇｅｓ
ｂｅｃｏｍｅｓ ｗｏｒｓｅ ａｓ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ ｉｎｃｒｅａｓｅｓ． Ｔｈｅ
ｆｏｌｌｏｗｉｎｇ ｏｂｓｅｒｖａｔｉｏｎｓ ａｒｅ ｉｎｆｅｒｒｅｄ ｆｒｏｍ Ｔａｂｌｅ １．

ＰＳＮＲ： Ｔｈｅ ｈｉｇｈｅｓｔ ＰＳＮＲ ｖａｌｕｅ ｉｓ ｏｂｓｅｒｖｅｄ ａｔ
σ ＝ ２５， ｗｈｅｒｅ ＰＳＮＲ ｉｓ ３３．７１０． Ａｓ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ
ｉｎｃｒｅａｓｅｓ， ｔｈｅ ＰＳＮＲ ｖａｌｕｅ ｄｅｃｒｅａｓｅｓ， ｉｎｄｉｃａｔｉｎｇ ｔｈａｔ
ｔｈｅ ｉｍａｇｅ ｑｕａｌｉｔｙ ｄｅｇｒａｄｅｓ ｗｉｔｈ ｈｉｇｈｅｒ ｎｏｉｓｅ ｌｅｖｅｌｓ．
Ｔｈｅ ｌｏｗｅｓｔ ＰＳＮＲ ｖａｌｕｅ ｉｓ ｏｂｓｅｒｖｅｄ ａｔ σ ＝ ５０， ｗｈｅｒｅ
ＰＳＮＲ ｄｒｏｐｓ ｔｏ ３０．５１０．

ＳＳＩＭ： Ｓｉｍｉｌａｒ ｔｏ ＰＳＮＲ， ｔｈｅ ｈｉｇｈｅｓｔ ＳＳＩＭ ｖａｌｕｅ
ｉｓ ａｌｓｏ ｏｂｓｅｒｖｅｄ ａｔ σ ＝ ２５， ｗｈｅｒｅ ＳＳＩＭ ｉｓ ０．８４６． Ａｓ
ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ ｉｎｃｒｅａｓｅｓ， ｔｈｅ ＳＳＩＭ ｖａｌｕｅ ｄｅｃｒｅａｓｅｓ，
ｉｎｄｉｃａｔｉｎｇ ｔｈａｔ ｔｈｅ ｓｔｒｕｃｔｕｒａｌ ｓｉｍｉｌａｒｉｔｙ ｂｅｔｗｅｅｎ ｔｈｅ
ｏｒｉｇｉｎａｌ ａｎｄ ｐｒｏｃｅｓｓｅｄ ｉｍａｇｅｓ ｄｅｃｒｅａｓｅｓ ｗｉｔｈ ｈｉｇｈｅｒ
ｎｏｉｓｅ ｌｅｖｅｌｓ． Ｔｈｅ ｌｏｗｅｓｔ ＳＳＩＭ ｖａｌｕｅ ｉｓ ｏｂｓｅｒｖｅｄ ａｔ
σ ＝ ５０， ｗｈｅｒｅ ＳＳＩＭ ｄｒｏｐｓ ｔｏ ０．８０５．

Ｔｉｍｅ： Ｔｈｅ ｐｒｏｃｅｓｓｉｎｇ ｔｉｍｅ ｉｓ ｇｅｎｅｒａｌｌｙ ｌｏｗｅｒ ｆｏｒ
ｌｏｗｅｒ ｎｏｉｓｅ ｌｅｖｅｌｓ． Ａｓ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ ｉｎｃｒｅａｓｅｓ， ｔｈｅ
ｐｒｏｃｅｓｓｉｎｇ ｔｉｍｅ ａｌｓｏ ｉｎｃｒｅａｓｅｓ． Ｔｈｅ ｈｉｇｈｅｓｔ ｐｒｏｃｅｓｓｉｎｇ

ｔｉｍｅ ｉｓ ｏｂｓｅｒｖｅｄ ａｔ σ ＝ ３０，ｗｈｅｒｅ ｉｔ ｔａｋｅｓ ０．５６ ｕｎｉｔｓ ｏｆ
ｔｉｍｅ， ａｎｄ ａｔ σ ＝ ３５， ｗｈｅｒｅ ｉｔ ｔａｋｅｓ ０．５３ ｕｎｉｔｓ ｏｆ ｔｉｍｅ．
Ｔａｂｌｅ １ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ

ｗｉｔｈ ｖａｒｙｉｎｇ ｎｏｉｓｅ ｌｅｖｅｌ

Ｎｏｉｓｅ
ｌｅｖｅｌ

Ｉｍａｇｅ ｑｕａｌｉｔｙ ａｓｓｅｓｓｍｅｎｔ ｔｅｃｈｎｉｑｕｅｓ

ＰＳＮＲ ＳＳＩＭ
Ｔｉｍｅ
（ｓ）

σ ＝ ２５ ３３．７１０ ０．８４６ ０．１３
σ ＝ ３０ ３２．８４９ ０．８３８ ０．５６

σ ＝ ３５ ３２．３４４ ０．８２１ ０．５３

σ ＝ ５０ ３０．５１０ ０．８０５ ０．４２

　 　 Ｆｉｇ． ４ ｐｒｅｓｅｎｔｓ ｔｈｅ ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｄｅｎｏｉｓｉｎｇ
ｏｕｔｃｏｍｅｓ ｏｆ ｔｈｅ ｉｎｐｕｔ ｍｅｄｉｃａｌ ｉｍａｇｅｓ． Ｆｉｇ． ５ ｐｒｅｓｅｎｔｓ
ｔｈｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｉｍａｇｅ⁃ｄｅｎｏｉｓｉｎｇ ｍｏｄｅｌｓ ｆｏｒ ｔｈｅ
ＰＳＮＲ ｔｈａｔ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｑｕａｌｉｔｙ ｏｆ ｄｅｎｏｉｓｅｄ ｉｍａｇｅｓ
ｐｒｏｄｕｃｅｄ ｂｙ ｅａｃｈ ｍｏｄｅｌ． Ｈｉｇｈｅｒ ＰＳＮＲ ｖａｌｕｅｓ
ｉｎｄｉｃａｔｅ ｂｅｔｔｅｒ ｉｍａｇｅ ｑｕａｌｉｔｙ ａｎｄ， ｃｏｎｓｅｑｕｅｎｔｌｙ，
ｂｅｔｔｅｒ ｄｅｎｏｉｓｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ． Ｆｉｇ． ５ ｌｉｓｔｓ ｓｅｖｅｒａｌ
ｅｘｉｓｔｉｎｇ ｓｔａｔｅ⁃ｏｆ⁃ａｒｔ ｍｏｄｅｌｓ ｉ． ｅ．， ＤＮＣＮＮ［２９］，
ＤｅｅｐＲＥＤ［３２］， ＢＥＭＤ［３３］， ａｎｄ ＢＦ⁃ＧＡ［３４］ ． Ａｍｏｎｇ
ｔｈｅ ｐｒｅｓｅｎｔｅｄ ｓｔａｔｅ⁃ｏｆ⁃ａｒｔ ｍｏｄｅｌｓ， ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ
ＯＬＭＷＣＮＮ ｏｕｔｐｅｒｆｏｒｍｓ ｂｅｓｔ．

Ｆｉｇ． ４　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｄｅｎｏｉｓｉｎｇ ｏｕｔｃｏｍｅｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｍｅｄｉｃａｌ ｄａｔａｓｅｔｓ

３．４　 Ｄｉｓｃｕｓｓｉｏｎｓ
　 　 Ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄ ｕｓｅｓ ａｎ ＯＬＭＷＣＮＮ ｔｏ
ａｄｄｒｅｓｓ ｃｈａｌｌｅｎｇｅｓ ｓｕｃｈ ａｓ ｈｉｇｈ ｃｏｍｐｕｔａｔｉｏｎａｌ
ｒｅｑｕｉｒｅｍｅｎｔｓ ａｎｄ ｏｖｅｒｆｉｔｔｉｎｇ． Ｔｈｅ ｋｅｙ ｆｅａｔｕｒｅｓ ｏｆ ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｅｔｈｏｄｏｌｏｇｙ ａｒｅ ａｓ ｆｏｌｌｏｗｓ．

１） Ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ： Ｔｈｅ ＯＬＭＷＣＮＮ
ｆｉｌｔｅｒ ｌｅｖｅｒａｇｅｓ ａｎ ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ ｔｏ
ｅｆｆｉｃｉｅｎｔｌｙ ｄｉｓｃｅｒｎ ｓｉｇｎｉｆｉｃａｎｔ ａｔｔｒｉｂｕｔｅｓ ａｎｄ ｆｉｌｔｅｒ
ｃｏｅｆｆｉｃｉｅｎｔｓ ｆｏｒ ｄｅｎｏｉｓｉｎｇ ｐｕｒｐｏｓｅｓ． Ｔｈｉｓ ａｐｐｒｏａｃｈ

ｈｅｌｐｓ ｉｎ ａｃｈｉｅｖｉｎｇ ｂｅｔｔｅｒ ｃｏｎｖｅｒｇｅｎｃｅ ｔｏｗａｒｄｓ ｏｐｔｉｍａｌ
ｓｏｌｕｔｉｏｎｓ ｗｈｉｌｅ ｍｉｎｉｍｉｚｉｎｇ ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｑｕｉｒｅｍｅｎｔｓ．
　 　 ２） Ｍｕｌｔｉ⁃ｌｅｖｅｌ Ｄｉｓｃｒｅｔｅ Ｗａｖｅｌｅｔ Ｔｒａｎｓｆｏｒｍ
（ＤＷＴ）： Ｂｙ ｉｎｔｅｇｒａｔｉｎｇ ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｉｎｔｏ ｔｈｅ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ， ｔｈｅ
ＯＬＭＷＣＮＮ ｆｉｌｔｅｒ ｅｆｆｅｃｔｉｖｅｌｙ ｃａｐｔｕｒｅｓ ａｎｄ ｐｒｏｃｅｓｓｅｓ
ｉｍａｇｅ ｆｅａｔｕｒｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ ｓｃａｌｅｓ， ｒｅｄｕｃｉｎｇ ｔｈｅ ｒｉｓｋ ｏｆ
ｏｖｅｒｆｉｔｔｉｎｇ ａｎｄ ｅｎｈａｎｃｉｎｇ ｔｈｅ ｎｅｔｗｏｒｋ􀆳ｓ ａｂｉｌｉｔｙ ｔｏ
ｇｅｎｅｒａｌｉｚｅ．

·１６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｆｉｇ． ５　 ＰＳＮＲ ｃｏｍｐａｒａｔｉｖｅ ｓｔａｔｅ⁃ｏｆ⁃ａｒｔ

　 　 ３） Ｔｒａｎｓｐａｒｅｎｃｙ ａｎｄ ｃｏｎｔｒｏｌ： Ｔｈｅ ＯＬＭＷＣＮＮ
ｆｉｌｔｅｒ ｏｆｆｅｒｓ ｇｒｅａｔｅｒ ｃｏｎｔｒｏｌ ａｎｄ ｔｒａｎｓｐａｒｅｎｃｙ ｉｎ ｆｉｌｔｅｒ
ｄｅｓｉｇｎ， ａｌｌｏｗｉｎｇ ｆｏｒ ａ ｍｏｒｅ ｓｔｒｕｃｔｕｒｅｄ ａｐｐｒｏａｃｈ ｔｏ
ｉｍａｇｅ ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｄｅｎｏｉｓｉｎｇ ｃｏｍｐａｒｅｄ ｗｉｔｈ
ｔｒａｄｉｔｉｏｎａｌ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ．

４） ＰＳＯ： Ｔｈｅ ＯＬＭＷＣＮＮ ｆｉｌｔｅｒ ｕｔｉｌｉｚｅｓ ＰＳＯ ｆｏｒ
ｏｐｔｉｍｉｚｉｎｇ ｔｈｅ ｌｅａｒｎｉｎｇ ｒａｔｅ ａｎｄ ｄｅｔｅｒｍｉｎｉｎｇ ｔｈｅ ｍｏｓｔ
ｅｆｆｉｃｉｅｎｔ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ， ｔｈｅｒｅｂｙ ｉｍｐｒｏｖｉｎｇ ｔｈｅ
ｄｅｎｏｉｓｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ ｗｈｉｌｅ ｍｉｔｉｇａｔｉｎｇ ｏｖｅｒｆｉｔｔｉｎｇ．

Ｂｙ ｉｎｃｏｒｐｏｒａｔｉｎｇ ｔｈｅｓｅ ｓｔｒａｔｅｇｉｅｓ， ｔｈｅ
ＯＬＭＷＣＮＮ ｆｉｌｔｅｒ ｅｆｆｅｃｔｉｖｅｌｙ ｍｉｔｉｇａｔｅｓ ｔｈｅ ｃｈａｌｌｅｎｇｅｓ
ｏｆ ｈｉｇｈ ｃｏｍｐｕｔａｔｉｏｎａｌ ｒｅｑｕｉｒｅｍｅｎｔｓ ａｎｄ ｏｖｅｒｆｉｔｔｉｎｇ，
ｍａｋｉｎｇ ｉｔ ａ ｐｒｏｍｉｓｉｎｇ ｓｏｌｕｔｉｏｎ ｆｏｒ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ｉｎ
ｍｅｄｉｃａｌ ａｐｐｌｉｃａｔｉｏｎｓ．

Ｔｈｅ ｋｅｙ ａｄｖａｎｔａｇｅｓ ｏｆ ｕｓｉｎｇ ａｎ ＯＬＭＷＣＮＮ ｆｏｒ
ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｉｎ ｍｅｄｉｃａｌ ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇ
ｉｎｃｌｕｄｅ：

１） Ｅｎｈａｎｃｅｄ ｄｅｎｏｉｓｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ： Ｔｈｅ
ＯＬＭＷＣＮＮ ｏｆｆｅｒｓ ｉｍｐｒｏｖｅｄ ｄｅｎｏｉｓｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ，
ａｓ ｅｖｉｄｅｎｃｅｄ ｂｙ ｔｈｉｓ ｓｔｕｄｙ􀆳ｓ ｒｅｓｕｌｔｓ， ｗｈｉｃｈ
ｄｅｍｏｎｓｔｒａｔｅ ｓｉｇｎｉｆｉｃａｎｔ ｐｒｏｇｒｅｓｓ ｉｎ ｄｅｎｏｉｓｉｎｇ ｍｅｄｉｃａｌ
ｉｍａｇｅｓ ｗｈｉｌｅ ｏｖｅｒｃｏｍｉｎｇ ｔｈｅ ｌｉｍｉｔａｔｉｏｎｓ ｏｆ
ｃｏｎｖｅｎｔｉｏｎａｌ ｍｅｔｈｏｄｓ．

２） Ｇｒｅａｔｅｒ ｃｏｎｔｒｏｌ ａｎｄ ｔｒａｎｓｐａｒｅｎｃｙ： Ｃｏｍｐａｒｅｄ
ｗｉｔｈ ｔｒａｄｉｔｉｏｎａｌ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ， ｔｈｅ
ＯＬＭＷＣＮＮ ｐｒｏｖｉｄｅｓ ｇｒｅａｔｅｒ ｃｏｎｔｒｏｌ ａｎｄ ｔｒａｎｓｐａｒｅｎｃｙ
ｉｎ ｆｉｌｔｅｒ ｄｅｓｉｇｎ， ａｌｌｏｗｉｎｇ ｆｏｒ ａ ｍｏｒｅ ｓｔｒｕｃｔｕｒｅｄ ａｎｄ
ｃｏｎｔｒｏｌｌｅｄ ａｐｐｒｏａｃｈ ｔｏ ｉｍａｇｅ ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ
ｄｅｎｏｉｓｉｎｇ．

３） Ｅｆｆｉｃｉｅｎｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ： Ｂｙ ｉｎｔｅｇｒａｔｉｎｇ
ｍｕｌｔｉ⁃ｌｅｖｅｌ ＤＷＴ ｉｎｔｏ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ， ｔｈｅ ＯＬＭＷＣＮＮ ｅｆｆｉｃｉｅｎｔｌｙ
ｃａｐｔｕｒｅｓ ａｎｄ ｐｒｏｃｅｓｓｅｓ ｉｍａｇｅ ｆｅａｔｕｒｅｓ ａｔ ｄｉｆｆｅｒｅｎｔ
ｓｃａｌｅｓ， ｌｅａｄｉｎｇ ｔｏ ｅｎｈａｎｃｅｄ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ａｎｄ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎ．

４） Ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ： Ｔｈｅ ＯＬＭＷＣＮＮ

ｌｅｖｅｒａｇｅｓ ａｎ ｏｐｔｉｍｉｚｅｄ ｌｅａｒｎｉｎｇ ｒａｔｅ， ａｌｏｎｇ ｗｉｔｈ
ＰＳＯ， ｔｏ ｄｅｔｅｒｍｉｎｅ ｔｈｅ ｍｏｓｔ ｅｆｆｉｃｉｅｎｔ ｆｉｌｔｅｒ
ｃｏｅｆｆｉｃｉｅｎｔｓ， ｔｈｅｒｅｂｙ ｉｍｐｒｏｖｉｎｇ ｄｅｎｏｉｓｉｎｇ
ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ．

５） Ｇｅｎｅｒａｌｉｚａｔｉｏｎ ａｎｄ ａｄａｐｔａｂｉｌｉｔｙ： Ｔｈｅ ｍｕｌｔｉ⁃
ｌｅｖｅｌ ＤＷＴ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ ｉｎ ｔｈｅ ＯＬＭＷＣＮＮ
ｅｎｈａｎｃｅｓ ｔｈｅ ｎｅｔｗｏｒｋ􀆳ｓ ａｂｉｌｉｔｙ ｔｏ ｇｅｎｅｒａｌｉｚｅ ａｎｄ ａｄａｐｔ
ｔｏ ｄｉｖｅｒｓｅ ｎｏｉｓｅ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｉｎ ｍｅｄｉｃａｌ ｉｍａｇｅｓ，
ｍａｋｉｎｇ ｉｔ ａ ｖｅｒｓａｔｉｌｅ ｓｏｌｕｔｉｏｎ ｆｏｒ ｖａｒｉｏｕｓ ｉｍａｇｉｎｇ
ｓｃｅｎａｒｉｏｓ．

Ｏｖｅｒａｌｌ， ｔｈｅ ＯＬＭＷＣＮＮ ｏｆｆｅｒｓ ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ
ａｎｄ ｏｐｔｉｍｉｚｅｄ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｉｎ
ｍｅｄｉｃａｌ ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇ， ａｄｄｒｅｓｓｉｎｇ ｋｅｙ ｃｈａｌｌｅｎｇｅｓ
ｗｈｉｌｅ ｄｅｌｉｖｅｒｉｎｇ ｅｎｈａｎｃｅｄ ｄｅｎｏｉｓｉｎｇ ｃａｐａｂｉｌｉｔｉｅｓ ａｎｄ
ｅｆｆｉｃｉｅｎｃｙ．

４　 Ｃｏｎｃｌｕｓｉｏｎｓ

　 　 Ｔｈｉｓ ｓｔｕｄｙ ｆｏｃｕｓｅｓ ｏｎ ｄｅｓｉｇｎｉｎｇ ｄｉｇｉｔａｌ ｆｉｌｔｅｒｓ ｆｏｒ
ｉｍａｇｅ ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｄｅｎｏｉｓｉｎｇ ｕｓｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍｓ． Ｔｈｅ ｇｏａｌ ｉｓ ｔｏ ｉｍｐｒｏｖｅ ｉｍａｇｅ ｑｕａｌｉｔｙ
ｗｈｉｌｅ ｒｅｄｕｃｉｎｇ ｎｏｉｓｅ ａｒｔｉｆａｃｔｓ． Ｔｈｉｓ ｐａｐｅｒ ｉｎｔｒｏｄｕｃｅｓ
ｔｈｅ ＯＬＭＷＣＮＮ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ． Ｉｔ
ａｄｄｒｅｓｓｅｓ ｃｈａｌｌｅｎｇｅｓ ｆａｃｅｄ ｂｙ ｄｅｅｐ ｌｅａｒｎｉｎｇ
ａｐｐｒｏａｃｈｅｓ， ｏｆｆｅｒｉｎｇ ｇｒｅａｔｅｒ ｃｏｎｔｒｏｌ ａｎｄ ｔｒａｎｓｐａｒｅｎｃｙ
ｉｎ ｆｉｌｔｅｒ ｄｅｓｉｇｎ． Ｔｈｅ ｒｅｓｕｌｔ ａｎａｌｙｓｉｓ ｉｓ ｉｎｖｅｓｔｉｇａｔｅｄ ｗｉｔｈ
ｖａｒｙｉｎｇ ｎｏｉｓｅ ｒａｔｉｏｓ． Ｔｈｅ ｈｉｇｈｅｓｔ ＰＳＮＲ ｉｓ ｏｂｓｅｒｖｅｄ ｔｏ
ｂｅ ａｐｐｒｏｘ． ３３， ｗｈｅｒｅａｓ ＳＳＩＭ ｗａｓ ａｐｐｒｏｘ． ０． ８４．
Ｆｕｔｕｒｅ ｒｅｓｅａｒｃｈ ｃａｎ ｅｘｐｌｏｒｅ ａｄｄｉｔｉｏｎａｌ ｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍｓ ｏｒ ｈｙｂｒｉｄ ａｐｐｒｏａｃｈｅｓ ａｎｄ ｉｎｔｅｇｒａｔｅ ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ ｍｏｒｅ ａｄｖａｎｃｅｄ ｉｍａｇｅ
ｅｎｈａｎｃｅｍｅｎｔ ａｎｄ ｄｅｎｏｉｓｉｎｇ ｃａｐａｂｉｌｉｔｉｅｓ．

Ｒｅｆｅｒｅｎｃｅｓ

［１］Ｐｉｎｊｅｒｌａ Ｓ， Ｒａｏ Ｓ Ｓ， Ｒｅｄｄｙ Ｐ Ｃ ． Ｓａｍｐｌｉｎｇ ｒａｔｅ
ｃｏｎｖｅｒｓｉｏｎ ｔｅｃｈｎｉｑｕｅｓ －Ａ Ｒｅｖｉｅｗ． ２０２１ ４ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ

·２６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｃｅｎｔ Ｔｒｅｎｄｓ ｉｎ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ
Ｔｅｃｈｎｏｌｏｇｙ （ ＩＣＲＴＣＳＴ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２：２７８－
２８２． ＤＯＩ： １０．１１０９ ／ ＩＣＲＴＣＳＴ５４７５２．２０２２．９７８１９１４．

［２］Ｅｌｉｚａｂｅｔｈ Ｃａｒｏｌｉｎｅ Ｂ， Ｖｉｄｈｙａ Ｊ， Ｒａｇａｓｕｄｈａ Ｉ． Ａ ｓｕｒｖｅｙ ｏｆ
ｖａｒｉｏｕｓ ｔｙｐｅｓ ｏｆ ａｄａｐｔｉｖｅ ｆｉｌｔｅｒｓ ｂａｓｅｄ ｏｎ ｔｈｅ ｓｉｇｎａｌ ａｎｄ
ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇ ａｐｐｌｉｃａｔｉｏｎｓ． ２０２０ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｓｙｓｔｅｍ， Ｃｏｍｐｕｔａｔｉｏｎ， Ａｕｔｏｍａｔｉｏｎ ａｎｄ
Ｎｅｔｗｏｒｋｉｎｇ （ ＩＣＳＣＡＮ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２０：１ － ５．
ＤＯＩ： １０．１１０９ ／ ＩＣＳＣＡＮ４９４２６．２０２０．９２６２３２８．

［３］Ｋｕｍａｒ Ｊ Ｓ，Ｓｏｍａｒａｊｕ Ｓ，Ｍｕｋｅｓｈ Ｋ． Ｍａｘｉｍｉｚｉｎｇ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｗｉｔｈ ｅｎｓｅｍｂｌｅ ｔｅｃｈｎｉｑｕｅｓ ｏｎ ＥＥＧ
ｓｉｇｎａｌｓ． Ｒｅｃｅｎｔ Ａｄｖａｎｃｅｓ ｉｎ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ， ２０２４：Ａｒｔｉｃｌｅ ＩＤ ｅ１７０１２４２２５７４９． ＤＯＩ：１０．
２１７４ ／ ０１２６６６２５５８２７９３９０２４０１０５０６４９１７．

［４ ］ Ｒｏｙ Ｓ， Ｃｈａｎｄｒａ Ａ． Ａ ｓｕｒｖｅｙ ｏｆ ＦＩＲ ｆｉｌｔｅｒ ｄｅｓｉｇｎ
ｔｅｃｈｎｉｑｕｅｓ： Ｌｏｗ⁃ｃｏｍｐｌｅｘｉｔｙ， ｎａｒｒｏｗ ｔｒａｎｓｉｔｉｏｎ－ｂａｎｄ ａｎｄ
ｖａｒｉａｂｌｅ ｂａｎｄｗｉｄｔｈ． Ｉｎｔｅｇｒａｔｉｏｎ， ２０２１， ７７：１９３－２０４． ＤＯＩ：
１０．１０１６ ／ ｊ．ｖｌｓｉ．２０２０．１２．００１．

［５］Ｍａｆｉ Ｍ，Ｍａｒｔｉｎ Ｈ，Ｃａｂｒｅｒｉｚｏ Ｍ， ｅｔ ａｌ． Ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ
ｓｕｒｖｅｙ ｏｎ ｉｍｐｕｌｓｅ ａｎｄ Ｇａｕｓｓｉａｎ ｄｅｎｏｉｓｉｎｇ ｆｉｌｔｅｒｓ ｆｏｒ ｄｉｇｉｔａｌ
ｉｍａｇｅｓ． Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ， ２０１９， １５７：２３６－２６０．ＤＯＩ： １０．
１０１６ ／ ｊ．ｓｉｇｐｒｏ．２０１８．１２．００６．

［６］Ａｍｒｉｔａ Ｊ， Ｖｉｋａｓｈ Ｙ， Ａｍｉｔａ Ｐ， ｅｔ ａｌ． Ｔｈｅ ｔｒａｎｓｆｏｒｍａｔｉｖｅ
ｉｍｐａｃｔ ｏｆ ＡＩ ａｎｄ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｏｎ ｈｕｍａｎ ｐｓｙｃｈｏｌｏｇｙ．
Ｒｅｃｅｎｔ Ａｄｖａｎｃｅｓ ｉｎ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ， ２０２４，１７（２）：ｅ０５１２２３２２４２０９． ＤＯＩ：１０．
２１７４ ／ ０１２６６６２５５８２６８８１３２３１１２０１１４０５１．

［７］Ｂａｖｕ É， Ｒａｍａｍｏｎｊｙ Ａ， Ｐｕｊｏｌ Ｈ， ｅｔ ａｌ． ＴｉｍｅＳｃａｌｅＮｅｔ： Ａ
ｍｕｌｔｉｒｅｓｏｌｕｔｉｏｎ ａｐｐｒｏａｃｈ ｆｏｒ ｒａｗ ａｕｄｉｏ ｒｅｃｏｇｎｉｔｉｏｎ ｕｓｉｎｇ
ｌｅａｒｎａｂｌｅ ｂｉｑｕａｄｒａｔｉｃ ＩＩＲ ｆｉｌｔｅｒｓ ａｎｄ ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋｓ ｏｆ
ｄｅｐｔｈｗｉｓｅ－ｓｅｐａｒａｂｌｅ ｏｎｅ－ｄｉｍｅｎｓｉｏｎａｌ ａｔｒｏｕｓ ｃｏｎｖｏｌｕｔｉｏｎｓ．
ＩＥＥＥ Ｊｏｕｒｎａｌ ｏｆ Ｓｅｌｅｃｔｅｄ Ｔｏｐｉｃｓ ｉｎ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ，
２０１９，１３ （ ２）： ２２０ － ２３５． ＤＯＩ： １０． １１０９ ／ ＪＳＴＳＰ． ２０１９．
２９０８６９６．

［８］Ｌｉｂｉｎａ Ｍ， Ｍａｈａｎ Ｋ． Ｈｙｂｒｉｄ ｎｏｉｓｅ ｒｅｄｕｃｔｉｏｎ ａｎｄ
ｅｎｈａｎｃｅｍｅｎｔ ｏｆ ａｕｄｉｏ ｑｕａｌｉｔｙ ｕｓｉｎｇ ｄｅｅｐ ｌｅａｒｎｉｎｇ． ２０２３
Ｓｅｃｏｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｌｅｃｔｒｏｎｉｃｓ ａｎｄ
Ｒｅｎｅｗａｂｌｅ Ｓｙｓｔｅｍｓ （ ＩＣＥＡＲＳ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２３：
１１３１－１１３５， ＤＯＩ：１０．１１０９ ／ ＩＣＥＡＲＳ５６３９２．２０２３．１００８５２４７．

［９］Ｋａｓｓａｂ Ａ Ｓ， Ｂａｎｏｕ Ｓ， Ｒｏｙ Ｄ， ｅｔ ａｌ． ＦＥＲＳＴ： Ａ ｆｕｌｌ ＥＣＧ
ｒｅｃｅｐｔｉｏｎ ｓｙｓｔｅｍ ｆｏｒ ｕｓｅｒ ａｕｔｈｅｎｔｉｃａｔｉｏｎ ｕｓｉｎｇ ｔｗｏ － ｓｔａｇｅ
ｄｅｅｐ ｌｅａｒｎｉｎｇ． ＧＬＯＢＥＣＯＭ ２０２２ － ２０２２ ＩＥＥＥ Ｇｌｏｂａｌ
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ Ｃｏｎｆｅｒｅｎｃｅ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２：
８７３ － ８７８． ＤＯＩ： １０． １１０９ ／ ＧＬＯＢＥＣＯＭ４８０９９． ２０２２．
１０００１６９４．

［１０］Ｂｅｈｒｅｎｄｓ Ｈ， Ｋｎｅｓｅｂｅｃｋ Ａ Ｖ Ｄ， Ｂｒａｄｉｎａｌ Ｗ， ｅｔ ａｌ．
Ａｕｔｏｍａｔｉｃ ｅｑｕａｌｉｚａｔｉｏｎ ｕｓｉｎｇ ｐａｒａｍｅｔｒｉｃ ＩＩＲ ｆｉｌｔｅｒｓ．
Ｊｏｕｒｎａｌ ｏｆ ｔｈｅ Ａｕｄｉｏ Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｏｃｉｅｔｙ， ２０１１， ５９（３）：
１０２－１０９． ＤＯＩ：１０．１１３４ ／ Ｓ００２０４４１２１１０２００８４．

［１１］Ｄｅｙ Ｎ， Ｃｈａｋｉ Ｊ， Ｍｏｒａｒｕ Ｌ， ｅｔ ａｌ． Ｆｉｒｅｆｌｙ ａｌｇｏｒｉｔｈｍ ａｎｄ
ｉｔｓ ｖａｒｉａｎｔｓ ｉｎ ｄｉｇｉｔａｌ ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇ： Ａ ｃｏｍｐｒｅｈｅｎｓｉｖｅ
ｒｅｖｉｅｗ． Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｆｉｒｅｆｌｙ Ａｌｇｏｒｉｔｈｍ ａｎｄ ｉｔｓ Ｖａｒｉａｎｔｓ．
Ｓｐｒｉｎｇｅｒ Ｔｒａｃｔｓ ｉｎ Ｎａｔｕｒｅ － Ｉｎｓｐｉｒｅｄ Ｃｏｍｐｕｔｉｎｇ． Ｂｅｒｌｉｎ：
Ｓｐｒｉｎｇｅｒ，２０１９：１－２８．ＤＯＩ：１０．１００７ ／ ９７８－９８１－１５－０３０６－

１＿１．
［１２］Ｐｅｐｅ Ｇ， Ｇａｂｒｉｅｌｌｉ Ｌ， Ｓｑｕａｒｔｉｎｉ Ｓ， ｅｔ ａｌ． Ｄｅｅｐ ｏｐｔｉｍｉｚａｔｉｏｎ

ｏｆ ｐａｒａｍｅｔｒｉｃ ＩＩＲ ｆｉｌｔｅｒｓ ｆｏｒ ａｕｄｉｏ ｅｑｕａｌｉｚａｔｉｏｎ． ＩＥＥＥ ／
ＡＣＭ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ａｕｄｉｏ， Ｓｐｅｅｃｈ， ａｎｄ Ｌａｎｇｕａｇｅ
Ｐｒｏｃｅｓｓｉｎｇ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２， ３０： １１３６ － １１４９．
ＤＯＩ： １０．１１０９ ／ ＴＡＳＬＰ．２０２２．３１５５２８９．

［１３］Ｃｏｌｏｎｅｌ Ｊ Ｔ， Ｓｔｅｉｎｍｅｔｚ Ｃ Ｊ， Ｍｉｃｈｅｌｅｎ Ｍ， ｅｔ ａｌ． Ｄｉｒｅｃｔ
ｄｅｓｉｇｎ ｏｆ ｂｉｑｕａｄ ｆｉｌｔｅｒ ｃａｓｃａｄｅｓ ｗｉｔｈ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｂｙ
ｓａｍｐｌｉｎｇ ｒａｎｄｏｍ ｐｏｌｙｎｏｍｉａｌｓ． ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｃｏｕｓｔｉｃｓ， Ｓｐｅｅｃｈ ａｎｄ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ
（ ＩＣＡＳＳＰ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２：３１０４－３１０８． ＤＯＩ：
１０．１１０９ ／ ＩＣＡＳＳＰ４３９２２．２０２２．９７４７６６０．

［１４］Ｖａｓｕｎｄｈａｒａ， Ｍａｎｄａｌ Ｄ， Ｇｈｏｓｈａｌ Ｓ Ｐ， ｅｔ ａｌ． Ｄｉｇｉｔａｌ ＦＩＲ
ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｕｓｉｎｇ ｈｙｂｒｉｄ ｒａｎｄｏｍ ｐａｒｔｉｃｌｅ ｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔｉａｌ ｅｖｏｌｕｔｉｏｎ． Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｊｏｕｒｎａｌ ｏｆ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｓｙｓｔｅｍｓ， ２０１３，
６（５）： ９１１－９２７． ＤＯＩ： １０．１０８０ ／ １８７５６８９１．２０１３．８０８４２７．

［１５］Ｓｔａｖｒｏｕ Ｖ Ｎ， Ｔｓｏｕｌｏｓ Ｉ Ｇ， Ｍａｓｔｏｒａｋｉｓ Ｎ Ｅ．
Ｔｒａｎｓｆｏｒｍａｔｉｏｎｓ ｆｏｒ ＦＩＲ ａｎｄ ＩＩＲ ｆｉｌｔｅｒｓ􀆳 ｄｅｓｉｇｎ．
Ｓｙｍｍｅｔｒｙ， ２０２１， １３ （ ４ ）： ５３３． ＤＯＩ： １０． ３３９０ ／
ｓｙｍ１３０４０５３３．

［１６］Ｅｌｈｏｓｅｎｙ Ｍ， Ｓｈａｎｋａｒ Ｋ． Ｏｐｔｉｍａｌ ｂｉｌａｔｅｒａｌ ｆｉｌｔｅｒ ａｎｄ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ ｄｅｎｏｉｓｉｎｇ ｍｅｔｈｏｄ ｏｆ
ｍｅｄｉｃａｌ ｉｍａｇｅ ｍｅａｓｕｒｅｍｅｎｔｓ． Ｍｅａｓｕｒｅｍｅｎｔ， ２０１９， １４３：
１２５－１３５．ＤＯＩ： １０．１０１６ ／ ｊ．ｍｅａｓｕｒｅｍｅｎｔ．２０１９．０４．０７２．

［１７］Ｌｉａｎ Ｌ， Ｔｉａｎ Ｚ． ＦＩＲ ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｂａｓｅｄ ｏｎ
ｉｍｐｒｏｖｅｄ ａｒｔｉｆｉｃｉａｌ ｂｅｅ ｃｏｌｏｎｙ ａｌｇｏｒｉｔｈｍ． Ｓｏｆｔ Ｃｏｍｐｕｔｉｎｇ，
２０２２， ２６： １３４８９ － １３５０７． ＤＯＩ： １０． １００７ ／ ｓ００５００ － ０２２ －
０７５０６－ｗ．

［１８］Ｋａｒｔｈｉｃｋ Ｒ， Ｓｅｎｔｈｉｌｓｅｌｖｉ Ａ， Ｍｅｅｎａｌｏｃｈｉｎｉ Ｐ， ｅｔ ａｌ．
Ｄｅｓｉｇｎ ａｎｄ ａｎａｌｙｓｉｓ ｏｆ ｌｉｎｅａｒ ｐｈａｓｅ ｆｉｎｉｔｅ ｉｍｐｕｌｓｅ
ｒｅｓｐｏｎｓｅ ｆｉｌｔｅｒ ｕｓｉｎｇ ｗａｔｅｒ ｓｔｒｉｄｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ
ｉｎ ＦＰＧＡ． Ｃｉｒｃｕｉｔｓ， Ｓｙｓｔｅｍｓ， ａｎｄ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ，
２０２２， ４１： ５２５４ － ５２８２． ＤＯＩ： １０． １００７ ／ ｓ０００３４ － ０２２ －
０２０３４－２．

［１９］ Ｂａｎｓａｌ Ｐ， Ｇｉｌｌ Ｓ Ｓ． Ｌｉｇｈｔｎｉｎｇ ａｔｔａｃｈｍｅｎｔ ｐｒｏｃｅｄｕｒｅ
ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｏｐｔｉｍａｌ ｄｅｓｉｇｎ ｏｆ ｄｉｇｉｔａｌ ＦＩＲ
ｂａｎｄ ｓｔｏｐ ｆｉｌｔｅｒ． Ｍｅａｓｕｒｅｍｅｎｔ： Ｓｅｎｓｏｒｓ， ２０２２， ２４：
１００５９０． ＤＯＩ：１０．１０１６ ／ ｊ．ｍｅａｓｅｎ．２０２２．１００５９０．

［２０］Ｓｉｎｇｈ Ｓ， Ｓｉｎｇｈ Ｇ， Ｂｏｓｅ Ｓ， ｅｔ ａｌ． ＦＩＲ ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｕｓｉｎｇ
ｇｒａｓｓｈｏｐｐｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ． Ｒｅｃｅｎｔ Ａｄｖａｎｃｅｓ ｉｎ
Ｍｅｔｒｏｌｏｇｙ． Ｂｅｒｌｉｎ： Ｓｐｒｉｎｇｅｒ， ２０２２： ２４９ － ２５７． ＤＯＩ： １０．
１００７ ／ ９７８－９８１－１９－２４６８－２＿２８．

［２１］Ｇａｕｔａｍ Ｄ， Ｋｈａｒｅ Ｋ， Ｓｈｒｉｖａｓｔａｖａ Ｂ Ｐ． Ａ ｎｏｖｅｌ ｇｕｉｄｅｄ
ｂｏｘ ｆｉｌｔｅｒ ｂａｓｅｄ ｏｎ ｈｙｂｒｉｄ ｏｐｔｉｍｉｚａｔｉｏｎ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ
ｄｅｎｏｉｓｉｎｇ． Ａｐｐｌｉｅｄ Ｓｃｉｅｎｃｅｓ， ２０２３， １３（１２）：７０３２．ＤＯＩ：
１０．３３９０ ／ ａｐｐ１３１２７０３２．

［２２］Ｙａｄａｖ Ｓ， Ｙａｄａｖ Ｒ， Ｋｕｍａｒ Ａ， ｅｔ ａｌ． Ａ ｎｏｖｅｌ ａｐｐｒｏａｃｈ
ｆｏｒ ｏｐｔｉｍａｌ ｄｅｓｉｇｎ ｏｆ ｄｉｇｉｔａｌ ＦＩＲ ｆｉｌｔｅｒ ｕｓｉｎｇ ｇｒａｓｓｈｏｐｐｅｒ
ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ． ＩＳＡ Ｔｒａｎｓａｃｔｉｏｎｓ，２０２１，１０８：１９６－
２０６．ＤＯＩ：１０．１０１６ ／ ｊ．ｉｓａｔｒａ．２０２０．０８．０３２．

［２３］Ｓｒｉｖａｔｓａｎ Ｋ． Ｄｅｓｉｇｎ ｏｆ ｆｉｌｔｅｒ ｃｏｅｆｆｉｃｉｅｎｔｓ ｆｏｒ ｏｐｔｉｍａｌ
ｆａｃｔｏｒｅｄ ｔｒｕｎｃａｔｅｄ ｃａｓｃａｄｅ ＦＩＲ ｆｉｌｔｅｒ ｕｓｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ． Ｊｏｕｒｎａｌ ｏｆ Ｈｉｇｈ Ｓｐｅｅｄ Ｎｅｔｗｏｒｋｓ，２０２１，２７（４）：

·３６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

４０３－４２０． ＤＯＩ：１０．３２３３ ／ ＪＨＳ－２１０６７４．
［２４］Ａｌｓａｈｌａｎｅｅ Ａ Ｔ． Ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｐｅｒｆｏｒｍａｎｃｅ ｂａｓｅｄ ｏｎ

ｓｑｕａｒｅｄ ｅｒｒｏｒ． ２０２１ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｄｖａｎｃｅｄ
Ｃｏｍｐｕｔｅｒ Ａｐｐｌｉｃａｔｉｏｎｓ （ ＡＣＡ ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ，
２０２１：７４－７９． ＤＯＩ：１０．１１０９ ／ ＡＣＡ５２１９８．２０２１．９６２６８２０．

［２５］Ｗｕ Ｊ， Ｇａｏ Ｙ， Ｙａｎｇ Ｌ， ｅｔ ａｌ． Ｄｅｓｉｇｎ ｏｆ ｏｐｔｉｍａｌ ＦＩＲ
ｄｉｇｉｔａｌ ｆｉｌｔｅｒ ｂｙ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ｔｅｃｈｎｉｑｕｅ． ２０２２ Ａｓｉａ⁃
Ｐａｃｉｆｉｃ Ｓｉｇｎａｌ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ａｓｓｏｃｉａｔｉｏｎ
Ａｎｎｕａｌ Ｓｕｍｍｉｔ ａｎｄ Ｃｏｎｆｅｒｅｎｃｅ （ ＡＰＳＩＰＡ ＡＳＣ ） ．
Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２： １６４ － １６９， ＤＯＩ： １０． ２３９１９ ／
ＡＰＳＩＰＡＡＳＣ５５９１９．２０２２．９９８０１２１．

［２６］Ｄａｓｈ Ｊ， Ｄａｍ Ｂ， Ｓｗａｉｎ Ｒ． Ｄｅｓｉｇｎ ａｎｄ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｏｆ
ｓｈａｒｐ ｅｄｇｅ ＦＩＲ ｆｉｌｔｅｒｓ ｕｓｉｎｇ ｈｙｂｒｉｄ ｄｉｆｆｅｒｅｎｔｉａｌ ｅｖｏｌｕｔｉｏｎ
ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ． ＡＥＵ － Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｕｒｎａｌ
ｏｆ Ｅｌｅｃｔｒｏｎｉｃｓ ａｎｄ Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ， ２０２０， １１４：１５３０１９．
ＤＯＩ： １０．１０１６ ／ ｊ．ａｅｕｅ．２０１９．１５３０１９．

［２７］Ｙａｄａｖ Ｓ， Ｋｕｍａｒ Ｍ， Ｙａｄａｖ Ｒ， ｅｔ ａｌ． Ａ ｎｏｖｅｌ ａｐｐｒｏａｃｈ
ｆｏｒ ｏｐｔｉｍａｌ ｄｉｇｉｔａｌ ＦＩＲ ｆｉｌｔｅｒ ｄｅｓｉｇｎ ｕｓｉｎｇ ｈｙｂｒｉｄ ｇｒｅｙ ｗｏｌｆ
ａｎｄ ｃｕｃｋｏｏ ｓｅａｒｃｈ ｏｐｔｉｍｉｚａｔｉｏｎ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｆｉｒｓｔ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｉｎｇ，
Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ， ａｎｄ Ｃｙｂｅｒ－Ｓｅｃｕｒｉｔｙ． Ｌｅｃｔｕｒｅ Ｎｏｔｅｓ ｉｎ
Ｎｅｔｗｏｒｋｓ ａｎｄ Ｓｙｓｔｅｍｓ． Ｂｅｒｌｉｎ： Ｓｐｒｉｎｇｅｒ， ２０２０：３２９－３４３．
ＤＯＩ： １０．１００７ ／ ９７８－９８１－１５－３３６９－３＿２６．

［２８］Ｎｉｕ Ｙ， Ｙａｎ Ｘ， Ｗａｎｇ Ｙ， ｅｔ ａｌ． Ｄｙｎａｍｉｃ ｏｐｐｏｓｉｔｅ
ｌｅａｒｎｉｎｇ ｅｎｈａｎｃｅｄ ａｒｔｉｆｉｃｉａｌ ｅｃｏｓｙｓｔｅｍ ｏｐｔｉｍｉｚｅｒ ｆｏｒ ＩＩＲ
ｓｙｓｔｅｍ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ． Ｔｈｅ Ｊｏｕｒｎａｌ ｏｆ Ｓｕｐｅｒｃｏｍｐｕｔｉｎｇ，
２０２２， ７８： １３０４０－ １３０８５． ＤＯＩ： １０．１００７ ／ ｓ１１２２７－ ０２２－
０４３６７－ｗ．

［２９］Ｚｈａｎｇ Ｋ， Ｚｕｏ Ｗ， Ｃｈｅｎ Ｙ， ｅｔ ａｌ． Ｂｅｙｏｎｄ ａ Ｇａｕｓｓｉａｎ
ｄｅｎｏｉｓｅｒ： Ｒｅｓｉｄｕａｌ ｌｅａｒｎｉｎｇ ｏｆ ｄｅｅｐ ＣＮＮ ｆｏｒ ｉｍａｇｅ
ｄｅｎｏｉｓｉｎｇ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇ， ２０１７，
２６（７）：３１４２－３１５５． ＤＯＩ： １０．１１０９ ／ ＴＩＰ．２０１７．２６６２２０６．

［３０］Ｓａｋｔｈｉｄａｓａｎ Ｓａｎｋａｒａｎ Ｋ， Ｖａｓｕｄｅｖａｎ Ｎ， Ｋｕｍａｒａ Ｇｕｒｕ

Ｄｉｄｅｒｏｔ Ｐ， ｅｔ ａｌ． Ｅｆｆｉｃｉｅｎｔ ｉｍａｇｅ Ｄｅ⁃Ｎｏｉｓｉｎｇ ｔｅｃｈｎｉｑｕｅ
ｂａｓｅｄ ｏｎ ｍｏｄｉｆｉｅｄ ｃｕｃｋｏｏ ｓｅａｒｃｈ ａｌｇｏｒｉｔｈｍ． Ｊｏｕｒｎａｌ ｏｆ
Ｍｅｄｉｃａｌ Ｓｙｓｔｅｍｓ， ２０１９，４３（１０）： ３０７． ＤＯＩ： １０． １００７ ／
ｓ１０９１６－０１９－１４２３－１．

［３１］Ａｎｊｕ Ａ， Ａｎｉｔｈａ Ｊ． Ａｄａｐｔｉｖｅ ｃｕｃｋｏｏ ｓｅａｒｃｈ ｂａｓｅｄ ｏｐｔｉｍａｌ
ｂｉｌａｔｅｒａｌ ｆｉｌｔｅｒｉｎｇ ｆｏｒ ｄｅｎｏｉｓｉｎｇ ｏｆ ｓａｔｅｌｌｉｔｅ ｉｍａｇｅｓ． ＩＳＡ
Ｔｒａｎｓａｃｔｉｏｎｓ， ２０２０， １００： ３０８ － ３２１． ＤＯＩ： １０． １０１６ ／ ｊ．
ｉｓａｔｒａ．２０１９．１１．００８．

［３２］Ｓｕｎ Ｈ， Ｐｅｎｇ Ｌ， Ｚｈａｎｇ Ｈ， ｅｔ ａｌ． Ｄｙｎａｍｉｃ ＰＥＴ ｉｍａｇｅ
ｄｅｎｏｉｓｉｎｇ ｕｓｉｎｇ ｄｅｅｐ ｉｍａｇｅ ｐｒｉｏｒ ｃｏｍｂｉｎｅｄ ｗｉｔｈ
ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｂｙ ｄｅｎｏｉｓｉｎｇ． ＩＥＥＥ Ａｃｃｅｓｓ，２０２１，９：５２３７８－
５２３９２． ＤＯＩ： １０．１１０９ ／ ＡＣＣＥＳＳ．２０２１．３０６９２３６．

［３３］Ｓａｔａｐａｔｈｙ， Ｍｏｈａｎ Ｌ，Ｄａｓ Ｐ． Ａ ｎｅｗ ｂｉｏｍｅｄｉｃａｌ ｉｍａｇｅ
ｄｅｎｏｉｓｉｎｇ ｍｅｔｈｏｄ ｕｓｉｎｇ ａｎ ａｄａｐｔｉｖｅ ｍｕｌｔｉ⁃ｒｅｓｏｌｕｔｉｏｎ
ｔｅｃｈｎｉｑｕｅ． ＷＳＥＡＳ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｓｙｓｔｅｍｓ ａｎｄ Ｃｏｎｔｒｏｌ，
２０２２， １７： １６－２４． ＤＯＩ： １０．３７３９４ ／ ２３２０３．２０２２．１７．２．

［３４］Ａｋｄｅｍｉｒ Ａ Ｓ． Ｄｅｔｅｒｍｉｎａｔｉｏｎ ｏｆ ｏｐｔｉｍａｌ ｐａｒａｍｅｔｅｒｓ ｆｏｒ
ｂｉｌａｔｅｒａｌ ｆｉｌｔｅｒ ｉｎ ｂｒａｉｎ ＭＲ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ． Ａｐｐｌｉｅｄ Ｓｏｆｔ
Ｃｏｍｐｕｔｉｎｇ， ２０１６， ４３： ８７ － ９６． ＤＯＩ： １０． １０１６ ／ ｊ． ａｓｏｃ．
２０１６．０２．０４３．

［３５］Ｓｕｄｅｅｐ Ｐ Ｖ， Ｐａｌａｎｉｓａｍｙ Ｐ，Ｋｅｓａｖａｄａｓ Ｃ， ｅｔ ａｌ． Ｎｏｎｌｏｃａｌ
ｌｉｎｅａｒ ｍｉｎｉｍｕｍ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ ｍｅｔｈｏｄｓ ｆｏｒ ｄｅｎｏｉｓｉｎｇ
ＭＲＩ． Ｂｉｏｍｅｄｉｃａｌ Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ ａｎｄ Ｃｏｎｔｒｏｌ， ２０１５，
２０： １２５－１３４． ＤＯＩ： １０．１０１６ ／ ｊ．ｂｓｐｃ．２０１５．０４．０１５．

［３６］Ｆｒａｚ Ｍ Ｍ， Ｒｅｍａｇｎｉｎｏ Ｐ， Ｈｏｐｐｅ Ａ， ｅｔ ａｌ． Ａｎ ｅｎｓｅｍｂｌｅ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ ａｐｐｌｉｅｄ ｔｏ ｒｅｔｉｎａｌ ｂｌｏｏｄ
ｖｅｓｓｅｌ ｓｅｇｍｅｎｔａｔｉｏｎ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｂｉｏｍｅｄｉｃａｌ
Ｅｎｇｉｎｅｅｒｉｎｇ， ２０１２，５９ （９）： ２５３８－２５４８． ＤＯＩ： １０．１１０９ ／
ＴＢＭＥ．２０１２．２２０５６８７．

［３７］Ｒｕｅｄａ Ａ， Ｍａｌｐｉｃａ Ｎ， Ｒｏｍｅｒｏ Ｅ． Ｓｉｎｇｌｅ⁃ｉｍａｇｅ ｓｕｐｅｒ⁃
ｒｅｓｏｌｕｔｉｏｎ ｏｆ ｂｒａｉｎ ＭＲ ｉｍａｇｅｓ ｕｓｉｎｇ ｏｖｅｒｃｏｍｐｌｅｔｅ
ｄｉｃｔｉｏｎａｒｉｅｓ． Ｍｅｄｉｃａｌ Ｉｍａｇｅ Ａｎａｌｙｓｉｓ， ２０１３，１７（１）：１１３－
１３２． ＤＯＩ： １０．１０１６ ／ ｊ．ｍｅｄｉａ．２０１２．０９．００３．

·４６·


