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Ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ ｉｎ ｅｄｕｃａｔｉｏｎ ｉｓ ａ ｇｒｏｗｉｎｇ
ｔｏｐｉｃ ｔｈａｔ ｉｓ ｉｎｃｒｅａｓｉｎｇ ｉｎ ｐｏｐｕｌａｒｉｔｙ ａｓ ｔｉｍｅ ｇｏｅｓ ｏｎ．
Ｒｅｓｅａｒｃｈｅｒｓ ｉｎ ｔｈｉｓ ｄｏｍａｉｎ ｅｍｐｌｏｙ ｖａｒｉｏｕｓ
ｍｅｔｈｏｄｏｌｏｇｉｅｓ ａｎｄ ｔｅｃｈｎｉｑｕｅｓ ｔｏ ｃａｐｔｕｒｅ ａｎｄ ｉｎｔｅｒｐｒｅｔ
ｅｍｏｔｉｏｎｓ ｉｎ ｅｄｕｃａｔｉｏｎａｌ ｓｅｔｔｉｎｇｓ． Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅｓ （ＳＶＭ） ［ ４］， Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ
（ＣＮＮ） ［５］， ａｎｄ ｏｔｈｅｒ ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ［６ － ７］

ａｒｅ ａｍｏｎｇ ｔｈｅ ｍｏｓｔ ｗｉｄｅｌｙ ｕｓｅｄ ｍｏｄｅｌｓ． Ｍｕｌｔｉｍｏｄａｌ
ａｐｐｒｏａｃｈｅｓ ｃｏｍｂｉｎｅ ｄｉｆｆｅｒｅｎｔ ｄａｔａ ｔｙｐｅｓ， ｓｕｃｈ ａｓ
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ， ｐｈｙｓｉｏｌｏｇｉｃａｌ ｓｉｇｎａｌｓ［ ８ － ９］， ａｎｄ
ｔｅｘｔ⁃ｂａｓｅｄ ｉｎｔｅｒａｃｔｉｏｎｓ［１０］， ｔｏ ａｃｈｉｅｖｅ ｍｏｒｅ ａｃｃｕｒａｔｅ
ｅｍｏｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ａｎｄ ａｎａｌｙｓｉｓ． Ｉｎｓｉｇｈｔｓ ｇａｉｎｅｄ ｆｒｏｍ
ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｏｆｆｅｒ ｖａｌｕａｂｌｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｏｆ
ｓｔｕｄｅｎｔ ｂｅｈａｖｉｏｕｒ ａｎｄ ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ ａｃｒｏｓｓ
ｖａｒｉｏｕｓ ｅｄｕｃａｔｉｏｎａｌ ｓｅｔｔｉｎｇｓ， ｉｎｃｌｕｄｉｎｇ ｅ⁃ｌｅａｒｎｉｎｇ，
ｏｆｆｌｉｎｅ， ｖｉｒｔｕａｌ， ａｎｄ ｃｏｍｐｕｔｅｒ⁃ｅｎａｂｌｅｄ ｃｌａｓｓｒｏｏｍｓ．
Ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ ｈｏｌｄ ｔｈｅ ｐｏｔｅｎｔｉａｌ ｔｏ
ｔａｉｌｏｒ ｉｎｓｔｒｕｃｔｉｏｎａｌ ｓｔｒａｔｅｇｉｅｓ， ｏｆｆｅｒ ｐｅｒｓｏｎａｌｉｚｅｄ
ｆｅｅｄｂａｃｋ， ａｎｄ ｃｒｅａｔｅ ｍｏｒｅ ｅｎｇａｇｉｎｇ ｅｄｕｃａｔｉｏｎａｌ
ｅｎｖｉｒｏｎｍｅｎｔｓ． Ｉｎｔｅｇｒａｔｉｎｇ ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ
ｔｅｃｈｎｉｑｕｅｓ， ｓｕｃｈ ａｓ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｎｄ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ， ｉｎｔｏ ｉｎｔｅｌｌｉｇｅｎｔ ｔｕｔｏｒｉｎｇ ｓｙｓｔｅｍｓ ｅｎａｂｌｅｓ
ａｄａｐｔｉｖｅ ｉｎｓｔｒｕｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｓｔｕｄｅｎｔｓ􀆳 ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ，
ｅｎｈａｎｃｉｎｇ ｅｎｇａｇｅｍｅｎｔ， ｍｏｔｉｖａｔｉｏｎ， ａｎｄ ｏｖｅｒａｌｌ
ｌｅａｒｎｉｎｇ ｏｕｔｃｏｍｅｓ．

Ａｄｄｉｔｉｏｎａｌｌｙ， ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ ｉｓ ｃｒｕｃｉａｌ ｉｎ
ｄｅｓｉｇｎｉｎｇ ｅｍｏｔｉｏｎａｌｌｙ ｒｅｓｐｏｎｓｉｖｅ ｆｏｒ ｏｎｌｉｎｅ ｌｅａｒｎｉｎｇ
ｐｌａｔｆｏｒｍｓ， ｗｈｉｃｈ ｃｏｎｓｉｄｅｒ ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎａｌ
ｅｘｐｅｒｉｅｎｃｅｓ ｔｏ ｃｒｅａｔｅ ｍｏｒｅ ｅｆｆｅｃｔｉｖｅ ｌｅａｒｎｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔｓ． Ｔｈｅ ｅｘｉｓｔｉｎｇ ｌｉｔｅｒａｔｕｒｅ ａｌｓｏ ｆｏｃｕｓｅｓ ｏｎ
ｓｐｅｃｉｆｉｃ ａｓｐｅｃｔｓ ｏｆ ｅｍｏｔｉｏｎｓ， ｓｕｃｈ ａｓ ａｃａｄｅｍｉｃ
ｅｍｏｔｉｏｎｓ， ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ， ｄｉｓｔｒａｃｔｉｏｎ， ｆａｔｉｇｕｅ，
ａｎｄ ｌｅａｒｎｉｎｇ⁃ｃｅｎｔｒｅｄ ｅｍｏｔｉｏｎｓ． Ｆｏｒ ｉｎｓｔａｎｃｅ， Ｓａｎｅｉｒｏ
ｅｔ ａｌ．［ １１］ ｓｔｕｄｉｅｄ Ｆａｃｉａｌ Ｅｍｏｔｉｏｎ Ｒｅｃｏｇｎｉｔｉｏｎ （ ＦＥＲ）
ｔｏ ｐｒｅｄｉｃｔ ａｃａｄｅｍｉｃ ｐｅｒｆｏｒｍａｎｃｅ， ｈｉｇｈｌｉｇｈｔｉｎｇ ｔｈｅ
ｐｏｔｅｎｔｉａｌ ｏｆ ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ ｉｎ ｅｄｕｃａｔｉｏｎａｌ
ａｓｓｅｓｓｍｅｎｔ． Ｓｙｓｔｅｍａｔｉｃ ｒｅｖｉｅｗｓ， ｆｏｒ ｅｘａｍｐｌｅ ｔｈｅ ｏｎｅ
ｕｎｄｅｒｔａｋｅｎ ｂｙ Ａｌａｍｅｄａ⁃Ｐｉｎｅｄａ ｅｔ ａｌ．［ １２］， ｅｍｐｈａｓｉｓｅｄ
ｔｈｅ ｂｅｎｅｆｉｔｓ ｏｆ ｉｎｔｅｇｒａｔｉｎｇ ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ ｉｎ
ｌｅａｒｎｉｎｇ ａｎａｌｙｔｉｃｓ， ｐｒｏｖｉｄｉｎｇ ｖａｌｕａｂｌｅ ｉｎｓｉｇｈｔｓ ｆｏｒ
ｔａｉｌｏｒｉｎｇ ｉｎｔｅｒｖｅｎｔｉｏｎｓ ａｎｄ ｓｕｐｐｏｒｔｉｎｇ ｓｔｕｄｅｎｔ ｗｅｌｌ⁃
ｂｅｉｎｇ． Ｎｉｅ ｅｔ ａｌ．［ １３］ ｆｏｃｕｓｅｄ ｏｎ ａｎａｌｙｓｉｎｇ ｓｔｕｄｅｎｔｓ􀆳
ｅｍｏｔｉｏｎａｌ ｓｔａｔｅｓ ｉｎ ｏｎｌｉｎｅ ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔｓ ｕｓｉｎｇ
ｔｅｘｔ⁃ｍｉｎｉｎｇ ｔｅｃｈｎｉｑｕｅｓ． Ｂｙ ａｎａｌｙｓｉｎｇ ｓｔｕｄｅｎｔｓ􀆳 ｗｒｉｔｔｅｎ
ｉｎｔｅｒａｃｔｉｏｎｓ， ｔｈｅ ｒｅｓｅａｒｃｈｅｒｓ ｇａｉｎｅｄ ｉｎｓｉｇｈｔｓ ｉｎｔｏ
ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎａｌ ｒｅｓｐｏｎｓｅｓ， ｃｏｎｔｒｉｂｕｔｉｎｇ ｔｏ ａ ｄｅｅｐｅｒ
ｕｎｄｅｒｓｔａｎｄｉｎｇ ｏｆ ｔｈｅｉｒ ｅｍｏｔｉｏｎａｌ ｅｘｐｅｒｉｅｎｃｅｓ ｉｎ ｏｎｌｉｎｅ

ｌｅａｒｎｉｎｇ． Ｉｎｃｏｒｐｏｒａｔｉｎｇ ａｆｆｅｃｔｉｖｅ ｃｏｍｐｕｔｉｎｇ ａｎｄ
ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ ｃａｎ ｅｎｈａｎｃｅ
ｅｄｕｃａｔｉｏｎａｌ ｅｘｐｅｒｉｅｎｃｅｓ， ｉｍｐｒｏｖｅ ｌｅａｒｎｉｎｇ ｏｕｔｃｏｍｅｓ，
ａｎｄ ｐｒｏｖｉｄｅ ｐｅｒｓｏｎａｌｉｓｅｄ ｓｕｐｐｏｒｔ ｂａｓｅｄ ｏｎ ｓｔｕｄｅｎｔｓ􀆳
ｅｍｏｔｉｏｎａｌ ｓｔａｔｅｓ． Ｂｙ ｌｅｖｅｒａｇｉｎｇ ｔｈｅｓｅ ｔｅｃｈｎｉｑｕｅｓ，
ｅｄｕｃａｔｏｒｓ ｃａｎ ｂｅｔｔｅｒ ｕｎｄｅｒｓｔａｎｄ ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎａｌ
ｐａｔｔｅｒｎｓ， ｍｏｎｉｔｏｒ ｃｈａｎｇｅｓ ｉｎ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ， ａｎｄ
ｒｅｓｐｏｎｄ ｐｒｏａｃｔｉｖｅｌｙ ｔｏ ｓｕｐｐｏｒｔ ｔｈｅｉｒ ｌｅａｒｎｉｎｇ ｎｅｅｄｓ．

Ｔｒａｄｉｔｉｏｎａｌ ｍｅｔｈｏｄｓ ｆｏｒ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ
ｏｆｔｅｎ ｒｅｌｙ ｏｎ ｍａｎｕａｌ ｏｂｓｅｒｖａｔｉｏｎ， ｗｈｉｃｈ ａｒｅ ｂｏｔｈ
ｓｕｂｊｅｃｔｉｖｅ ａｎｄ ｔｉｍｅ⁃ｃｏｎｓｕｍｉｎｇ． Ｈｏｗｅｖｅｒ， ｒｅｃｅｎｔ
ｂｒｅａｋｔｈｒｏｕｇｈｓ ｉｎ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ， ｎｏｔａｂｌｙ
ＣＮＮｓ［ １４］， ｈａｖｅ ｄｅｍｏｎｓｔｒａｔｅｄ ｓｉｇｎｉｆｉｃａｎｔ ｐｏｔｅｎｔｉａｌ ｆｏｒ
ａｕｔｏｍａｔｉｃａｌｌｙ ａｎａｌｙｓｉｎｇ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ａｎｄ
ｉｎｆｅｒｒｉｎｇ ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ． Ｔｈｉｓ ｓｔｕｄｙ ｐｒｏｐｏｓｅｓ ａ
ＣＮＮ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ ｆｏｒ ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ
ｍｏｎｉｔｏｒｉｎｇ， ｕｔｉｌｉｓｉｎｇ ａ ｎｏｖｅｌ ｄａｔａｓｅｔ ｎａｍｅｄ ＭＡＡＥＤ．
Ｏｕｒ ＣＮＮ ｍｏｄｅｌ ｉｓ ｔｒａｉｎｅｄ ｏｎ ＭＡＡＥＤ ｔｏ ｃｌａｓｓｉｆｙ
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ｉｎｔｏ ｅｎｇａｇｅｍｅｎｔ ｃａｔｅｇｏｒｉｅｓ， ｓｕｃｈ ａｓ
ｂｏｒｅｄｏｍ， ｃｏｎｆｕｓｉｏｎ， ｆｒｕｓｔｒａｔｉｏｎ， ａｎｄ ｙａｗｎｉｎｇ． Ｔｈｅ
ｍｏｄｅｌ ｃａｎ ａｃｃｕｒａｔｅｌｙ ｐｒｅｄｉｃｔ ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ
ｌｅｖｅｌｓ ｂｙ ｅｘｔｒａｃｔｉｎｇ ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｆａｃｉａｌ
ｉｍａｇｅｓ． Ｔｈｅ ｋｅｙ ｃｏｎｔｒｉｂｕｔｉｏｎｓ ｏｆ ｔｈｉｓ ｓｔｕｄｙ ｌｉｅ ｉｎ ｔｈｅ
ｃｒｅａｔｉｏｎ ｏｆ ＭＡＡＥＤ． Ｔｈｉｓ ｕｎｉｑｕｅ ａｎｄ ｒｉｃｈ ｄａｔａｓｅｔ
ｒｅｆｌｅｃｔｓ ｒｅａｌ⁃ｗｏｒｌｄ ａｃａｄｅｍｉｃ ｅｎｇａｇｅｍｅｎｔ ａｎｄ ｔｈｅ
ｄｅｖｅｌｏｐｍｅｎｔ ｏｆ ａｎ ｅｆｆｉｃｉｅｎｔ ＣＮＮ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ ｆｏｒ
ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ． Ｔｈｅ ｐｒｏｐｏｓｅｄ
ａｐｐｒｏａｃｈ， ｗｈｉｃｈ ｕｓｅｓ ｄｅｅｐ ｌｅａｒｎｉｎｇ， ａｉｍｓ ｔｏ ｐｒｏｖｉｄｅ
ｅｄｕｃａｔｏｒｓ ｗｉｔｈ ａｎ ｏｂｊｅｃｔｉｖｅ ａｎｄ ｅｆｆｉｃｉｅｎｔ ｍｅｔｈｏｄ ｆｏｒ
ａｓｓｅｓｓｉｎｇ ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ ｄｕｒｉｎｇ ａｃａｄｅｍｉｃ
ａｃｔｉｖｉｔｉｅｓ． Ｔｈｉｓ ｃａｎ ｉｍｐｒｏｖｅ ｅｄｕｃａｔｉｏｎａｌ ｅｎｖｉｒｏｎｍｅｎｔｓ，
ｐｅｒｓｏｎａｌｉｓｅ ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ， ａｎｄ ｐｒｏｖｉｄｅ ｔｉｍｅｌｙ
ｉｎｔｅｒｖｅｎｔｉｏｎｓ ｔｏ ｉｍｐｒｏｖｅ ｓｔｕｄｅｎｔ ｏｕｔｃｏｍｅｓ．

Ｅｖｅｎ ｔｈｏｕｇｈ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ａｎａｌｙｓｉｓ ｉｓ ａ
ｐｏｗｅｒｆｕｌ ｍｅｔｈｏｄ ｆｏｒ ｄｅｔｅｃｔｉｎｇ ｅｍｏｔｉｏｎａｌ ｒｅｓｐｏｎｓｅｓ
ａｎｄ ａｓｓｅｓｓｉｎｇ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ， ｉｔ ｉｓ ｂｅｎｅｆｉｃｉａｌ ｔｏ
ｉｎｔｅｇｒａｔｅ ｍｕｌｔｉｐｌｅ ｍｏｄａｌｉｔｉｅｓ ｉｎｔｏ ｅｎｇａｇｅｍｅｎｔ
ｍｏｎｉｔｏｒｉｎｇ ｓｙｓｔｅｍｓ ｔｏ ｇａｉｎ ａ ｍｏｒｅ ｈｏｌｉｓｔｉｃ
ｕｎｄｅｒｓｔａｎｄｉｎｇ． Ｔｈｅｓｅ ａｄｄｉｔｉｏｎａｌ ｍｏｄａｌｉｔｉｅｓ ｉｎｃｌｕｄｅ ｅｙｅ
ｔｒａｃｋｉｎｇ， ｗｈｉｃｈ ｒｅｖｅａｌｓ ｖａｌｕａｂｌｅ ｉｎｆｏｒｍａｔｉｏｎ ａｂｏｕｔ
ｓｔｕｄｅｎｔｓ􀆳 ａｔｔｅｎｔｉｏｎ， ｆｏｃｕｓ， ａｎｄ ｉｎｆｏｒｍａｔｉｏｎ ｐｒｏｃｅｓｓｉｎｇ
ｄｕｒｉｎｇ ｌｅａｒｎｉｎｇ ａｃｔｉｖｉｔｉｅｓ［ １５］ ． Ｓｐｅｅｃｈ ａｎａｌｙｓｉｓ ｏｆｆｅｒｓ
ｉｎｓｉｇｈｔｓ ｉｎｔｏ ｓｔｕｄｅｎｔｓ􀆳 ｌｅｖｅｌ ｏｆ ｅｎｇａｇｅｍｅｎｔ ａｎｄ
ｅｍｏｔｉｏｎａｌ ｓｔａｔｅｓ ｂｙ ｅｘａｍｉｎｉｎｇ ｓｐｅｅｃｈ ｐａｔｔｅｒｎｓ， ｔｏｎｅ，
ａｎｄ ｖｏｃａｌ ｃｕｅｓ［ １６］ ． Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ
（ ＮＬＰ ） ｔｅｃｈｎｉｑｕｅｓ ａｐｐｌｉｅｄ ｔｏ ｓｔｕｄｅｎｔｓ􀆳 ｓｐｅｅｃｈ
ｔｒａｎｓｃｒｉｐｔｉｏｎｓ ｏｒ ｒｅｃｏｒｄｉｎｇｓ ｃａｎ ｄｅｔｅｃｔ ｓｅｎｔｉｍｅｎｔ，
ｅｎｇａｇｅｍｅｎｔ， ａｎｄ ｃｏｎｔｅｎｔ ｕｎｄｅｒｓｔａｎｄｉｎｇ［ １７］ ．
Ａｄｄｉｔｉｏｎａｌｌｙ， ｉｔ ｉｓ ｃｒｕｃｉａｌ ｔｏ ｃｏｎｓｉｄｅｒ ｐｈｙｓｉｏｌｏｇｉｃａｌ

·６６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｓｉｇｎａｌｓ， ｅｎｃｏｍｐａｓｓｉｎｇ ｈｅａｒｔ ｒａｔｅ ｖａｒｉａｂｉｌｉｔｙ， ｓｋｉｎ
ｃｏｎｄｕｃｔａｎｃｅ， ｒｅｓｐｉｒａｔｉｏｎ ｒａｔｅ， ａｎｄ ｂｏｄｙ ｔｅｍｐｅｒａｔｕｒｅ．
Ａｐａｒｔ ｆｒｏｍ ＥＥＧ， ｗｈｉｃｈ ｃａｎ ｏｆｆｅｒ ｉｎｓｉｇｈｔｓ ｉｎｔｏ
ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎａｌ ｓｔａｔｅｓ， ｓｔｒｅｓｓ ｌｅｖｅｌｓ， ａｎｄ ｃｏｇｎｉｔｉｖｅ
ｌｏａｄ［１８］， ａｎａｌｙｓｉｎｇ ｓｔｕｄｅｎｔｓ􀆳 ｉｎｔｅｒａｃｔｉｏｎｓ ｗｉｔｈ ｄｉｇｉｔａｌ
ｌｅａｒｎｉｎｇ ｐｌａｔｆｏｒｍｓ， ｉｎｃｌｕｄｉｎｇ ｃｌｉｃｋｓ， ｍｏｕｓｅ
ｍｏｖｅｍｅｎｔｓ， ａｎｄ ｔｏｕｃｈ ｇｅｓｔｕｒｅｓ， ｐｒｏｖｉｄｅｓ ｖａｌｕａｂｌｅ
ｄａｔａ ｏｎ ｔｈｅｉｒ ｅｎｇａｇｅｍｅｎｔ ａｎｄ ｎａｖｉｇａｔｉｏｎ
ｐａｔｔｅｒｎｓ［１９ － ２１］ ． Ａｄｄｉｔｉｏｎａｌｌｙ， ｐｒｏｘｉｍｉｔｙ ｓｅｎｓｏｒｓ
ｍｏｎｉｔｏｒｉｎｇ ｓｔｕｄｅｎｔｓ􀆳 ｐｈｙｓｉｃａｌ ｐｒｅｓｅｎｃｅ ｉｎ ｔｈｅ ｌｅａｒｎｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔ ｏｆｆｅｒ ｉｎｓｉｇｈｔｓ ｉｎｔｏ ｔｈｅｉｒ ｌｅｖｅｌ ｏｆ
ｅｎｇａｇｅｍｅｎｔ ａｎｄ ｐａｒｔｉｃｉｐａｔｉｏｎ．

Ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｉｓ ａ ｍｕｌｔｉｆａｃｅｔｅｄ ｃｏｎｃｅｐｔ
ｅｎｃｏｍｐａｓｓｉｎｇ ｖａｒｉｏｕｓ ｄｉｍｅｎｓｉｏｎｓ， ｉｎｃｌｕｄｉｎｇ
ｂｅｈａｖｉｏｕｒａｌ， ｅｍｏｔｉｏｎａｌ， ｃｏｇｎｉｔｉｖｅ， ｓｏｃｉａｌ， ｃｕｌｔｕｒａｌ，
ａｎｄ ｃｏｎｔｅｘｔｕａｌ ｅｎｇａｇｅｍｅｎｔ． Ｂｅｈａｖｉｏｕｒａｌ ｅｎｇａｇｅｍｅｎｔ
ｉｎｖｏｌｖｅｓ ｏｂｓｅｒｖａｂｌｅ ａｃｔｉｏｎｓ，ｓｕｃｈ ａｓ ｐａｒｔｉｃｉｐａｔｉｏｎ ａｎｄ
ｃｏｍｐｌｅｔｉｏｎ ｏｆ ａｓｓｉｇｎｍｅｎｔｓ， ｗｈｉｌｅ ｅｍｏｔｉｏｎａｌ
ｅｎｇａｇｅｍｅｎｔ ｆｏｃｕｓｅｓ ｏｎ ｓｔｕｄｅｎｔｓ􀆳 ｆｅｅｌｉｎｇｓ ａｎｄ ａｔｔｉｔｕｄｅｓ
ｔｏｗａｒｄ ｌｅａｒｎｉｎｇ． Ｃｏｇｎｉｔｉｖｅ ｅｎｇａｇｅｍｅｎｔ ｒｅｌａｔｅｓ ｔｏ
ｍｅｎｔａｌ ｅｆｆｏｒｔｓ ａｎｄ ｉｎｖｏｌｖｅｍｅｎｔ ｉｎ ｃｒｉｔｉｃａｌ ｔｈｉｎｋｉｎｇ ａｎｄ
ｐｒｏｂｌｅｍ⁃ｓｏｌｖｉｎｇ． Ｓｏｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｅｍｐｈａｓｉｓｅｓ
ｉｎｔｅｒａｃｔｉｏｎｓ ｗｉｔｈ ｐｅｅｒｓ ａｎｄ ｔｅａｃｈｅｒｓ， ｐｒｏｍｏｔｉｎｇ
ｃｏｌｌａｂｏｒａｔｉｏｎ ａｎｄ ｃｏｍｍｕｎｉｃａｔｉｏｎ． Ｃｕｌｔｕｒａｌ ａｎｄ
ｃｏｎｔｅｘｔｕａｌ ｅｎｇａｇｅｍｅｎｔ ｃｏｎｓｉｄｅｒｓ ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ
ｃｕｌｔｕｒａｌ ｆａｃｔｏｒｓ ａｎｄ ｔｈｅ ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ ｏｎ
ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ， ｅｍｐｈａｓｉｓｉｎｇ ｉｎｃｌｕｓｉｖｉｔｙ ａｎｄ
ｓｕｐｐｏｒｔｉｖｅｎｅｓｓ． Ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ ｃａｎ ｖａｒｙ ｆｒｏｍ ｌｏｗ
ｔｏ ｍｅｄｉｕｍ ｔｏ ｈｉｇｈ， ｗｉｔｈ ｅａｃｈ ｌｅｖｅｌ ｉｎｄｉｃａｔｉｎｇ ｄｉｆｆｅｒｅｎｔ
ｌｅｖｅｌｓ ｏｆ ｉｎｔｅｒｅｓｔ， ｍｏｔｉｖａｔｉｏｎ， ａｎｄ ｐａｒｔｉｃｉｐａｔｉｏｎ．
Ｒｅｃｏｇｎｉｓｉｎｇ ｎｅｇａｔｉｖｅ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ， ｓｕｃｈ ａｓ
ｙａｗｎｉｎｇ， ｃｏｎｆｕｓｉｏｎ， ｂｏｒｅｄｏｍ， ａｎｄ ｆｒｕｓｔｒａｔｉｏｎ， ｉｓ
ｃｒｕｃｉａｌ， ａｓ ｔｈｅｙ ｃａｎ ｎｅｇａｔｉｖｅｌｙ ｉｍｐａｃｔ ｓｔｕｄｅｎｔ
ｅｎｇａｇｅｍｅｎｔ， ｍｏｔｉｖａｔｉｏｎ， ａｎｄ ｗｅｌｌ⁃ｂｅｉｎｇ． Ａｄｄｒｅｓｓｉｎｇ
ｔｈｅｓｅ ｅｍｏｔｉｏｎｓ ｉｓ ｅｓｓｅｎｔｉａｌ ｆｏｒ ｃｒｅａｔｉｎｇ ａ ｓｕｐｐｏｒｔｉｖｅ
ａｎｄ ｅｆｆｅｃｔｉｖｅ ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ． Ｂｙ ｕｎｄｅｒｓｔａｎｄｉｎｇ
ａｎｄ ｃａｔｅｒｉｎｇ ｔｏ ｉｎｄｉｖｉｄｕａｌ ｓｔｕｄｅｎｔｓ’ ｎｅｅｄｓ， ｅｄｕｃａｔｏｒｓ
ｃａｎ ｆｏｓｔｅｒ ａ ｐｏｓｉｔｉｖｅ ｃｌａｓｓｒｏｏｍ ａｔｍｏｓｐｈｅｒｅ ａｎｄ
ｐｒｏｍｏｔｅ ａｃａｄｅｍｉｃ ｓｕｃｃｅｓｓ， ｈｅｌｐｉｎｇ ｓｔｕｄｅｎｔｓ ｏｖｅｒｃｏｍｅ
ｃｈａｌｌｅｎｇｅｓ ａｎｄ ｔｈｒｉｖｅ ｉｎ ｔｈｅｉｒ ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ．
Ｓｔｒａｔｅｇｉｅｓ， ｓｕｃｈ ａｓ ｃｌａｒｉｆｉｃａｔｉｏｎ， ａｄｄｉｔｉｏｎａｌ ｓｕｐｐｏｒｔ，
ｒｅｌｅｖａｎｔ ａｎｄ ｓｔｉｍｕｌａｔｉｎｇ ｃｏｎｔｅｎｔ， ａｎｄ ｐｒａｃｔｉｃａｌ
ｔｅａｃｈｉｎｇ ａｐｐｒｏａｃｈｅｓ， ｐｌａｙ ａ ｖｉｔａｌ ｒｏｌｅ ｉｎ ａｄｄｒｅｓｓｉｎｇ
ｔｈｅｓｅ ｅｍｏｔｉｏｎｓ ａｎｄ ｅｎｈａｎｃｉｎｇ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ．

１　 Ｌｉｔｅｒａｔｕｒｅ Ｒｅｖｉｅｗ

　 　 Ｕｎｄｅｒｓｔａｎｄｉｎｇ ａｎｄ ａｓｓｅｓｓｉｎｇ ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ
ｌｅｖｅｌｓ ａｎｄ ｅｍｏｔｉｏｎａｌ ｓｔａｔｅｓ ａｒｅ ｃｒｕｃｉａｌ ｉｎ ｓｈａｐｉｎｇ

ｅｆｆｅｃｔｉｖｅ ｔｅａｃｈｉｎｇ ｓｔｒａｔｅｇｉｅｓ ａｎｄ ｐｒｏｍｏｔｉｎｇ ｏｐｔｉｍａｌ
ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ． Ｅａｃｈ ｓｔｕｄｙ［２２ － ２５］ ａｄｏｐｔｓ ｖａｒｉｏｕｓ
ｍｅｔｈｏｄｏｌｏｇｉｅｓ， ｒａｎｇｉｎｇ ｆｒｏｍ ｔｒａｄｉｔｉｏｎａｌ ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ ｔｏ ｓｏｐｈｉｓｔｉｃａｔｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ
ａｒｃｈｉｔｅｃｔｕｒｅｓ． Ｔｈｅｓｅ ａｐｐｒｏａｃｈｅｓ ｃａｐｔｕｒｅ ｎｏｎｖｅｒｂａｌ
ｃｕｅｓ， ｓｕｃｈ ａｓ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ， ｂｏｄｙ ｌａｎｇｕａｇｅ， ａｎｄ
ｅｙｅ ｍｏｖｅｍｅｎｔｓ， ａｎｄ ｄｅｃｉｐｈｅｒ ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ
ｌｅｖｅｌｓ ａｎｄ ｅｍｏｔｉｏｎａｌ ｒｅｓｐｏｎｓｅｓ ｄｕｒｉｎｇ ｌｅａｒｎｉｎｇ．
Ａｄｖａｎｃｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｓ ｉｎ ｃｅｒｔａｉｎ ｓｔｕｄｉｅｓ
ｅｘｅｍｐｌｉｆｙ ｏｎｇｏｉｎｇ ｐｒｏｇｒｅｓｓ ｉｎ ｅｄｕｃａｔｉｏｎ， ｏｆｆｅｒｉｎｇ
ｅｄｕｃａｔｏｒｓ ｄｅｅｐｅｒ ｉｎｓｉｇｈｔｓ ｉｎｔｏ ｈｕｍａｎ ｅｍｏｔｉｏｎｓ ａｎｄ
ｅｎｇａｇｅｍｅｎｔ．

Ｉｎ ２０１４， Ｗｈｉｔｅｈｉｌｌ ｅｔ ａｌ．［２６］ ｔｈｏｒｏｕｇｈｌｙ ａｎａｌｙｓｅｄ
ｅｘｉｓｔｉｎｇ ｃｏｍｐｕｔｅｒ⁃ｖｉｓｉｏｎ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ａｕｔｏｍａｔｉｃ
ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ａｎａｌｙｓｉｓ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ． Ｔｈｏｓｅ
ｓｔｕｉｅｓ［２７ － ２９］ ｃｏｍｐａｒｅｄ ｆａｃｉａｌ ｆｅａｔｕｒｅｓ ｏｆ ｆａｃｅ ｐａｔｃｈｅｓ
ｆｒｏｍ ｖａｒｉｏｕｓ ｍｅｔｈｏｄｓ， ｓｕｃｈ ａｓ ＢｏｏｓｔＢＦ， Ｓｕｐｐｏｒｔ
Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ （ ＳＶＭ ）， Ｇａｂｏｒ， ａｎｄ ｔｈｅ ＣＥＲＴ
ｔｏｏｌｂｏｘ， ａｎｄ ｄｉｄ ａ ｂｉｎａｒｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｔｈｅ ｆｏｕｒ
ｔｙｐｅｓ ｏｆ ｅｎｇａｇｅｍｅｎｔ ｏｎ ｔｈｅ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ａｎｄ ｆｉｎａｌ
ｅｎｇａｇｅｍｅｎｔ ｉｓ ｅｓｔｉｍａｔｅｄ ｆｒｏｍ ａ ｒｅｇｒｅｓｓｉｏｎ ｍｏｄｅｌ
ｕｓｉｎｇ ｔｈｅ ｂｉｎａｒｙ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｕｔｐｕｔｓ． Ｚａｌｅｔｅｌｊ ｅｔ
ａｌ．［３０］ ｄｅｖｅｌｏｐｅｄ ａ ｆｅａｔｕｒｅ ｓｅｔ ｄｅｆｉｎｉｎｇ ａ ｓｔｕｄｅｎｔ􀆳ｓ ｆａｃｅ
ａｎｄ ｂｏｄｉｌｙ ａｔｔｒｉｂｕｔｅｓ， ｉｎｃｌｕｄｉｎｇ ｇａｚｅ ｐｏｉｎｔ ａｎｄ ｂｏｄｙ
ｐｏｓｔｕｒｅ， ｕｓｉｎｇ ２Ｄ ａｎｄ ３Ｄ ｄａｔａ ｒｅｃｅｉｖｅｄ ｂｙ ｔｈｅ Ｋｉｎｅｃｔ
Ｏｎｅ Ｓｅｎｓｏｒ． Ｋｒｉｔｈｉｋａ ｅｔ ａｌ．［３１］ ｄｅｖｅｌｏｐｅｄ ａ ｐｒｏｇｒａｍ ｔｏ
ｉｄｅｎｔｉｆｙ ｔｈｅ ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎｓ ｂｙ ｍｏｎｉｔｏｒｉｎｇ ｔｈｅｉｒ
ｈｅａｄ， ｌｉｐ， ａｎｄ ｅｙｅ ｍｏｖｅｍｅｎｔｓ ｉｎ ｔｈｅ ｅ⁃ｌｅａｒｎｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔ． Ｓａｈｌａ ｅｔ ａｌ．［３２］ ｄｅｖｅｌｏｐｅｄ ａ ｄｅｅｐ ＣＮＮ
ｔｅｃｈｎｉｑｕｅ ｆｏｒ ｃｌａｓｓｒｏｏｍ ｅｍｏｔｉｏｎ ｄｅｔｅｃｔｉｏｎ， ｗｈｅｒｅ ｔｈｅ
ｗｏｒｋ ｗａｓ ｐｅｒｆｏｒｍｅｄ ｉｎ ｔｈｅ ｃｌａｓｓｒｏｏｍ ｆｏｒ ｔｈｅ
ａｕｔｏｍａｔｉｃ ａｎａｌｙｓｉｓ ｏｆ ｔｈｅ ｔｅａｃｈｅｒ ｆｒｏｍ ｔｈｅ ｖｉｄｅｏ． Ａ
ｃｌｏｕｄ⁃ｂａｓｅｄ ｆａｃｉａｌ ｅｍｏｔｉｏｎ ａｎａｌｙｓｉｓ ｗａｓ ｃｏｎｄｕｃｔｅｄ ｉｎ
２０１９ ｂｙ Ｂｏｏｎｒｏｕｎｇｒｕｔ ｅｔ ａｌ．［３３］ ｉｎ ｆａｃｉａｌ ｅｍｏｔｉｏｎ
ａｎａｌｙｓｉｓ ｔｏ ｆｉｎｄ ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎｓ ｉｎ ｔｈｅ ｃｌａｓｓｒｏｏｍ，
ｗｈｅｒｅ ｔｈｅ ｒｅｓｅａｒｃｈｅｒｓ ｅｘａｍｉｎｅｄ ｔｈｅ ｍｏｏｄ ｃｈａｎｇｅｓ ｏｆ
２９ ｉｎｔｅｒｎａｔｉｏｎａｌ ｓｔｕｄｅｎｔｓ． Ａｙｖａｚ ｅｔ ａｌ．［３４］ ｅｍｐｌｏｙｅｄ
ｓｅｖｅｒａｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ，ｓｕｃｈ ａｓ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ａｎｄ Ｒｅｇｒｅｓｓｉｏｎ Ｔｒｅｅｓ （ ＣＡＲＴ ）， Ｒａｎｄｏｍ Ｆｏｒｅｓｔ
（ＲＦ）， ｋ⁃Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒｓ （ ｋＮＮ）， ａｎｄ Ｓｕｐｐｏｒｔ
Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅｓ （ ＳＶＭ）， ｔｏ ａｎａｌｙｓｅ ｐａｒｔｉｃｉｐａｎｔｓ􀆳
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ｉｎ ａｎ ｅ⁃ｌｅａｒｎｉｎｇ ｓｅｓｓｉｏｎ ｈｅｌｄ ｏｖｅｒ
Ｓｋｙｐｅ ｓｏｆｔｗａｒｅ ｕｓｉｎｇ ｔｈｅ ｓｙｓｔｅｍ ｔｈｅｙ ｂｕｉｌｔ． Ｉｎ
ｃｌａｓｓｒｏｏｍｓ， ｔｈｅｙ ｅｖｅｎｔｕａｌｌｙ ｃｏｎｃｌｕｄｅｄ ｔｈａｔ ｅｍｏｔｉｏｎｓ，
ｓｕｃｈ ａｓ ｈａｐｐｉｎｅｓｓ， ｆｅａｒ， ｓａｄｎｅｓｓ， ａｎｇｅｒ， ｓｕｒｐｒｉｓｅ，
ａｎｄ ｄｉｓｇｕｓｔ， ａｒｅ ｕｎｉｖｅｒｓａｌｌｙ ａｃｋｎｏｗｌｅｄｇｅｄ． Ａｍｏｎｇ
ｔｈｅｍ， ｔｈｅ ＳＶＭ ａｌｇｏｒｉｔｈｍ ｏｕｔｐｅｒｆｏｒｍｓ ｏｔｈｅｒｓ． Ｒｅｃｅｎｔ
ｎｅｕｒｏｌｏｇｉｃａｌ ａｄｖａｎｃｅｍｅｎｔｓ ｈｉｇｈｌｉｇｈｔｅｄ ｔｈｅ ｃｏｎｎｅｃｔｉｏｎ
ｂｅｔｗｅｅｎ ｌｅａｒｎｉｎｇ ａｎｄ ｅｍｏｔｉｏｎｓ． Ｍａｎｙ ｓｔｕｄｉｅｓ

·７６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｅｍｐｈａｓｉｓｅｄ ｔｈｅ ｉｍｐｏｒｔａｎｃｅ ｏｆ ｓｔｕｄｅｎｔｓ􀆳 ｅｍｏｔｉｏｎｓ
ｄｕｒｉｎｇ ｌｅｃｔｕｒｅｓ． Ａｃｋｎｏｗｌｅｄｇｉｎｇ ｔｈｉｓ ｖｉｔａｌ ｌｉｎｋ ｂｅｔｗｅｅｎ
ｅｍｏｔｉｏｎｓ ａｎｄ ｌｅａｒｎｉｎｇ， ｉｎｔｅｇｒａｔｉｎｇ ｅｍｏｔｉｏｎｓ ｉｎｔｏ
ｅｄｕｃａｔｉｏｎ ｂｅｃｏｍｅｓ ｃｒｕｃｉａｌ． Ｕｎｄｅｒｓｔａｎｄｉｎｇ ａｎｄ ｓｕｐｐｏｒｔｉｎｇ

ｓｔｕｄｅｎｔｓ􀆳 ｆｅｅｌｉｎｇｓ ｌｅａｄｓ ｔｏ ｉｍｐｒｏｖｅｄ， ｃｕｓｔｏｍｉｓｅｄ ｌｅａｒｎｉｎｇ
ｅｘｐｅｒｉｅｎｃｅｓ， ｅｎｈａｎｃｉｎｇ ａｃａｄｅｍｉｃ ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ
ｇｅｎｅｒａｌ ｗｅｌｌ⁃ｂｅｉｎｇ． Ｔａｂｌｅ １ ｓｈｏｗｓ ｔｈｅ ｓｕｍｍａｒｙ ｏｆ ｔｈｅ
ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｏｌｏｇｉｅｓ．

Ｔａｂｌｅ １　 Ｄｅｔａｉｌｓ ｏｆ ｅｘｉｓｔｉｎｇ ｍｅｔｈｏｄｏｌｏｇｉｅｓ

Ｓｔｕｄｙ Ｍｅｔｈｏｄｏｌｏｇｙ Ｃａｔｅｇｏｒｉｅｓ Ａｃｃｕｒａｃｙ
Ｅ－ｌｅａｒｎｉｎｇ ／
Ｃｌａｓｓｒｏｏｍ

Ｗｈｉｔｅｈｉｌｌ ｅｔ ａｌ．［２６］ ＳＶＭ ｗｉｔｈ Ｇａｂｏｕｒ ｆｅａｔｕｒｅｓ
Ｎｏｔ ｅｎｇａｇｅｄ ａｔ ａｌｌ， ｎｏｍｉｎａｌｌｙ
ｅｎｇａｇｅｄ， ｅｎｇａｇｅｄ ｉｎ ｔａｓｋ， ｖｅｒｙ
ｅｎｇａｇｅｄ， ｕｎｃｌｅａｒ．

７６．３２％ Ｅ⁃ｌｅａｒｎｉｎｇ

Ｄ􀆳 Ｍｅｌｌｏ ｅｔ ａｌ ［２］
１４ ｄｉｆｆｅｒｅｎｔ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ，
ｆｏｒ ｅｘａｍｐｌｅ， ＳＶＭ － ｕｓｉｎｇ ｆａｃｉａｌ
ｅｘｐｒｅｓｓｉｏｎｓ

Ｂｏｒｅｄ， ｃｏｎｆｕｓｅｄ， ｄｅｌｉｇｈｔｅｄ，
ｅｎｇａｇｅｄ， ｆｒｕｓｔｒａｔｅｄ

Ｉｎｄｉｖｉｄｕａｌ ｃｌａｓｓ
ａｃｃｕｒａｃｙ （０．６１－
０．８７）

Ｅ⁃ｌｅａｒｎｉｎｇ

Ｋｒｉｔｈｉｋａ ｅｔ ａｌ．［ ３１ ］

Ｆａｃｉａｌ ｆｅａｔｕｒｅｓ ｌｉｋｅ ａｂｎｏｒｍａｌ ｈｅａｄ ａｎｄ
ｅｙｅｓ ｍｏｖｅｍｅｎｔ， ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ
ｆｅａｔｕｒｅｓ ａｎｄ ２Ｄ， ａｎｄ ３Ｄ ｆｅａｔｕｒｅｓ ｆｒｏｍ
Ｋｉｎｅｃｔ Ｏｎｅ Ｃａｍｅｒａ

Ｅｘｃｉｔｅｄ， ｂｏｒｅｄｏｍ， ｙａｗｎｉｎｇ，
ｄｒｏｗｓｉｎｅｓｓ

Ｎ ／ Ａ Ｅ⁃ｌｅａｒｎｉｎｇ

Ｚａｌａｔｅｌｊｉ ｅｔ ａｌ．［３０］
Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｆｅａｔｕｒｅｓ ａｎｄ ２Ｄ， ａｎｄ
３Ｄ ｆｅａｔｕｒｅｓ ｆｒｏｍ Ｋｉｎｅｃｔ Ｏｎｅ Ｃａｍｅｒａ

Ｈｉｇｈ ａｔｔｅｎｔｉｏｎ，ｍｅｄｉｕｍ ａｔｔｅｎｔｉｏｎ，
ｎｏ ａｔｔｅｎｔｉｏｎ

７５．３％ Ｃｌａｓｓｒｏｏｍ

Ｓｈａｒｍａ ｅｔ ａｌ．［１５］ ＣＮＮ Ｓｔｕｄｅｎｔ􀆳ｓ ｂａｓｉｃ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ７０％ Ｅ⁃ｌｅａｒｎｉｎｇ

Ａｋｈｙａｎｉ ｅｔ ａｌ．［３ ５ ］ Ｅｙｅ ｔｒａｃｋｉｎｇ ｗｉｔｈ ａ ｒｕｌｅ⁃ｂａｓｅｄ ｓｙｓｔｅｍ Ｈａｐｐｙ ｆａｃｅ， ｎｅｕｔｒａｌ ｆａｃｅ Ｎ ／ Ａ Ｃｌａｓｓｒｏｏｍ

Ｚｈｅｎｇ ｅｔ ａｌ．［ ３６ ］ Ｍｕｌｔｉｍｏｄａｌ （ＦＥＲ， ｅｙｅ ｔｒａｃｋｉｎｇ， ｂｏｄｙ
ｌａｎｇｕａｇｅ）

Ｅｍｏｔｉｏｎｓ ８８％ Ｅ⁃ｌｅａｒｎｉｎｇ

Ｍｕｋｈｏｐａｄｈｙａｙ ｅｔ ａｌ．［ ３７ ］ ＣＮＮ ＦＥＲ ２０１３ ｅｍｏｔｉｏｎｓ ６２％ Ｅ⁃ｌｅａｒｎｉｎｇ

Ｂｈａｒｄｗａｊ ｅｔ ａｌ．［６］ Ｄｅｅｐ ｌｅａｒｎｉｎｇ
Ａｎｇｒｙ， ｄｉｓｇｕｓｔ， ｆｅａｒ， ｈａｐｐｙ，
ｓａｄ， ｓｕｒｐｒｉｓｅ ａｎｄ ｎｅｕｔｒａｌ

９３．６％ Ｅ⁃ｌｅａｒｎｉｎｇ

２　 Ｍｅｔｈｏｄｏｌｏｇｙ

　 　 Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ［１８］ ｓｕｇｇｅｓｔｅｄ ｐｒｅｄｉｃｔｉｎｇ ｔｈｙｒｏｉｄ
ｄｉｓｅａｓｅ ｂｙ ｆｏｃｕｓｉｎｇ ｏｎ ｔｈｅ ｏｒｇａｎ ｃｏｎｔｒｏｌｌｅｄ ｂｙ ｔｈｅ
ｈｙｐｏｔｈａｌａｍｕｓ． Ｉｎ ｔｈｉｓ ｓｔｕｄｙ， ｗｅ ｐｒｏｐｏｓｅｄ ａ
ｍｅｔｈｏｄｏｌｏｇｙ ｆｏｒ ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ ｉｎ
ｅｄｕｃａｔｉｏｎａｌ ｓｅｔｔｉｎｇｓ ｕｓｉｎｇ ａ ＣＮＮ． Ｔｈｅ ｍｅｔｈｏｄｏｌｏｇｙ
ｉｎｃｏｒｐｏｒａｔｅｓ ｔｈｅ ｃｒｅａｔｉｏｎ ｏｆ ｔｈｅ ＭＡＡＥＤ， ｗｈｉｃｈ
ｃｏｍｂｉｎｅｓ ｄｉｖｅｒｓｅ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｄａｔａｓｅｔｓ ｃｏｖｅｒｉｎｇ ａ
ｗｉｄｅ ｒａｎｇｅ ｏｆ ｅｍｏｔｉｏｎｓ ａｎｄ ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ
ｒｅｌｅｖａｎｔ ｔｏ ｓｔｕｄｅｎｔｓ． Ｒｅｓｅａｒｃｈｅｒｓ ｐｒｅｐｒｏｃｅｓｓｅｄ ｔｈｅ
ｃｏｌｌｅｃｔｅｄ ｄａｔａｓｅｔｓ ｔｏ ｅｎｓｕｒｅ ｃｏｎｓｉｓｔｅｎｃｙ． Ｔｈｅ ｄｅｓｉｇｎｅｄ
ＣＮＮ ａｒｃｈｉｔｅｃｔｕｒｅ ｃｏｎｓｉｓｔｓ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ， ｐｏｏｌｉｎｇ，
ａｎｄ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ ｔｒａｉｎｅｄ ｏｎ ｔｈｅ ＭＡＡＥＤ
ｕｓｉｎｇ ｓｕｉｔａｂｌｅｄ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ ａｎｄ ｌｏｓｓ
ｆｕｎｃｔｉｏｎｓ ｆｏｒ ｍｕｌｔｉ⁃ｃｌａｓｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｒｅｓｅａｒｃｈｅｒｓ
ｅｖａｌｕａｔｅｄ ｔｈｅ ｔｒａｉｎｅｄ ＣＮＮ ｍｏｄｅｌ ｏｎ ａ ｔｅｓｔ ｓｅｔ ｕｓｉｎｇ
ｓｔａｎｄａｒｄ ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ， ｓｕｃｈ ａｓ ａｃｃｕｒａｃｙ，
ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ Ｆ１ ｓｃｏｒｅ， ａｎｄ ａ ｃｏｎｆｕｓｉｏｎ
ｍａｔｒｉｘ， ｔｏ ａｓｓｅｓｓ ｉｔｓ ｐｅｒｆｏｒｍａｎｃｅ．

ＣＮＮｓ ａｒｅ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ ｅｘｔｅｎｓｉｖｅｌｙ

ｅｍｐｌｏｙｅｄ ｉｎ ｄｉｖｅｒｓｅ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ａｐｐｌｉｃａｔｉｏｎｓ，
ｉｎｃｌｕｄｉｎｇ ｆａｃｉａｌ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． ＣＮＮｓ ａｒｅ
ｓｔｒｕｃｔｕｒｅｄ ｔｏ ａｕｔｏｍａｔｉｃａｌｌｙ ａｃｑｕｉｒｅ ａｎｄ ｅｘｔｒａｃｔ
ｍｅａｎｉｎｇｆｕｌ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｉｎｐｕｔ ｄａｔａ， ｓｉｇｎｉｆｉｃａｎｔｌｙ
ｅｎｈａｎｃｉｎｇ ｔｈｅｉｒ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｉｎ ｉｍａｇｅ ａｎａｌｙｓｉｓ． Ｏｎｅ
ｃａｎ ｔｒａｉｎ ＣＮＮ ｔｏ ｒｅｃｏｇｎｉｚｅ ａｎｄ ｃｌａｓｓｉｆｙ ｆａｃｉａｌ
ｅｘｐｒｅｓｓｉｏｎｓ ｂａｓｅｄ ｏｎ ｉｍａｇｅ ｐａｔｔｅｒｎｓ ａｎｄ
ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ． Ｔｈｅ ｎｅｔｗｏｒｋ ｔｒａｉｎｓ ｔｏ ｒｅｃｏｇｎｉｚｅ ｃｒｕｃｉａｌ
ｆａｃｉａｌ ｌａｎｄｍａｒｋｓ， ｉｎｃｌｕｄｉｎｇ ｅｙｅｓ， ｎｏｓｅ， ａｎｄ ｍｏｕｔｈ，
ａｎｄ ｃａｐｔｕｒｅｓ ｔｈｅ ｄｉｓｔｉｎｃｔ ｆｅａｔｕｒｅｓ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ
ｄｉｆｆｅｒｅｎｔ ｅｍｏｔｉｏｎｓ ｂｙ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｔｈｅｉｒ ｓｐａｔｉａｌ
ｒｅｌａｔｉｏｎｓｈｉｐｓ． Ｆｉｇ．１ ｉｌｌｕｓｔｒａｔｅｓ ＣＮＮ􀆳ｓ ａｒｃｈｉｔｅｃｔｕｒｅ． Ｔｈｅ
ｃｏｒｅ ｄｅｓｉｇｎ ｏｆ ａ ＣＮＮ ｉｎｃｌｕｄｅｓ ｓｅｖｅｒａｌ ｌａｙｅｒｓ， ｓｕｃｈ ａｓ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ， ｐｏｏｌｉｎｇ ｌａｙｅｒｓ， ａｎｄ ｆｕｌｌｙ
ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ． Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ ｐｌａｙ ａ ｐｉｖｏｔａｌ
ｒｏｌｅ ｉｎ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｂｙ ａｐｐｌｙｉｎｇ ｆｉｌｔｅｒｓ ｔｏ ｔｈｅ
ｉｎｐｕｔ ｉｍａｇｅ， ｅｎａｂｌｉｎｇ ｔｈｅ ｄｅｔｅｃｔｉｏｎ ｏｆ ｌｏｃａｌ ｐａｔｔｅｒｎｓ
ａｎｄ ｆｅａｔｕｒｅｓ． Ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｐｒｏｃｅｓｓ ｅｎｔａｉｌｓ ｔｈｅ
ｍｏｖｅｍｅｎｔ ｏｆ ａ ｆｉｌｔｅｒ （Ｋ） ａｃｒｏｓｓ ｔｈｅ ｉｎｐｕｔ ｉｍａｇｅ （ Ｉ），
ｗｈｅｒｅ ｉｔ ｃｏｎｄｕｃｔｓ ｅｌｅｍｅｎｔ⁃ｗｉｓｅ ｍｕｌｔｉｐｌｉｃａｔｉｏｎｓ ａｎｄ
ｓｕｂｓｅｑｕｅｎｔｌｙ ａｇｇｒｅｇａｔｅｓ ｔｈｅ ｏｕｔｃｏｍｅｓ ｂｙ ｓｕｍｍｉｎｇ
ｔｈｅｍ ｕｐ．

·８６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｆｉｇ．１　 Ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＣＮＮ

（Ｉ∗Ｋ）（ ｔ） ＝ ΣａＩ（ａ）Ｋ（ ｔ – ａ） （１）
ｗｈｅｒｅ Ｉ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｉｎｐｕｔ ｄａｔａ ｏｒ ｉｍａｇｅ ｏｖｅｒ ｗｈｉｃｈ
ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｏｐｅｒａｔｉｏｎ ｉｓ ｐｅｒｆｏｒｍｅｄ． Ｉｔ ｃａｎ ｂｅ ａ １Ｄ
ｓｉｇｎａｌ， ２Ｄ ｉｍａｇｅ， ｏｒ ｍｕｌｔｉ⁃ｄｉｍｅｎｓｉｏｎａｌ ａｒｒａｙ． Ｋ
ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｆｉｌｔｅｒ ｏｒ ｋｅｒｎｅｌ， ｗｈｉｃｈ ｉｓ ａ
ｓｍａｌｌｅｒ ｍａｔｒｉｘ ｕｓｅｄ ｔｏ ｅｘｔｒａｃｔ ｓｐｅｃｉｆｉｃ ｆｅａｔｕｒｅｓ （ ｓｕｃｈ
ａｓ ｅｄｇｅｓ ｏｒ ｔｅｘｔｕｒｅｓ） ｆｒｏｍ ｔｈｅ ｉｎｐｕｔ ｉｍａｇｅ． ｔ ｄｅｎｏｔｅｓ
ｔｈｅ ｐｏｓｉｔｉｏｎ ｉｎ ｔｈｅ ｏｕｔｐｕｔ ｗｈｅｒｅ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ
ｏｐｅｒａｔｉｏｎ ｉｓ ｅｖａｌｕａｔｅｄ． Ｉｔ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｔｅｍｐｏｒａｌ ｏｒ
ｓｐａｔｉａｌ ｌｏｃａｔｉｏｎ ｄｅｐｅｎｄｉｎｇ ｏｎ ｔｈｅ ｉｎｐｕｔ􀆳ｓ ｄｉｍｅｎｓｉｏｎｓ． ａ
ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｉｎｄｅｘ ｖａｒｉａｂｌｅ ｕｓｅｄ ｆｏｒ ｉｔｅｒａｔｉｎｇ ｏｖｅｒ
ｔｈｅ ｉｎｐｕｔ ｄａｔａ ｄｕｒｉｎｇ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｏｐｅｒａｔｉｏｎ． Ｉ∗Ｋ
（ｃｏｎｖｏｌｕｔｉｏｎ ｒｅｓｕｌｔ）： Ｔｈｅ ｏｕｔｐｕｔ ｒｅｓｕｌｔｉｎｇ ｆｒｏｍ ｔｈｅ
ｃｏｎｖｏｌｕｔｉｏｎ ｏｐｅｒａｔｉｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｉｎｐｕｔ ｉｍａｇｅ Ｉ ａｎｄ
ｔｈｅ ｆｉｌｔｅｒ Ｋ． Σａ ： Ｔｈｅ ｓｕｍｍａｔｉｏｎ ｏｐｅｒａｔｏｒ， ｉｎｄｉｃａｔｉｎｇ
ｔｈａｔ ｔｈｅ ｅｌｅｍｅｎｔ⁃ｗｉｓｅ ｍｕｌｔｉｐｌｉｃａｔｉｏｎｓ ｂｅｔｗｅｅｎ Ｉ（ａ）
ａｎｄ Ｋ（ ｔ － ａ） ａｒｅ ｓｕｍｍｅｄ ｔｏ ｃｏｍｐｕｔｅ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ
ｏｕｔｐｕｔ ａｔ ｐｏｓｉｔｉｏｎ ｔ． Ｔｈｅ ｅｑｕａｔｉｏｎ ｄｅｓｃｒｉｂｅｓ ｈｏｗ ｔｈｅ
ｃｏｎｖｏｌｕｔｉｏｎ ｏｐｅｒａｔｉｏｎ ｉｓ ｃｏｍｐｕｔｅｄ ａｔ ｅａｃｈ ｐｏｓｉｔｉｏｎ ｔ
ｂｙ ｓｌｉｄｉｎｇ ｔｈｅ ｆｉｌｔｅｒ Ｋ ａｃｒｏｓｓ ｔｈｅ ｉｎｐｕｔ Ｉ， ｐｅｒｆｏｒｍｉｎｇ
ｅｌｅｍｅｎｔ⁃ｗｉｓｅ ｍｕｌｔｉｐｌｉｃａｔｉｏｎｓ， ａｎｄ ａｇｇｒｅｇａｔｉｎｇ ｔｈｅ
ｒｅｓｕｌｔｓ．

Ｔｈｉｓ ｍｅａｎｓ ｔｈａｔ ｔｈｅ ｏｕｔｐｕｔ ｇｅｎｅｒａｔｅｓ ｅｖｅｒｙ ｐｉｘｅｌ
ｂｙ ａｄｄｉｎｇ ｔｈｅ ｉｎｐｕｔ ｐｉｘｅｌｓ， ｅａｃｈ ｍｕｌｔｉｐｌｉｅｄ ｂｙ ｉｔｓ
ｒｅｓｐｅｃｔｉｖｅ ｗｅｉｇｈｔ ｄｅｆｉｎｅｄ ｂｙ ｔｈｅ ｋｅｒｎｅｌ． Ｉｎ ｔｗｏ
ｄｉｍｅｎｓｉｏｎｓ， ｉｔ ｗｏｕｌｄ ｂｅ ｓｈｏｗｎ ｉｎ Ｅｑ．（２） ．

（Ｉ∗Ｋ）（ｘ，ｙ） ＝ Σａ ΣｂＩ（ａ，ｂ）Ｋ（ｘ － ａ，ｙ － ｂ） （２）
ｈｅｒｅ， （ｘ，ｙ） ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｃｏｏｒｄｉｎａｔｅｓ ｏｆ ｔｈｅ ｏｕｔｐｕｔ
ｐｉｘｅｌ， ｗｈｉｌｅ （ａ，ｂ） ａｒｅ ｔｈｅ ｉｎｄｉｃｅｓ ｉｔｅｒａｔｉｎｇ ｏｖｅｒ ｔｈｅ
ｉｎｐｕｔ ｉｍａｇｅ ｐｉｘｅｌｓ ｃｏｖｅｒｅｄ ｂｙ ｔｈｅ ｋｅｒｎｅｌ． Ｔｈｅ ｆｉｌｔｅｒ
ｋｅｒｎｅｌ Ｋ， ｗｉｔｈ ｉｔｓ ｗｅｉｇｈｔｓ， ｓｈｉｆｔｓ ａｃｒｏｓｓ ｔｈｅ ｉｎｐｕｔ
ｉｍａｇｅ Ｉ ｂｏｔｈ ｈｏｒｉｚｏｎｔａｌｌｙ ａｎｄ ｖｅｒｔｉｃａｌｌｙ， ｃｏｍｐｕｔｉｎｇ
ｔｈｅ ｏｕｔｐｕｔ ｂｙ ｓｕｍｍｉｎｇ ｔｈｅ ｗｅｉｇｈｔｅｄ ｃｏｎｔｒｉｂｕｔｉｏｎｓ ｏｆ
ｉｎｐｕｔ ｐｉｘｅｌｓ ｆｏｒ ｅｖｅｒｙ ｌｏｃａｔｉｏｎ． Ｔｈｉｓ ２Ｄ ｃｏｎｖｏｌｕｔｉｏｎ
ｏｐｅｒａｔｉｏｎ ｅｆｆｅｃｔｉｖｅｌｙ ｃａｐｔｕｒｅｓ ｓｐａｔｉａｌ ｆｅａｔｕｒｅｓ ｓｕｃｈ ａｓ
ｅｄｇｅｓ， ｔｅｘｔｕｒｅｓ， ａｎｄ ｐａｔｔｅｒｎｓ ｆｒｏｍ ｔｈｅ ｉｎｐｕｔ ｄａｔａ．

　 　 Ｉｎ ｔｈｉｓ ｐｒｏｃｅｓｓ， ｔｈｅ ｋｅｒｎｅｌ ｕｎｄｅｒｇｏｅｓ ｅｌｅｍｅｎｔ⁃
ｗｉｓｅ ｍｕｌｔｉｐｌｉｃａｔｉｏｎ ｗｉｔｈ ｔｈｅ ｉｍａｇｅ ｍａｔｒｉｘ， ａｎｄ
ａｆｔｅｒｗａｒｄｓ， ｔｈｅ ｏｕｔｃｏｍｅｓ ａｒｅ ｓｕｍｍｅｄ ｕｐ． Ｐｏｏｌｉｎｇ
ｌａｙｅｒｓ ｓｅｒｖｅ ｔｏ ｄｏｗｎｓａｍｐｌｅ ｔｈｅ ｆｅａｔｕｒｅ ｍａｐｓ，
ｒｅｄｕｃｉｎｇ ｔｈｅｉｒ ｓｐａｔｉａｌ ｄｉｍｅｎｓｉｏｎｓ ｗｈｉｌｅ ｐｒｅｓｅｒｖｉｎｇ
ｃｒｉｔｉｃａｌ ｉｎｆｏｒｍａｔｉｏｎ． Ｔｗｏ ｆｒｅｑｕｅｎｔｌｙ ｕｓｅｄ ｔｅｃｈｎｉｑｕｅｓ
ｆｏｒ ｔｈｉｓ ｐｕｒｐｏｓｅ ａｒｅ Ｍａｘ Ｐｏｏｌｉｎｇ ａｎｄ Ａｖｅｒａｇｅ
Ｐｏｏｌｉｎｇ． Ａｓ ａ ｔｅｃｈｎｉｑｕｅ， Ｍａｘ Ｐｏｏｌｉｎｇ ｆｏｃｕｓｅｓ ｏｎ
ｅｘｔｒａｃｔｉｎｇ ｔｈｅ ｈｉｇｈｅｓｔ ｖａｌｕｅ ｗｉｔｈｉｎ ｅａｃｈ ｗｉｎｄｏｗ ｏｆ ｔｈｅ
ｆｅａｔｕｒｅ ｍａｐ， ｔｈｅｒｅｂｙ ｈｉｇｈｌｉｇｈｔｉｎｇ ｔｈｅ ｍｏｓｔ ｐｒｏｍｉｎｅｎｔ
ｆｅａｔｕｒｅｓ ｗｉｔｈｉｎ ｔｈｅ ｄａｔａ． Ｉｎ ｃｏｎｔｒａｓｔ， Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ
ｃｏｍｐｕｔｅｓ ｔｈｅ ａｖｅｒａｇｅ ｖａｌｕｅ ｆｏｒ ｅａｃｈ ｗｉｎｄｏｗ， ｇｉｖｉｎｇ
ａｎ ｅｑｕａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ａｌｌ ｆｅａｔｕｒｅｓ ｗｉｔｈｉｎ ｔｈｅ
ｗｉｎｄｏｗ． Ｔｈｉｓ ｓｐａｔｉａｌ ｒｅｄｕｃｔｉｏｎ ｂｙ ｔｈｅ ｐｏｏｌｉｎｇ ｌａｙｅｒｓ
ｒｅｔａｉｎｓ ｔｈｅ ｍｏｓｔ ｓａｌｉｅｎｔ ｆｅａｔｕｒｅｓ． Ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ， ｔｈｅ
ｏｖｅｒａｌｌ ｄａｔａ ｓｉｚｅ ｉｓ ｃｏｎｄｅｎｓｅｄ， ｍａｋｉｎｇ ｓｕｂｓｅｑｕｅｎｔ
ｌａｙｅｒｓ ｏｆ ｔｈｅ ＣＮＮ ｍｏｒｅ ｃｏｍｐｕｔａｔｉｏｎａｌｌｙ ｍａｎａｇｅａｂｌｅ．
Ｆｉｎａｌｌｙ， ｔｈｅ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ ａｒｅ ｒｅｓｐｏｎｓｉｂｌｅ ｆｏｒ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ｍａｐｐｉｎｇ ｔｈｅ ｅｘｔｒａｃｔｅｄ ｆｅａｔｕｒｅｓ ｔｏ
ｓｐｅｃｉｆｉｃ ｅｍｏｔｉｏｎ ｃａｔｅｇｏｒｉｅｓ． Ａｆｔｅｒ ｔｈｅ ｆｅａｔｕｒｅ
ｅｘｔｒａｃｔｉｏｎ ｐｒｏｃｅｓｓ ｉｎｖｏｌｖｉｎｇ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｎｄ
ｐｏｏｌｉｎｇ ｌａｙｅｒｓ， ｔｈｅ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ ｃｏｍｅ ｉｎｔｏ
ｐｌａｙ， ｍａｐｐｉｎｇ ｔｈｅ ｅｘｔｒａｃｔｅｄ ｆｅａｔｕｒｅｓ ｔｏ ｓｐｅｃｉｆｉｃ ｃｌａｓｓ
ｃａｔｅｇｏｒｉｅｓ． Ｍａｔｈｅｍａｔｉｃａｌｌｙ， ａ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ
ｅｘｅｃｕｔｅｓ ａ ｌｉｎｅａｒ ｔｒａｎｓｆｏｒｍａｔｉｏｎ ａｎｄ ａｐｐｌｉｅｓ ａｎ
ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ． Ｉｆ ｗｅ ｄｅｎｏｔｅ ｔｈｅ ｉｎｐｕｔ ｔｏ ｔｈｅ ｌａｙｅｒ
ａｓ ｘ （ｗｈｉｃｈ ｗｏｕｌｄ ｂｅ ａ ｆｌａｔｔｅｎｅｄ ｖｅｒｓｉｏｎ ｏｆ ｔｈｅ ｏｕｔｐｕｔ
ｆｒｏｍ ｔｈｅ ｐｒｅｖｉｏｕｓ ｌａｙｅｒ）， ｔｈｅ ｗｅｉｇｈｔｓ ａｓＷ， ｔｈｅ ｂｉａｓｅｓ
ａｓ ｂ， ａｎｄ ｔｈｅ ｏｕｔｐｕｔ ａｓ ｙ， ｔｈｅｎ ｔｈｅ ｌｉｎｅａｒ
ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｃａｎ ｂｅ ｗｒｉｔｔｅｎ ａｓ ｉｎ Ｅｑ．（３） ．

ｙ ＝ Ｗｘ ＋ ｂ （３）
Ｔｈｅ ｗｅｉｇｈｔ ｍａｔｒｉｘ Ｗ ａｎｄ ｔｈｅ ｂｉａｓ ｖｅｃｔｏｒ ｂ

ｒｅｐｒｅｓｅｎｔ ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ
ｔｈａｔ ｗｅ ｌｅａｒｎｅｄ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ． Ａｆｔｅｒ ａｐｐｌｙｉｎｇ ｔｈｅ
ｌｉｎｅａｒ ｔｒａｎｓｆｏｒｍａｔｉｏｎ， ｗｅ ａｐｐｌｙ ｔｈｅ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ
ｅｌｅｍｅｎｔ⁃ｗｉｓｅ． Ｔｈｅ Ｒｅｃｔｉｆｉｅｄ Ｌｉｎｅａｒ Ｕｎｉｔ （ＲｅＬＵ） ｉｓ ａ

·９６·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｃｏｍｍｏｎｌｙ ａｄｏｐｔｅｄ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ．
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ｐｒｏｆｉｃｉｅｎｔ ａｔ ｃａｐｔｕｒｉｎｇ ｉｎｔｒｉｃａｔｅ ｐａｔｔｅｒｎｓ ａｎｄ ｓｕｂｔｌｅ
ｄｅｔａｉｌｓ ｌｉｎｋｅｄ ｔｏ ｖａｒｉｏｕｓ ｅｍｏｔｉｏｎｓ． Ｔｈｅ ｈｅａｒｔ ｏｆ ｔｈｉｓ
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ｅｘｐｒｅｓｓｉｏｎ ｄａｔａ ｆｒｏｍ ｆｉｖｅ ｐｕｂｌｉｃｌｙ ａｖａｉｌａｂｌｅ ｓｏｕｒｃｅｓ
ｗｏｒｌｄｗｉｄｅ． Ｔｈｅ ｄａｔａｓｅｔ ｃｒｅａｔｉｏｎ ｉｎｖｏｌｖｅｓ ｓｅｖｅｒａｌ
ｓｔｅｐｓ， ｆｒｏｍ ｇａｔｈｅｒｉｎｇ ｄｉｖｅｒｓｅ ｅｘｐｒｅｓｓｉｏｎｓ ｔｏ ｒｅｆｉｎｉｎｇ
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Ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ ｃｒｅａｔｉｏｎ ｐｒｏｃｅｓｓ ｉｎｖｏｌｖｅｓ ｔｈｅ
ｃｏｎｓｉｄｅｒａｔｉｏｎ ｏｆ ｆｉｖｅ ｐｕｂｌｉｃｌｙ ａｖａｉｌａｂｌｅ ｄａｔａｓｅｔｓ：
ＹａｗＤＤ［ ３ ８ ］， Ｄａｉｓｅｅ［３ ９ ］， Ｍａｎｙ Ｆａｃｅｓ ｏｆ Ｃｏｎｆｕｓｉｏｎ
ｉｎ ｔｈｅ Ｗｉｌｄ ｄａｔａｓｅｔ （ＭＦＣ⁃Ｗｉｌｄ） ［ ４０ ］， ＦＥＲ ２０１３［ ４１ ］，
ａｎｄ ＢＡＵＭ⁃１［ ４２ ］ ． Ａｌｔｈｏｕｇｈ ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔｓ
ｉｎｃｌｕｄｓ ｔｈｅ ｐｏｓｉｔｉｖｅ ｅｍｏｔｉｏｎ ｃｏｎｃｅｎｔｒａｔｉｏｎ， ｔｈｉｓ ｓｔｕｄｙ
ｐｒｉｍａｒｉｌｙ ｆｏｃｕｓｅｄ ｏｎ ｎｅｇａｔｉｖｅ ｅｍｏｔｉｏｎｓ ｓｕｃｈ ａｓ
ｙａｗｎｉｎｇ， ｂｏｒｅｄｏｍ， ｆｒｕｓｔｒａｔｉｏｎ， ａｎｄ ｃｏｎｆｕｓｉｏｎ． Ｔｈｅ
ｓｔｕｄｙ ｄｉｄ ｎｏｔ ａｃｔｉｖｅｌｙ ｉｎｃｏｒｐｏｒａｔｅ ｏｒ ａｎａｌｙｚｅ ｔｈｅ
ｐｏｓｉｔｉｖｅ ｅｍｏｔｉｏｎ ｏｆ ｃｏｎｃｅｎｔｒａｔｉｏｎ ｗｉｔｈｉｎ ｉｔｓ ｓｐｅｃｉｆｉｃ

·０７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｃｏｎｔｅｘｔ． Ｍｏｎｉｔｏｒｉｎｇ ｎｅｇａｔｉｖｅ ｅｍｏｔｉｏｎｓ ｉｎ ｓｔｕｄｅｎｔ􀆳ｓ
ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ ｉｓ ｅｓｓｅｎｔｉａｌ ｆｏｒ ｔｈｅｉｒ ｗｅｌｌ⁃ｂｅｉｎｇ ａｎｄ
ｍｅｎｔａｌ ｈｅａｌｔｈ． Ｔｈｅｓｅ ｅｍｏｔｉｏｎｓ ｃａｎ ｓｉｇｎｉｆｉｃａｎｔｌｙ
ｉｍｐａｃｔ ｔｈｅｉｒ ｏｖｅｒａｌｌ ｗｅｌｌ⁃ｂｅｉｎｇ ａｎｄ ｈｉｎｄｅｒ ｅｆｆｅｃｔｉｖｅ
ｌｅａｒｎｉｎｇ． Ｂｙ ｍｏｎｉｔｏｒｉｎｇ ｎｅｇａｔｉｖｅ ｅｍｏｔｉｏｎｓ， ｅｄｕｃａｔｏｒｓ
ｃａｎ ｉｄｅｎｔｉｆｙ ｓｔｕｄｅｎｔｓ ｉｎ ｅｍｏｔｉｏｎａｌ ｄｉｓｔｒｅｓｓ ａｎｄ ｐｒｏｖｉｄｅ
ａｐｐｒｏｐｒｉａｔｅ ｓｕｐｐｏｒｔ ａｎｄ ｉｎｔｅｒｖｅｎｔｉｏｎｓ． Ｉｔ ａｌｓｏ ｅｎａｂｌｅｓ
ｐｅｒｓｏｎａｌｉｚｅｄ ａｓｓｉｓｔａｎｃｅ， ｅａｒｌｙ ｉｎｔｅｒｖｅｎｔｉｏｎ， ａｎｄ ｔｈｅ
ｃｒｅａｔｉｏｎ ｏｆ ａ ｐｏｓｉｔｉｖｅ ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ ｔｈａｔ ｍａｙ
ｃｏｔｒｉｂｕｔｅ ｔｏ ａｃａｄｅｍｉｃ ｓｕｃｃｅｓｓ ａｎｄ ｗｅｌｌ⁃ｂｅｉｎｇ．
３．１　 Ａｕｔｏｍａｔｉｃ Ｆｒａｍｅ Ｅｘｔｒａｃｔｉｏｎ ａｎｄ Ｓｅｌｅｃｔｉｏｎ
　 　 Ｉｎ ｂｕｉｌｄｉｎｇ ｔｈｅ ＭＡＡＥＤ， ｆｒａｍｅ ｅｘｔｒａｃｔｉｏｎ ｉｓ
ｃｒｕｃｉａｌ ｉｎ ｃａｐｔｕｒｉｎｇ ｒｅｌｅｖａｎｔ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ． Ａ
ｃｏｍｂｉｎａｔｉｏｎ ｏｆ ｆｉｖｅ ｐｕｂｌｉｃｌｙ ａｖａｉｌａｂｌｅ ｄａｔａｓｅｔｓ ｗａｓ
ｓｅｌｅｃｔｅｄ ｔｏ ｐｒｅｄｉｃｔ ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ ｉｎ
ａｃａｄｅｍｉｃ ｅｎｖｉｒｏｎｍｅｎｔｓ， ｆｏｃｕｓｉｎｇ ｏｎ ｎｅｇａｔｉｖｅ
ｅｍｏｔｉｏｎｓ． Ｔｈｅ ＢＡＵＭ⁃１， Ｄａｉｓｅｅ， ＹａｗＤＤ ａｎｄ ＭＦＣ
ｄａｔａｓｅｔｓ ｐｒｏｖｉｄｅｄ ｖｉｄｅｏｓ ｃｏｎｔａｉｎｉｎｇ ｄｉｆｆｅｒｅｎｔ ｅｍｏｔｉｏｎｓ
ｒｅｌｅｖａｎｔ ｔｏ ｓｔｕｄｅｎｔｓ􀆳 ｌｅａｒｎｉｎｇ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ． Ｔｈｅ
ｉｎｉｔｉａｌ ｓｔｅｐ ｉｎｖｏｌｖｅｄ ｍａｎｕａｌｌｙ ｓｅｌｅｃｔｉｎｇ ｐｅａｋ ｆｒａｍｅｓ
ｆｒｏｍ ｅａｃｈ ｅｍｏｔｉｏｎ ｃａｔｅｇｏｒｙ ｗｉｔｈｉｎ ｔｈｅ ｄａｔａｓｅｔｓ， ｔｈｕｓ
ｅｎｓｕｒｉｎｇ ｔｈａｔ ｅａｃｈ ｆｒａｍｅ ａｃｃｕｒａｔｅｌｙ ｒｅｐｒｅｓｅｎｔｅｄ ａ
ｓｐｅｃｉｆｉｃ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅ． Ｔｈｉｓ ｍａｎｕａｌ ｓｅｌｅｃｔｉｏｎ ｐｒｏｃｅｓｓ
ｔｏｏｋ ｕｐ ｍｕｃｈ ｔｉｍｅ， ｐｒｏｍｐｔｉｎｇ ｔｈｅ ｎｅｅｄ ｆｏｒ ａｎ
ａｕｔｏｍａｔｅｄ ｍｅｔｈｏｄ ｔｏ ｓｔｒｅａｍｌｉｎｅ ｆｒａｍｅ ｅｘｔｒａｃｔｉｏｎ ｉｎ
Ａｌｇｏｒｉｔｈｍ １． Ｔｏ ａｄｄｒｅｓｓ ｔｈｉｓ ｃｈａｌｌｅｎｇｅ， ｗｅ ｕｔｉｌｉｚｅｄ
ｔｗｏ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ ｆｏｒ ｄｉｓｔｉｎｃｔ ｐｕｒｐｏｓｅｓ． Ｔｈｅ
ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｕｔｉｌｉｚｅｄ ｔｈｅ ＶＧＧ ｆａｃｅ ｍｏｄｅｌ ｆｏｒ
ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ． Ｓｐｅｃｉｆｉｃａｌｌｙ ｄｅｓｉｇｎｅｄ ｆｏｒ ｆａｃｅ
ｒｅｃｏｇｎｉｔｉｏｎ ｔａｓｋｓ， ｔｈｉｓ ｍｏｄｅｌ ｅｘｔｒａｃｔｅｄ ｍｅａｎｉｎｇｆｕｌ
ａｎｄ ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ｆｅａｔｕｒｅｓ ｆｒｏｍ ｔｈｅ ｉｎｐｕｔ ｆｒａｍｅｓ．

Ａｌｇｏｒｉｔｈｍ １：Ｆｒａｍｅ ｅｘｔｒａｃｔｉｏｎ
Ｉｎｐｕｔ：
　 •Ｖｉｄｅｏ ｆｉｌｅ ｐａｔｈ
　 •ＶＧＧ ｆａｃｅ ｍｏｄｅｌ
　 •ＶＧＧ１６ ｐｒｅｔｒａｉｎｅｄ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｍｏｄｅｌ
　 •Ｎｕｍｂｅｒ ｏｆ ｆｒａｍｅｓ ｔｏ ｓｅｌｅｃｔ ｎｕｍ＿ｆｒａｍｅｓ＿ｔｏ＿
ｓｅｌｅｃｔ
　 •Ｏｕｔｐｕｔ ｆｏｌｄｅｒ ｐａｔｈ
Ｏｕｔｐｕｔ：
　 •Ｓｅｌｅｃｔｅｄ ｆｒａｍｅｓ ａｒｅ ｓａｖｅｄ ｉｎ ｔｈｅ ｓｐｅｃｉｆｉｅｄ
ｏｕｔｐｕｔ ｆｏｌｄｅｒ
Ｂｅｇｉｎ
１） Ｉｎｉｔｉａｌｉｚｅ ｐｅａｋ＿ｅｍｏｔｉｏｎ＿ｃｏｎｆｉｄｅｎｃｅ ＝ ０．０，

ｆｒａｍｅ＿ｃｏｕｎｔ ＝ ０
２） Ｏｐｅｎ ｖｉｄｅｏ ｃａｐｔｕｒｅ ｏｂｊｅｃｔ ｗｉｔｈ ｖｉｄｅｏ ｆｉｌｅ ｐａｔｈ
３） Ｗｈｉｌｅ ｖｉｄｅｏ ｉｓ ｏｐｅｎ：
　 　 Ｒｅａｄ ｆｒａｍｅ

　 　 Ｒｅｓｉｚｅ ｆｒａｍｅ ｔｏ （２２４， ２２４）
　 　 Ｃｏｎｖｅｒｔ ｆｒａｍｅ ｔｏ ＲＧＢ
　 　 Ｅｘｐａｎｄ ｆｒａｍｅ ｄｉｍｅｎｓｉｏｎｓ ｆｏｒ ｍｏｄｅｌ ｉｎｐｕｔ
　 　 Ｐｒｅｄｉｃｔ ｆａｃｉａｌ ｆｅａｔｕｒｅｓ ｕｓｉｎｇ ＶＧＧ ｆａｃｅ

ｍｏｄｅｌ
　 　 Ｐｒｅｄｉｃｔ ｅｍｏｔｉｏｎ ｕｓｉｎｇ ｔｈｅ ｃｕｓｔｏｍ ｍｏｄｅｌ
　 　 Ｉｆ ｅｍｏｔｉｏｎ ＿ ｃｏｎｆｉｄｅｎｃｅ ＞ ｐｅａｋ ＿ ｅｍｏｔｉｏｎ ＿

ｃｏｎｆｉｄｅｎｃｅ
　 　 Ｔｈｅｎ ｕｐｄａｔｅ ｐｅａｋ＿ｅｍｏｔｉｏｎ＿ｃｏｎｆｉｄｅｎｃｅ ａｎｄ

ｐｅａｋ＿ｅｍｏｔｉｏｎ＿ｆｒａｍｅ＿ｉｎｄｅｘ
　 　 Ｉｎｃｒｅｍｅｎｔ ｆｒａｍｅ＿ｃｏｕｎｔ
４） Ｒｅｌｅａｓｅ ｖｉｄｅｏ ｃａｐｔｕｒｅ ｏｂｊｅｃｔ
５） Ｄｅｔｅｒｍｉｎｅ ｓｅｌｅｃｔｅｄ ＿ ｆｒａｍｅ ＿ ｉｎｄｉｃｅｓ ｕｓｉｎｇ

ｎｐ．ｌｉｎｓｐａｃｅ （ ０， ｆｒａｍｅ ＿ ｃｏｕｎｔ⁃１， ｎｕｍ ＿ ｆｒａｍｅｓ ＿ ｔｏ ＿
ｓｅｌｅｃｔ）

６） Ｏｐｅｎ ｖｉｄｅｏ ｃａｐｔｕｒｅ ｏｂｊｅｃｔ ａｇａｉｎ
７） Ｆｏｒ ｅａｃｈ ｉｎｄｅｘ ｉｎ ｓｅｌｅｃｔｅｄ＿ｆｒａｍｅ＿ｉｎｄｉｃｅｓ：
　 　 Ｓｅｔ ｖｉｄｅｏ ｃａｐｔｕｒｅ ｔｏ ｔｈｅ ｓｐｅｃｉｆｉｃ ｆｒａｍｅ ｉｎｄｅｘ
　 　 Ｒｅａｄ ａｎｄ ｒｅｓｉｚｅ ｆｒａｍｅ
　 　 Ｓａｖｅ ｆｒａｍｅ ｔｏ ｏｕｔｐｕｔ ｆｏｌｄｅｒ
８） Ｒｅｌｅａｓｅ ｖｉｄｅｏ ｃａｐｔｕｒｅ ｏｂｊｅｃｔ
９） Ｒｅｔｕｒｎ ｓｕｃｃｅｓｓ ｍｅｓｓａｇｅ
Ｅｎｄ
Ｔｈｅ ｆｉｒｓｔ ｍｏｄｅｌ ｅｍｐｌｏｙｅｄ ｗａｓ ｔｈｅ ｐｒｅ⁃ｔｒａｉｎｅｄ

ＶＧＧ ｆａｃｅ ｍｏｄｅｌ［ ４ ３ ］ ． Ｔｈｅ ＶＧＧ ｆａｃｅ ｍｏｄｅｌ ｉｓ ａ
ｓｐｅｃｉａｌｉｚｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｄｅｓｉｇｎｅｄ ｆｏｒ
ｆａｃｅ ｒｅｃｏｇｎｉｔｉｏｎ． Ｂａｓｅｄ ｏｎ ｔｈｅ ＶＧＧ ａｒｃｈｉｔｅｃｔｕｒｅ， ｉｔ
ｃｏｎｓｉｓｔｓ ｏｆ １６ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ ｆｏｌｌｏｗｅｄ ｂｙ ｆｕｌｌｙ
ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ． Ｔｈｅ ｍｏｄｅｌ ｕｓｅｓ ｓｍａｌｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｆｉｌｔｅｒｓ （３×３）， ｗｈｉｃｈ ｈａｖｅ ９ ｐａｒａｍｅｔｅｒｓ ｐｅｒ ｆｉｌｔｅｒ ｆｏｒ ａ
ｓｉｎｇｌｅ⁃ｃｈａｎｎｅｌ ｉｎｐｕｔ． Ｆｏｒ ｍｕｌｔｉ⁃ｃｈａｎｎｅｌ ｉｎｐｕｔｓ， ｓｕｃｈ
ａｓ ＲＧＢ ｉｍａｇｅｓ， ｔｈｅ ｆｉｌｔｅｒ ｐａｒａｍｅｔｅｒｓ ｉｎｃｒｅａｓｅ
ｐｒｏｐｏｒｔｉｏｎａｌｌｙ （ ｅ． ｇ．， ２７ ｐａｒａｍｅｔｅｒｓ ｆｏｒ ｔｈｒｅｅ
ｃｈａｎｎｅｌｓ ）， ｐｌｕｓ ｏｎｅ ｂｉａｓ ｔｅｒｍ ｐｅｒ ｆｉｌｔｅｒ． Ｔｈｉｓ
ｃｏｎｓｉｓｔｅｎｔ ｕｓｅ ｏｆ ３×３ ｆｉｌｔｅｒｓ ｅｎａｂｌｅｓ ａ ｄｅｅｐ ｎｅｔｗｏｒｋ
ｔｈａｔ ｃａｐｔｕｒｅｓ ｄｅｔａｉｌｅｄ ｆａｃｉａｌ ｆｅａｔｕｒｅｓ ｗｈｉｌｅ ｋｅｅｐｉｎｇ ｔｈｅ
ｐａｒａｍｅｔｅｒ ｃｏｕｎｔ ｅｆｆｉｃｉｅｎｔ．

Ｓｅｑｕｅｎｔｉａｌｌｙ ｕｔｉｌｉｚｉｎｇ ｂｏｔｈ ｍｏｄｅｌｓ ｂｅｎｅｆｉｔｓ ｆｒｏｍ
ｔｈｅ ＶＧＧ ｆａｃｅ ｍｏｄｅｌ􀆳ｓ ｃａｐａｂｉｌｉｔｙ ｔｏ ｅｘｔｒａｃｔ ｒｉｃｈ ｆａｃｉａｌ
ｆｅａｔｕｒｅｓ， ｗｈｉｃｈ ａｒｅ ｈｉｇｈｌｙ ｒｅｌｅｖａｎｔ ｆｏｒ ｃａｐｔｕｒｉｎｇ
ｍｅａｎｉｎｇｆｕｌ ｐａｔｔｅｒｎｓ ｒｅｌａｔｅｄ ｔｏ ｅｍｏｔｉｏｎｓ． Ｔｈｅ ｓｅｐａｒａｔｅ
ｐｒｅ⁃ｔｒａｉｎｅｄ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ ｃａｔｅｇｏｒｉｚｅｓ
ｔｈｅｓｅ ｅｘｔｒａｃｔｅｄ ｆｅａｔｕｒｅｓ， ａｓｓｉｇｎｉｎｇ ｅｍｏｔｉｏｎ ｌａｂｅｌｓ ｔｏ
ｔｈｅ ｉｎｐｕｔ ｆｒａｍｅｓ． Ｔｈｉｓ ｍｕｌｔｉ⁃ｓｔｅｐ ａｐｐｒｏａｃｈ ｆａｃｉｌｉｔａｔｅｓ ａ
ｍｏｒｅ ｓｐｅｃｉａｌｉｚｅｄ ａｎｄ ａｃｃｕｒａｔｅ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｐｒｏｃｅｓｓ ｔｈａｎ ａ ｓｉｎｇｌｅ ｍｏｄｅｌ ａｌｏｎｅ． Ｔｈｉｓ ａｐｐｒｏａｃｈ
ａｄｄｒｅｓｓｅｓ ｔｈｅ ｌｉｍｉｔａｔｉｏｎｓ ｏｆ ｍａｎｕａｌ ｆｒａｍｅ ｓｅｌｅｃｔｉｏｎ，
ｍａｋｉｎｇ ｉｔ ａ ｖａｌｕａｂｌｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｔｏ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ．

·１７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｕｔｉｌｉｚｉｎｇ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ ｔｅｃｈｎｉｑｕｅｓ ｖｉａ ｔｈｅ
ＯｐｅｎＣＶ ｌｉｂｒａｒｙ， ｓｙｓｔｅｍａｔｉｃａｌｌｙ ｉｔｅｒａｔｅｓ ｔｈｒｏｕｇｈ
ｖｉｄｅｏｓ， ｒｅｓｉｚｉｎｇ ｆｒａｍｅｓ ｔｏ ｍａｔｃｈ ｔｈｅ ｉｎｐｕｔ
ｓｐｅｃｉｆｉｃａｔｉｏｎｓ ｏｆ ａ ｐｒｅ⁃ｔｒａｉｎｅｄ ＶＧＧ ｆａｃｅ ｍｏｄｅｌ．
Ｓｕｂｓｅｑｕｅｎｔｌｙ， ｉｔ ｅｍｐｌｏｙｓ ｔｈｉｓ ｍｏｄｅｌ ｔｏ ｐｒｅｄｉｃｔ
ｅｍｏｔｉｏｎｓ ｗｉｔｈｉｎ ｅａｃｈ ｆｒａｍｅ， ｉｄｅｎｔｉｆｙｉｎｇ ｔｈｅ ｈｉｇｈｅｓｔ
ｃｏｎｆｉｄｅｎｃｅ ｌｅｖｅｌ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ ｅａｃｈ ｅｎｇａｇｅｍｅｎｔ
ｃａｔｅｇｏｒｙ ｂｙ ｔｈｅ ＶＧＧ １６ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌ． Ｔｈｅ
ａｌｇｏｒｉｔｈｍ ｐｒｅｃｉｓｅｌｙ ｔｒａｃｋｓ ｔｈｅ ｆｒａｍｅ ｉｎｄｅｘ ｓｈｏｗｃａｓｉｎｇ
ｔｈｅ ｍｏｓｔ ｉｎｔｅｎｓｅ ｅｍｏｔｉｏｎａｌ ｒｅｓｐｏｎｓｅ， ｅｘｔｒａｃｔｉｎｇ ａ
ｓｐｅｃｉｆｉｃ ｎｕｍｂｅｒ ｏｆ ｆｒａｍｅｓ ｃｅｎｔｅｒｅｄ ａｒｏｕｎｄ ｔｈｉｓ
ｈｉｇｈｌｉｇｈｔｅｄ ｐｅａｋ． Ｔｈｅｓｅ ｓｅｌｅｃｔｅｄ ｆｒａｍｅｓ，
ｅｎｃａｐｓｕｌａｔｉｎｇ ｔｈｅ ｐｉｎｎａｃｌｅ ｏｆ ｅｍｏｔｉｏｎａｌ ｒｅｓｐｏｎｓｅ， ａｒｅ
ｔｈｅｎ ｓａｖｅｄ ｔｏ ａｎ ｏｕｔｐｕｔ ｄｉｒｅｃｔｏｒｙ ｆｏｒ ｆｕｒｔｈｅｒ
ｉｎｖｅｓｔｉｇａｔｉｏｎ ｏｒ ａｎａｌｙｓｉｓ． Ｔｈｉｓ ｅｘｔｒａｃｔｉｏｎ ｐｒｏｃｅｓｓ
ｃａｐｔｕｒｅｓ ｃｒｕｃｉａｌ ｍｏｍｅｎｔｓ ｒｅｆｌｅｃｔｉｎｇ ｔｈｅ ｈｅｉｇｈｔｅｎｅｄ
ｅｎｇａｇｅｍｅｎｔ ｃａｔｅｇｏｒｙ ｗｉｔｈｉｎ ｖｉｄｅｏｓ． Ｉｔ ｓｔｒｅａｍｌｉｎｅｓ ｔｈｅ
ｓｕｂｓｅｑｕｅｎｔ ｅｘｐｌｏｒａｔｉｏｎ ａｎｄ ｉｎｔｅｒｐｒｅｔａｔｉｏｎ ｏｆ ｔｈｅｓｅ
ｅｍｏｔｉｏｎａｌｌｙ ｓｉｇｎｉｆｉｃａｎｔ ｆｒａｍｅｓ ｆｏｒ ｐｏｔｅｎｔｉａｌ ｄｅｅｐｅｒ
ｉｎｓｉｇｈｔｓ ｏｒ ｄｉａｇｎｏｓｔｉｃ ｐｕｒｐｏｓｅｓ．

Ｉｎｃｏｒｐｏｒａｔｉｎｇ ｔｈｅ ＦＥＲ １３ ｄａｔａｓｅｔ ｆｕｒｔｈｅｒ ｅｎｌａｒｇｅｓ
ｔｈｅ ｄａｔａｓｅｔ， ｂｒｉｎｇｉｎｇ ｔｈｅ ｔｏｔａｌ ｎｕｍｂｅｒ ｏｆ ｉｍａｇｅｓ ｔｏ
１６９２４ ｆｏｒ ｔｒａｉｎｉｎｇ， ４７２５ ｆｏｒ ｔｅｓｔｉｎｇ， ａｎｄ ３６４１ ｆｏｒ
ｖａｌｉｄａｔｉｏｎ． Ｃｏｎｄｕｃｔｉｎｇ ａ ｍａｎｕａｌ ａｎａｌｙｓｉｓ ｅｎｓｕｒｅｄ ｔｈｅ
ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｄａｔａｓｅｔ ｂｙ ｖｅｒｉｆｙｉｎｇ ｔｈｅ ｃｏｒｒｅｃｔｎｅｓｓ ｏｆ
ｔｈｅ ａｕｔｏｍａｔｉｃ ｆｒａｍｅ ｅｘｔｒａｃｔｉｏｎ ａｎｄ ｐｒｅｐｒｏｃｅｓｓｉｎｇ
ｓｔｅｐｓ． Ｔｈｉｓ ａｎａｌｙｓｉｓ ｈｅｌｐｅｄ ｔｏ ｅｎｓｕｒｅ ｔｈａｔ ｔｈｅ ｅｘｔｒａｃｔｅｄ
ｆｒａｍｅｓ ａｎｄ ｔｈｅ ａｐｐｌｉｅｄ ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｔｅｃｈｎｉｑｕｅｓ
ｒｅｓｕｌｔｅｄ ｉｎ ａｃｃｕｒａｔｅ ａｎｄ ｒｅｌｉａｂｌｅ ｄａｔａ ｆｏｒ ｆａｃｉａｌ
ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ．
３．２　 Ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ
　 　 Ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｐｌａｙｓ ａ ｐｉｖｏｔａｌ ｒｏｌｅ ｉｎ ｐｒｅｐａｒｉｎｇ
ｄａｔａ ｆｏｒ ａｎａｌｙｓｉｓ， ｐａｒｔｉｃｕｌａｒｌｙ ｉｎ ｔａｓｋ， ｓｕｃｈ ａｓ ｆａｃｉａｌ
ａｎａｌｙｓｉｓ ａｎｄ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｓｐｅｃｉｆｉｃａｌｌｙ ｔａｉｌｏｒｅｄ
ｆｏｒ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎ ｄａｔａｓｅｔｓ ｅｘｔｒａｃｔｅｄ ｆｒｏｍ ｖｉｄｅｏｓ，
ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｅｎｃｏｍｐａｓｓｅｓ ｓｅｖｅｒａｌ ｃｒｕｃｉａｌ ｓｔｅｐｓ ｔｈａｔ
ｒｅｆｉｎｅ ａｎｄ ｓｔａｎｄａｒｄｉｚｅ ｔｈｅ ｉｎｐｕｔ ｆｒａｍｅｓ． Ｒｅｓｉｚｉｎｇ ｔｈｅ
ｆｒａｍｅｓ ｔｏ ａ ｓｐｅｃｉｆｉｃ ｄｉｍｅｎｓｉｏｎ ｅｎｓｕｒｅｓ ｕｎｉｆｏｒｍｉｔｙ，
ｆａｃｉｌｉｔａｔｉｎｇ ｃｏｎｓｉｓｔｅｎｔ ａｎａｌｙｓｉｓ ａｃｒｏｓｓ ｔｈｅ ｄａｔａｓｅｔ．
Ｃｏｎｖｅｒｓｉｏｎ ｔｏ ｇｒａｙｓｃａｌｅ ｓｉｍｐｌｉｆｉｅｓ ｔｈｅ ｄａｔａ ｗｈｉｌｅ
ｐｒｅｓｅｒｖｉｎｇ ｅｓｓｅｎｔｉａｌ ｆａｃｉａｌ ｆｅａｔｕｒｅｓ， ｒｅｄｕｃｉｎｇ
ｃｏｍｐｕｔａｔｉｏｎａｌ ｃｏｍｐｌｅｘｉｔｙ ｗｉｔｈｏｕｔ ｃｏｍｐｒｏｍｉｓｉｎｇ
ｃｒｉｔｉｃａｌ ｖｉｓｕａｌ ｉｎｆｏｒｍａｔｉｏｎ． Ａｄｄｉｔｉｏｎａｌｌｙ， ｎｏｒｍａｌｉｚｉｎｇ
ｐｉｘｅｌ ｖａｌｕｅｓ ｔｏ ａ ｓｔａｎｄａｒｄｉｚｅｄ ｒａｎｇｅ ｏｐｔｉｍｉｚｅｓ ｄａｔａ ｆｏｒ
ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ， ｅｎｈａｎｃｉｎｇ ｃｏｎｖｅｒｇｅｎｃｅ ｄｕｒｉｎｇ
ｔｒａｉｎｉｎｇ ａｎｄ ｅｎａｂｌｉｎｇ ｍｏｄｅｌｓ ｔｏ ｂｅｔｔｅｒ ｇｅｎｅｒａｌｉｚｅ
ａｃｒｏｓｓ ｄｉｆｆｅｒｅｎｔ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ａｎｄ ｉｎｄｉｖｉｄｕａｌｓ．
Ｏｖｅｒａｌｌ， ｔｈｅｓｅ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｔｅｃｈｎｉｑｕｅｓ ａｒｅ ｅｓｓｅｎｔｉａｌ
ｆｏｒ ｒｅｆｉｎｉｎｇ ｒａｗ ｄａｔａ， ｏｐｔｉｍｉｚｉｎｇ ｉｔｓ ｓｕｉｔａｂｉｌｉｔｙ ｆｏｒ

ｓｕｂｓｅｑｕｅｎｔ ａｎａｌｙｓｉｓ， ａｎｄ ｂｏｌｓｔｅｒｉｎｇ ｔｈｅ ａｃｃｕｒａｃｙ ａｎｄ
ｒｅｌｉａｂｉｌｉｔｙ ｏｆ ｆａｃｉａｌ ａｎａｌｙｓｉｓ ａｎｄ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｓｙｓｔｅｍｓ．
３．２．１　 Ｆａｃｅ ｄｅｔｅｃｔｉｏｎ
　 　 Ｃｈｏｏｓｉｎｇ ａ ｓｕｉｔａｂｌｅ ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｉｓ
ｃｒｕｃｉａｌ ｉｎ ｆａｃｉａｌ ａｎａｌｙｓｉｓ ａｎｄ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ
ｒｅｓｅａｒｃｈ． Ｃｏｎｓｉｄｅｒｉｎｇ ｔｈｅ ｃｏｍｐｌｅｘｉｔｉｅｓ ｏｆ ｔｈｅ
ｒｅｓｅａｒｃｈ， ｗｅ ｆｏｕｎｄ ｔｈａｔ ＭＴＣＮＮ （ Ｍｕｌｔｉ⁃Ｔａｓｋ
Ｃａｓｃａｄｅｄ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ）， ｗｉｔｈ ｉｔｓ
ｍｕｌｔｉ⁃ｓｔａｇｅ ｈｉｅｒａｒｃｈｉｃａｌ ａｐｐｒｏａｃｈ， ｏｕｔｐｅｒｆｏｒｍｅｄ
ｓｅｖｅｒａｌ ｏｔｈｅｒ ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ａｌｇｏｒｉｔｈｍｓ． Ｉｔｓ ａｂｉｌｉｔｙ ｔｏ
ａｃｃｕｒａｔｅｌｙ ｄｅｔｅｃｔ ｆａｃｅｓ ａｃｒｏｓｓ ｖａｒｉｏｕｓ ｓｃａｌｅｓ，
ｏｒｉｅｎｔａｔｉｏｎｓ， ａｎｄ ｃｈａｌｌｅｎｇｉｎｇ ｃｏｎｄｉｔｉｏｎｓ ａｌｉｇｎｓ
ｐｅｒｆｅｃｔｌｙ ｗｉｔｈ ｏｕｒ ｐｒｏｊｅｃｔ􀆳ｓ ｒｅｑｕｉｒｅｍｅｎｔｓ． Ｂｙ
ｌｅｖｅｒａｇｉｎｇ ｓｔａｇｅｓ，ｓｕｃｈ ａｓ Ｐ⁃Ｎｅｔ， Ｒ⁃Ｎｅｔ， ａｎｄ Ｏ⁃Ｎｅｔ，
ＭＴＣＮＮ ｅｘｃｅｌｓ， ｉｎ ｉｄｅｎｔｉｆｙｉｎｇ ｍｏｒｅ ｆａｃｅｓ ｗｉｔｈｉｎ ａ
ｓｉｎｇｌｅ ｆｒａｍｅ， ｗｈｉｃｈ ｉｓ ｃｒｕｃｉａｌ ｆｏｒ ｏｕｒ ｇｏａｌ ｏｆ
ａｃｃｕｒａｔｅｌｙ ｒｅｃｏｇｎｉｚｉｎｇ ａｎｄ ａｎａｌｙｓｉｎｇ ｆａｃｉａｌ
ｅｘｐｒｅｓｓｉｏｎｓ． Ｔｈｅ ａｄａｐｔａｂｉｌｉｔｙ ａｎｄ ｒｏｂｕｓｔｎｅｓｓ ｏｆ
ＭＴＣＮＮ ａｒｅ ｃｒｕｃｉａｌ ｆａｃｔｏｒｓ ｉｎ ｅｎｓｕｒｉｎｇ ｔｈｅ ｓｕｃｃｅｓｓ
ａｎｄ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｏｆ ｆａｃｉａｌ ａｎａｌｙｓｉｓ ａｎｄ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ ｔａｓｋｓ．

Ｔｈｅ ＭＴＣＮＮ ａｌｇｏｒｉｔｈｍ ｄｅｔｅｃｔｓ ｆａｃｅｓ ｕｓｉｎｇ
ｃａｓｃａｄｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ． Ｉｔ ｐｒｏｖｉｄｅｓ
ｂｏｕｎｄｉｎｇ ｂｏｘ ｃｏｏｒｄｉｎａｔｅｓ ａｎｄ ｌａｎｄｍａｒｋｓ ｆｏｒ ｅａｃｈ
ｄｅｔｅｃｔｅｄ ｆａｃｅ， ａｌｌｏｗｉｎｇ ｃｒｏｐｐｉｎｇ ａｎｄ ｒｅｓｉｚｉｎｇ ｔｏ
２２４×２２４ ｐｉｘｅｌｓ ｆｏｒ ｆｏｃｕｓｅｄ ａｎａｌｙｓｉｓ． Ｔｈｅ ＭＴＣＮＮ
ａｌｇｏｒｉｔｈｍ ｆｏｒ ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ｏｐｅｒａｔｅｓ ｉｎ ｔｈｒｅｅ ｍａｊｏｒ
ｓｔａｇｅｓ： ｔｈｅ Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ （ Ｐ⁃Ｎｅｔ）， ｔｈｅ Ｒｅｆｉｎｅ
Ｎｅｔｗｏｒｋ （Ｒ⁃Ｎｅｔ）， ａｎｄ ｔｈｅ Ｏｕｔｐｕｔ Ｎｅｔｗｏｒｋ （Ｏ⁃Ｎｅｔ）．
Ｔｈｅ Ｐ⁃Ｎｅｔ ｓｔａｇｅ ｆｏｒｍｕｌａｔｅｓ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ ａｓ
ｆｏｌｌｏｗｓ：

Ｏｉｊ ＝ ∑ （ｍ，ｎ）
Ｉ （ ｉ ＋ ｍ）（ ｊ ＋ ｎ） Ｗｍｎ ＋ ｂ （６）

ｗｈｅｒｅ Ｏｉｊ： Ｔｈｅ ｏｕｔｐｕｔ ｖａｌｕｅ ａｔ ｐｏｓｉｔｉｏｎ （ ｉ，ｊ）； Ｉ： Ｔｈｅ
ｉｎｐｕｔ ｆｅａｔｕｒｅ ｍａｐ； Ｗｍｎ： Ｔｈｅ ｗｅｉｇｈｔ ｏｆ ｔｈｅ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｋｅｒｎｅｌ ａｔ ｐｏｓｉｔｉｏｎ （ｍ，ｎ）； ｂ： Ｔｈｅ ｂｉａｓ
ｔｅｒｍ ａｄｄｅｄ ｔｏ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ ｒｅｓｕｌｔ．

Ｔｈｅ ＲｅＬＵ ａｃｔｉｖａｔｉｏｎ ｆｕｎｃｔｉｏｎ ｃａｎ ｂｅ ｒｅｐｒｅｓｅｎｔｅｄ
ａｓ：

ｆ（ｘ） ＝ ｍａｘ（０，ｘ） （７）
ｗｈｅｒｅ ｆ（ｘ） ｉｓ ｔｈｅ ｏｕｔｐｕｔ ｏｆ ｔｈｅ ＲｅＬＵ ａｃｔｉｖａｔｉｏｎ
ｆｕｎｃｔｉｏｎ； ｘ ｉｓ ｔｈｅ ｉｎｐｕｔ ｖａｌｕｅ．

Ｔｈｅ ｍａｘ⁃ｐｏｏｌｉｎｇ ｏｐｅｒａｔｉｏｎ ｉｓ ｇｉｖｅｎ ａｓ ｆｏｌｌｏｗｓ：
Ｍｉｊ ＝ ｍａｘ（Ｐ ｉ∶ ｉ ＋ｓ，ｊ∶ ｊ ＋ｓ） （８）

ｗｈｅｒｅ Ｍｉｊ： Ｔｈｅ ｒｅｓｕｌｔ ｏｆ ｔｈｅ ｍａｘ⁃ｐｏｏｌｉｎｇ ｏｐｅｒａｔｉｏｎ ａｔ
ｐｏｓｉｔｉｏｎ （ ｉ，ｊ）； Ｐ ｉ∶ ｉ ＋ｓ，ｊ∶ ｊ ＋ｓ： Ｔｈｅ ｒｅｇｉｏｎ ｏｆ ｔｈｅ ｉｎｐｕｔ
ｂｅｉｎｇ ｐｏｏｌｅｄ， ｄｅｆｉｎｅｄ ｂｙ ａ ｓｌｉｄｉｎｇ ｗｉｎｄｏｗ ｏｆ ｓｉｚｅ ｓ．

Ｗｈｉｌｅ ｔｈｅ ｓｏｆｔｍａｘ ｆｕｎｃｔｉｏｎ ｆｏｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｉｓ
·２７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｐｉ ＝
ｅｘｉ

∑ ｊ
ｅｘ ｊ

（９）

ｗｈｅｒｅ ｐｉ： Ｔｈｅ ｐｒｏｂａｂｉｌｉｔｙ ｏｕｔｐｕｔ ｆｏｒ ｃｌａｓｓ ｉ ； ｘｉ： Ｔｈｅ
ｉｎｐｕｔ ｖａｌｕｅ ｆｏｒ ｃｌａｓｓ ｉ ｂｅｆｏｒｅ ａｐｐｌｙｉｎｇ ｔｈｅ ｓｏｆｔｍａｘ
ｆｕｎｃｔｉｏｎ； ∑ ｊ

ｅｘ ｊ： Ｔｈｅ ｎｏｒｍａｌｉｚａｔｉｏｎ ｔｅｒｍ， ｓｕｍｍｉｎｇ
ｔｈｅ ｅｘｐｏｎｅｎｔｉａｌｓ ｏｆ ａｌｌ ｉｎｐｕｔ ｖａｌｕｅｓ ｘ ｊ ．

Ｔｈｅ Ｒ⁃Ｎｅｔ ｂｕｉｌｄｓ ｏｎ ｔｈｅｓｅ ｆｕｎｃｔｉｏｎｓ， ｒｅｆｉｎｉｎｇ
ｂｏｕｎｄｉｎｇ ｂｏｘ ｃｏｏｒｄｉｎａｔｅｓ ｕｓｉｎｇ ｓｉｍｉｌａｒ ｌａｙｅｒｓ， ａｎｄ
ｔｈｅ Ｏ⁃Ｎｅｔ ｆｕｒｔｈｅｒ ｉｎｃｏｒｐｏｒａｔｅｓ ａｄｄｉｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ａｎｄ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒｓ ｆｏｒ ｉｄｅｎｔｉｆｙｉｎｇ ｆａｃｉａｌ
ｌａｎｄｍａｒｋｓ． Ｔｈｅ ｆｉｎａｌ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｆｏｒ ｔｈｅ ＭＴＣＮＮ
ａｌｇｏｒｉｔｈｍ ｃｏｍｂｉｎｅｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ｂｏｕｎｄｉｎｇ ｂｏｘ， ａｎｄ
ｌａｎｄｍａｒｋ ｌｏｓｓｅｓ ｕｓｉｎｇ ｔｈｅ ｆｏｒｍｕｌａ．

Ｌ ＝ λ１Ｌｃｌｓ ＋ λ２Ｌｂｏｘ ＋ λ３Ｌｌａｎｄｍａｒｋ （１０）
Ｉｎ ｔｈｉｓ ｃｏｎｔｅｘｔ， Ｌ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ． λ１，

λ２， ａｎｄ λ３ ａｒｅ ｔｈｅ ｗｅｉｇｈｔｓ ｏｆ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ，
ｂｏｕｎｄｉｎｇ ｂｏｘ， ａｎｄ ｌａｎｄｍａｒｋ ｌｏｓｓｅｓ． Ｌｃｌｓ ｉｓ ｔｈｅ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｌｏｓｓ， Ｌｂｏｘ ｉｓ ｔｈｅ ｂｏｕｎｄｉｎｇ ｂｏｘ ｌｏｓｓ， ａｎｄ
ＬＬａｎｄｍａｒｋ ｉｓ ｔｈｅ ｌａｎｄｍａｒｋ ｌｏｓｓ． Ｔｈｅｓｅ ｍａｔｈｅｍａｔｉｃａｌ
ｆｏｒｍｕｌａｔｉｏｎｓ ｃｏｌｌｅｃｔｉｖｅｌｙ ｒｅｐｒｅｓｅｎｔ ｔｈｅ ｃｏｒｅ
ｃｏｍｐｕｔａｔｉｏｎｓ ｏｆ ｔｈｅ ＭＴＣＮＮ ａｌｇｏｒｉｔｈｍ， ｅｎａｂｌｉｎｇ
ｐｒｅｃｉｓｅ ｆａｃｅ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｌａｎｄｍａｒｋ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ
ａｐｐｌｉｃａｂｌｅ ｉｎ ｖａｒｉｏｕｓ ｒｅａｌ⁃ｗｏｒｌｄ ｓｃｅｎａｒｉｏｓ． Ｔｈｉｓ
ｒｅｍａｒｋａｂｌｅ ａｌｇｏｒｉｔｈｍ ｅｎｈａｎｃｅｓ ｏｕｒ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｏｆ
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ａｎｄ ｅｍｏｔｉｏｎｓ． ＭＴＣＮＮ ｉｓ ａ ｖｉｔａｌ
ｉｎｓｔｒｕｍｅｎｔ， ｓｉｍｐｌｉｆｙｉｎｇ ｏｕｒ ｉｎｖｅｓｔｉｇａｔｉｏｎ ｉｎｔｏ ｈｏｗ
ｐｅｏｐｌｅ ｄｉｓｐｌａｙ ｅｍｏｔｉｏｎｓ ｔｈｒｏｕｇｈ ｆａｃｉａｌ ｆｅａｔｕｒｅｓ．
３．２．２　 Ｒｅｓｉｚｉｎｇ
　 　 Ｒｅｓｉｚｉｎｇ ａｎ ｉｍａｇｅ ｍｅａｎｓ ｃｈａｎｇｉｎｇ ｉｔｓ ｓｉｚｅ，
ｍａｋｉｎｇ ｉｔ ｓｍａｌｌｅｒ ｏｒ ｌａｒｇｅｒ． Ｒｅｓｉｚｉｎｇ ｉｍａｇｅｓ ｉｓ
ｅｓｓｅｎｔｉａｌ ｆｏｒ ｃｏｎｓｉｓｔｅｎｃｙ ｉｎ ｃｏｍｐｕｔｅｒ ｔａｓｋｓ， ｓｕｃｈ ａｓ
ｆａｃｉａｌ ａｎａｌｙｓｉｓ ｏｒ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｉｔ ｈｅｌｐｓ ｍａｋｅ
ａｌｌ ｉｍａｇｅｓ ｔｈｅ ｓａｍｅ ｓｉｚｅ， ｍａｋｉｎｇ ｉｔ ｅａｓｉｅｒ ｆｏｒ
ｃｏｍｐｕｔｅｒｓ ｔｏ ｕｎｄｅｒｓｔａｎｄ ａｎｄ ｐｒｏｃｅｓｓ ｔｈｅｍ ｕｎｉｆｏｒｍｌｙ．
Ｔｈｉｓ ｐｒｏｃｅｓｓ ａｌｓｏ ａｆｆｅｃｔｓ ｈｏｗ ｑｕｉｃｋｌｙ ｔｈｅ ｃｏｍｐｕｔｅｒ
ｃａｎ ｗｏｒｋ ａｎｄ ｔｈｅ ｌｅｖｅｌ ｏｆ ｄｅｔａｉｌ ｉｎ ｔｈｅ ｉｍａｇｅｓ． Ｔｈｉｓ
ｗｏｒｋ ｆｏｃｕｓｅｄ ｏｎ ｒｅｓｉｚｉｎｇ ａｌｌ ｆｒａｍｅｓ ｔｏ ｔｈｅ

ｓｔａｎｄａｒｄｉｚｅｄ ｄｉｍｅｎｓｉｏｎｓ ｏｆ ２２４ × ２２４ ｐｉｘｅｌｓ，
ｉｍｐｒｏｖｉｎｇ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ ａｎｄ
ｆａｃｉｌｉｔａｔｉｎｇ ｔｒａｎｓｆｅｒ ｌｅａｒｎｉｎｇ．
３．２．３　 Ｇｒａｙｓｃａｌｅ ｃｏｎｖｅｒｓｉｏｎ
　 　 Ｃｏｎｖｅｒｔｉｎｇ ｉｍａｇｅｓ ｔｏ ｇｒａｙｓｃａｌｅ ｈｏｌｄｓ ｍｕｌｔｉｐｌｅ
ａｄｖａｎｔａｇｅｓ ｉｎ ｔｈｅ ｃｏｎｔｅｘｔ ｏｆ ｆａｃｉａｌ ａｎａｌｙｓｉｓ ａｎｄ
ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｔｈｉｓ ｃｏｎｖｅｒｓｉｏｎ ｐｒｏｃｅｓｓ
ｅｌｉｍｉｎａｔｅｓ ｃｏｌｏｕｒ ｉｎｆｏｒｍａｔｉｏｎ， ｅｍｐｈａｓｉｚｉｎｇ ｅｓｓｅｎｔｉａｌ
ｓｔｒｕｃｔｕｒａｌ ａｎｄ ｔｅｘｔｕｒａｌ ｅｌｅｍｅｎｔｓ ｉｎ ｆａｃｉａｌ ｉｍａｇｅｓ． Ｂｙ
ｒｅｍｏｖｉｎｇ ｃｏｌｏｕｒ ｖａｒｉａｔｉｏｎｓ， ｇｒａｙｓｃａｌｅ ｉｍａｇｅｓ ｂｅｃｏｍｅ
ｍｏｒｅ ｓｔａｎｄａｒｄｉｚｅｄ， ａｌｌｏｗｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｔｏ ｆｏｃｕｓ ｍｏｒｅ
ｐｒｅｃｉｓｅｌｙ ｏｎ ｔｈｅ ｉｎｔｒｉｎｓｉｃ ｆｅａｔｕｒｅｓ ｏｆ ｔｈｅ ｆａｃｅ， ｓｕｃｈ ａｓ
ｌｉｎｅｓ， ｓｈａｐｅｓ， ａｎｄ ｃｏｎｔｒａｓｔｓ． Ｍｏｒｅｏｖｅｒ， ｇｒａｙｓｃａｌｅ
ｃｏｎｖｅｒｓｉｏｎ ｓｉｍｐｌｉｆｉｅｓ ｔｈｅ ｃｏｍｐｕｔａｔｉｏｎａｌ ｗｏｒｋｌｏａｄ ｂｙ
ｒｅｄｕｃｉｎｇ ｔｈｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ｔｈｅ ｄａｔａ． Ｉｔ ｄｅｃｒｅａｓｅｓ ｔｈｅ
ｉｍａｇｅ􀆳ｓ ｆｉｌｅ ｓｉｚｅ， ｓｔｒｅａｍｌｉｎｉｎｇ ｔｈｅ ａｎａｌｙｓｉｓ ｐｒｏｃｅｓｓ
ａｎｄ ｅｎｈａｎｃｉｎｇ ｃｏｍｐｕｔａｔｉｏｎａｌ ｅｆｆｉｃｉｅｎｃｙ． Ｔｈｉｓ
ｓｉｍｐｌｉｆｉｃａｔｉｏｎ ｆａｃｉｌｉｔａｔｅｓ ｑｕｉｃｋｅｒ ｐｒｏｃｅｓｓｉｎｇ， ｍａｋｉｎｇ ｉｔ
ｅａｓｉｅｒ ｆｏｒ ａｌｇｏｒｉｔｈｍｓ ｔｏ ｒｅｃｏｇｎｉｚｅ ａｎｄ ｅｘｔｒａｃｔ ｖｉｔａｌ
ｆａｃｉａｌ ｆｅａｔｕｒｅｓ ｎｅｃｅｓｓａｒｙ ｆｏｒ ａｃｃｕｒａｔｅ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ． Ａｄｄｉｔｉｏｎａｌｌｙ， ｔｈｅ ａｂｓｅｎｃｅ ｏｆ ｃｏｌｏｕｒ
ｄｉｓｔｒａｃｔｉｏｎｓ ｉｎ ｇｒａｙｓｃａｌｅ ｉｍａｇｅｓ ａｉｄｓ ｉｎ ｒｅｄｕｃｉｎｇ ｎｏｉｓｅ
ａｎｄ ｅｎｈａｎｃｉｎｇ ｔｈｅ ｃｌａｒｉｔｙ ｏｆ ｆａｃｉａｌ ａｔｔｒｉｂｕｔｅｓ． Ｔｈｅ
ｆｏｃｕｓｅｄ ａｔｔｅｎｔｉｏｎ ｏｎ ｓｔｒｕｃｔｕｒａｌ ｄｅｔａｉｌｓ ｉｎ ｇｒａｙｓｃａｌｅ
ｉｍａｇｅｓ ａｓｓｉｓｔｓ ｉｎ ｒｏｂｕｓｔｌｙ ｉｄｅｎｔｉｆｙｉｎｇ ｅｍｏｔｉｏｎａｌ ｃｕｅｓ，
ｃｏｎｔｒｉｂｕｔｉｎｇ ｓｉｇｎｉｆｉｃａｎｔｌｙ ｔｏ ｔｈｅ ａｃｃｕｒａｃｙ ａｎｄ
ｒｅｌｉａｂｉｌｉｔｙ ｏｆ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｓｙｓｔｅｍｓ．
３．２．４　 Ｔｒａｉｎ⁃ｔｅｓｔ⁃ｖａｌｉｄａｔｉｏｎ ｓｐｌｉｔｔｉｎｇ
　 　 Ｓｅｇｍｅｎｔｉｎｇ ｔｈｅ ｄａｔａｓｅｔ ｉｎｔｏ ｔｒａｉｎｉｎｇ， ｔｅｓｔｉｎｇ， ａｎｄ
ｖａｌｉｄａｔｉｏｎ ｓｅｔｓ （ ６０％， ２０％， ａｎｄ ２０％） ｓｕｐｐｏｒｔｓ
ｍｏｄｅｌ ｔｒａｉｎｉｎｇ， ｅｖａｌｕａｔｉｏｎ， ａｎｄ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｔａｓｋｓ． Ｉｔ
ｐｒｅｖｅｎｔｓ ｏｖｅｒｆｉｔｔｉｎｇ ａｎｄ ａｌｌｏｗｓ ｐｅｒｆｏｒｍａｎｃｅ ｍｏｎｉｔｏｒｉｎｇ，
ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｔｕｎｉｎｇ， ａｎｄ ｍｏｄｅｌ ｓｅｌｅｃｔｉｏｎ． Ｔｈｅｓｅ
ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｓｔｅｐｓ ｅｎｈａｎｃｅ ｔｈｅ ｄａｔａｓｅｔ， ｅｎａｂｌｅ ｆａｃｉａｌ
ａｎａｌｙｓｉｓ， ａｎｄ ｓｕｐｐｏｒｔ ｒｏｂｕｓｔ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ａｎｄ
ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ． Ｔａｂｌｅ ２ ｐｒｅｓｅｎｔｓ ａ
ｃｏｍｐｒｅｈｅｎｓｉｖｅ ｏｖｅｒｖｉｅｗ ｏｆ ｔｈｅ ＭＡＡＥＤ ａｆｔｅｒ
ｃｏｍｐｌｅｔｉｎｇ ｔｈｅ ｎｅｃｅｓｓａｒｙ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ ｓｔｅｐｓ．

Ｔａｂｌｅ ２　 Ｄａｔａｓｅｔ ｏｖｅｒｖｉｅｗ ａｆｔｅｒ ｐｒｅ⁃ｐｒｏｃｅｓｓｉｎｇ

Ｅｎｇａｇｅｍｅｎｔ ｃａｔｅｇｏｒｙ Ｔｒａｉｎ∗ Ｔｅｓｔ＃ Ｖａｌｉｄａｔｉｏｎ＋ Ｔｏｔａｌ

Ｂｏｒｅｄｏｍ ３３８７ １１３０ １１２９ ５６４６

Ｃｏｎｃｅｎｔｒａｔｉｎｇ ２３２２ ７７４ ７７４ ３８７０

Ｙａｗｎｉｎｇ ２７４２ ９１４ ９１４ ４５７０

Ｃｏｎｆｕｓｅｄ ３０６３ １０２１ １０２１ ５１０５

Ｆｒｕｓｔｒａｔｉｏｎ ２９７４ ９９１ ９９２ ４９５７

Ｎｏｔｅ：Ｔｈｅ ｓｙｍｂｏｌ ＂∗＂ ｒｅｐｒｅｓｅｎｔｓ ｔｈａｔ ６０％ ｏｆ ｔｈｅ ｔｏｔａｌ ｄａｔａｓｅｔｓ ａｒｅ ａｌｌｏｃａｔｅｄ ｆｏｒ ｔｒａｉｎｉｎｇ；Ｔｈｅ ｓｙｍｂｏｌ ＂ ＃＂ ｒｅｐｒｅｓｅｎｔｓ ｔｈａｔ ２０％ ｏｆ ｔｈｅ ｔｏｔａｌ ｄａｔａｓｅｔｓ ａｒｅ
ａｌｌｏｃａｔｅｄ ｆｏｒ ｔｅｓｔｉｎｇ；Ｔｈｅ ｓｙｍｂｏｌ ＂ ＋＂ ｒｅｐｒｅｓｅｎｔｓ ｔｈａｔ ２０％ ｏｆ ｔｈｅ ｔｏｔａｌ ｄａｔａｓｅｔｓ ａｒｅ ａｌｌｏｃａｔｅｄ ｆｏｒ ｔｈｅ ｆｉｎｅ⁃ｔｕｎｉｎｇ ｔａｓｋ．

·３７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

４　 Ｒｅｓｕｌｔｓ Ａｎａｌｙｓｉｓ

　 　 Ｔｈｅ ｐｒｏｐｏｓｅｄ ＣＮＮ ｍｏｄｅｌ ｄｅｍｏｎｓｔｒａｔｅｓ ｈｉｇｈ
ｒｅｃａｌｌ ａｎｄ ｐｒｅｃｉｓｉｏｎ ｓｃｏｒｅｓ ａｃｒｏｓｓ ａｌｌ ｅｍｏｔｉｏｎ ｃｌａｓｓｅｓ，
ｉｎｄｉｃａｔｉｎｇ ｉｔｓ ａｂｉｌｉｔｙ ｔｏ ａｃｃｕｒａｔｅｌｙ ｄｅｔｅｃｔ ｅｍｏｔｉｏｎｓ ｉｎ
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ， ｅｖｅｎ ｉｎ ｓｕｂｔｌｅ ｏｒ ａｍｂｉｇｕｏｕｓ
ｅｘｐｒｅｓｓｉｏｎｓ． Ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｅｘｈｉｂｉｔｓ ｏｖｅｒａｌｌ
ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ， ｗｉｔｈ ｐｒｅｃｉｓｉｏｎ，
ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃ｓｃｏｒｅ ｖａｌｕｅｓ ｃｌｏｓｅ ｔｏ ０． ９６． Ｉｔ ｓｈｏｗｓ
ｓｌｉｇｈｔｌｙ ｂｅｔｔｅｒ ａｃｃｕｒａｃｙ ｉｎ ｃｌａｓｓｉｆｙｉｎｇ ｂｏｒｅｄｏｍ，
ｙａｗｎｉｎｇ， ｃｏｎｆｕｓｉｏｎ， ａｎｄ ｆｒｕｓｔｒａｔｉｏｎ． Ｔｈｅ ｍａｃｒｏ
ａｖｅｒａｇｅ， ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃ｓｃｏｒｅ ａｒｅ ａｌｌ ０．９６，
ｉｎｄｉｃａｔｉｎｇ ｃｏｎｓｉｓｔｅｎｔ ｐｅｒｆｏｒｍａｎｃｅ ａｃｒｏｓｓ ａｌｌ ｃｌａｓｓｅｓ．
Ｔｈｅ ｗｅｉｇｈｔｅｄ ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ， ａｎｄ Ｆ１⁃ｓｃｏｒｅ
ａｒｅ ａｌｓｏ ０．９６， ｉｎｄｉｃａｔｉｎｇ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｉｓ ｉｍｂａｌａｎｃｅｄ．
Ｔｈｅ ｍｏｄｅｌ ｄｅｍｏｎｓｔｒａｔｅｓ ｉｍｐｒｅｓｓｉｖｅ ｐｅｒｆｏｒｍａｎｃｅ
ａｃｒｏｓｓ ｖａｒｉｏｕｓ ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ， ｓｈｏｗｃａｓｉｎｇ ｉｔｓ
ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｉｎ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｗｉｔｈ ａｎ ａｃｃｕｒａｃｙ
ｏｆ ９７％， ｉｔ ｃｏｎｓｉｓｔｅｎｔｌｙ ｃｌａｓｓｉｆｉｅｓ ｉｍａｇｅｓ ｗｉｔｈ ｈｉｇｈ
ａｃｃｕｒａｃｙ． Ｔｈｅ ｐｒｅｃｉｓｉｏｎ ｆｏｒ ｅａｃｈ ｃａｔｅｇｏｒｙ ｉｓ ａｌｓｏ
ｃｏｍｍｅｎｄａｂｌｅ， ｉｎｄｉｃａｔｉｎｇ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｅｘｃｅｌｓ ａｔ
ｃｏｒｒｅｃｔｌｙ ｉｄｅｎｔｉｆｙｉｎｇ ｉｍａｇｅｓ ｗｉｔｈｉｎ ｅａｃｈ ｃｌａｓｓ．
Ｍｏｒｅｏｖｅｒ， ｔｈｅ ｍｏｄｅｌ ｅｘｈｉｂｉｔｓ ｈｉｇｈ ｒｅｃａｌｌ，
ｓｕｃｃｅｓｓｆｕｌｌｙ ｃａｐｔｕｒｉｎｇ ｔｈｅ ｖａｓｔ ｍａｊｏｒｉｔｙ ｏｆ ｉｍａｇｅｓ ｔｈａｔ
ｔｒｕｌｙ ｂｅｌｏｎｇ ｔｏ ａ ｐａｒｔｉｃｕｌａｒ ｃｌａｓｓ． Ｔｈｅ Ｆ１⁃ｓｃｏｒｅ， ｗｈｉｃｈ
ｃｏｍｂｉｎｅｓ ｐｒｅｃｉｓｉｏｎ ａｎｄ ｒｅｃａｌｌ， ｆｕｒｔｈｅｒ ｅｍｐｈａｓｉｚｅｓ ｔｈｅ
ｍｏｄｅｌ􀆳ｓ ａｂｉｌｉｔｙ ｔｏ ｂａｌａｎｃｅ ｔｈｅｓｅ ｍｅｔｒｉｃｓ， ａｓ ｓｈｏｗｎ ｉｎ
Ｔａｂｌｅ ３． Ａｎ ｅｎｃｏｕｒａｇｉｎｇ ａｓｐｅｃｔ ｉｓ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｄｏｅｓ
ｎｏｔ ｓｕｆｆｅｒ ｆｒｏｍ ｏｖｅｒｆｉｔｔｉｎｇ， ａｓ ｅｖｉｄｅｎｃｅｄ ｂｙ ｉｔｓ ｈｉｇｈ
ａｃｃｕｒａｃｙ ｉｎ ｔｈｅ ｖａｌｉｄａｔｉｏｎ ｄａｔａ． Ｔｈｉｓ ｉｎｄｉｃａｔｅｓ ｔｈａｔ ｉｔ
ｇｅｎｅｒａｌｉｚｅｓ ｗｅｌｌ ａｎｄ ｃａｎ ｐｅｒｆｏｒｍ ｒｅｌｉａｂｌｙ ｏｎ ｕｎｓｅｅｎ
ｄａｔａ． Ｔｈｅ ｍｏｄｅｌ􀆳ｓ ｅｆｆｉｃｉｅｎｃｙ ｉｓ ａｌｓｏ ｎｏｔｅｗｏｒｔｈｙ， ａｓ ｉｔ
ｓｗｉｆｔｌｙ ｃｌａｓｓｉｆｉｅｓ ｉｍａｇｅｓ ｗｉｔｈｉｎ ａ ｔｉｍｅ ｆｒａｍｅ ｏｆ ｊｕｓｔ

１０ ｍｓ． Ｔｈｉｓ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｍａｋｅｓ ｉｔ ｓｕｉｔａｂｌｅ ｆｏｒ ｒｅａｌ⁃
ｔｉｍｅ ａｐｐｌｉｃａｔｉｏｎｓ ｗｈｅｒｅ ｑｕｉｃｋ ｉｍａｇｅ ｐｒｏｃｅｓｓｉｎｇ ｉｓ
ｖｉｔａｌ． Ｉｎｔｅｒｐｒｅｔａｂｉｌｉｔｙ ｉｓ ａｎｏｔｈｅｒ ｓｔｒｅｎｇｔｈ ｏｆ ｔｈｅ ｍｏｄｅｌ，
ａｓ ｉｔ ｃａｎ ｂｅ ｕｎｄｅｒｓｔｏｏｄ ａｎｄ ｄｅｂｕｇｇｅｄ ｅｆｆｅｃｔｉｖｅｌｙ． Ｔｈｉｓ
ｉｍｐｌｉｅｓ ｔｈａｔ ｕｓｅｒｓ ｃａｎ ｕｎｄｅｒｓｔａｎｄ ｈｏｗ ｔｈｅ ｍｏｄｅｌ
ｍａｋｅｓ ｄｅｃｉｓｉｏｎｓ ａｎｄ ｃａｎ ｐｒｏｖｉｄｅ ｅｘｐｌａｎａｔｉｏｎｓ ｆｏｒ ｉｔｓ
ｐｒｅｄｉｃｔｉｏｎｓ ｔｏ ｏｔｈｅｒｓ． Ｔｈｅ ｍｏｄｅｌ ｓｈｏｗｃａｓｅｓ ｉｔｓ
ｒｏｂｕｓｔｎｅｓｓ ｂｙ ｄｅｍｏｎｓｔｒａｔｉｎｇ ｔｈｅ ｃａｐａｃｉｔｙ ｔｏ ａｄａｐｔ ｔｏ
ｎｅｗ ｄａｔａ ａｎｄ ｍａｉｎｔａｉｎ ｃｏｎｓｉｓｔｅｎｔ ｐｅｒｆｏｒｍａｎｃｅ， ｅｖｅｎ
ｗｈｅｎ ｔｈｅ ｄａｔａｓｅｔ ｃｏｎｔａｉｎｓ ｎｏｉｓｅ ｏｒ ｖａｒｉａｔｉｏｎｓ． Ｔｈｉｓ
ｒｏｂｕｓｔｎｅｓｓ ｉｓ ｅｓｓｅｎｔｉａｌ ｆｏｒ ｔｈｅ ｍｏｄｅｌ ｔｏ ｃｏｎｓｉｓｔｅｎｔｌｙ
ａｎｄ ｅｆｆｅｃｔｉｖｅｌｙ ｐｅｒｆｏｒｍ ｉｎ ｒｅａｌ⁃ｗｏｒｌｄ ｓｉｔｕａｔｉｏｎｓ．
　 　 Ｉｎ Ｆｉｇ． ２， ｔｈｅ ｐｒｏｐｏｓｅｄ ＣＮＮ ｍｏｄｅｌ􀆳ｓ ｐｏｓｉｔｉｖｅ
ｐｒｅｄｉｃｔｉｏｎｓ ａｒｅ ｓｈｏｗｃａｓｅｄ ｕｓｉｎｇ ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ．
Ｔｈｅｓｅ ｐｒｅｄｉｃｔｉｏｎｓ ｉｎｄｉｃａｔｅ ｉｎｓｔａｎｃｅｓ ｗｈｅｒｅ ｔｈｅ ｍｏｄｅｌ
ｃｏｒｒｅｃｔｌｙ ｉｄｅｎｔｉｆｉｅｓ ａｎｄ ｃｌａｓｓｉｆｉｅｓ ｔｈｅ ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌ
ｆｒｏｍ ｒａｎｄｏｍｌｙ ｓｅｌｅｃｔｅｄ ｆａｃｉａｌ ｉｍａｇｅｓ． Ｔｈｅ ｃｏｎｆｕｓｉｏｎ
ｍａｔｒｉｘ ｄｅｍｏｎｓｔｒａｔｅｓ ｈｏｗ ｅｆｆｅｃｔｉｖｅ ｔｈｅ ＣＮＮ ｓｙｓｔｅｍ ｉｓ
ｉｎ ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ． Ｅａｃｈ ｃｅｌｌ ｉｎ ｔｈｅ
ｍａｔｒｉｘ ｓｈｏｗｓ ｔｈｅ ｐｅｒｃｅｎｔａｇｅ ｏｆ ｉｎｄｉｖｉｄｕａｌｓ ｉｎ ｄｉｆｆｅｒｅｎｔ
ｃａｔｅｇｏｒｉｅｓ． Ｆｏｒ ｉｎｓｔａｎｃｅ， ｔｈｅ ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｃｅｌｌ􀆳ｓ ｖａｌｕｅ
ｏｆ ０．９３ ｉｎｄｉｃａｔｅｓ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｃｏｒｒｅｃｔｌｙ ｉｄｅｎｔｉｆｉｅｄ
９３％ ｏｆ ｃｏｎｆｕｓｅｄ ｉｎｄｉｖｉｄｕａｌｓ． Ｏｎ ｔｈｅ ｏｔｈｅｒ ｈａｎｄ， ｔｈｅ
ｖａｌｕｅ ｏｆ ０．０１ ｉｎ ｔｈｅ ｆａｌｓｅ ｐｏｓｉｔｉｖｅ ｃｅｌｌ ｉｎｄｉｃａｔｅｓ ｔｈａｔ
ｔｈｅ ｍｏｄｅｌ ｃｏｒｒｅｃｔｌｙ ｃｌａｓｓｉｆｉｅｓ １％ ｏｆ ｔｈｏｓｅ ｎｅｅｄｆｕｌ
ｃｌａｒｉｆｉｃａｔｉｏｎ ｉｓ ｃｏｎｆｕｓｅｄ． Ｎｏｎｅｔｈｅｌｅｓｓ， ｔｈｅｒｅ ｉｓ
ｐｏｔｅｎｔｉａｌ ｆｏｒ ｅｎｈａｎｃｅｍｅｎｔ， ｐａｒｔｉｃｕｌａｒｌｙ ｉｎ ｉｎｃｒｅａｓｉｎｇ
ｔｈｅ ｆａｌｓｅ ｎｅｇａｔｉｖｅ ｒａｔｅ， ｓｕｇｇｅｓｔｉｎｇ ｔｈｅ ｎｅｅｄ ｆｏｒ ｔｈｅ
ｍｏｄｅｌ ｔｏ ｄｅｔｅｃｔ ａｎｄ ｉｎｃｌｕｄｅ ｍｏｒｅ ｉｎｄｉｖｉｄｕａｌｓ
ｅｘｐｅｒｉｅｎｃｉｎｇ ｃｏｎｆｕｓｉｏｎ． Ｏｖｅｒａｌｌ． Ｉｎ ｃｏｎｔｒａｓｔ， ｔｈｅ
ｍｏｄｅｌ ｐｅｒｆｏｒｍｓ ｓａｔｉｓｆａｃｔｏｒｉｌｙ． Ｔｈｅｒｅ ｉｓ ｓｃｏｐｅ ｆｏｒ
ｉｍｐｒｏｖｅｍｅｎｔ， ｐａｒｔｉｃｕｌａｒｌｙ ｉｎ ｍｉｎｉｍｉｚｉｎｇ ｔｈｅ ｆａｌｓｅ
ｎｅｇａｔｉｖｅ ｒａｔｅ ｔｏ ｉｄｅｎｔｉｆｙ ｂｅｔｔｅｒ ｔｈｏｓｅ ｅｘｐｅｒｉｅｎｃｉｎｇ
ｃｏｎｆｕｓｉｏｎ．

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｐｒｅｃｉｓｉｏｎ， ｒｅｃａｌｌ ａｎｄ Ｆ１ ｓｃｏｒｅｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｃａｔｅｇｏｒｉｅｓ
Ｍｏｄｅｌ Ｍｅｔｒｉｃ Ｃｏｎｆｕｓｅｄ Ｂｏｒｅｄｏｍ Ｙａｗｎｉｎｇ Ｆｒｕｓｔｒａｔｉｏｎ

Ｐｒｅｃｉｓｉｏｎ ０．９７ ０．９５ ０．９６ ０．９６
Ｐｒｏｐｏｓｅｄ ＣＮＮ Ｒｅｃａｌｌ ０．９３ ０．９５ ０．９７ ０．９６

Ｆ１ Ｓｃｏｒｅ ０．９６ ０．９６ ０．９７ ０．９６
Ｐｒｅｃｉｓｉｏｎ ０．９２ ０．９３ ０．９３ ０．９３

ＶＧＧ１６ Ｒｅｃａｌｌ ０．９２ ０．９２ ０．９３ ０．９３
Ｆ１ Ｓｃｏｒｅ ０．９２ ０．９２ ０．９１ ０．９１
Ｐｒｅｃｉｓｉｏｎ ０．９４ ０．９４ ０．９３ ０．９１

Ｉｎｃｅｐｔｉｏｎ ｖ Ｒｅｃａｌｌ ０．９２ ０．９４ ０．９１ ０．９１
Ｆ１ Ｓｃｏｒｅ ０．９５ ０．９４ ０．９１ ０．９１
Ｐｒｅｃｉｓｉｏｎ ０．８３ ０．８４ ０．８４ ０．８５

ＲｅｓＮｅｔ ５０ Ｒｅｃａｌｌ ０．８５ ０．８５ ０．８５ ０．８５
Ｆ１ Ｓｃｏｒｅ ０．８５ ０．８５ ０．８３ ０．８５
Ｐｒｅｃｉｓｉｏｎ ０．８６ ０．８２ ０．８２ ０．８２

ＲｅｓＮｅｔ １０１ Ｒｅｃａｌｌ ０．８６ ０．８３ ０．８３ ０．８３
Ｆ１ Ｓｃｏｒｅ ０．８６ ０．８４ ０．８２ ０．８４

·４７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｆｉｇ．２　 Ａｃｃｕｒａｃｙ ａｎｄ ｌｏｓｓ ｇｒａｐｈ ｏｆ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ

　 　 Ｆｉｇｓ．２（ｃ） ａｎｄ （ｄ） ｄｅｍｏｎｓｔｒａｔｅ ｔｈｅ ｌｏｓｓ ｃｕｒｖｅｓ
ｏｂｓｅｒｖｅｄ ｄｕｒｉｎｇ ｔｈｅ ｔｒａｉｎｉｎｇ ａｎｄ ｖａｌｉｄａｔｉｏｎ ｓｅｓｓｉｏｎｓ ｏｆ
ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ． Ｔｈｅ ｇｒａｐｈ ｄｅｐｉｃｔｓ ｈｏｗ ｔｈｅ ｌｏｓｓ
ｖａｌｕｅｓ ｅｖｏｌｖｅ ｔｈｒｏｕｇｈｏｕｔ ｔｒａｉｎｉｎｇ ａｃｒｏｓｓ ５０ ｅｐｏｃｈｓ．
Ｔｈｅ ｃｏｎｖｅｒｇｅｎｃｅ ｏｆ ｔｈｅ ｌｏｓｓ ｃｕｒｖｅｓ ｆｏｒ ｔｒａｉｎｉｎｇ ａｎｄ
ｖａｌｉｄａｔｉｏｎ ｓｅｔｓ ｓｉｇｎｉｆｉｅｓ ｔｈａｔ ｔｈｅ ｍｏｄｅｌ ｈａｓ ｅｆｆｅｃｔｉｖｅｌｙ
ｌｅａｒｎｅｄ ｔｈｅ ｕｎｄｅｒｌｙｉｎｇ ｐａｔｔｅｒｎｓ ｗｉｔｈｉｎ ｔｈｅ ｄａｔａ ｗｉｔｈｏｕｔ
ｅｘｃｅｓｓｉｖｅｌｙ ｆｉｔｔｉｎｇ ｔｏ ｔｈｅ ｔｒａｉｎｉｎｇ ｓｅｔ． Ｔｈｉｓ
ｃｏｎｖｅｒｇｅｎｃｅ ｄｅｍｏｎｓｔｒａｔｅｓ ｇｏｏｄ ｇｅｎｅｒａｌｉｚａｔｉｏｎ
ｃａｐａｂｉｌｉｔｉｅｓ， ｉｎｄｉｃａｔｉｎｇ ｔｈｅ ｍｏｄｅｌ􀆳ｓ ａｂｉｌｉｔｙ ｔｏ
ａｃｃｕｒａｔｅｌｙ ｐｒｅｄｉｃｔ ｂｏｔｈ ｔｈｅ ｔｒａｉｎｉｎｇ ｄａｔａ ａｎｄ ｕｎｓｅｅｎ ｏｒ
ｖａｌｉｄａｔｉｏｎ ｄａｔａ． Ｔｈｉｓ ｌｏｓｓ ｍｅｔｒｉｃ ａｓｓｅｓｓｅｓ ｔｈｅ ｄｉｓｐａｒｉｔｙ
ｂｅｔｗｅｅｎ ｔｈｅ ａｃｔｕａｌ ｄｉｓｔｒｉｂｕｔｉｏｎ Ｙ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ

ｄｉｓｔｒｉｂｕｔｉｏｎ Ｙ
＾
． Ｍａｔｈｅｍａｔｉｃａｌｌｙ， ｄｅｆｉｎｅ ｉｔ ａｓ ｉｎ

Ｅｑ．（１１） ．

Ｌ（Ｙ，Ｙ
＾
） ＝ － Σｎ

ｉ Ｙｉ ｌｏｇ（Ｙ
＾
ｉ） （１１）

ｈｅｒｅ， Ｙｉ ｒｅｐｒｅｓｅｎｔｓ ｔｈｅ ａｃｔｕａｌ ｌａｂｅｌ ｆｏｒ ｃｌａｓｓ ｉ， ｏｆｔｅｎ

ｅｎｃｏｄｅｄ ａｓ ｏｎｅ⁃ｈｏｔ， ｗｈｉｌｅ Ｙ
＾
ｉ ｓｉｇｎｉｆｉｅｓ ｔｈｅ ｐｒｅｄｉｃｔｅｄ

ｐｒｏｂａｂｉｌｉｔｙ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ ｃｌａｓｓ ｉ． Ｔｈｅ ｃａｔｅｇｏｒｉｃａｌ

ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ ｌｏｓｓ ｑｕａｎｔｉｆｉｅｓ ｈｏｗ ｍｕｃｈ ｔｈｅ ｐｒｅｄｉｃｔｅｄ
ｐｒｏｂａｂｉｌｉｔｉｅｓ ｄｉｆｆｅｒ ｆｒｏｍ ｔｈｅ ａｃｔｕａｌ ｌａｂｅｌｓ．
　 　 Ａ ｌｏｗｅｒ ｌｏｓｓ ｖａｌｕｅ ｉｎｄｉｃａｔｅｓ ａ ｂｅｔｔｅｒ ｍｏｄｅｌ
ｐｒｅｄｉｃｔｉｏｎ， ａｎｄ ｃｏｎｖｅｒｓｅｌｙ， ａ ｈｉｇｈｅｒ ｖａｌｕｅ ｓｉｇｎｉｆｉｅｓ ａ
ｐｏｏｒ ｐｒｅｄｉｃｔｉｏｎ［ ４４］ ． Ｔｈｅ ｌｏｇａｒｉｔｈｍｉｃ ｆｕｎｃｔｉｏｎ ｉｍｐｏｓｅｓ
ａ ｓｕｂｓｔａｎｔｉａｌ ｐｅｎａｌｔｙ ｗｈｅｎ ｔｈｅ ｍｏｄｅｌ ｍａｋｅｓ ｈｉｇｈｌｙ
ｃｏｎｆｉｄｅｎｔ ｙｅｔ ｉｎｃｏｒｒｅｃｔ ｐｒｅｄｉｃｔｉｏｎｓ—ｔｈｅ ｉｍｐａｃｔ ｏｆ
Ｌ１Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ ｏｖｅｒ
ｓｅｖｅｒａｌ ｅｐｏｃｈｓ ａｆｔｅｒ ａｐｐｌｙｉｎｇ ａｕｇｍｅｎｔａｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ．
Ｔｈｅｒｅ ａｒｅ ｔｗｏ ｄｉｓｔｉｎｃｔ ｃｕｒｖｅｓ ｏｆ ｌｏｓｓ ｂｅｆｏｒｅ Ｌ１Ｌ２ ａｎｄ
ａｆｔｅｒ Ｌ１Ｌ２， ａｓ ｉｌｌｕｓｔｒａｔｅｄ ｉｎ Ｆｉｇ．２（ｄ） ．
　 　 Ｌ１ ａｎｄ Ｌ２ ｒｅｆｅｒ ｔｏ ｔｗｏ ｔｙｐｅｓ ｏｆ ｒｅｇｕｌａｒｉｚａｔｉｏｎ
ｔｅｃｈｎｉｑｕｅｓ ｕｓｅｄ ｔｏ ｐｒｅｖｅｎｔ ｏｖｅｒｆｉｔｔｉｎｇ ａｎｄ ｉｍｐｒｏｖｅ ｔｈｅ
ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｏｆ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ，
ｐａｒｔｉｃｕｌａｒｌｙ ｉｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ．

１） Ｌ１ ｒｅｇｕｌａｒｉｚａｔｉｏｎ （Ｌａｓｓｏ ｒｅｇｕｌａｒｉｚａｔｉｏｎ）
Ｍｅｃｈａｎｉｓｍ： Ｌ１ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ａｄｄｓ ａ ｐｅｎａｌｔｙ

ｅｑｕａｌ ｔｏ ｔｈｅ ａｂｓｏｌｕｔｅ ｖａｌｕｅ ｏｆ ｔｈｅ ｍａｇｎｉｔｕｄｅ ｏｆ
ｃｏｅｆｆｉｃｉｅｎｔｓ ｔｏ ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ． Ｍａｔｈｅｍａｔｉｃａｌｌｙ， ｉｔ
ｃａｎ ｂｅ ｒｅｐｒｅｓｅｎｔｅｄ Ｅｑ．（１２）：

·５７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

Ｌｏｓｓ ＝ ＯｒｉｇｉｎａｌＬｏｓｓ ＋ λ∑ ｗ ｉ （１２）
ｗｈｅｒｅ ｗ ｉ ａｒｅ ｔｈｅ ｗｅｉｇｈｔｓ ｏｆ ｔｈｅ ｍｏｄｅｌ， ａｎｄ λ ｉｓ ａ
ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｐａｒａｍｅｔｅｒ ｔｈａｔ ｃｏｎｔｒｏｌｓ ｔｈｅ ｓｔｒｅｎｇｔｈ ｏｆ
ｔｈｅ ｐｅｎａｌｔｙ．
　 　 Ｅｆｆｅｃｔ： Ｌ１ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｅｎｃｏｕｒａｇｅｓ ｓｐａｒｓｉｔｙ ｉｎ
ｔｈｅ ｍｏｄｅｌ ｂｙ ｄｒｉｖｉｎｇ ｓｏｍｅ ｏｆ ｔｈｅ ｗｅｉｇｈｔｓ ｔｏ ｚｅｒｏ．
Ｔｈｉｓ ｉｓ ｐａｒｔｉｃｕｌａｒｌｙ ｕｓｅｆｕｌ ｆｏｒ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ， ａｓ ｉｔ
ｅｆｆｅｃｔｉｖｅｌｙ ｅｌｉｍｉｎａｔｅｓ ｌｅｓｓ ｉｍｐｏｒｔａｎｔ ｆｅａｔｕｒｅｓ ｂｙ
ａｓｓｉｇｎｉｎｇ ｔｈｅｉｒ ｃｏｅｆｆｉｃｉｅｎｔｓ ａ ｖａｌｕｅ ｏｆ ｚｅｒｏ．

Ａｐｐｌｉｃａｔｉｏｎｓ： Ｌ１ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｉｓ ｕｓｅｄ ｗｈｅｎ
ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｏｒ ｃｒｅａｔｉｎｇ ｓｉｍｐｌｅｒ ｍｏｄｅｌｓ ｉｓ
ｄｅｓｉｒａｂｌｅ， ａｓ ｉｔ ｃａｎ ｓｉｍｐｌｉｆｙ ｍｏｄｅｌｓ ｗｉｔｈｏｕｔ
ｓｉｇｎｉｆｉｃａｎｔｌｙ ｓａｃｒｉｆｉｃｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ．

２） Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ （ ｒｉｄｇｅ ｒｅｇｕｌａｒｉｚａｔｉｏｎ）
Ｍｅｃｈａｎｉｓｍ： Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ａｄｄｓ ａ ｐｅｎａｌｔｙ

ｅｑｕａｌ ｔｏ ｔｈｅ ｓｑｕａｒｅ ｏｆ ｔｈｅ ｍａｇｎｉｔｕｄｅ ｏｆ ｃｏｅｆｆｉｃｉｅｎｔｓ ｔｏ
ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ． Ｍａｔｈｅｍａｔｉｃａｌｌｙ， ｉｔ ｉｓ ｅｘｐｒｅｓｓｅｄ ａｓ：

Ｌｏｓｓ ＝ ＯｒｉｇｉｎａｌＬｏｓｓ ＋ λ∑ ｗ２
ｉ （１３）

ｗｈｅｒｅ ｗ ｉ ａｒｅ ｔｈｅ ｗｅｉｇｈｔｓ ｏｆ ｔｈｅ ｍｏｄｅｌ， ａｎｄ λ ｉｓ ｔｈｅ
ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｐａｒａｍｅｔｅｒ．

Ｅｆｆｅｃｔ： Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｄｉｓｃｏｕｒａｇｅｓ ｌａｒｇｅ
ｗｅｉｇｈｔ ｖａｌｕｅｓ， ｍａｋｉｎｇ ｔｈｅ ｍｏｄｅｌ ｍｏｒｅ ｓｔａｂｌｅ ａｎｄ
ｒｅｄｕｃｉｎｇ ｔｈｅ ｒｉｓｋ ｏｆ ｏｖｅｒｆｉｔｔｉｎｇ． Ｕｎｌｉｋｅ Ｌ１
ｒｅｇｕｌａｒｉｚａｔｉｏｎ， Ｌ２ ｄｏｅｓ ｎｏｔ ｆｏｒｃｅ ｔｈｅ ｗｅｉｇｈｔｓ ｔｏ ｂｅ
ｚｅｒｏ ｂｕｔ ｒａｔｈｅｒ ｋｅｅｐｓ ｔｈｅｍ ｓｍａｌｌ， ｌｅａｄｉｎｇ ｔｏ ａ
ｓｍｏｏｔｈｅｒ ｍｏｄｅｌ．

Ａｐｐｌｉｃａｔｉｏｎｓ： Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｉｓ ｗｉｄｅｌｙ ｕｓｅｄ
ｗｈｅｎ ａｌｌ ｉｎｐｕｔ ｆｅａｔｕｒｅｓ ａｒｅ ｐｏｔｅｎｔｉａｌｌｙ ｒｅｌｅｖａｎｔ ａｎｄ ｔｈｅ
ｇｏａｌ ｉｓ ｔｏ ｅｎｓｕｒｅ ｍｏｄｅｌ ｓｔａｂｉｌｉｔｙ ａｎｄ ａｖｏｉｄ ｏｖｅｒｆｉｔｔｉｎｇ．

３） Ｌ１Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ （ｅｌａｓｔｉｃ ｎｅｔ）
Ｃｏｍｂｉｎａｔｉｏｎ： Ｌ１Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｃｏｍｂｉｎｅｓ ｂｏｔｈ

Ｌ１ ａｎｄ Ｌ２ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ． Ｔｈｅ ｃｏｍｂｉｎｅｄ
ｐｅｎａｌｔｙ ｉｓ：

Ｌｏｓｓ ＝ ＯｒｉｇｉｎａｌＬｏｓｓ ＋ λ１∑ ｗｉ ＋ λ２∑ ｗ２
ｉ （１４）

ｈｅｒｅ， λ１ ａｎｄ λ２ ａｒｅ ｔｈｅ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｐａｒａｍｅｔｅｒｓ ｔｈａｔ
ｃｏｎｔｒｏｌ ｔｈｅ ｃｏｎｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ Ｌ１ ａｎｄ Ｌ２ ｐｅｎａｌｔｉｅｓ，
ｒｅｓｐｅｃｔｉｖｅｌｙ．

Ａｄｖａｎｔａｇｅｓ： Ｔｈｅ ｃｏｍｂｉｎａｔｉｏｎ ｏｆ Ｌ１ ａｎｄ Ｌ２
ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｂｅｎｅｆｉｔｓ ｆｒｏｍ ｂｏｔｈ ｔｅｃｈｎｉｑｕｅｓ， ａｌｌｏｗｉｎｇ
ｆｏｒ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ （ ｄｕｅ ｔｏ Ｌ１） ａｎｄ ｍａｉｎｔａｉｎｉｎｇ
ｏｖｅｒａｌｌ ｓｔａｂｉｌｉｔｙ （ｄｕｅ ｔｏ Ｌ２） ． Ｉｔ ｉｓ ｐａｒｔｉｃｕｌａｒｌｙ ｕｓｅｆｕｌ
ｆｏｒ ｈｉｇｈ⁃ｄｉｍｅｎｓｉｏｎａｌ ｄａｔａ ｗｈｅｒｅ ｓｏｍｅ ｆｅａｔｕｒｅｓ ｍａｙ ｂｅ
ｍｏｒｅ ｒｅｌｅｖａｎｔ ｔｈａｎ ｏｔｈｅｒｓ．

５　 Ｃｏｎｔｒｉｂｕｔｉｏｎｓ

　 　 Ｔｈｅ ｐｒｅｓｅｎｔ ｗｏｒｋ ｉｎｔｒｏｄｕｃｅｓ ｓｅｖｅｒａｌ ｎｏｖｅｌｔｉｅｓ ｉｎ

ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ｆｉｅｌｄ ａｎｄ ｉｔｓ ａｐｐｌｉｃａｔｉｏｎ ｉｎ ａｃａｄｅｍｉｃ
ｅｎｖｉｒｏｎｍｅｎｔｓ． Ｆｉｒｓｔｌｙ， ａ ｎｅｗ ｄａｔａｓｅｔ ｗａｓ ｅｘｐｌｉｃｉｔｌｙ
ｃｕｒａｔｅｄ ｔｏ ｐｒｅｄｉｃｔ ｔｈｅ ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌ ｏｆ ｓｔｕｄｅｎｔｓ ｉｎ
ｅｄｕｃａｔｉｏｎａｌ ｓｅｔｔｉｎｇｓ． Ｔｈｉｓ ｄａｔａｓｅｔ ｈｏｌｄｓ ｅｘｃｅｌｌｅｎｔ ｖａｌｕｅ
ａｓ ｉｔ ｆａｃｉｌｉｔａｔｅｓ ｔｒａｉｎｉｎｇ ａｎｄ ｅｖａｌｕａｔｉｎｇ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌｓ ｃｕｓｔｏｍｉｚｅｄ ｔｏ ｔｈｅ ｕｎｉｑｕｅ ｄｅｍａｎｄｓ
ｏｆ ａｃａｄｅｍｉｃ ｃｏｎｔｅｘｔｓ． Ｓｅｃｏｎｄｌｙ， ｔｈｅ ｒｅｓｅａｒｃｈｅｒｓ
ａｄｏｐｔｅｄ ａ ｔｗｏ⁃ｓｔｅｐ ａｐｐｒｏａｃｈ ｆｏｒ ｅｘｔｒａｃｔｉｎｇ ｆｒａｍｅｓ
ｆｒｏｍ ｖｉｄｅｏ ｄａｔａｓｅｔｓ ｆｏｒ ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ． Ｔｈｉｓ
ｉｎｎｏｖａｔｉｖｅ ｓｔｒａｔｅｇｙ ｕｔｉｌｉｚｅｓ ｔｗｏ ｍｏｄｅｌｓ， ｅｎｈａｎｃｉｎｇ
ａｃｃｕｒａｃｙ ａｎｄ ａｕｔｏｍａｔｉｎｇ ｔｈｅ ｆｒａｍｅ ｅｘｔｒａｃｔｉｏｎ ｐｒｏｃｅｓｓ．
Ｃｏｍｐａｒｅｄ ｔｏ ｒｅｌｙｉｎｇ ｏｎ ｊｕｓｔ ｏｎｅ ｍｏｄｅｌ， ｔｈｅ ｏｕｔｃｏｍｅ
ｉｓ ａ ｍｏｒｅ ｅｆｆｅｃｔｉｖｅ ａｎｄ ｅｘａｃｔ ｍｅｔｈｏｄ． Ｂｅｙｏｎｄ ｅｍｏｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ， ｔｈｅ ｓｔｕｄｙ ｄｅｍｏｎｓｔｒａｔｅｓ ｔｈｅ ｐｏｔｅｎｔｉａｌ
ａｐｐｌｉｃａｔｉｏｎｓ ｉｎ ｅｄｕｃａｔｉｏｎａｌ ｄｏｍａｉｎｓ． Ｉｔ ｈｉｇｈｌｉｇｈｔｓ ｈｏｗ
ｔｈｅｓｅ ｔｅｃｈｎｏｌｏｇｉｃａｌ ａｄｖａｎｃｅｍｅｎｔｓ ｃａｎ ｉｍｐｒｏｖｅ ｔｈｅ
ｄｅｓｉｇｎ ｏｆ ｅｄｕｃａｔｉｏｎａｌ ｍａｔｅｒｉａｌｓ ａｎｄ ｐｅｒｓｏｎａｌｉｚｅ
ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ． Ｍｏｒｅｏｖｅｒ， ｔｈｅ ａｂｉｌｉｔｙ ｔｏ ｉｄｅｎｔｉｆｙ
ｓｔｕｄｅｎｔｓ ｗｈｏ ｍａｙ ｂｅ ｆａｃｉｎｇ ａｃａｄｅｍｉｃ ｃｈａｌｌｅｎｇｅｓ
ｏｐｅｎｓ ｕｐ ｎｅｗ ｐｏｓｓｉｂｉｌｉｔｉｅｓ ｆｏｒ ｔａｒｇｅｔｅｄ ｓｔｕｄｅｎｔ ｓｕｐｐｏｒｔ
ａｎｄ ｉｎｔｅｒｖｅｎｔｉｏｎ． Ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ􀆳ｓ ｐｅｒｆｏｒｍａｎｃｅ
ｃｏｍｐａｒｉｓｏｎ ｗｉｔｈ ｂａｓｅｌｉｎｅ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＭＡＡＥＤ
ｄａｔａｓｅｔ ｃｏｎｓｉｓｔｅｎｔｌｙ ｄｅｍｏｎｓｔｒａｔｅｓ ｐｏｓｉｔｉｖｅ ｏｕｔｃｏｍｅｓ
ａｃｒｏｓｓ ｖａｒｉｏｕｓ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ ａｎｄ ｏｕｒ ｐｒｏｐｏｓｅｄ
ｍｏｄｅｌ， ａｓ ｓｈｏｗｎ ｉｎ Ｆｉｇ．３．

Ｆｉｇ．３　 Ａｎａｌｙｓｉｎｇ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ

　 　 Ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ ｐｒｏｖｅｓ ｈｉｇｈｌｙ ｅｆｆｅｃｔｉｖｅ ｉｎ
ｉｄｅｎｔｉｆｙｉｎｇ ｓｔｕｄｅｎｔ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ， ｗｈｉｃｈ ｉｓ ｅｖｉｄｅｎｔ
ｆｒｏｍ ｔｈｅ ｏｖｅｒａｌｌ ｓｏｌｉｄ ｒｅｓｕｌｔｓ． Ｎｏｔａｂｌｙ， ｔｈｅ ＲｅｓＮｅｔ ５０
ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌ ｅｘｈｉｂｉｔｓ ｅｘｃｅｐｔｉｏｎａｌ ｐｒｏｆｉｃｉｅｎｃｙ
ｗｈｅｎ ａｐｐｌｉｅｄ ｔｏ Ｇｕｐｔａ ｅｔ ａｌ．［ ４ １ ］， Ｄａｉｓｅｅ ｄａｔａｓｅｔ，
ｓｕｒｐａｓｓｉｎｇ ｉｔｓ ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ＭＡＡＥＤ． Ｃｏｎｖｅｒｓｅｌｙ，
ＶＧＧ ａｎｄ Ｉｎｃｅｐｔｉｏｎ Ｖ３ ａｒｅ ｓｌｉｇｈｔｌｙ ａｄｖａｎｔａｇｅｏｕｓ，
ｐａｒｔｉｃｕｌａｒｌｙ ｗｉｔｈｉｎ ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ． Ｍｅａｎｗｈｉｌｅ，
Ｚｈａｌｅｈｐｏｕｒ ｅｔ ａｌ． 􀆳ｓ［ ４２］ ｒｅｓｅａｒｃｈ ｓｈｏｗｃａｓｅｓ ＡＩ􀆳ｓ
ｐｒａｃｔｉｃａｌ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｗｉｔｈ ａｕｔｏｍａｔｅｄ ｄｅｔｅｃｔｉｏｎ

·６７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｃａｐａｂｉｌｉｔｉｅｓ， ｓｕｃｃｅｓｓｆｕｌｌｙ ｉｄｅｎｔｉｆｙｉｎｇ ｂｅｈａｖｉｏｒｓ， ｓｕｃｈ
ａｓ ｈａｎｄ⁃ｒａｉｓｉｎｇ， ｓｔａｎｄｉｎｇ， ａｎｄ ｓｌｅｅｐｉｎｇ ａｍｏｎｇ
ｓｔｕｄｅｎｔｓ． Ｔｈｕｓ， ＡＩ ｐｒｏｖｅｓ ｖａｌｕａｂｌｅ ｉｎ ｕｎｄｅｒｓｔａｎｄｉｎｇ
ｖａｒｉｏｕｓ ｃｌａｓｓｒｏｏｍ ｄｙｎａｍｉｃｓ． Ｉｔ ｉｓ ｗｏｒｔｈ ｎｏｔｉｎｇ ｔｈａｔ
Ｌｉｍａ ｅｔ ａｌ．［ ４ ３ ］ ｆｏｃｕｓｅｄ ｏｎ ｓｉｘ ｂａｓｉｃ ｅｍｏｔｉｏｎ
ｃａｔｅｇｏｒｉｅｓ ｒａｔｈｅｒ ｔｈａｎ ｓｔｕｄｅｎｔ ｌｅａｒｎｉｎｇ⁃ｂａｓｅｄ
ｅｍｏｔｉｏｎｓ， ｃｏｎｄｕｃｔｉｎｇ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ＣＫ ＋， ＦＥＲ －
２０１３， ａｎｄ ＳＦＥＷ ｄａｔａｓｅｔｓ ｗｉｔｈ ｐｒｅ⁃ｔｒａｉｎｅｄ ｍｏｄｅｌｓ．
Ｒｅｓｅａｒｃｈｅｒｓ􀆳 ｏｐｉｎｉｏｎｓ ｓｕｇｇｅｓｔ ｔｈａｔ ｉｎｓｔｅａｄ ｏｆ ｓｏｌｅｌｙ
ｆｏｃｕｓｉｎｇ ｏｎ ｅｖａｌｕａｔｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ ｏｎ ｉｎｄｉｖｉｄｕａｌ
ｄａｔａｓｅｔｓ， ｐｒｉｏｒｉｔｉｚｉｎｇ ｄａｔａｓｅｔｓ ｃｅｎｔｅｒｅｄ ａｒｏｕｎｄ ｓｐｅｃｉｆｉｃ
ｅｍｏｔｉｏｎ ｌｅａｒｎｉｎｇ ｃｏｕｌｄ ｙｉｅｌｄ ｍｏｒｅ ｂｅｎｅｆｉｃｉａｌ ｒｅｓｕｌｔｓ．

６　 Ｃｏｎｃｌｕｓｉｏｎｓ

　 　 Ｔｈｉｓ ｓｔｕｄｙ ｐｒｏｐｏｓｅｓ ａ ＣＮＮ⁃ｂａｓｅｄ ａｐｐｒｏａｃｈ ｕｓｉｎｇ
ｔｈｅ ＭＡＡＥＤ ｆｏｒ ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ． Ｔｈｅ
ＣＮＮ ｍｏｄｅｌ ａｃｃｕｒａｔｅｌｙ ｃｌａｓｓｉｆｉｅｓ ｅｎｇａｇｅｍｅｎｔ
ｃａｔｅｇｏｒｉｅｓ， ｓｕｃｈ ａｓ ｂｏｒｅｄｏｍ， ｃｏｎｆｕｓｅｄ， ｆｒｕｓｔｒａｔｉｏｎ，
ａｎｄ ｙａｗｎｉｎｇ， ｅｘｔｒａｃｔｉｎｇ ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ｆｅａｔｕｒｅｓ ｆｏｒ
ｐｒｅｃｉｓｅ ｐｒｅｄｉｃｔｉｏｎｓ． Ｔｈｅ ｃｏｎｔｒｉｂｕｔｉｏｎｓ ｉｎｃｌｕｄｅ ｃｒｅａｔｉｎｇ
ＭＡＡＥＤ， ａ ｒｉｃｈ ｄａｔａｓｅｔ ｒｅｆｌｅｃｔｉｎｇ ａｃａｄｅｍｉｃ
ｅｎｇａｇｅｍｅｎｔ， ａｎｄ ｄｅｖｅｌｏｐｉｎｇ ａｎ ｏｂｊｅｃｔｉｖｅ ｍｅｔｈｏｄ ｆｏｒ
ａｓｓｅｓｓｉｎｇ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ． Ｉｔ ｃｏｕｌｄ ｅｎｈａｎｃｅ
ｅｄｕｃａｔｉｏｎａｌ ｅｎｖｉｒｏｎｍｅｎｔｓ ａｎｄ ｉｍｐｒｏｖｅ ｓｔｕｄｅｎｔ
ｏｕｔｃｏｍｅｓ ｔｈｒｏｕｇｈ ｐｅｒｓｏｎａｌｉｚｅｄ ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ．
Ｔｈｅ ｆｕｔｕｒｅ ｗｏｒｋ ｏｆ ｔｈｉｓ ｓｔｕｄｙ ｉｎｃｌｕｄｅｓ ｆｕｒｔｈｅｒ
ｅｘｐａｎｄｉｎｇ ｔｈｅ ＭＡＡＥＤ ｄａｔａｓｅｔ ｔｏ ｉｎｃｌｕｄｅ ｍｏｒｅ
ｄｉｖｅｒｓｅ ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ａｎｄ ｅｎｇａｇｅｍｅｎｔ ｌｅｖｅｌｓ． Ｗｅ
ａｌｓｏ ｐｌａｎ ｔｏ ｅｘｐｌｏｒｅ ｏｔｈｅｒ ｄｅｅｐ⁃ｌｅａｒｎｉｎｇ ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ
ｆａｃｉａｌ ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ， ｓｕｃｈ ａｓ ａｔｔｅｎｔｉｏｎ⁃ｂａｓｅｄ
ｍｏｄｅｌｓ ａｎｄ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ． Ｔｈｅ ｐｒｏｐｏｓｅｄ
ｍｅｔｈｏｄ ｈａｓ ｐｏｔｅｎｔｉａｌ ａｐｐｌｉｃａｂｉｌｉｔｙ ｉｎ ｅｄｕｃａｔｉｏｎａｌ
ｔｅｃｈｎｏｌｏｇｙ ａｎｄ ｓｈｏｗｓ ｐｏｔｅｎｔｉａｌ ｔｏ ｅｎｈａｎｃｅ ｓｔｕｄｅｎｔｓ􀆳
ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｅｎｃｅｓ．

Ｒｅｆｅｒｅｎｃｅｓ

［１］Ｃｒａｉｇ Ｓ， Ｇｒａｅｓｓｅｒ Ａ， Ｓｕｌｌｉｎｓ Ｊ， ｅｔ ａｌ． Ａｆｆｅｃｔ ａｎｄ ｌｅａｒｎｉｎｇ：
Ａｎ ｅｘｐｌｏｒａｔｏｒｙ ｌｏｏｋ ｉｎｔｏ ｔｈｅ ｒｏｌｅ ｏｆ ａｆｆｅｃｔ ｉｎ ｌｅａｒｎｉｎｇ ｗｉｔｈ
ＡｕｔｏＴｕｔｏｒ． Ｊｏｕｒｎａｌ ｏｆ Ｅｄｕｃａｔｉｏｎａｌ Ｍｅｄｉａ， ２００４， ２９（３）：
２４１－２５０． ＤＯＩ： １０．１０８０ ／ １３５８１６５０４２０００２８３１０１．

［２］Ｄ􀆳Ｍｅｌｌｏ Ｓ，Ｇｒａｅｓｓｅｒ Ａ． Ｄｙｎａｍｉｃｓ ｏｆ ａｆｆｅｃｔｉｖｅ ｓｔａｔｅｓ ｄｕｒｉｎｇ
ｃｏｍｐｌｅｘ ｌｅａｒｎｉｎｇ． Ｌｅａｒｎｉｎｇ ａｎｄ Ｉｎｓｔｒｕｃｔｉｏｎ， ２０１２， ２２（２）：
１４５－１５７． ＤＯＩ： １０．１０１６ ／ ｊ．ｌｅａｒｎｉｎｓｔｒｕｃ．２０１１．１０．００１．

［３］Ｗａｎｇ Ｒ， Ｃａｏ Ｊ， Ｘｕ Ｙ， ｅｔ ａｌ． Ｌｅａｒｎｉｎｇ ｅｎｇａｇｅｍｅｎｔ ｉｎ
ｍａｓｓｉｖｅ ｏｐｅｎ ｏｎｌｉｎｅ ｃｏｕｒｓｅｓ： Ａ ｓｙｓｔｅｍａｔｉｃ ｒｅｖｉｅｗ．
Ｆｒｏｎｔｉｅｒｓ ｉｎ Ｅｄｕｃａｔｉｏｎ， ２０２２， ７： １０７４４３５． ｈｔｔｐｓ： ／ ／ ｗｗｗ．
ｆｒｏｎｔｉｅｒｓｉｎ．ｏｒｇ ／ ａｒｔｉｃｌｅｓ ／ １０．３３８９ ／ ｆｅｄｕｃ．２０２２．１０７４４３５

［４］Ｓüｍｅｒ Ö， Ｇｏｌｄｂｅｒｇ Ｐ， Ｄ􀆳Ｍｅｌｌｏ Ｓ， ｅｔ ａｌ． Ｍｕｌｔｉｍｏｄａｌ
ｅｎｇａｇｅｍｅｎｔ ａｎａｌｙｓｉｓ ｆｒｏｍ ｆａｃｉａｌ ｖｉｄｅｏｓ ｉｎ ｔｈｅ ｃｌａｓｓｒｏｏｍ．

ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ａｆｆｅｃｔｉｖｅ Ｃｏｍｐｕｔｉｎｇ， ２０２３，１４（２）：
１０１２－１０２７． ＤＯＩ： １０．１１０９ ／ ＴＡＦＦＣ．２０２１．３１２７６９２．

［５］Ｋｈａｎ Ｓ Ｓ， Ａｂｅｄｉ Ａ， Ｃｏｌｅｌｌａ Ｔ． Ｉｎｃｏｎｓｉｓｔｅｎｃｉｅｓ ｉｎ ｔｈｅ
Ｄｅｆｉｎｉｔｉｏｎ ａｎｄ Ａｎｎｏｔａｔｉｏｎ ｏｆ Ｓｔｕｄｅｎｔ Ｅｎｇａｇｅｍｅｎｔ ｉｎ
Ｖｉｒｔｕａｌ Ｌｅａｒｎｉｎｇ Ｄａｔａｓｅｔｓ： Ａ Ｃｒｉｔｉｃａｌ Ｒｅｖｉｅｗ． ２０２３，
ａｒＸｉｖ：２２０８．０４５４８． ＤＯＩ：１０．４８５５０ ／ ａｒＸｉｖ．２２０８．０４５４８．

［６］Ｂｈａｒｄｗａｊ Ｐ， Ｇｕｐｔａ Ｐ Ｋ， Ｐａｎｗａｒ Ｈ， ｅｔ ａｌ． Ａｐｐｌｉｃａｔｉｏｎ ｏｆ
ｄｅｅｐ ｌｅａｒｎｉｎｇ ｏｎ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｉｎ ｅ－ｌｅａｒｎｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔｓ． Ｃｏｍｐｕｔｅｒｓ ａｎｄ Ｅｌｅｃｔｒｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇ，
２０２１， ９３： １０７２７７． ＤＯＩ： １０． １０１６ ／ ｊ． ｃｏｍｐｅｌｅｃｅｎｇ． ２０２１．
１０７２７７．

［７］Ｐｅｒｕｍａｌ Ｂ，Ｎａｇａｒａｊ Ｐ， Ｔｈｕｌａｓｉ Ｓａｉ Ｎａｒｓｉｍｈａ Ｃｈａｒａｎ， ｅｔ ａｌ．
Ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｄｅｔｅｃｔｉｏｎ ｉｎ ｃｌａｓｓｒｏｏｍ ｕｓｉｎｇ ｄｅｅｐ
ＣＮＮ⁃ｂａｓｅｄ ｌｅａｒｎｉｎｇ ａｐｐｒｏａｃｈ． ２０２３ ８ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｍｕｎｉｃａｔｉｏｎ ａｎｄ Ｅｌｅｃｔｒｏｎｉｃｓ Ｓｙｓｔｅｍｓ
（ ＩＣＣＥＳ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２３：１２３３－１２３８． ＤＯＩ： １０．
１１０９ ／ ＩＣＣＥＳ５７２２４．２０２３．１０１９２８０９．

［８］Ｂｕｓｔｏｓ⁃Ｌóｐｅｚ Ｍ， Ｃｒｕｚ⁃Ｒａｍíｒｅｚ Ｎ， Ｇｕｅｒｒａ⁃Ｈｅｒｎáｎｄｅｚ Ａ，
ｅｔ ａｌ． Ｗｅａｒａｂｌｅｓ ｆｏｒ ｅｎｇａｇｅｍｅｎｔ ｄｅｔｅｃｔｉｏｎ ｉｎ ｌｅａｒｎｉｎｇ
ｅｎｖｉｒｏｎｍｅｎｔｓ： Ａ ｒｅｖｉｅｗ． Ｂｉｏｓｅｎｓｏｒｓ， ２０２２， １２： ５０９．
ＤＯＩ：１０．３３９０ ／ ｂｉｏｓ１２０７０５０９．

［９］Ａｐｉｃｅｌｌａ Ａ， Ａｒｐａｉａ Ｐ， Ｆｒｏｓｏｌｏｎｅ Ｍ， ｅｔ ａｌ． ＥＥＧ⁃ｂａｓｅｄ
ｍｅａｓｕｒｅｍｅｎｔ ｓｙｓｔｅｍ ｆｏｒ ｍｏｎｉｔｏｒｉｎｇ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｉｎ
ｌｅａｒｎｉｎｇ ４． ０． Ｓｃｉｅｎｔｉｆｉｃ Ｒｅｐｏｒｔｓ，２０２２，１２：５８５７． ＤＯＩ：１０．
１０３８ ／ ｓ４１５９８－０２２－０９５７８－ｙ．

［１０］Ｇｒｅｅｎ Ｇ Ｒ． Ｔｅｘｔ Ｂａｓｅｄ Ｄｉｓｃｕｓｓｉｏｎｓ： Ａｎ Ａｐｐｒｏａｃｈ ｔｏ
Ｔｅａｃｈ Ｒｅａｄｉｎｇ Ｃｏｍｐｒｅｈｅｎｓｉｏｎ． Ｃｕｌｍｉｎａｔｉｎｇ Ｅｘｐｅｒｉｅｎｃｅ
Ｐｒｏｊｅｃｔｓ． １６６． Ａｌｌｅｎｄａｌｅ： Ｇｒａｎｄ Ｖａｌｌｅｙ Ｓｔａｔｅ Ｕｎｉｖｅｒｓｉｔｙ，
２０２２． ｈｔｔｐｓ： ／ ／ ｓｃｈｏｌａｒｗｏｒｋｓ．ｇｖｓｕ．ｅｄｕ ／ ｇｒａｄｐｒｏｊｅｃｔｓ ／ １６６

［１１］Ｓａｎｅｉｒｏ Ｍ， Ｓａｎｔｏｓ Ｏ Ｃ， Ｓａｌｍｅｒｏｎ⁃Ｍａｊａｄａｓ Ｓ， ｅｔ ａｌ．
Ｔｏｗａｒｄｓ ｅｍｏｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ｉｎ ｅｄｕｃａｔｉｏｎａｌ ｓｃｅｎａｒｉｏｓ ｆｒｏｍ
ｆａｃｉａｌ ｅｘｐｒｅｓｓｉｏｎｓ ａｎｄ ｂｏｄｙ ｍｏｖｅｍｅｎｔｓ ｔｈｒｏｕｇｈ
ｍｕｌｔｉｍｏｄａｌ ａｐｐｒｏａｃｈｅｓ． Ｔｈｅ Ｓｃｉｅｎｔｉｆｉｃ Ｗｏｒｌｄ Ｊｏｕｒｎａｌ，
２０１４，２０１４：４８４８７３． ＤＯＩ：１０．１１５５ ／ ２０１４ ／ ４８４８７３．

［１２］Ａｌａｍｅｄａ⁃Ｐｉｎｅｄａ Ｘ， Ｓｔａｉａｎｏ Ｊ， Ｓｕｂｒａｍａｎｉａｎ Ｒ， ｅｔ ａｌ．
ＳＡＬＳＡ： Ａ Ｎｏｖｅｌ Ｄａｔａｓｅｔ ｆｏｒ Ｍｕｌｔｉｍｏｄａｌ Ｇｒｏｕｐ Ｂｅｈａｖｉｏｒ
Ａｎａｌｙｓｉｓ， ２０１５， ａｒＸｉｖ： １５０６． ０６８８２． ＤＯＩ： １０． ４８５５０ ／
ａｒＸｉｖ．１５０６．０６８８２．

［１３］Ｎｉｅ Ｙ， Ｌｕｏ Ｈ， Ｓｕｎ Ｄ． Ｄｅｓｉｇｎ ａｎｄ ｖａｌｉｄａｔｉｏｎ ｏｆ ａ
ｄｉａｇｎｏｓｔｉｃ ＭＯＯＣ ｅｖａｌｕａｔｉｏｎ ｍｅｔｈｏｄ ｃｏｍｂｉｎｉｎｇ ＡＨＰ ａｎｄ
ｔｅｘｔ ｍｉｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ． Ｉｎｔｅｒａｃｔｉｖｅ Ｌｅａｒｎｉｎｇ Ｅｎｖｉｒｏｎｍｅｎｔｓ，
２０２１， ２９（２）： ３１５－３２８． ＤＯＩ： １０．１０８０ ／ １０４９４８２０．２０２０．
１８０２２９８．

［１４］Ｈｕ Ｙ， Ｊｉａｎｇ Ｚ， Ｚｈｕ Ｋ． Ａｎ ｏｐｔｉｍｉｚｅｄ ＣＮＮ ｍｏｄｅｌ ｆｏｒ
ｅｎｇａｇｅｍｅｎｔ ｒｅｃｏｇｎｉｔｉｏｎ ｉｎ ａｎ Ｅ － ｌｅａｒｎｉｎｇ ｅｎｖｉｒｏｎｍｅｎｔ．
Ａｐｐｌｉｅｄ Ｓｃｉｅｎｃｅｓ， ２０２２，１２（ １６）：８００７． ＤＯＩ：１０． ３３９０ ／
ａｐｐ１２１６８００７．

［１５］Ｓｈａｒｍａ Ｐ， Ｊｏｓｈｉ Ｓ， Ｇａｕｔａｍ Ｓ， ｅｔ ａｌ．Ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ
ｄｅｔｅｃｔｉｏｎ ｕｓｉｎｇ ｅｍｏｔｉｏｎ ａｎａｌｙｓｉｓ， ｅｙｅ ｔｒａｃｋｉｎｇ ａｎｄ ｈｅａｄ
ｍｏｖｅｍｅｎｔ ｗｉｔｈ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ． Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ
Ｉｎｎｏｖａｔｉｏｎ ｉｎ Ｌｅａｒｎｉｎｇ， Ｔｅａｃｈｉｎｇ ａｎｄ Ｅｄｕｃａｔｉｏｎ， ＴＥＣＨ⁃
ＥＤＵ ２０２２． Ｂｅｒｌｉｎ： Ｓｐｒｉｎｇｅｒ， ２０２２， １７２０：．５２－６８． ＤＯＩ：
１０．１００７ ／ ９７８－３－０３１－２２９１８－３＿５．

［１６］Ｃｏｎｎｅｒ Ｊ， Ｐｏｓｎｅｒ Ｍ， Ｎｓｏｗａａ Ｂ． Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ

·７７·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．２，２０２５

ｂｅｔｗｅｅｎ ｓｔｕｄｅｎｔ ｖｏｉｃｅ ａｎｄ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｉｎ ｕｒｂａｎ
ｈｉｇｈ ｓｃｈｏｏｌｓ． Ｔｈｅ Ｕｒｂａｎ Ｒｅｖｉｅｗ， ２０２２，５４（５）：７５５－７７４．
ＤＯＩ：１０．１００７ ／ ｓ１１２５６－０２２－００６３７－２．

［１７］Ｓｌａｔｅｒ Ｓ， Ｏｃｕｍｐａｕｇｈ Ｊ， Ｂａｋｅｒ Ｒ， ｅｔ ａｌ． Ｕｓｉｎｇ ｎａｔｕｒａｌ
ｌａｎｇｕａｇｅ ｐｒｏｃｅｓｓｉｎｇ ｔｏｏｌｓ ｔｏ ｄｅｖｅｌｏｐ ｃｏｍｐｌｅｘ ｍｏｄｅｌｓ ｏｆ
ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ． ２０１７ Ｓｅｖｅｎｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｆｆｅｃｔｉｖｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｉｎｔｅｌｌｉｇｅｎｔ
Ｉｎｔｅｒａｃｔｉｏｎ （ＡＣＩＩ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ，２０１７：５４２ － ５４７．
ＤＯＩ： １０．１１０９ ／ ＡＣＩＩ．２０１７．８２７３６５２．

［１８］Ｇｕ Ｚ，Ｚａｒｕｂｉｎ Ｖ Ｃ， Ｍｉｃｋｌｅｙ Ｓｔｅｉｎｍｅｔｚ Ｒ， ｅｔ ａｌ． Ｈｅａｒｔ
ｒａｔｅ ｖａｒｉａｂｉｌｉｔｙ ｉｎ ｈｅａｌｔｈｙ ｓｕｂｊｅｃｔｓ ｄｕｒｉｎｇ ｍｏｎｉｔｏｒｅｄ，
ｓｈｏｒｔ⁃ｔｅｒｍ ｓｔｒｅｓｓ ｆｏｌｌｏｗｅｄ ｂｙ ２４－ｈｏｕｒ ｃａｒｄｉａｃ ｍｏｎｉｔｏｒｉｎｇ．
Ｆｒｏｎｔｉｅｒｓ ｉｎ Ｐｈｙｓｉｏｌｏｇｙ， ２０２２，１３：８９７２８４． ＤＯＩ：１０．３３８９ ／
ｆｐｈｙｓ．２０２２．８９７２８４．

［１９］Ｆｒａｇｕｅｉｒｏ Ａ， Ｄｅｂｒｏｉｚｅ Ｒ Ｐ， Ｃｏｕｔｒｏｔ Ａ， ｅｔ ａｌ． Ｐｉｌｏｔ
ｓｔｕｄｙ： Ｅｙｅ⁃ｔｒａｃｋｉｎｇ ａｎｄ ｓｋｉｎ ｃｏｎｄｕｃｔａｎｃｅ ｔｏ ｍｏｎｉｔｏｒ ｔａｓｋ
ｅｎｇａｇｅｍｅｎｔ ｄｕｒｉｎｇ ｂｉｍｏｄａｌ ｎｅｕｒｏｆｅｅｄｂａｃｋ． Ｈａｌ Ｏｐｅｎ
Ｓｃｉｅｎｃｅ， ２０２３， ｉｎｓｅｒｍ － ０４１０７７４７． ｈｔｔｐｓ： ／ ／ ｉｎｓｅｒｍ． ｈａｌ．
ｓｃｉｅｎｃｅ ／ ｉｎｓｅｒｍ－０４１０７７４７ｖ１ ／ ｄｏｃｕｍｅｎｔ．

［２０］Ｎａｂｉｌ Ｒ Ｈ， Ｒｕｐａｉ Ａ Ａ Ａ， Ｂａｒｉｄ Ｍ， ｅｔ ａｌ． Ａｎ ｉｎｔｅｌｌｉｇｅｎｔ
ｅｘａｍｉｎａｔｉｏｎ ｍｏｎｉｔｏｒｉｎｇ ｔｏｏｌ ｆｏｒ ｏｎｌｉｎｅ ｓｔｕｄｅｎｔ ｅｖａｌｕａｔｉｏｎ．
Ｍａｌａｙｓｉａｎ Ｊｏｕｒｎａｌ ｏｆ Ｓｃｉｅｎｃｅ ａｎｄ Ａｄｖａｎｃｅｄ Ｔｅｃｈｎｏｌｏｇｙ，
２０２２：１２２－１３０． ＤＯＩ：１０．５６５３２ ／ ｍｊｓａｔ．ｖ２ｉ３．６２．

［２１］Ｐｒｅｕｖｅｎｅｅｒｓ Ｄ， Ｇａｒｏｆａｌｏ Ｇ， Ｊｏｏｓｅｎ Ｗ． Ｃｌｏｕｄ ａｎｄ ｅｄｇｅ
ｂａｓｅｄ ｄａｔａ ａｎａｌｙｔｉｃｓ ｆｏｒ ｐｒｉｖａｃｙ⁃ｐｒｅｓｅｒｖｉｎｇ ｍｕｌｔｉ⁃ｍｏｄａｌ
ｅｎｇａｇｅｍｅｎｔ ｍｏｎｉｔｏｒｉｎｇ ｉｎ ｔｈｅ ｃｌａｓｓｒｏｏｍ． Ｉｎｆｏｒｍａｔｉｏｎ
Ｓｙｓｔｅｍｓ Ｆｒｏｎｔｉｅｒｓ， ２０２１， ２３ （ １）： １５１ － １６４． ＤＯＩ： １０．
１００７ ／ ｓ１０７９６－０２０－０９９９３－４．

［２２］Ａｓｈｗｉｎ Ｔ Ｓ， Ｇｕｄｄｅｔｉ Ｒ Ｍ Ｒ． Ｕｎｏｂｔｒｕｓｉｖｅ ｂｅｈａｖｉｏｒａｌ
ａｎａｌｙｓｉｓ ｏｆ ｓｔｕｄｅｎｔｓ ｉｎ ｃｌａｓｓｒｏｏｍ ｅｎｖｉｒｏｎｍｅｎｔ ｕｓｉｎｇ ｎｏｎ⁃
ｖｅｒｂａｌ ｃｕｅｓ． ＩＥＥＥ Ａｃｃｅｓｓ，２０１９，７：１５０６９３－１５０７０９． ＤＯＩ：
１０．１１０９ ／ ＡＣＣＥＳＳ．２０１９．２９４７５１９．

［２３］Ｈｅｎｒｉｅ Ｃ Ｒ， Ｈａｌｖｅｒｓｏｎ Ｌ Ｒ， Ｇｒａｈａｍ Ｃ Ｒ． Ｍｅａｓｕｒｉｎｇ
ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｉｎ ｔｅｃｈｎｏｌｏｇｙ⁃ｍｅｄｉａｔｅｄ ｌｅａｒｎｉｎｇ： Ａ
ｒｅｖｉｅｗ． Ｃｏｍｐｕｔｅｒｓ ＆ Ｅｄｕｃａｔｉｏｎ， ２０１５，９０：３６－５３． ＤＯＩ：
１０．１０１６ ／ ｊ．ｃｏｍｐｅｄｕ．２０１５．０９．００５．

［２４］Ｐａｂｂａ Ｃ， Ｋｕｍａｒ Ｐ． Ａｎ ｉｎｔｅｌｌｉｇｅｎｔ ｓｙｓｔｅｍ ｆｏｒ ｍｏｎｉｔｏｒｉｎｇ
ｓｔｕｄｅｎｔｓ􀆳 ｅｎｇａｇｅｍｅｎｔ ｉｎ ｌａｒｇｅ ｃｌａｓｓｒｏｏｍ ｔｅａｃｈｉｎｇ ｔｈｒｏｕｇｈ
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Ｒｏｂｏｔｓ ａｎｄ Ｓｙｓｔｅｍｓ （ ＩＲＯＳ） ． Ｐｉｓｃａｔａｗａｙ： ＩＥＥＥ， ２０２２．
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ｂａｓｅｄ ａｐｐｒｏａｃｈ ｆｏｒ ｄｅｔｅｃｔｉｎｇ ｓｔｕｄｅｎｔ ｅｎｇａｇｅｍｅｎｔ ｔｈｒｏｕｇｈ
ｆａｃｉａｌ ｅｍｏｔｉｏｎｓ． ２０２４ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｄａｔａ
Ｓｃｉｅｎｃｅ ａｎｄ Ｎｅｔｗｏｒｋ Ｓｅｃｕｒｉｔｙ （ ＩＣＤＳＮＳ） ． Ｐｉｓｃａｔａｗａｙ：
ＩＥＥＥ，２０２４： １ － ６． ＤＯＩ： １０． １１０９ ／ ＩＣＤＳＮＳ６２１１２． ２０２４．
１０６９１０９８．

［４４］Ｐａｒｋｈｉ Ｏ Ｍ， Ｖｅｄａｌｄｉ Ａ， Ｚｉｓｓｅｒｍａｎ Ａ． Ｄｅｅｐ ｆａｃｅ
ｒｅｃｏｇｎｉｔｉｏｎ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｂｒｉｔｉｓｈ Ｍａｃｈｉｎｅ Ｖｉｓｉｏｎ
Ｃｏｎｆｅｒｅｎｃｅ ２０１５， Ｇｌａｓｇｏｗ： ＢＭＶＡ Ｐｒｅｓｓ， ２０１５： ４１．１－
４１．１２． ＤＯＩ： １０．５２４４ ／ Ｃ．２９．４１．

·９７·


