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ｈｕｍａｎ， ｇｏｖｅｒｎｍｅｎｔ ＱＡ ｓｙｓｔｅｍ， ａｎｄ ＴＴＳ ｔｏ ｆｏｒｍ ａ
ｃｏｍｐｒｅｈｅｎｓｉｖｅ ａｎｄ ｉｎｔｅｒａｃｔｉｖｅ ｄｉｇｉｔａｌ ｈｕｍａｎ ｐｌａｔｆｏｒｍ．

１　 Ｒｅｌａｔｅｄ Ｗｏｒｋ

１．１　 Ｄｉｇｉｔａｌ Ｈｕｍａｎ
　 　 Ｅｘｉｓｔｉｎｇ ｄｉｇｉｔａｌ ｈｕｍａｎ ｔｅｃｈｎｏｌｏｇｉｅｓ ｃａｎ ｂｅ ｅｉｔｈｅｒ
ｔｗｏ⁃ｄｉｍｅｎｓｉｏｎａｌ （ ２Ｄ） ｏｒ ｔｈｒｅｅ⁃ｄｉｍｅｎｓｉｏｎａｌ （ ３Ｄ） ．
Ｔｈｉｓ ｒｅｓｅａｒｃｈ ｐｒｉｍａｒｉｌｙ ｆｏｃｕｓｅｓ ｏｎ ２Ｄ ｄｉｇｉｔａｌ ｈｕｍａｎ，
ｗｈｉｃｈ ｒｅｌｙ ｏｎ ｓｐｅｅｃｈ⁃ｄｒｉｖｅｎ ｔａｌｋｉｎｇ⁃ｆａｃｅ ｓｙｎｔｈｅｓｉｓ ａｓ
ｔｈｅｉｒ ｃｏｒｅ ｔｅｃｈｎｏｌｏｇｙ． Ｃｕｒｒｅｎｔ ｒｅｓｅａｒｃｈ ｏｎ ｔｈｉｓ ｔｏｐｉｃ
ｆａｌｌｓ ｉｎｔｏ ｔｗｏ ｍａｉｎ ｃａｔｅｇｏｒｉｅｓ： ｓｐｅａｋｅｒ⁃ｓｐｅｃｉｆｉｃ ｍｏｄｅｌｓ
ａｎｄ ｓｐｅａｋｅｒ⁃ｉｎｄｅｐｅｎｄｅｎｔ ｍｏｄｅｌｓ． Ｓｐｅａｋｅｒ⁃ｓｐｅｃｉｆｉｃ
ｍｏｄｅｌｓ ｒｅｑｕｉｒｅ ｉｄｅｎｔｉｔｙ⁃ｓｐｅｃｉｆｉｃ ｔｒａｉｎｉｎｇ ａｎｄ ｅｘｔｅｎｓｉｖｅ
ｄａｔａ ｏｎ ａ ｐａｒｔｉｃｕｌａｒ ｓｐｅａｋｅｒ． Ｉｎ ｔｈｉｓ ｓｔｕｄｙ， ｗｅ ｆｏｃｕｓｅｄ
ｏｎ ｓｐｅａｋｅｒ⁃ｉｎｄｅｐｅｎｄｅｎｔ ｍｏｄｅｌｓ．

Ｔｈｅｒｅ ａｒｅ ｍａｎｙ ａｌｇｏｒｉｔｈｍｉｃ ｍｏｄｅｌｓ ｆｏｒ ｄｉｇｉｔａｌ
ｈｕｍａｎｓ， ｉｎｃｌｕｄｉｎｇ Ｗａｖ２Ｌｉｐ［ １ ］， Ｓｐｅｅｃｈ２Ｖｉｄ［ ２ ］，
Ｋｉｍ ｅｔ ａｌ．􀆳ｓ ｍｏｄｅｌ［ ３ ］， ＡＴＶＧ［ ４ ］， ＦＯＭＭ［ ５ ］，
ＭａｋｅＩｔＴａｌｋ［ ６ ］， ＦＡＣＩＡＬ［ ７ ］， ＡｎｙｏｎｅＮｅｔ［ ８ ］，
Ａｕｄｉｏ２Ｈｅａｄ［ ９］， ＥＶＰ［ １０］， ＰＣ⁃ＡＶＳ［ １１］， ＡＤ⁃ＮｅＲＦ［ １２］，
ａｎｄ ＳｔｙｌｅＴａｌｋｅｒ［ １３］， ＤＦＡ⁃ＮｅＲＦ［ １４］， ＤＦＲＦ［ １５］， ａｎｄ
ＤｉｆｆＴａｌｋ［ １６ ］ ． Ｔｈｅｓｅ ｃａｎ ｂｅ ｄｉｖｉｄｅｄ ｉｎｔｏ ５ ｃａｔｅｇｏｒｉｅｓ
ａｃｃｏｒｄｉｎｇ ｔｏ ｔｈｅｉｒ ｇｅｎｅｒａｔｉｏｎ ｍｅｔｈｏｄｓ． Ｍｅｔｈｏｄｓ ｂａｓｅｄ
ｏｎ ａｕｄｉｏ ｆｅａｔｕｒｅｓ ｉｎｃｌｕｄｅ Ｓｐｅｅｃｈ２Ｖｉｄ， Ｗａｖ２ｌｉｐ，
ＰＣ⁃ＡＶＳ， ＳｔｙｌｅＴａｌｋｅｒ． Ａｍｏｎｇ ｔｈｅｍ， Ｗａｖ２Ｌｉｐ，
ＰＣ⁃ＡＶＳ， ａｎｄ ＳｔｙｌｅＴａｌｋｅｒ ａｄｏｐｔ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ
ｎｅｔｗｏｒｋｓ （ＧＡＮ） ［ １７ ］ ． Ｍｅｔｈｏｄｓ ｂａｓｅｄ ｏｎ ２Ｄ ｆａｃｉａｌ
ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｉｎｃｌｕｄｅ ＡＴＶＧ， ＭａｋｅＩｔＴａｌｋ， ａｎｄ
ＡｎｙｏｎｅＮｅｔ． Ｍｅｔｈｏｄｓ ｂａｓｅｄ ｏｎ ３Ｄ ｍｏｒｐｈａｂｌｅ ｍｏｄｅｌｓ
（３ＤＭＭ） ［ １８ ］ ｉｎｃｌｕｄｅ Ｋｉｍ ｅｔ ａｌ． 􀆳ｓ， ＦＡＣＩＡＬ， ＥＶＰ，
ＡＤ⁃ＮｅＲＦ， ＤＦＡ⁃ＮｅＲＦ， ａｎｄ ＤＦＲＦ． Ａｍｏｎｇ ｔｈｅｍ，
ＡＤ⁃ＮｅＲＦ， ＤＦＡ⁃ＮｅＲＦ， ａｎｄ ＤＦＲＦ ｕｓｅ ｎｅｕｒａｌ
ｒａｄｉａｔｉｏｎ ｆｉｅｌｄｓ （Ｎｅｒｆｓ） ［ １９ ］ ． Ｍｅｔｈｏｄｓ ｂａｓｅｄ ｏｎ ｄｅｎｓｅ
ｍｏｔｉｏｎ ｆｉｅｌｄｓ［ ２０ ］ ｉｎｃｌｕｄｅ ＦＯＭＭ ａｎｄ Ａｕｄｉｏ２Ｈｅａｄ，
ｗｈｉｌｅ ｔｈｏｓｅ ｂａｓｅｄ ｏｎ ｄｉｆｆｕｓｉｏｎ ｍｏｄｅｌｓ［ ２１ ］ ｉｎｃｌｕｄｅ
ＤｉｆｆＴａｌｋ．

Ｗａｖ２Ｌｉｐ［１］ ｉｓ ｗｉｄｅｌｙ ｒｅｇａｒｄｅｄ ａｓ ｔｈｅ ｓｔａｔｅ⁃ｏｆ⁃ｔｈｅ⁃
ａｒｔ ｆｏｒ ｉｔｓ ｓｙｎｔｈｅｓｉｓ ｓｐｅｅｄ ａｎｄ ｌｉｐ⁃ｓｙｎｃ ａｃｃｕｒａｃｙ．
Ｈｏｗｅｖｅｒ， ｉｔｓ ｏｕｔｐｕｔ ｒｅｓｏｌｕｔｉｏｎ ｉｓ ｌｏｗ， ａｎｄ ｔｈｅ ｖｉｄｅｏｓ
ｉｔ ｇｅｎｅｒａｔｅｓ ａｒｅ ｆａｉｒｌｙ ｂｌｕｒｒｙ． Ｇｕｐｔａ ｅｔ ａｌ．［２ ２ ］ ｃｒｅａｔｅｄ
ｉｍｐｒｏｖｅｄ ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｔａｌｋｉｎｇ⁃ｆａｃｅ ｖｉｄｅｏｓ ｂｙ
ｔｒａｉｎｉｎｇ ａ ｌｉｐ⁃ｓｙｎｃ ｇｅｎｅｒａｔｏｒ ｉｎ ａ ｃｏｍｐａｃｔ ｖｅｃｔｏｒ
ｑｕａｎｔｉｚｅｄ ｓｐａｃｅ． Ｔｈｅｙ ａｌｓｏ ｕｓｅｄ ｔｈｅ ＧＰＥＮ ｆａｃｅ⁃
ｅｎｈａｎｃｅｍｅｎｔ ｍｅｔｈｏｄ ｆｏｒ ｅｎｈａｎｃｅｄ ｒｅｓｏｌｕｔｉｏｎ， ｗｈｉｃｈ
ｉｓ ｅｆｆｅｃｔｉｖｅ ｂｕｔ ｏｖｅｒｌｙ ｔｉｍｅ⁃ｃｏｎｓｕｍｉｎｇ ａｎｄ ｎｏｔ
ｃｏｎｄｕｃｉｖｅ ｔｏ ｒｅａｌ⁃ｔｉｍｅ ｓｙｎｔｈｅｓｉｓ． Ｍｕａｚ ｅｔ ａｌ．［ ２ ３］

ａｐｐｌｉｅｄ ｓｈｉｆｔ⁃ｉｎｖａｒｉａｎｔ ｌｅａｒｎｉｎｇ ｔｏ ｇｅｎｅｒａｔｅ ｐｈｏｔｏ⁃
ｒｅａｌｉｓｔｉｃ， ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｖｉｄｅｏｓ ｗｉｔｈ ａｃｃｕｒａｔｅ ｌｉｐ⁃
ｓｙｎｃ； ｔｈｉｓ ａｐｐｒｏａｃｈ ｉｓ ａｌｓｏ ｃｏｍｐｕｔａｔｉｏｎａｌｌｙ ｃｏｓｔｌｙ．
Ｉｄｅａｌｌｙ， ａ ｄｉｇｉｔａｌ ｈｕｍａｎ ｍｏｄｅｌ ｎｅｅｄｓ ｔｏ ｂａｌａｎｃｅ ｂｏｔｈ
ｈｉｇｈ ｃｌａｒｉｔｙ ａｎｄ ｐｒｏｃｅｓｓｉｎｇ ｓｐｅｅｄ．
１．２　 Ｑｕｅｓｔｉｏｎ Ａｎｓｗｅｒｉｎｇ Ｓｙｓｔｅｍ
　 　 Ｍａｎｙ ｔｙｐｅｓ ｏｆ ＱＡ ｓｙｓｔｅｍｓ ｈａｖｅ ｂｅｅｎ ｅｓｔａｂｌｉｓｈｅｄ
ｔｏ ｄａｔｅ； ｏｕｒ ｆｏｃｕｓ ｈｅｒｅ ｉｓ ｏｎ ｓｙｓｔｅｍｓ ｓｕｐｐｏｒｔｅｄ ｂｙ
ｑｕｅｓｔｉｏｎ⁃ａｎｓｗｅｒ ｐａｉｒｓ． Ｔｈｅｓｅ ｓｙｓｔｅｍｓ ｏｐｅｒａｔｅ ｂｙ
ｃａｌｃｕｌａｔｉｎｇ ｔｈｅ ｓｉｍｉｌａｒｉｔｙ ｂｅｔｗｅｅｎ ａ ｕｓｅｒ⁃ｓｕｂｍｉｔｔｅｄ
ｑｕｅｓｔｉｏｎ ａｎｄ ｔｈｅ ｑｕｅｓｔｉｏｎｓ ｓｔｏｒｅｄ ｉｎ ａ ｋｎｏｗｌｅｄｇｅ
ｂａｓｅ， ｒｅｔｕｒｎｉｎｇ ｔｈｅ ａｎｓｗｅｒ ａｓｓｏｃｉａｔｅｄ ｗｉｔｈ ｔｈｅ ｍｏｓｔ
ｓｉｍｉｌａｒ ｑｕｅｓｔｉｏｎ ａｓ ａ ｃａｎｄｉｄａｔｅ ａｎｓｗｅｒ． Ｔｏ ｃｏｍｐｌｅｔｅ
ｔｈｉｓ ｃａｌｃｕｌａｔｉｏｎ， ｂｏｔｈ ｔｈｅ ｕｓｅｒ􀆳ｓ ｑｕｅｓｔｉｏｎ ａｎｄ ｔｈｅ
ｓｔｏｒｅｄ ｑｕｅｓｔｉｏｎｓ ｍｕｓｔ ｆｉｒｓｔ ｂｅ ｃｏｎｖｅｒｔｅｄ ｉｎｔｏ ｖｅｃｔｏｒ
ｆｏｒｍｓ． Ｔｈｅｒｅ ｈａｓ ｂｅｅｎ ｓｉｇｎｉｆｉｃａｎｔ ｒｅｓｅａｒｃｈ ｏｎ ｔｅｘｔ
ｖｅｃｔｏｒｉｚａｔｉｏｎ， ｗｈｉｃｈ ｃａｎ ｂｅ ｕｓｅｄ ｔｏ ｆａｃｉｌｉｔａｔｅ ｔｈｉｓ
ｃｏｎｖｅｒｓｉｏｎ．

Ｅａｒｌｙ ｔｅｘｔ ｖｅｃｔｏｒｉｚａｔｉｏｎ ｍｅｔｈｏｄｓ ｉｎｃｌｕｄｅ ｔｈｅ
ｗｏｒｄ２ｖｅｃ ｍｏｄｅｌ［ ２４ ］， ａ ｔｙｐｅ ｏｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ．
Ａｆｔｅｒ ２０１８， ｔｈｅ ｆｉｅｌｄ ｓｈｉｆｔｅｄ ｔｏｗａｒｄｓ ｐｒｅ⁃ｔｒａｉｎｉｎｇ
ｍｏｄｅｌｓ， ｍａｒｋｅｄ ｂｙ ｔｈｅ ａｄｖｅｎｔ ｏｆ ｌａｒｇｅ ｌａｎｇｕａｇｅ
ｍｏｄｅｌｓ ｓｕｃｈ ａｓ ＧＰＴ［ ２５ － ２７ ］， ＢＥＲＴ［２ ８ ］， ａｎｄ
ＥＲＮＩＥ［２ ９ ］ ． Ｔｈｅｓｅ ｍｏｄｅｌｓ ｆｕｎｄａｍｅｎｔａｌｌｙ ｒｅｌｙ ｏｎ ｔｈｅ
Ｔｒａｎｓｆｏｒｍｅｒ［ ３０ ］ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｓｔｒｕｃｔｕｒｅ．
１．３　 ＴＴＳ
　 　 ＴＴＳ ｓｙｎｔｈｅｓｉｓ ｉｓ ｄｅｓｉｇｎｅｄ ｔｏ ｐｒｏｄｕｃｅ ｈｕｍａｎ⁃ｌｉｋｅ
ｓｐｅｅｃｈ ｆｒｏｍ ｔｅｘｔ． Ｔｙｐｉｃａｌｌｙ， ＴＴＳ ｍｏｄｅｌｓ ｆｉｒｓｔ
ｇｅｎｅｒａｔｅ ａ ｍｅｌ⁃ｓｐｅｃｔｒｏｇｒａｍ ｆｒｏｍ ｉｎｐｕｔ ｔｅｘｔ［ ３１ －３ ８ ］，
ｗｈｉｃｈ ｉｓ ｔｈｅｎ ｃｏｎｖｅｒｔｅｄ ｉｎｔｏ ａ ｓｐｅｅｃｈ ｗａｖｅｆｏｒｍ ｕｓｉｎｇ
ａ ｓｅｐａｒａｔｅｌｙ ｐｒｅ⁃ｔｒａｉｎｅｄ ｖｏｃｏｄｅｒ［３ ９ － ４２ ］ ． Ａｌｔｅｒｎａｔｉｖｅｌｙ，
ｓｏｍｅ ｍｏｄｅｌｓ ｄｉｒｅｃｔｌｙ ｇｅｎｅｒａｔｅ ｔｈｅ ｗａｖｅｆｏｒｍ ｆｒｏｍ ｔｅｘｔ
ｉｎ ａｎ ｅｎｄ⁃ｔｏ⁃ｅｎｄ ｍａｎｎｅｒ［ ４３ －４ ６ ］ ．

Ｔｒａｄｉｔｉｏｎａｌ ＴＴＳ ｓｙｓｔｅｍｓ ｗｅｒｅ ｔｒａｉｎｅｄ ｏｎ
ｒｅｌａｔｉｖｅｌｙ ｓｍａｌｌ ｄａｔａｓｅｔｓ． Ｉｎ ｃｏｎｔｒａｓｔ， ｔｏｄａｙ􀆳ｓ ｌａｒｇｅ⁃
ｓｃａｌｅ ＴＴＳ ｓｙｓｔｅｍｓ［４ ７ －４ ９ ］ ａｒｅ ｔｒａｉｎｅｄ ｏｎ ｔｅｎｓ ｏｆ
ｔｈｏｕｓａｎｄｓ ｏｆ ｈｏｕｒｓ ｏｆ ｓｐｅｅｃｈ ｄａｔａ． Ｔｈｅｓｅ ａｄｖａｎｃｅｄ
ｓｙｓｔｅｍｓ ｃａｎ ｂｅ ｆｉｎｅ⁃ｔｕｎｅｄ ｗｉｔｈ ａｓ ｌｉｔｔｌｅ ａｓ １ ｍｉｎ ｏｒ
ｅｖｅｎ ５ ｓ ｏｆ ｔｒａｉｎｉｎｇ ｄａｔａ． Ｔｈｅ ｒｅｓｕｌｔｉｎｇ ｓｐｅｅｃｈ ｃｌｏｓｅｌｙ
ｍａｔｃｈｅｓ ｔｈｅ ｏｒｉｇｉｎａｌ ｖｏｉｃｅ ａｎｄ ｓｏｕｎｄｓ ｍｏｒｅ ｎａｔｕｒａｌ．

２　 Ｍｅｔｈｏｄｓ

２．１　 Ｄｉｇｉｔａｌ Ｈｕｍａｎ ｆｏｒ Ｒｅａｌ⁃ｔｉｍｅ ａｎｄ Ｈｉｇｈ⁃
Ｒｅｓｏｌｕｔｉｏｎ

　 　 Ｔｈｅ Ｗａｖ２Ｌｉｐ［１］ ｍｏｄｅｌ ｉｎｃｌｕｄｅｓ ｔｗｏ ｐａｒｔｓ： ａ ｌｉｐ⁃
ｓｙｎｃ ｄｉｓｃｒｉｍｉｎａｔｏｒ ａｎｄ ａ ｇｅｎｅｒａｔｏｒ． Ｔｏ ａｃｃｏｍｍｏｄａｔｅ
ｔｈｅ ｉｎｃｒｅａｓｅｄ ｉｎｐｕｔ ｉｍａｇｅ ｒｅｓｏｌｕｔｉｏｎ ｉｎ ｏｕｒ ｍｏｄｅｌ，
ａｄｄｉｔｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ ｗｅｒｅ ｎｅｃｅｓｓａｒｙ．

·２４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

２．１．１　 Ｌｉｐ⁃ｓｙｎｃ ｄｉｓｃｒｉｍｉｎａｔｏｒ ａｎｄ ｉｔｓ ｔｒａｉｎｉｎｇ ｐｒｉｎｃｉｐｌｅ
　 　 Ｔｈｅ ｌｉｐ⁃ｓｙｎｃ ｄｉｓｃｒｉｍｉｎａｔｏｒ ｃｏｎｓｉｓｔｓ ｏｆ ａ ｆａｃｅ
ｅｎｃｏｄｅｒ ａｎｄ ａｎ ａｕｄｉｏ ｅｎｃｏｄｅｒ． Ｂｏｔｈ ｐｒｅｄｏｍｉｎａｎｔｌｙ
ｕｔｉｌｉｚｅ ＣＮＮ ａｒｃｈｉｔｅｃｔｕｒｅｓ． Ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｏｆ ｔｈｅ
ｏｒｉｇｉｎａｌ Ｗａｖ２Ｌｉｐ ｍｏｄｅｌ ａｃｃｅｐｔｓ ａｎ ｉｎｐｕｔ ｉｍａｇｅ ｓｉｚｅ
ｏｆ ９６×９６ ｐｉｘｅｌｓ， ｗｈｅｒｅａｓ ｏｕｒ ｉｍｐｒｏｖｅｄ ｖｅｒｓｉｏｎ ｕｓｅｓ
ａｎ ｉｎｐｕｔ ｓｉｚｅ ｏｆ ３８４×３８４ ｐｉｘｅｌｓ． Ｔｈｉｓ ｆｏｕｒ⁃ｆｏｌｄ
ｉｎｃｒｅａｓｅ ｉｎ ｂｏｔｈ ｌｅｎｇｔｈ ａｎｄ ｗｉｄｔｈ ｎｅｃｅｓｓｉｔａｔｅｄ ｔｈｅ
ａｄｄｉｔｉｏｎ ｏｆ ｓｉｘ ｌａｙｅｒｓ ｔｏ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｓｔｒｕｃｔｕｒｅ ｏｆ
ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｂｅｙｏｎｄ ｔｈａｔ ｏｆ ｔｈｅ ｏｒｉｇｉｎａｌ Ｗａｖ２Ｌｉｐ
ｍｏｄｅｌ． Ｄｅｔａｉｌｓ ｒｅｇａｒｄｉｎｇ ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｍｏｄｅｌ ａｒｅ
ｄｅｓｃｒｉｂｅｄ ｉｎ Ａｐｐｅｎｄｉｘ １． Ｔｈｅ ｄｅｓｉｇｎ ｏｆ ｔｈｅ ｏｒｉｇｉｎａｌ
ａｕｄｉｏ ｅｎｃｏｄｅｒ ｗａｓ ｋｅｐｔ ｕｎｃｈａｎｇｅｄ．
　 　 Ｔｈｅ ｏｒｉｇｉｎａｌ ｄａｔａｓｅｔ ｃｏｎｓｉｓｔｓ ｏｆ ｒｅｃｏｒｄｅｄ ｖｉｄｅｏ
ｆｉｌｅｓ ｔｈａｔ ａｒｅ ｓｅｇｍｅｎｔｅｄ ｉｎｔｏ ｓｈｏｒｔｅｒ ｃｌｉｐｓ ｄｕｒｉｎｇ
ｐｒｅｐｒｏｃｅｓｓｉｎｇ， ｅａｃｈ ｃｏｎｔａｉｎｉｎｇ ｏｎｌｙ ｏｎｅ ｓｅｎｔｅｎｃｅ．
Ｅａｃｈ ｓｈｏｒｔ ｖｉｄｅｏ ｉｓ ｔｈｅｎ ｐｒｏｃｅｓｓｅｄ ｔｏ ｆｒａｍｅ ｔｈｅ ｖｉｄｅｏ，
ｄｅｔｅｃｔ ｆａｃｅｓ， ａｎｄ ｅｘｔｒａｃｔ ｔｈｅ ａｕｄｉｏ， ｙｉｅｌｄｉｎｇ ｍｕｌｔｉｐｌｅ
ｆａｃｉａｌ ｉｍａｇｅｓ ａｎｄ ａｎ ａｃｃｏｍｐａｎｙｉｎｇ ａｕｄｉｏ ｆｉｌｅ． Ｔｈｉｓ
ｐｒｅｐｒｏｃｅｓｓｉｎｇ ｔｒａｎｓｆｏｒｍｓ ｔｈｅ ｏｒｉｇｉｎａｌ ｖｉｄｅｏ ｄａｔａ ｉｎｔｏ ａ
ｄａｔａｓｅｔ ｓｕｉｔａｂｌｅ ｆｏｒ ｔｒａｉｎｉｎｇ．

Ｔｈｅ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ ｂｅｇｉｎｓ ｂｙ ｒａｎｄｏｍｌｙ ｓｅｌｅｃｔｉｎｇ
ａ ｓｔａｒｔｉｎｇ ｆｒａｍｅ ｎｕｍｂｅｒ ａｎｄ ｅｘｔｒａｃｔｉｎｇ ｆｉｖｅ
ｃｏｎｓｅｃｕｔｉｖｅ ｉｍａｇｅｓ ｆｒｏｍ ｔｈａｔ ｐｏｉｎｔ． Ｔｈｅ ｍｅｌ⁃
ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｘ ｏｆ ｔｈｅ ａｕｄｉｏ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｔｈｅｓｅ
ｆｉｖｅ ｉｍａｇｅｓ ｉｓ ｃａｌｃｕｌａｔｅｄ． Ｔｈｅｓｅ ｉｍａｇｅｓ， ａｌｏｎｇ ｗｉｔｈ
ｔｈｅｉｒ ａｓｓｏｃｉａｔｅｄ ｍｅｌ⁃ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｘ， ｆｏｒｍ ａ
ｐｏｓｉｔｉｖｅ ｓａｍｐｌｅ． Ｃｏｎｖｅｒｓｅｌｙ， ａ ｎｅｇａｔｉｖｅ ｓａｍｐｌｅ ｉｓ
ｃｒｅａｔｅｄ ｗｈｅｎ ｔｈｅ ａｕｄｉｏ ｄｏｅｓ ｎｏｔ ｃｏｒｒｅｓｐｏｎｄ ｔｏ ｔｈｅ
ｉｍａｇｅｓ．

Ｉｎ ｔｈｉｓ ｓｙｓｔｅｍ， ａ ｐｏｓｉｔｉｖｅ ｓａｍｐｌｅ ｉｓ ｌａｂｅｌｅｄ ｗｉｔｈ ａ
ｇｒｏｕｎｄ ｔｒｕｔｈ ｏｆ “ １” ａｎｄ ａ ｎｅｇａｔｉｖｅ ｓａｍｐｌｅ ｗｉｔｈ ａ
ｇｒｏｕｎｄ ｔｒｕｔｈ ｏｆ “０” ． Ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｐｒｏｃｅｓｓｅｓ ｅａｃｈ
ｉｍａｇｅ ｔｏ ｐｒｏｄｕｃｅ ａ ｖｅｃｔｏｒ ｖ ， ｗｈｉｌｅ ｔｈｅ ａｕｄｉｏ ｅｎｃｏｄｅｒ
ｐｒｏｃｅｓｓｅｓ ｔｈｅ ｍｅｌ⁃ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｘ ｔｏ ａｌｓｏ ｐｒｏｄｕｃｅ
ａ ｖｅｃｔｏｒ ｓ ． Ｂｏｔｈ ｖｅｃｔｏｒｓ ｈａｖｅ ｓｈａｐｅｓ ｏｆ １×５１２． Ｔｈｅ
ｏｕｔｐｕｔ ｖａｌｕｅ ｏｆ ｔｈｅ ｌｉｐ⁃ｓｙｎｃ ｄｉｓｃｒｉｍｉｎａｔｏｒ ｉｓ ｔｈｅ ｃｏｓｉｎｅ
ｓｉｍｉｌａｒｉｔｙ ｂｅｔｗｅｅｎ ｔｈｅｓｅ ｔｗｏ ｖｅｃｔｏｒｓ， ａｓ ｓｈｏｗｎ ｉｎ
Ｅｑ．（１） ．

ｐ ＝ ｖ·ｓ
ｖ ２· ｓ ２

（１）

Ｄｕｒｉｎｇ ｍｏｄｅｌ ｔｒａｉｎｉｎｇ， ｍｕｌｔｉｐｌｅ ｓａｍｐｌｅｓ ａｒｅ
ｃｏｌｌｅｃｔｅｄ ｉｎｔｏ ａ ｂａｔｃｈ （ｅ．ｇ．， ａ ｂａｔｃｈ ｓｉｚｅ ｏｆ １０） ． Ｔｈｅ
ｃｏｓｉｎｅ ｓｉｍｉｌａｒｉｔｉｅｓ ｐ ｏｆ ｔｈｅｓｅ １０ ｓａｍｐｌｅｓ ａｒｅ ｃｏｍｐｕｔｅｄ
ｔｏ ｃｒｅａｔｅ ａｎ ａｒｒａｙ， ａｎｄ ｔｈｅｉｒ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｇｒｏｕｎｄ
ｔｒｕｔｈｓ ｙ ａｒｅ ｃｏｍｐｉｌｅｄ ｉｎｔｏ ａｎｏｔｈｅｒ． Ｔｈｅ ｌｏｓｓ ｂｅｔｗｅｅｎ
ｔｈｅｓｅ ｔｗｏ ａｒｒａｙｓ ｉｓ ｃａｌｃｕｌａｔｅｄ ｕｓｉｎｇ ｔｈｅ ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ
ｌｏｓｓ ｆｕｎｃｔｉｏｎ， ａｓ ｓｈｏｗｎ ｉｎ Ｅｑ．（２） ． Ｔｈｅ ｐａｒａｍｅｔｅｒｓ ｏｆ
ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ａｎｄ ａｕｄｉｏ ｅｎｃｏｄｅｒ ｍｏｄｅｌｓ ａｒｅ

ｏｐｔｉｍｉｚｅｄ ｂａｓｅｄ ｏｎ ｔｈｉｓ ｌｏｓｓ．

Ｌｏｓｓ ＝ － １
ｎ∑

ｎ

ｉ ＝ １
ｙｌｏｇ（ｐ） （２）

２．１．２　 Ｇｅｎｅｒａｔｏｒ ａｎｄ ｉｔｓ ｔｒａｉｎｉｎｇ ｐｒｉｎｃｉｐｌｅ
　 　 Ｔｈｅ ｇｅｎｅｒａｔｏｒ ｉｎｃｌｕｄｅｓ ｔｈｒｅｅ ｋｅｙ ｃｏｍｐｏｎｅｎｔｓ： ａ
ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ， ａ ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ
ｍｏｄｅｌ， ａｎｄ ａｎ ａｕｄｉｏ ｅｎｃｏｄｅｒ． Ａｌｌ ｐｒｉｍａｒｉｌｙ ｕｔｉｌｉｚｅ
ＣＮＮ ｓｔｒｕｃｔｕｒｅｓ． Ｃｏｍｐａｒｅｄ ｔｏ ｔｈｅ ｔｒａｄｉｔｉｏｎａｌ Ｗａｖ２Ｌｉｐ
ｍｏｄｅｌ， ｗｅ ｉｎｃｒｅａｓｅｄ ｔｈｅ ｄｅｐｔｈ ｏｆ ｂｏｔｈ ｔｈｅ ｆａｃｅ
ｅｎｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ ａｎｄ ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ
ｆｒｏｍ ｓｅｖｅｎ ｂｌｏｃｋｓ ｔｏ ｎｉｎｅ ｂｌｏｃｋｓ ｆｏｒ ｅｎｈａｎｃｅｄ
ｐｅｒｆｏｒｍａｎｃｅ． Ｅａｃｈ ｂｌｏｃｋ ｉｎｃｌｕｄｅｓ ｏｎｅ ｄｅｃｏｎｖｏｌｕｔｉｏｎ
ｌａｙｅｒ ａｎｄ ｔｗｏ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒｓ． Ａｐｐｅｎｄｉｃｅｓ ２ ａｎｄ
３ ｐｒｏｖｉｄｅ ｄｅｔａｉｌｓ ｏｆ ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ ａｎｄ
ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ， ｒｅｓｐｅｃｔｉｖｅｌｙ． Ｔｈｅ ｄｅｓｉｇｎ ｏｆ
ｔｈｅ ａｕｄｉｏ ｅｎｃｏｄｅｒ ｗａｓ ｋｅｐｔ ｃｏｎｓｉｓｔｅｎｔ ｗｉｔｈ ｔｈｅ ｏｒｉｇｉｎａｌ
ｍｏｄｅｌ．

Ｔｏ ｔｒａｉｎ ｔｈｅ ｇｅｎｅｒａｔｏｒ， ｂｅｇｉｎ ｂｙ ｓｅｌｅｃｔｉｎｇ ａ
ｒａｎｄｏｍ ｎｕｍｂｅｒ ｉ ｔｏ ｏｂｔａｉｎ ｆｉｖｅ ｃｏｎｓｅｃｕｔｉｖｅ ｉｍａｇｅｓ
ｓｔａｒｔｉｎｇ ｆｒｏｍ ｔｈｉｓ ｉｎｄｅｘ． Ｒｅｐｌａｃｅ ｔｈｅ ｐｉｘｅｌｓ ｉｎ ｔｈｅ
ｌｏｗｅｒ ｈａｌｆ ｏｆ ｔｈｅｓｅ ｆｉｖｅ ｉｍａｇｅｓ ｗｉｔｈ ｚｅｒｏ ｖａｌｕｅｓ．
Ｔｈｅｎ， ｒａｎｄｏｍｌｙ ｓｅｌｅｃｔ ａｎｏｔｈｅｒ ｆｉｖｅ ｉｍａｇｅｓ． Ｃｏｍｂｉｎｅ
ｔｈｅｓｅ ｔｅｎ ｉｍａｇｅｓ， ｄｅｎｏｔｅｄ ａｓ ｘ ． Ｃａｌｃｕｌａｔｅ ｔｈｅ ｍｅｌ⁃
ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｘ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｔｈｅ ｆｉｖｅ
ｃｏｎｓｅｃｕｔｉｖｅ ｉｍａｇｅｓ ｓｔａｒｔｉｎｇ ｆｒｏｍ ｔｈｅ ｉ⁃ｔｈ ｉｍａｇｅ，
ｄｅｎｏｔｅｄ ａｓ ｍｅｌ． Ａｄｄｉｔｉｏｎａｌｌｙ， ｃａｌｃｕｌａｔｅ ｓｅｐａｒａｔｅ ｍｅｌ⁃
ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｃｅｓ ｆｏｒ ｔｈｅ ｆｉｖｅ ｃｏｎｓｅｃｕｔｉｖｅ ｉｍａｇｅｓ
ｓｔａｒｔｉｎｇ ｆｒｏｍ ｔｈｅ （ ｉ － １）⁃ｔｈ， ｉ⁃ｔｈ， （ ｉ ＋ １）⁃ｔｈ， （ ｉ ＋
２）⁃ｔｈ， ａｎｄ （ ｉ ＋ ３）⁃ｔｈ ｉｍａｇｅ， ｄｅｎｏｔｅｄ ａｓ ｉｎｄｉｖ＿ｍｅｌ．
Ｔｈｅ ｇｒｏｕｎｄ ｔｒｕｔｈ， ｄｅｎｏｔｅｄ ａｓ ｇｔ， ｉｓ ｔｈｅ ｓｅｑｕｅｎｃｅ ｏｆ
ｆｉｖｅ ｃｏｎｓｅｃｕｔｉｖｅ ｉｍａｇｅｓ ｓｔａｒｔｉｎｇ ｆｒｏｍ ｔｈｅ ｉ⁃ｔｈ ｉｍａｇｅ．

Ｍｏｄｅｌ ｐｒｏｃｅｓｓｉｎｇ ｉｎｃｌｕｄｅｓ ｆｏｕｒ ｓｔｅｐｓ：
１） Ｐｒｏｃｅｓｓ ｔｈｅ ａｕｄｉｏ ｉｎｄｉｖ＿ｍｅｌ ｕｓｉｎｇ ｔｈｅ ａｕｄｉｏ

ｅｎｃｏｄｅｒ ｍｏｄｅｌ；
２） Ｐｒｏｃｅｓｓ ｉｍａｇｅ ｘ ｕｓｉｎｇ ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ

ｍｏｄｅｌ；
３） Ｕｓｅ ｔｈｅ ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ ｔｏ ｐｒｏｃｅｓｓ

ｔｈｅ ｏｕｔｐｕｔｓ ｏｆ ｔｈｅ ｆｉｒｓｔ ｔｗｏ ｓｔｅｐｓ；
４） Ｕｓｅ ｔｈｅ ｏｕｔｐｕｔ ｂｌｏｃｋ ｍｏｄｅｌ ｔｏ ｐｒｏｃｅｓｓ ｔｈｅ

ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｔｈｉｒｄ ｓｔｅｐ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｇｅｎｅｒａｔｅｄ ｉｍａｇｅ，
ｄｅｎｏｔｅｄ ａｓ Ｌｇ ．

Ｔｈｅ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｉｓ ｉｎｃｌｕｄｅｄ ｔｗｏ ｐａｒｔｓ： １ ）
Ｃａｌｃｕｌａｔｉｎｇ ｔｈｅ Ｌ１ ｎｏｒｍ ｌｏｓｓ ｂｅｔｗｅｅｎ ｔｈｅ ｇｅｎｅｒａｔｅｄ
ｉｍａｇｅ Ｌｇ ａｎｄ ｔｈｅ ｇｒｏｕｎｄ ｔｒｕｔｈ ＬＧ ， ａｓ ｓｈｏｗｎ ｉｎ Ｅｑ．
（３）， ａｎｄ ２） ｅｍｐｌｏｙｉｎｇ ａ ｐｒｅ⁃ｔｒａｉｎｅｄ ｅｘｐｅｒｔ ｌｉｐ⁃ｓｙｎｃ
ｄｉｓｃｒｉｍｉｎａｔｏｒ ｔｏ ｃａｌｃｕｌａｔｅ ｔｈｅ ｌｏｓｓ ｖａｌｕｅ． Ｉｎｐｕｔ ｔｈｅ
ｇｅｎｅｒａｔｅｄ ｉｍａｇｅ Ｌｇ ａｎｄ ｍｅｌ⁃ｓｐｅｃｔｒｏｇｒａｍ ｍａｔｒｉｘ ｉｎｔｏ
ｔｈｅ ｄｉｓｃｒｉｍｉｎａｔｏｒ ｔｏ ｃｏｍｐｕｔｅ ｔｈｅ ｌｏｓｓ ｕｓｉｎｇ ｔｈｅ ｃｒｏｓｓ⁃
ｅｎｔｒｏｐｙ ｌｏｓｓ ｆｕｎｃｔｉｏｎ． Ｔｈｅｎ， ｃｏｍｂｉｎｅ ｔｈｅｓｅ ｔｗｏ ｌｏｓｓ

·３４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

ｖａｌｕｅｓ ｔｏ ｃａｌｃｕｌａｔｅ ｔｈｅ ｔｏｔａｌ ｌｏｓｓ ａｎｄ ｏｐｔｉｍｉｚｅ ｔｈｅ
ｇｅｎｅｒａｔｏｒ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ ａｃｃｏｒｄｉｎｇｌｙ．

Ｌ１ ＝ １
ｎ∑

ｎ

ｉ ＝ １
Ｌｇ － ＬＧ １ （３）

２．１．３　 Ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｖｉｄｅｏ ｄａｔａ
　 　 Ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｖｉｄｅｏ ｄａｔａ ｉｓ ｒｅｑｕｉｒｅｄ ｆｏｒ ｍｏｄｅｌ
ｔｒａｉｎｉｎｇ ｔｏ ｃｒｅａｔｅ ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｄｉｇｉｔａｌ ｈｕｍａｎｓ．
Ｗｅ ｒｅｃｏｒｄｅｄ ａ ｄａｔａｓｅｔ ｏｆ ４Ｋ ｒｅｓｏｌｕｔｉｏｎ ｖｉｄｅｏｓ ｔｏｔａｌｉｎｇ
３００ ｍｉｎ ｉｎ ｄｕｒａｔｉｏｎ ａｎｄ ｆｅａｔｕｒｉｎｇ ｔｅｎ ｉｎｄｉｖｉｄｕａｌｓ．
Ｅａｃｈ ｐａｒｔｉｃｉｐａｎｔ ｃｏｎｔｒｉｂｕｔｅｄ ３０ ｍｉｎ ｏｆ ｓｐｏｋｅｎ
ｃｏｎｔｅｎｔ ｉｎ Ｃｈｉｎｅｓｅ， ｗｉｔｈ ｏｎｌｙ ｏｎｅ ｐｅｒｓｏｎ ｓｐｅａｋｉｎｇ ｐｅｒ
ｖｉｄｅｏ．

Ｗｅ ｕｓｅｄ ｔｈｅ Ｓ３ＦＤ［ ５０ ］ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｆａｃｅ
ｄｅｔｅｃｔｉｏｎ， ｏｂｔａｉｎｉｎｇ ｃｒｏｐｐｅｄ ｆａｃｅ ｉｍａｇｅｓ． Ｔｙｐｉｃａｌｌｙ，
ｓｕｃｈ ｃｒｏｐｐｅｄ ｉｍａｇｅｓ ａｒｅ ｒｅｃｔａｎｇｕｌａｒ ａｎｄ ｃａｎ ｂｅ
ｄｉｒｅｃｔｌｙ ｃｏｎｖｅｒｔｅｄ ｔｏ ａ ｓｑｕａｒｅ ｆｏｒｍａｔ［１］ ． Ｈｏｗｅｖｅｒ，
ｔｈｉｓ ｃａｎ ｃａｕｓｅ ｄｉｓｔｏｒｔｉｏｎ． Ｗｅ ａｄｄｒｅｓｓｅｄ ｔｈｉｓ ｐｒｏｂｌｅｍ
ｂｙ ｕｓｉｎｇ ｔｈｅ ｂｏｔｔｏｍ ｅｄｇｅ ｏｆ ｔｈｅ ｃｒｏｐｐｅｄ ｆａｃｅ ｉｍａｇｅ ａｓ
ａ ｒｅｆｅｒｅｎｃｅ， ｓｅｌｅｃｔｉｎｇ ｔｈｅ ｓｑｕａｒｅ ｄｏｗｎ， ａｎｄ ｔｈｅｎ
ｒｅｓｉｚｉｎｇ ｔｏ ３８４×３８４ ｐｉｘｅｌｓ．
２．２　 Ｇｏｖｅｒｎｍｅｎｔ Ｑｕｅｓｔｉｏｎ Ａｎｓｗｅｒｉｎｇ Ｓｙｓｔｅｍ
２．２．１　 Ｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｇｏｖｅｒｎｍｅｎｔ ｋｎｏｗｌｅｄｇｅ ｂａｓｅ
　 　 Ｗｅ ｃｏｍｐｉｌｅｄ ｒｅｌｅｖａｎｔ ｇｏｖｅｒｎｍｅｎｔａｌ ｄａｔａ ｔｏ
ｅｓｔａｂｌｉｓｈ ａ ｇｏｖｅｒｎｍｅｎｔ ｑｕｅｓｔｉｏｎ ａｎｓｗｅｒｉｎｇ ｓｙｓｔｅｍ，
ｃｏｌｌｅｃｔｉｎｇ ４００ ｑｕｅｓｔｉｏｎ⁃ａｎｓｗｅｒ ｐａｉｒｓ ｆｒｏｍ Ｚｈｅｊｉａｎｇ
Ｐｒｏｖｉｎｃｉａｌ Ｇｏｖｅｒｎｍｅｎｔ Ｓｅｒｖｉｃｅ Ｎｅｔｗｏｒｋ． Ｔｈｉｓ ｎｅｔｗｏｒｋ
ｃｏｖｅｒｓ ａ ｗｉｄｅ ｒａｎｇｅ ｏｆ ｉｎｆｏｒｍａｔｉｏｎ， ｉｎｃｌｕｄｉｎｇ
ｒｅｓｉｄｅｎｃｅ ｒｅｇｉｓｔｒｙ， ＩＤ ｃａｒｄ ｓｅｒｖｉｃｅｓ， ｉｍｍｉｇｒａｔｉｏｎ，
ｓｏｃｉａｌ ｉｎｓｕｒａｎｃｅｓ ａｎｄ ｈｏｕｓｉｎｇ ｆｕｎｄｓ， ｖｅｈｉｃｌｅ⁃ｒｅｌａｔｅｄ
ｓｅｒｖｉｃｅｓ， ｃｏｒｐｏｒａｔｅ ｇｒｏｕｐｓ， ｐｒｏｆｅｓｓｉｏｎａｌ ｃｅｒｔｉｆｉｃａｔｉｏｎｓ，
ａｎｄ ｄｅｐａｒｔｍｅｎｔａｌ ｒｅｓｐｏｎｓｉｂｉｌｉｔｉｅｓ． Ｒｅｌｅｖａｎｔ ｑｕｅｓｔｉｏｎ⁃
ａｎｄ⁃ａｎｓｗｅｒ ｐａｉｒｓ ｗｅｒｅ ｏｒｇａｎｉｚｅｄ ｉｎｔｏ ａ ｋｎｏｗｌｅｄｇｅ
ｂａｓｅ， ｓｔｒｕｃｔｕｒｅｄ ｔｏ ｉｎｃｌｕｄｅ ｂｏｔｈ ｑｕｅｓｔｉｏｎｓ ａｎｄ
ｃｏｒｒｅｓｐｏｎｄｉｎｇ ａｎｓｗｅｒｓ． Ｕｓｉｎｇ ａ Ｐｙｔｈｏｎ ｐｒｏｇｒａｍ， ｗｅ
ｃｏｎｓｔｒｕｃｔｅｄ ａ ｄｉｃｔｉｏｎａｒｙ ｗｈｅｒｅｉｎ ｅａｃｈ ｑｕｅｓｔｉｏｎ ｓｅｒｖｅｓ
ａｓ ａ ｋｅｙ ａｎｄ ｉｔｓ ｒｅｓｐｅｃｔｉｖｅ ａｎｓｗｅｒ ａｓ ｔｈｅ ｖａｌｕｅ．
２．２．２　 Ｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｇｏｖｅｒｎｍｅｎｔ ｑｕｅｓｔｉｏｎ ａｎｓｗｅｒｉｎｇ

ｓｙｓｔｅｍ
　 　 Ｗｅ ｂｕｉｌｔ ａ ｇｏｖｅｒｎｍｅｎｔ ｑｕｅｓｔｉｏｎ ａｎｓｗｅｒｉｎｇ ｓｙｓｔｅｍ
ｂａｓｅｄ ｏｎ ｔｈｅ ｋｎｏｗｌｅｄｇｅ ｂａｓｅ． Ｔｈｉｓ ｐｒｉｍａｒｉｌｙ ｉｎｃｌｕｄｅｄ
ｃｏｍｐｕｔｉｎｇ ｔｈｅ ｓｉｍｉｌａｒｉｔｙ ｂｅｔｗｅｅｎ ａ ｕｓｅｒ⁃ｓｕｂｍｉｔｔｅｄ
ｑｕｅｓｔｉｏｎ ａｎｄ ｔｈｅ ｑｕｅｓｔｉｏｎｓ ｃｏｎｔａｉｎｅｄ ｗｉｔｈｉｎ ｔｈｅ
ｋｎｏｗｌｅｄｇｅ ｂａｓｅ． Ｔｈｅ ｓｙｓｔｅｍ ｔｈｅｎ ｓｅｌｅｃｔｓ ｔｈｅ ａｎｓｗｅｒ
ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｔｈｅ ｍｏｓｔ ｓｉｍｉｌａｒ ｑｕｅｓｔｉｏｎ ａｓ ａ
ｃａｎｄｉｄａｔｅ ａｎｓｗｅｒ． Ｔｏ ｃｏｍｐｌｅｔｅ ｔｈｉｓ ｐｒｏｃｅｓｓ， ｂｏｔｈ ｔｈｅ
ｕｓｅｒ􀆳ｓ ｑｕｅｓｔｉｏｎ ａｎｄ ｔｈｅ ｋｎｏｗｌｅｄｇｅ ｂａｓｅ ｑｕｅｓｔｉｏｎｓ ｍｕｓｔ
ｂｅ ｃｏｎｖｅｒｔｅｄ ｉｎｔｏ ｖｅｃｔｏｒ ｆｏｒｍａｔ． Ｗｅ ｅｍｐｌｏｙｅｄ ｔｈｅ
ＢＥＲＴ ｍｏｄｅｌ， ａ ｒｏｂｕｓｔ ｔｅｘｔ ｖｅｃｔｏｒｉｚａｔｉｏｎ ｔｏｏｌ， ｔｏ
ｔｒａｎｓｆｏｒｍ ｔｈｅ ｔｅｘｔ ｉｎｔｏ ｖｅｃｔｏｒｓ．

２．３　 ＴＴＳ
　 　 Ｅｘｉｓｔｉｎｇ ＴＴＳ ｔｅｃｈｎｏｌｏｇｙ ｉｓ ｒｅｌａｔｉｖｅｌｙ ｍａｔｕｒｅ． Ｗｅ
ｅｍｐｌｏｙｅｄ ｔｈｅ ｏｐｅｎ⁃ｓｏｕｒｃｅ ｓｐｅｅｃｈ ｓｙｎｔｈｅｓｉｓ ｓｙｓｔｅｍ
ＧＰＴ⁃ＳｏＶＩＴＳ ｔｏ ｆｉｎｅ⁃ｔｕｎｅ ｏｕｒ ＴＴＳ ｍｏｄｅｌ． Ｆｉｎｅ⁃ｔｕｎｉｎｇ
ｒｅｑｕｉｒｅｓ ａｕｄｉｏ ｄａｔａ ｆｒｏｍ ａ ｔａｒｇｅｔ ｓｐｅａｋｅｒ． Ｂｙ
ｒｅｃｏｒｄｉｎｇ ｊｕｓｔ ｌ ｍｉｎ ｏｆ ａｕｄｉｏ ｆｒｏｍ ａ ｓｐｅａｋｅｒ， ｗｅ ｗｅｒｅ
ａｂｌｅ ｔｏ ｆｉｎｅ⁃ｔｕｎｅ ｏｕｒ ｍｏｄｅｌ ｓｏ ｔｈａｔ ｔｈｅ ｓｙｎｔｈｅｓｉｚｅｄ
ｖｏｉｃｅ ｃｌｏｓｅｌｙ ａｐｐｒｏｘｉｍａｔｅｓ ｔｈｅ ｏｒｉｇｉｎａｌ ｖｏｉｃｅ．

３　 Ｅｘｐｅｒｉｍｅｎｔａｔｉｏｎ ａｎｄ Ｐｒａｃｔｉｃａｌ Ａｐｐｌｉｃａｔｉｏｎ

３．１　 Ｔｅｃｈｎｉｃａｌ Ｒｏｕｔｅ
　 　 Ｔｈｅ ｏｂｊｅｃｔｉｖｅ ｏｆ ｔｈｉｓ ｓｔｕｄｙ ｗａｓ ｆｉｒｓｔ ｔｏ ｄｅｖｅｌｏｐ ａ
ｒｅａｌ⁃ｔｉｍｅ ａｎｄ ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｄｉｇｉｔａｌ ｈｕｍａｎ， ｆｏｌｌｏｗｅｄ
ｂｙ ｔｈｅ ｃｒｅａｔｉｏｎ ｏｆ ａ ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｖｅ ｄｉｇｉｔａｌ
ｈｕｍａｎ．

Ｔｈｅ ｃｏｒｅ ｏｆ ｔｈｅ ｄｉｇｉｔａｌ ｈｕｍａｎ ｉｓ ｂａｓｅｄ ｏｎ ｔｈｅ
ｉｍｐｒｏｖｅｄ Ｗａｖ２Ｌｉｐ ｍｏｄｅｌ （ａｓ ｓｈｏｗｎ ｉｎ Ｆｉｇ． １） ． Ｔｈｅ
ｔｅｃｈｎｉｃａｌ ｒｏｕｔｅ ｆｏｒ ｉｔｓ ｅｓｔａｂｌｉｓｈｍｅｎｔ ｂｅｇａｎ ｗｉｔｈ
ｃａｐｔｕｒｉｎｇ ａｎｄ ｐｒｅｐａｒｉｎｇ ｖｉｄｅｏ ｄａｔａ ｆｏｒ ｓｕｂｓｅｑｕｅｎｔ
ｐｒｏｃｅｓｓｉｎｇ， ｆｏｌｌｏｗｅｄ ｂｙ ｄｅｖｅｌｏｐｉｎｇ ｔｈｅ ｌｉｐ⁃ｓｙｎｃ
ｄｉｓｃｒｉｍｉｎａｔｏｒ ｍｏｄｅｌ ａｎｄ ｔｈｅ ｇｅｎｅｒａｔｏｒ ｍｏｄｅｌ ａｓ
ｃｏｍｐｏｎｅｎｔｓ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｗａｖ２Ｌｉｐ． Ｔｈｉｓ ｉｍｐｒｏｖｅｄ
ｍｏｄｅｌ ｗａｓ ｔｈｅｎ ｔｒａｉｎｅｄ ｕｓｉｎｇ ｐｒｅｐｒｏｃｅｓｓｅｄ ｄａｔａ，
ｆｏｃｕｓｉｎｇ ｏｎ ｂｏｔｈ ｔｈｅ ｌｉｐ⁃ｓｙｎｃ ｄｉｓｃｒｉｍｉｎａｔｏｒ ａｎｄ
ｇｅｎｅｒａｔｏｒ． Ｏｎｃｅ ｔｈｅ ｇｅｎｅｒａｔｏｒ ｍｏｄｅｌ ｗａｓ ｆｕｌｌｙ ｔｒａｉｎｅｄ，
ｉｎｐｕｔｔｉｎｇ ａｕｄｉｏ ｉｎｔｏ ｔｈｅ ｓｙｓｔｅｍ ｅｎａｂｌｅｄ ｔｈｅ ｇｅｎｅｒａｔｉｏｎ
ｏｆ ｄｉｇｉｔａｌ ｈｕｍａｎ ｖｉｄｅｏｓ ｉｎ ｒｅａｌ⁃ｔｉｍｅ．

Ｆｉｇ． １　 Ｔｈｅ ｔｅｃｈｎｉｃａｌ ｒｏｕｔｅ ｏｆ ｄｉｇｉｔａｌ ｈｕｍａｎ

　 　 Ｔｈｅ ｔｅｃｈｎｉｃａｌ ｒｏｕｔｅ ｆｏｒ ｇｏｖｅｒｎｍｅｎｔ ｄｉｇｉｔａｌ ｈｕｍａｎ
ｉｎｔｅｒａｃｔｉｏｎ ｉｓ ｄｅｐｉｃｔｅｄ ｉｎ Ｆｉｇ． ２． Ｆｉｒｓｔ， ｔｈｅ ｕｓｅｒ ｉｎｐｕｔｓ
ａ ｑｕｅｓｔｉｏｎ ｉｎｔｏ ｔｈｅ ｇｏｖｅｒｎｍｅｎｔ ｑｕｅｓｔｉｏｎ ａｎｓｗｅｒｉｎｇ
ｓｙｓｔｅｍ． Ｉｆ ｔｈｅ ｓｙｓｔｅｍ ｆｉｎｄｓ ａ ｍａｔｃｈｉｎｇ ａｎｓｗｅｒ， ｉｔ
ｏｕｔｐｕｔｓ ｔｈｅ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｅｘｔ． Ｔｈｅ ａｎｓｗｅｒ ｔｅｘｔ ｉｓ ｔｈｅｎ
ｆｅｄ ｉｎｔｏ ｔｈｅ ＴＴＳ ｓｙｓｔｅｍ， ｗｈｉｃｈ ｃｏｎｖｅｒｔｓ ｉｔ ｉｎｔｏ ａｕｄｉｏ．
Ｆｉｎａｌｌｙ， ｔｈｅ ａｕｄｉｏ ｉｓ ｉｎｐｕｔ ｉｎｔｏ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｗａｖ２Ｌｉｐ
ｍｏｄｅｌ， ｗｈｉｃｈ ｇｅｎｅｒａｔｅｓ ａ ｄｉｇｉｔａｌ ｈｕｍａｎ ｖｉｄｅｏ
ｐｒｏｖｉｄｉｎｇ ａ ｖｉｓｕａｌ ａｎｄ ａｕｄｉｔｏｒｙ ｒｅｓｐｏｎｓｅ ｔｏ ｔｈｅ ｕｓｅｒ．

·４４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

Ｆｉｇ． ２　 Ｔｈｅ ｔｅｃｈｎｉｃａｌ ｒｏｕｔｅ ｏｆ ｄｉｇｉｔａｌ ｈｕｍａｎ ｉｎ ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｏｎ

３．２　 Ｐｒｏｇｒａｍ Ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ａｎｄ Ｄｅｐｌｏｙｍｅｎｔ
　 　 Ｔｈｅ ｄｉｇｉｔａｌ ｈｕｍａｎ， ｇｏｖｅｒｎｍｅｎｔ ｑｕｅｓｔｉｏｎ
ａｎｓｗｅｒｉｎｇ ｓｙｓｔｅｍ， ａｎｄ ＴＴＳ ｃｏｍｐｏｎｅｎｔｓ ｗｅｒｅ ａｌｌ
ｄｅｖｅｌｏｐｅｄ ｕｓｉｎｇ ｔｈｅ ＰｙＴｏｒｃｈ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｒａｍｅｗｏｒｋ
ａｎｄ ｉｍｐｌｅｍｅｎｔｅｄ ｉｎ ｔｈｅ Ｐｙｔｈｏｎ ｐｒｏｇｒａｍ． Ｔｈｅ ｓｙｓｔｅｍ
ｗａｓ ｄｅｐｌｏｙｅｄ ｗｉｔｈ ｔｈｅ Ｄｏｃｋｅｒ ｍｅｔｈｏｄ ｔｏ ｅｎｓｕｒｅ ａ
ｓｃａｌａｂｌｅ ａｎｄ ｉｓｏｌａｔｅｄ ｅｎｖｉｒｏｎｍｅｎｔ． Ｔｈｅ ｔｈｒｅｅ
ｃｏｍｐｏｎｅｎｔｓ ｗｅｒｅ ｉｎｔｅｇｒａｔｅｄ ｉｎｔｏ ａ ｃｏｈｅｓｉｖｅ ｉｎｔｅｒａｃｔｉｖｅ
ｐｌａｔｆｏｒｍ ｕｓｉｎｇ ｔｈｅ Ｖｕｅ ｆｒａｍｅｗｏｒｋ． Ｔｈｅ ｈａｒｄｗａｒｅ
ｃｏｎｆｉｇｕｒａｔｉｏｎ ｓｕｐｐｏｒｔｉｎｇ ｔｈｅ ｓｙｓｔｅｍ ｃｏｍｐｒｉｓｅｓ ａｎ
ＮＶＩＤＩＡ ＲＴＸ ３０６０ Ｔｉ ｇｒａｐｈｉｃｓ ｃａｒｄ ｗｉｔｈ １２ ＧＢ

ｍｅｍｏｒｙ ａｎｄ ａｎ ｉ９⁃１０９００ｋ ＣＰＵ， ｏｎ ａ ｃｏｍｐｕｔｅｒ
ｏｐｅｒａｔｉｎｇ ｗｉｔｈ Ｌｉｎｕｘ．
３．３　 Ｒｅａｌ⁃ｔｉｍｅ ａｎｄ Ｈｉｇｈ⁃Ｒｅｓｏｌｕｔｉｏｎ Ｄｉｇｉｔａｌ

Ｈｕｍａｎ Ｇｅｎｅｒａｔｉｏｎ
　 　 Ｔｈｅ ｉｍｐｒｏｖｅｄ Ｗａｖ２Ｌｉｐ ｍｏｄｅｌ ｓｕｃｃｅｓｓｆｕｌｌｙ
ｇｅｎｅｒａｔｅｓ ｈｉｇｈ⁃ｑｕａｌｉｔｙ ｄｉｇｉｔａｌ ｈｕｍａｎｓ ａｆｔｅｒ ｔｒａｉｎｉｎｇ，
ｅｘｈｉｂｉｔｉｎｇ ｔｗｏ ｍａｉｎ ａｄｖａｎｔａｇｅｓ： １） Ｔｈｅ ｇｅｎｅｒａｔｅｄ
ｆａｃｅ ｉｍａｇｅ ｉｓ ｃｌｅａｒ， ａｓ ｓｈｏｗｎ ｉｎ Ｆｉｇ． ３； ２） ｔｈｅ ｍｏｄｅｌ
ｓｗｉｆｔｌｙ ｐｒｏｄｕｃｅｓ ｖｉｄｅｏ ｃｏｎｔｅｎｔ （ ｅ． ｇ．， ａ １０ ｓ ｖｉｄｅｏ
ｒｅｔｕｒｎｅｄ ｉｎ ｏｎｌｙ ５ ｓ） ．

Ｆｉｇ． ３　 Ｉｍａｇｅｓ ｓａｖｅｄ ｄｕｒｉｎｇ ｔｒａｉｎｉｎｇ ｐｈａｓｅ

３．４　 Ｑｕａｎｔｉｔａｔｉｖｅ Ｅｖａｌｕａｔｉｏｎｓ
　 　 Ｔｏ ｅｖａｌｕａｔｅ ｔｈｅ ｑｕａｌｉｔｙ ｏｆ ｌｉｐ⁃ｓｙｎｃ， ｗｅ ｕｓｅ Ｌｉｐ
Ｓｙｎｃ Ｅｒｒｏｒ⁃Ｃｏｎｆｉｄｅｎｃｅ （ＬＳＥ⁃Ｃ） ａｎｄ Ｌｉｐ Ｓｙｎｃ Ｅｒｒｏｒ⁃
Ｄｉｓｔａｎｃｅ （ＬＳＥ⁃Ｄ） ｍｅｔｒｉｃｓ ｉｎｔｒｏｄｕｃｅｄ ｉｎ Ｗａｖ２Ｌｉｐ［１］ ．

Ｗｅ ａｌｓｏ ｕｓｅ Ｆｒéｃｈｅｔ Ｉｎｃｅｐｔｉｏｎ Ｄｉｓｔａｎｃｅ （ ＦＩＤ ） ｔｏ
ｍｅａｓｕｒｅ ｔｈｅ ｑｕａｌｉｔｙ ｏｆ ｔｈｅ ｇｅｎｅｒａｔｅｄ ｆａｃｅｓ［ ５１ ］ ． Ｔｈｅ
ｍｅａｎ ＬＳＥ⁃Ｄ， ＬＳＥ⁃Ｃ， ａｎｄ ＦＩＤ ｓｃｏｒｅｓ ａｒｅ ｓｈｏｗｎ ｉｎ
Ｔａｂｌｅ １．

·５４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

Ｔａｂｌｅ １　 Ｑｕａｎｔｉｔａｔｉｖｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｍｅｔｈｏｄｓ ｏｎ ｏｕｒ ｎｅｗ ｄａｔａｓｅｔｓ

Ｍｅｔｈｏｄ ＬＳＥ－Ｃ↑ ＬＳＥ－Ｄ↓ ＦＩＤ↓

Ｗａｖ２Ｌｉｐ－９６×９６ ５．６５ ８．２３ ４．２５

Ｗａｖ２Ｌｉｐ－３８４×３８４ （ｏｕｒｓ） ６．０６ ７．６８ ２．８９

Ｒｅａｌ ｖｉｄｅｏｓ ７．１７ ６．７６ —

　 　 Ａｓ ｓｈｏｗｎ ｉｎ Ｔａｂｌｅ １， ｏｕｒ ｍｅｔｈｏｄ ｏｕｔｐｅｒｆｏｒｍｓ
ｐｒｅｖｉｏｕｓ ａｐｐｒｏａｃｈｅｓ． Ｗｅ ｓｅｅ ｔｈａｔ ｔｈｅ ｌｉｐ⁃ｓｙｎｃ
ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｖｉｄｅｏｓ ｇｅｎｅｒａｔｅｄ ｕｓｉｎｇ ｏｕｒ ｍｅｔｈｏｄ ｉｓ
ａｌｍｏｓｔ ａｓ ｇｏｏｄ ａｓ ｒｅａｌ ｓｙｎｃｅｄ ｖｉｄｅｏｓ， ａｎｄ ｏｕｒ ｍｅｔｈｏｄ
ｐｒｏｄｕｃｅｓ ｌｉｐ⁃ｓｙｎｃ ｖｉｄｅｏｓ ａｔ ｖｅｒｙ ｈｉｇｈ－ｒｅｓｏｌｕｔｉｏｎｓ．

３．５　 Ｐｒａｃｔｉｃａｌ Ａｐｐｌｉｃａｔｉｏｎ
３．５．１　 Ｔｅｘｔ⁃ｇｅｎｅｒａｔｅｄ ｄｉｇｉｔａｌ ｈｕｍａｎ
　 　 Ｔｅｘｔ ｃａｎ ｂｅ ｔｒａｎｓｆｏｒｍｅｄ ｉｎｔｏ ｄｉｇｉｔａｌ⁃ｈｕｍａｎ ｖｉｄｅｏ
ｂｙ ｃｏｍｂｉｎｉｎｇ ｔｈｅ ＴＴＳ ａｎｄ ｄｉｇｉｔａｌ ｈｕｍａｎ ｍｏｄｅｌ， ａｓ
ｄｅｐｉｃｔｅｄ ｉｎ Ｆｉｇ． ４． Ｗｅ ｅｍｐｌｏｙｅｄ ｔｈｅ ｏｐｅｎ⁃ｓｏｕｒｃｅ
ｓｐｅｅｃｈ ｓｙｎｔｈｅｓｉｓ ｓｙｓｔｅｍ ＧＰＴ⁃ＳｏＶＩＴＳ ｔｏ ｆｉｎｅ⁃ｔｕｎｅ ｏｕｒ
ＴＴＳ ｍｏｄｅｌ， ｒｅｓｕｌｔｉｎｇ ｉｎ ａ ｈｉｇｈ⁃ｑｕａｌｉｔｙ ｓｙｎｔｈｅｓｉｚｅｄ
ｖｏｉｃｅ ｃｌｏｓｅｌｙ ａｐｐｒｏｘｉｍａｔｉｎｇ ｔｈｅ ｏｒｉｇｉｎａｌ ｈｕｍａｎ ｖｏｉｃｅ．
Ｔｈｅ ｓｐｅｅｃｈ ｓｙｎｔｈｅｓｉｓ ａｌｓｏ ｏｐｅｒａｔｅｓ ａｔ ｈｉｇｈ ｓｐｅｅｄ，
ｇｅｎｅｒａｔｉｎｇ １ ｓ ｏｆ ａｕｄｉｏ ｉｎ ｏｎｌｙ ０．５ ｓ， ａｌｌｏｗｉｎｇ ｆｏｒ
ｒｅａｌ⁃ｔｉｍｅ ｓｙｎｔｈｅｓｉｓ．

Ｆｉｇ． ４　 Ｔｅｘｔ⁃ｇｅｎｅｒａｔｅｄ ｗｉｔｈ ｄｉｇｉｔａｌ ｈｕｍａｎｓ

３．５．２　 Ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｏｎ ｗｉｔｈ ｄｉｇｉｔａｌ ｈｕｍａｎｓ
　 　 Ｉｎ ｔｈｉｓ ｓｔｕｄｙ， ｗｅ ｉｎｔｅｇｒａｔｅｄ ａ ｇｏｖｅｒｎｍｅｎｔ
ｑｕｅｓｔｉｏｎ ａｎｓｗｅｒｉｎｇ ｓｙｓｔｅｍ， ＴＴＳ， ａｎｄ ａ ｄｉｇｉｔａｌ ｈｕｍａｎ
ｔｏ ｃｒｅａｔｅ ａ ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｖｅ ｄｉｇｉｔａｌ ｈｕｍａｎ

ｓｙｓｔｅｍ． Ｗｈｅｎ ａ ｕｓｅｒ ｓｕｂｍｉｔｓ ａ ｑｕｅｓｔｉｏｎ， ｉｆ ｔｈｅｒｅ ｉｓ ａｎ
ａｎｓｗｅｒ ｉｎ ｔｈｅ ｋｎｏｗｌｅｄｇｅ ｂａｓｅ， ｔｈｅ ｄｉｇｉｔａｌ ｈｕｍａｎ ｃａｎ
ｑｕｉｃｋｌｙ ｖｏｃａｌｉｚｅ ａ ｒｅｓｐｏｎｓｅ （ａｓ ｓｈｏｗｎ ｉｎ Ｆｉｇ． ５） ．

Ｆｉｇ． ５　 Ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｏｎ ｗｉｔｈ ｄｉｇｉｔａｌ ｈｕｍａｎｓ

　 　 Ｔｈｅ ｇｏｖｅｒｎｍｅｎｔ ｄｉｇｉｔａｌ ｈｕｍａｎ ｗｅ ａｒｅ ｄｅｖｅｌｏｐｉｎｇ
ｉｓ ｃｕｒｒｅｎｔｌｙ ｉｎ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｐｈａｓｅ ａｎｄ ｈａｓ ｎｏｔ
ｂｅｅｎ ｆｏｒｍａｌｌｙ ｉｍｐｌｅｍｅｎｔｅｄ ｉｎ ａｎｙ ｐｒａｃｔｉｃａｌ

ａｐｐｌｉｃａｔｉｏｎ ｏｆ ｇｏｖｅｒｎａｎｃｅ ｏｐｅｒａｔｉｏｎｓ． Ｇｏｖｅｒｎｍｅｎｔ
ｄｅｐａｒｔｍｅｎｔｓ ｈａｖｅ ｄｅｄｉｃａｔｅｄ ｄａｔａ ｓｔｏｒａｇｅ ａｎｄ
ｍａｎａｇｅｍｅｎｔ ｄｅｐａｒｔｍｅｎｔｓ ｔｏ ｅｎｓｕｒｅ ｓｅｃｕｒｉｔｙ． Ｉｆ ｏｕｒ
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Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

ｄｉｇｉｔａｌ ｈｕｍａｎ ｗａｓ ａｄｏｐｔｅｄ ｂｙ ｔｈｅｓｅ ｄｅｐａｒｔｍｅｎｔｓ， ｔｈｅ
ａｓｓｏｃｉａｔｅｄ ＱＡ ａｎｄ ＫＢ ｗｏｕｌｄ ｎｅｅｄ ｔｏ ｂｅ ｃａｒｅｆｕｌｌｙ
ｓｃｒｅｅｎｅｄ ｔｏ ｉｎｃｌｕｄｅ ｏｎｌｙ ｐｕｂｌｉｃｌｙ ａｃｃｅｓｓｉｂｌｅ ｄａｔａ，
ｆｕｒｔｈｅｒ ｓａｆｅｇｕａｒｄｉｎｇ ｄａｔａ ｓｅｃｕｒｉｔｙ． Ｆｕｒｔｈｅｒｍｏｒｅ， ｔｈｅ
ｎｕｍｂｅｒ ａｎｄ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｕｓｅｒｓ ｃｏｕｌｄ ｂｅ ｃｏｕｎｔｅｄ，
ａｎｄ ｕｓｅｒ ｆｅｅｄｂａｃｋ ｃｏｕｌｄ ｂｅ ｒｅｃｏｒｄｅｄ ｔｏ ｏｐｔｉｍｉｚｅ ｔｈｅ
ｄｉｇｉｔａｌ ｈｕｍａｎ ｍｏｄｅｌ ｆｕｒｔｈｅｒ． Ｏｐｔｉｍｉｚｅｄ ｄｉｇｉｔａｌ
ｈｕｍａｎｓ ｃａｎ ｐｒｏｖｉｄｅ ｕｓｅｒｓ ｗｉｔｈ ａ ｂｅｔｔｅｒ ｅｘｐｅｒｉｅｎｃｅ，
ｉｎｃｒｅａｓｅ ｕｓｅｒ ｅｎｇａｇｅｍｅｎｔ， ａｎｄ ｕｌｔｉｍａｔｅｌｙ ｃｏｎｔｒｉｂｕｔｅ ｔｏ
ｂｒｏａｄｅｒ ｓｏｃｉｅｔａｌ ｂｅｎｅｆｉｔｓ．

４　 Ｃｏｎｃｌｕｓｉｏｎｓ

　 　 Ｉｎ ｔｈｉｓ ｓｔｕｄｙ， ｗｅ ｉｍｐｒｏｖｅｄ ｔｈｅ Ｗａｖ２Ｌｉｐ ｍｏｄｅｌ
ｔｏ ｅｎａｂｌｅ ｉｔ ｔｏ ｐｒｏｃｅｓｓ ｒｅｓｏｌｕｔｉｏｎｓ ｕｐ ｔｏ ３８４ × ３８４
ｐｉｘｅｌｓ， ｃｏｍｐａｒｅｄ ｔｏ ｔｈｅ ｏｒｉｇｉｎａｌ ９６×９６ ｐｉｘｅｌｓ． Ｗｅ
ａｌｓｏ ｃｒｅａｔｅｄ ａ ｓｅｔ ｏｆ ｈｉｇｈ⁃ｒｅｓｏｌｕｔｉｏｎ ｖｉｄｅｏ ｄａｔａ ｆｏｒ
ｔｒａｉｎｉｎｇ， ａｌｌｏｗｉｎｇ ｔｈｅ ｍｏｄｅｌ ｔｏ ｇｅｎｅｒａｔｅ ｈｉｇｈ⁃
ｒｅｓｏｌｕｔｉｏｎ， ａｃｃｕｒａｔｅｌｙ ｌｉｐ⁃ｓｙｎｃｅｄ ｄｉｇｉｔａｌ ｈｕｍａｎｓ ｉｎ
ｒｅａｌ ｔｉｍｅ， ａｃｈｉｅｖｉｎｇ ｃｌｅａｒ ｒｅｓｕｌｔｓ ｗｉｔｈｏｕｔ ｔｈｅ ｎｅｅｄ ｆｏｒ
ｆａｃｉａｌ ｅｎｈａｎｃｅｍｅｎｔ ａｌｇｏｒｉｔｈｍｓ． Ｗｅ ｃｏｎｓｔｒｕｃｔｅｄ ｔｈｅ
ｄｉｇｉｔａｌ ｈｕｍａｎ， ｇｏｖｅｒｎｍｅｎｔ ＱＡ ａｎｄ ＴＴＳ， ｔｈｅｎ
ｉｎｔｅｇｒａｔｅｄ ｔｈｅｓｅ ｔｈｒｅｅ ｃｏｍｐｏｎｅｎｔｓ ｔｏ ｃｒｅａｔｅ ａ
ｇｏｖｅｒｎｍｅｎｔ ｄｉｇｉｔａｌ ｈｕｍａｎ ｃａｐａｂｌｅ ｏｆ ｒｅａｌ⁃ｔｉｍｅ
ｉｎｔｅｒａｃｔｉｏｎ ｗｉｔｈ ｃｌｅａｒ， ｈｉｇｈ⁃ｑｕａｌｉｔｙ ｏｕｔｐｕｔ． Ｔｈｉｓ
ｄｉｇｉｔａｌ ｈｕｍａｎ ｓｙｓｔｅｍ ｉｓ ｗｅｌｌ⁃ｓｕｉｔｅｄ ｆｏｒ ｄｅｐｌｏｙｍｅｎｔ ｉｎ
ｐｕｂｌｉｃ ｓｅｒｖｉｃｅ ｓｅｃｔｏｒｓ ａｎｄ ｍａｙ ｓｉｇｎｉｆｉｃａｎｔｌｙ ａｄｖａｎｃｅ
ｔｈｅ ｄｉｇｉｔａｌ ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｏｆ ｇｏｖｅｒｎｍｅｎｔ ｏｐｅｒａｔｉｏｎｓ．

Ｔｈｅ ｇｏｖｅｒｎｍｅｎｔ ＱＡ ｓｙｓｔｅｍ ｕｔｉｌｉｚｅｄ ｉｎ ｔｈｉｓ ｗｏｒｋ
ｏｐｅｒａｔｅｓ ｏｎ ａ ｆｉｘｅｄ ｓｅｔ ｏｆ ｑｕｅｓｔｉｏｎ⁃ａｎｄ⁃ａｎｓｗｅｒ ｐａｉｒｓ，
ｌｉｍｉｔｉｎｇ ｉｔｓ ａｂｉｌｉｔｙ ｔｏ ｈａｎｄｌｅ ａ ｂｒｏａｄｅｒ ａｒｒａｙ ｏｆ
ｉｎｑｕｉｒｉｅｓ． Ｍｏｖｉｎｇ ｆｏｒｗａｒｄ， ｗｅ ｐｌａｎ ｔｏ ｅｘｐｌｏｒｅ ｔｈｅ
ｄｅｖｅｌｏｐｍｅｎｔ ｏｆ ａ ｌａｒｇｅ ｇｏｖｅｒｎｍｅｎｔ ｍｏｄｅｌ ｔｏ ｅｘｐａｎｄ
ｉｔｓ ｃａｐａｂｉｌｉｔｉｅｓ． Ｔｈｅ ｓｙｓｔｅｍ ｃｏｕｌｄ ａｌｓｏ ｒｅｓｐｏｎｄ ｔｏ ａ
ｗｉｄｅｒ ｖａｒｉｅｔｙ ｏｆ ｑｕｅｓｔｉｏｎｓ ａｆｔｅｒ ｉｎｔｅｇｒａｔｉｎｇ ｔｈｅ ｄｉｇｉｔａｌ
ｈｕｍａｎ ｗｉｔｈ ｌａｒｇｅ ｍｏｄｅｌｓ ｌｉｋｅ Ｚｈｉｐｕ Ｑｉｎｇｙａｎ􀆳ｓ
ＣｈａｔＧＬＭ４． Ａｄｄｉｔｉｏｎａｌｌｙ， ｗｈｉｌｅ ｔｈｅ ｐｒｏｐｏｓｅｄ
ｇｏｖｅｒｎｍｅｎｔ ｉｎｔｅｒａｃｔｉｏｎ ｄｉｇｉｔａｌ ｈｕｍａｎ ｃｕｒｒｅｎｔｌｙ
ｓｕｐｐｏｒｔｓ ｏｎｌｙ Ｃｈｉｎｅｓｅ， ｉｔ ｍａｙ ｂｅ ｅｘｔｅｎｄｅｄ ｔｏ ｏｔｈｅｒ
ｌａｎｇｕａｇｅｓ ａｆｔｅｒ ｇａｔｈｅｒｉｎｇ ｖｉｄｅｏ ｄａｔａ ｉｎ ｔｈｏｓｅ
ｒｅｓｐｅｃｔｉｖｅ ｌａｎｇｕａｇｅｓ．
　 　 Ｎｏｔｅ：Ｔｈｅ ｆａｃｉａｌ ｉｍａｇｅｓ ｕｓｅｄ ｉｎ ｔｈｉｓ ｓｔｕｄｙ ｗｅｒｅ
ｐｒｏｖｉｄｅｄ ｂｙ ｔｈｅ ａｕｔｈｏｒ ｏｆ ｔｈｉｓ ａｒｔｉｃｌｅ ａｎｄ ａｒｅ ｐｒｅｓｅｎｔｅｄ
ｈｅｒｅ ｗｉｔｈ ｈｅｒ ｃｏｎｓｅｎｔ．
Ａｐｐｅｎｄｉｘ １： Ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｍｏｄｅｌ
（１） Ｉｎｐｕｔ ｌａｙｅｒ： Ｔｈｅ ｉｎｐｕｔ ｉｍａｇｅ ｃｏｎｓｉｓｔｓ ｏｆ ５ ｆａｃｉａｌ
ｉｍａｇｅｓ， ｅａｃｈ ｗｉｔｈ ３ ｃｈａｎｎｅｌｓ ａｎｄ ３８４ × ３８４ ｐｉｘｅｌｓ，
ｔｏｔａｌｉｎｇ １５ ｃｈａｎｎｅｌｓ．
（２） Ｆａｃｅ ｅｎｃｏｄｅｒ ｍｏｄｅｌ：

（２．１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ７×７， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ３．
（２．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ５×５， ｓｔｒｉｄｅ ｉｓ （１，２）， ｐａｄｄｉｎｇ ｉｓ １．
（２．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．４）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．５）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．６）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．７）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２． ８） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２． ９） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１０）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．１２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１４）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．１５）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１６）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１７）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．１８）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．１９）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．２０）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．２１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ０．
（２．２２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ １×１， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ０．
Ａｐｐｅｎｄｉｘ ２： Ｔｈｅ ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ
（１）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ １：
（１．１） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ８ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ７×７， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ３．
（２）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ２：

·７４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

（２．１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（２．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（２．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（３）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ３：
（３．１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（３．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（３．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（４）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ４：
（４．１）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（４．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（４．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（５）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ５：
（５． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（５． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（５． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（６）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ６：
（６． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（６． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（６． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（７）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ７：
（７． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（７． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（７． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（８）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ８：
（８． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １．
（８． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（９）Ｆａｃｅ ｅｎｃｏｄｅｒ ｂｌｏｃｋ ９：
（９． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ ０．

（９． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ０．
Ａｐｐｅｎｄｉｘ ３： Ｔｈｅ ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ｍｏｄｅｌ
（１）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ １：
（１． １） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ １×１， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ０．
（２）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ２：
（２． １） Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ ０．
（２． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（３）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ３
（３． １） Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（３． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（３． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ５１２ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（４）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ４：
（４． １） Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（４． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（４． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ２５６ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（５）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ５：
（５． １） Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（５． ２） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（５． ３） Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １２８ ｃｈａｎｎｅｌｓ，
ｔｈｅ ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（６）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ６：
（６．１）Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３ × ３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（６．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（６．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ６４ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（７）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ７：
（７．１）Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３ × ３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（７．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
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Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

（７．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ３２ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（８）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ８：
（８．１）Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３ × ３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（８．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（８．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ １６ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（９）Ｆａｃｅ ｄｅｃｏｄｅｒ ｂｌｏｃｋ ９：
（９．１）Ｄｅｃｏｎｖｏｌｕｔｉｏｎ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ８ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３ × ３， ｓｔｒｉｄｅ ｉｓ ２， ｐａｄｄｉｎｇ ｉｓ １， ｏｕｔｐｕｔ
ｐａｄｄｉｎｇ ｉｓ １．
（９．２）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ８ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
（９．３）Ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ： ｔｈｅｒｅ ａｒｅ ８ ｃｈａｎｎｅｌｓ， ｔｈｅ
ｋｅｒｎｅｌ ｉｓ ３×３， ｓｔｒｉｄｅ ｉｓ １， ｐａｄｄｉｎｇ ｉｓ １．
　 　 Ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｐａｒａｍｅｔｅｒｓ ｉｎ ｔｈｅ ｍｏｄｅｌ ｗａｓ
ｄｅｔｅｒｍｉｎｅｄ ｔｈｒｏｕｇｈ ｔｒｉａｌ⁃ａｎｄ⁃ｅｒｒｏｒ． Ａ ｌａｒｇｅｒ ｎｕｍｂｅｒ ｏｆ
ｃｈａｎｎｅｌｓ ｉｎｃｒｅａｓｅｓ ｔｈｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ａｎｄ
ｄｅｃｅｌｅｒａｔｅｓ ｉｔｓ ｉｎｆｅｒｅｎｃｅ ｓｐｅｅｄ， ｍａｋｉｎｇ ｒｅａｌ⁃ｔｉｍｅ
ｓｙｎｔｈｅｓｉｓ ｉｎｃｒｅａｓｉｎｇｌｙ ｃｈａｌｌｅｎｇｉｎｇ． Ｃｏｎｖｅｒｓｅｌｙ， ｔｏｏ
ｆｅｗ ｃｈａｎｎｅｌｓ ｌｅａｄ ｔｏ ａｎ ｏｖｅｒｌｙ ｓｉｍｐｌｉｓｔｉｃ ｍｏｄｅｌ ｔｈａｔ
ｃａｎｎｏｔ ｓｙｎｔｈｅｓｉｚｅ ａ ｄｉｇｉｔａｌ ｈｕｍａｎ ｅｆｆｅｃｔｉｖｅｌｙ．

Ｒｅｆｅｒｅｎｃｅｓ

［１］Ｐｒａｊｗａｌ Ｋ Ｒ， Ｍｕｋｈｏｐａｄｈｙａｙ Ｒ， Ｎａｍｂｏｏｄｉｒｉ Ｖ Ｐ， ｅｔ ａｌ．Ａ
ｌｉｐ ｓｙｎｃ ｅｘｐｅｒｔ ｉｓ ａｌｌ ｙｏｕ ｎｅｅｄ ｆｏｒ ｓｐｅｅｃｈ ｔｏ ｌｉｐ ｇｅｎｅｒａｔｉｏｎ
ｉｎ ｔｈｅ ｗｉｌｄ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２８ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉｍｅｄｉａ． Ｎｅｗ Ｙｏｒｋ： ＡＣＭ Ｐｒｅｓｓ， ２０２０：
４８４－４９２．

［２］Ｃｈｕｎｇ Ｊ Ｓ， Ｊａｍａｌｕｄｉｎ Ａ， Ｚｉｓｓｅｒｍａｎ Ａ． Ｙｏｕ ｓａｉｄ ｔｈａｔ？
［２０１７－０５－０８］ ． ｈｔｔｐｓ： ／ ／ ａｒｘｉｖ．ｏｒｇ ／ ａｂｓ ／ １７０５．０２９６６．

［３］Ｋｉｍ Ｈ， Ｇａｒｒｉｄｏ Ｐ， Ｔｅｗａｒｉ Ａ， ｅｔ ａｌ．Ｄｅｅｐ ｖｉｄｅｏ ｐｏｒｔｒａｉｔｓ．
ＡＣＭ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｇｒａｐｈｉｃｓ， ２０１８， ３７ （ ４）： Ａｒｔｉｃｌｅ
Ｎｏ．１６３．ＤＯＩ：１０．１１４５ ／ ３１９７５１７．３２０１２８３．

［４］Ｃｈｅｎ Ｌ， Ｍａｄｄｏｘ Ｒ Ｋ， Ｄｕａｎ Ｚ Ｙ， ｅｔ ａｌ． Ｈｉｅｒａｒｃｈｉｃａｌ
ｃｒｏｓｓ⁃ｍｏｄａｌ ｔａｌｋｉｎｇ ｆａｃｅ ｇｅｎｅｒａｔｉｏｎ ｗｉｔｈ ｄｙｎａｍｉｃ ｐｉｘｅｌ⁃
ｗｉｓｅ ｌｏｓｓ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ． Ｌｏｓ Ａｌａｍｉｔｏｓ：
ＩＥＥＥ Ｃｏｍｐｕｔｅｒ Ｓｏｃｉｅｔｙ Ｐｒｅｓｓ， ２０１９： ７８２４ － ７８３３． ＤＯＩ：
１０．１１０９ ／ ＣＶＰＲ．２０１９．００８０２．

［５］Ｓｉａｒｏｈｉｎ Ａ， Ｌａｔｈｕｉｌｉèｒｅ Ｓ， Ｔｕｌｙａｋｏｖ Ｓ， ｅｔ ａｌ． Ｆｉｒｓｔ ｏｒｄｅｒ
ｍｏｔｉｏｎ ｍｏｄｅｌ ｆｏｒ ｉｍａｇｅ ａｎｉｍａｔｉｏｎ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３３ｒｄ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ． Ｎｅｗ Ｙｏｒｋ： ＡＣＭ Ｐｒｅｓｓ， ２０１９： ７１３７－７１４７．

［６］Ｚｈｏｕ Ｙ， Ｈａｎ Ｘ Ｔ， Ｓｈｅｃｈｔｍａｎ Ｅ， ｅｔ ａｌ． ＭａｋｅｌｔＴａｌｋ：
ｓｐｅａｋｅｒ⁃ａｗａｒｅ ｔａｌｋｉｎｇ⁃ｈｅａｄ ａｎｉｍａｔｉｏｎ． ＡＣＭ Ｔｒａｎｓａｃｔｉｏｎｓ
ｏｎ Ｇｒａｐｈｉｃｓ， ２０２０， ３９（６）： Ａｒｔｉｃｌｅ Ｎｏ．２２１．ＤＯＩ：１０．１１４５ ／
３４１４６８５．３４１７７７４．

［７］Ｚｈａｎｇ Ｃ Ｘ， Ｚｈａｏ Ｙ Ｆ， Ｈｕａｎｇ Ｙ Ｆ， ｅｔ ａｌ． ＦＡＣＩＡＬ：
ｓｙｎｔｈｅｓｉｚｉｎｇ ｄｙｎａｍｉｃ ｔａｌｋｉｎｇ ｆａｃｅ ｗｉｔｈ ｉｍｐｌｉｃｉｔ ａｔｔｒｉｂｕｔｅ
ｌｅａｒｎｉｎｇ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｌｏｓ Ａｌａｍｉｔｏｓ： ＩＥＥＥ
Ｃｏｍｐｕｔｅｒ Ｓｏｃｉｅｔｙ Ｐｒｅｓｓ， ２０２１： ３８４７ － ３８５６． ＤＯＩ： １０．
１１０９ ／ ＩＣＣＶ４８９２２．２０２１．００３８４．

［８］Ｗａｎｇ Ｘ Ｓ， Ｘｉｅ Ｑ Ｃ， Ｚｈｕ Ｊ Ｈ， ｅｔ ａｌ． ＡｎｙｏｎｅＮｅｔ：
ｓｙｎｃｈｒｏｎｉｚｅｄ ｓｐｅｅｃｈ ａｎｄ ｔａｌｋｉｎｇ ｈｅａｄ ｇｅｎｅｒａｔｉｏｎ ｆｏｒ
ａｒｂｉｔｒａｒｙ ｐｅｒｓｏｎｓ． ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｕｌｔｉｍｅｄｉａ， ２０２２，
２５：６７１７－６７２８．ＤＯＩ：１０．１１０９ ／ ＴＭＭ．２０２２．３２１４１００．

［９］Ｗａｎｇ Ｓ Ｚ， Ｌｉ Ｌ Ｃ， Ｄｉｎｇ Ｙ， ｅｔ ａｌ． Ａｕｄｉｏ２Ｈｅａｄ： ａｕｄｉｏ⁃
ｄｒｉｖｅｎ ｏｎｅ⁃ｓｈｏｔ ｔａｌｋｉｎｇ⁃ｈｅａｄ ｇｅｎｅｒａｔｉｏｎ ｗｉｔｈ ｎａｔｕｒａｌ ｈｅａｄ
ｍｏｔｉｏｎ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｔｈｉｒｔｉｅｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｉｎｔ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ． Ｍｏｎｔｒｅａｌ： ＩＪＣＡＩ，
２０２１：１０９８－１１０５． ＤＯＩ：１０．２４９６３ ／ ｉｊｃａｉ．２０２１ ／ １５２．

［１０］Ｊｉ Ｘ Ｙ， Ｚｈｏｕ Ｈ， Ｗａｎｇ Ｋ Ｙ， ｅｔ ａｌ． Ａｕｄｉｏ⁃ｄｒｉｖｅｎ
ｅｍｏｔｉｏｎａｌ ｖｉｄｅｏ ｐｏｒｔｒａｉｔｓ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．
Ｌｏｓ Ａｌａｍｉｔｏｓ： ＩＥＥＥ Ｃｏｍｐｕｔｅｒ Ｓｏｃｉｅｔｙ Ｐｒｅｓｓ， ２０２１：
１４０７５－１４０８４．

［１１］Ｚｈｏｕ Ｈ， Ｓｕｎ Ｙ Ｓ， Ｗｕ Ｗ Ｎ， ｅｔ ａｌ． Ｐｏｓｅ⁃ｃｏｎｔｒｏｌｌａｂｌｅ
ｔａｌｋｉｎｇ ｆａｃｅ ｇｅｎｅｒａｔｉｏｎ ｂｙ ｉｍｐｌｉｃｉｔｌｙ ｍｏｄｕｌａｒｉｚｅｄ ａｕｄｉｏ－
ｖｉｓｕａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．
Ｌｏｓ Ａｌａｍｉｔｏｓ： ＩＥＥＥ Ｃｏｍｐｕｔｅｒ Ｓｏｃｉｅｔｙ Ｐｒｅｓｓ， ２０２１：
４１７４－４１８４．

［１２］Ｇｕｏ Ｙ Ｄ， Ｃｈｅｎ Ｋ Ｙ， Ｌｉａｎｇ Ｓ， ｅｔ ａｌ．ＡＤ－ＮｅＲＦ： ａｕｄｉｏ
ｄｒｉｖｅｎ ｎｅｕｒａｌ ｒａｄｉａｎｃｅ ｆｉｅｌｄｓ ｆｏｒ ｔａｌｋｉｎｇ ｈｅａｄ ｓｙｎｔｈｅｓｉｓ．
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｌｏｓ Ａｌａｍｉｔｏｓ： ＩＥＥＥ Ｃｏｍｐｕｔｅｒ
Ｓｏｃｉｅｔｙ Ｐｒｅｓｓ， ２０２１： ５７６４－５７７４．

［１３］Ｍｉｎ Ｄ Ｃ， Ｓｏｎｇ Ｍ， Ｋｏ Ｅ， ｅｔ ａｌ． ＳｔｙｌｅＴａｌｋｅｒ： ｏｎｅ⁃ｓｈｏｔ
ｓｔｙｌｅ⁃ｂａｓｅｄ ａｕｄｉｏ⁃ｄｒｉｖｅｎ ｔａｌｋｉｎｇ ｈｅａｄ ｖｉｄｅｏ ｇｅｎｅｒａｔｉｏｎ．
［２０２２－０８－２３］ ． ｈｔｔｐｓ： ／ ／ ａｒｘｉｖ．ｏｒｇ ／ ａｂｓ ／ ２２０８．１０９２２．

［１４］Ｙａｏ Ｓ Ｙ， Ｚｈｏｎｇ Ｒ Ｚ， Ｙａｎ Ｙ Ｃ， ｅｔ ａｌ． ＤＦＡ －ＮｅＲＦ：
ｐｅｒｓｏｎａｌｉｚｅｄ ｔａｌｋｉｎｇ ｈｅａｄ ｇｅｎｅｒａｔｉｏｎ ｖｉａ ｄｉｓｅｎｔａｎｇｌｅｄ ｆａｃｅ
ａｔｔｒｉｂｕｔｅｓ ｎｅｕｒａｌ ｒｅｎｄｅｒｉｎｇ． ［ ２０２２ － ０１ － ０３］ ． ｈｔｔｐｓ： ／ ／
ａｒｘｉｖ．ｏｒｇ ／ ａｂｓ ／ ２２０１．００７９１．

［１５］Ｓｈｅｎ Ｓ， Ｌｉ Ｗ Ｈ， Ｚｈｕ Ｚ， ｅｔ ａｌ． Ｌｅａｒｎｉｎｇ ｄｙｎａｍｉｃ ｆａｃｉａｌ
ｒａｄｉａｎｃｅ ｆｉｅｌｄｓ ｆｏｒ ｆｅｗ⁃ｓｈｏｔ ｔａｌｋｉｎｇ ｈｅａｄ ｓｙｎｔｈｅｓｉｓ．
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ １７ｔｈ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ． Ｈｅｉｄｅｌｂｅｒｇ： Ｓｐｒｉｎｇｅｒ， ２０２２： ６６６－６８２．

［１６］Ｓｈｅｎ Ｓ， Ｚｈａｏ Ｗ Ｌ， Ｍｅｎｇ Ｚ Ｂ， ｅｔ ａｌ． ＤｉｆｆＴａｌｋ： ｃｒａｆｔｉｎｇ
ｄｉｆｆｕｓｉｏｎ ｍｏｄｅｌｓ ｆｏｒ ｇｅｎｅｒａｌｉｚｅｄ ａｕｄｉｏ⁃ｄｒｉｖｅｎ ｐｏｒｔｒａｉｔｓ
ａｎｉｍａｔｉｏｎ． ［２０２３－０１－１０］ ． ｈｔｔｐｓ： ／ ／ ａｒｘｉｖ．ｏｒｇ ／ ａｂｓ ／ ２３０１．
０３７８６．

［１７］Ｇｏｏｄｆｅｌｌｏｗ Ｉ Ｊ， Ｐｏｕｇｅｔ⁃Ａｂａｄｉｅ Ｊ， Ｍｉｒｚａ Ｍ， ｅｔ ａｌ．
Ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｓ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２７ｔｈ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ． Ｎｅｗ Ｙｏｒｋ：ＡＣＭ Ｐｒｅｓｓ， ２０１４， ２： ２６７２－２６８０．

［１８］Ｂｌａｎｚ Ｖ， Ｖｅｔｔｅｒ Ｔ． Ａ ｍｏｒｐｈａｂｌｅ ｍｏｄｅｌ ｆｏｒ ｔｈｅ ｓｙｎｔｈｅｓｉｓ
ｏｆ ３Ｄ ｆａｃｅｓ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２６ｔｈ Ａｎｎｕａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｇｒａｐｈｉｃｓ ａｎｄ Ｉｎｔｅｒａｃｔｉｖｅ Ｔｅｃｈｎｉｑｕｅｓ． Ｎｅｗ
Ｙｏｒｋ： ＡＣＭ Ｐｒｅｓｓ， １９９９： １８７ － １９４． ＤＯＩ： １０． １１４５ ／

·９４·



Ｊｏｕｒｎａｌ ｏｆ Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ （Ｎｅｗ Ｓｅｒｉｅｓ），Ｖｏｌ．３２，Ｎｏ．５，２０２５

３１１５３５．３１１５５６．
［１９］Ｍｉｌｄｅｎｈａｌｌ Ｂ， Ｓｒｉｎｉｖａｓａｎ Ｐ Ｐ， Ｔａｎｃｉｋ Ｍ， ｅｔ ａｌ． ＮｅＲＦ：

ｒｅｐｒｅ⁃ｓｅｎｔｉｎｇ ｓｃｅｎｅｓ ａｓ ｎｅｕｒａｌ ｒａｄｉａｎｃｅ ｆｉｅｌｄｓ ｆｏｒ ｖｉｅｗ
ｓｙｎｔｈｅｓｉｓ． Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ ｏｆ ｔｈｅ ＡＣＭ， ２０２２， ６５（１）：
９９－１０６．ＤＯＩ：１０．１１４５ ／ ３５０３２５０．

［２０］Ｓｉａｒｏｈｉｎ Ａ， Ｌａｔｈｕｉｌｉèｒｅ Ｓ， Ｔｕｌｙａｋｏｖ Ｓ， ｅｔ ａｌ．Ａｎｉｍａｔｉｎｇ
ａｒｂｉｔｒａｒｙ ｏｂｊｅｃｔｓ ｖｉａ ｄｅｅｐ ｍｏｔｉｏｎ ｔｒａｎｓｆｅｒ． Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ
Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ．Ｐｉｓｃａｔａｗａｙ：ＩＥＥＥ， ２０１９： ２３７２－２３８１．
ＤＯＩ：１０．１１０９ ／ ＣＶＰＲ．２０１９．００２４８．

［２１］Ｈｏ Ｊ， Ｊａｉｎ Ａ， Ａｂｂｅｅｌ Ｐ． Ｄｅｎｏｉｓｉｎｇ ｄｉｆｆｕｓｉｏｎ ｐｒｏｂａｂｉｌｉｓｔｉｃ
ｍｏｄｅｌｓ．Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
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